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Resumen

Modelos de Redes Neuronales Convolucionales de gran prestigio en la literatura científica fueron

implementados para tareas de clasificación de imágenes médicas. El principal objetivo de esta me-

moria fue generar una base de datos de carácter educativo para el aprendizaje de la implementación

y optimización de estos algoritmos. La construcción de esta base de datos, que consiste en tutoriales

desarrollados en lenguaje de programación Python utilizando herramientas open-source como Google

Colab y bases de datos públicas de imágenes médicas, requirió de un exhaustivo estudio para encontrar

los modelos y configuraciones óptimos para cada problema.

Los modelos estudiados fueron VGG-16, ResNet-50 e Inception-V3, y las bases de datos seleccio-

nadas fueron tres. La primera (TC) incluye imágenes de resonancia magnética (MRI) de tres tipos de

tumores cerebrales: meningioma, glioma y pituitario. La segunda base de datos (C19) es sobre Covid-

19 e incluye imágenes de radiografía de tórax pertenecientes a las clases normal, neumonia y covid.

La tercera base de datos (ER) es una colección de imágenes de fondo de retina dividida en dos clases:

retinas sanas y enfermas. La clasificación implementada fue de tipo multiclase para las bases de datos

TC y C19, y de tipo binaria para ER.

El estudio fue dividido en una serie de etapas que cubrieron el efecto que distintos valores para los

hiperparámetros batch-size y learning-rate poseen sobre el rendimiento de la clasificación, además de

la aplicación de las técnicas de aumento de datos y fine-tuning para mejorarlo. La evaluación fue eje-

cutada empleando las métricas recall, precision, F1-score y accuracy, y también matrices de confusión

y curvas de aprendizaje. Como resultado, se obtuvo que para la base de datos TC el mejor modelo fue

ResNet-50 con batch-size 256. Por otra parte, VGG-16 fue el mejor modelo para las bases de datos

C19 y ER, con tamaños de batch-size iguales a 64 y 256, respectivamente. El valor de learning-rate

que obtuvo mejores resultados fue de 1e-3 para todas las bases de datos. La aplicación de aumento

de datos no ayudó en la mejora de la clasificación en ninguna base de datos, mientras que fine-tuning

mejoró el rendimiento en TC y C19, y presentó resultados mixtos en ER. Los puntajes máximos en

accuracy fueron de 94.6 %, 98.8 % y 92.7 % para las bases de datos TC, C19 y ER, respectivamen-

te. Estos resultados, en conjunto con otras métricas y consideraciones, ayudaron a definir el diseño

y construcción de tres tutoriales —uno por cada base de datos—, que comprenden la información

fundamental y pasos necesarios para el desarrollo de un modelo de inteligencia artificial capaz de

clasificar imágenes médicas. Con esto se cumple el objetivo de generar un material educativo para la

clasificación de imágenes médicas basado en redes neuronales.
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Abstract

Scientific literature’s renowned Convolutional Neural Network models were implemented for me-

dical image classification tasks. The main objective was to generate a database for educational purpo-

ses in the learning of implementing and optimizing these algorithms. The construction of this database,

which consists of tutorials developed in Python programming language using open-source tools such

as Google Colab and public medical imaging datasets, required an exhaustive study to find out what

models and configurations were optimal for each problem.

The studied models were VGG-16, ResNet-50 and Inception-V3, and the selected datasets were

three. The first one (TC) includes MRI (magnetic resonance imaging) images of three types of brain

tumors: meningioma, glioma and pituitary. The second one (C19) is a Covid-19 dataset which includes

chest X-ray images for three classes: normal, pneumonia and covid. The third one (ER) is a collection

of retinal fundus images divided into two classes: healthy and unhealthy retinas. Multi-class classifi-

cation was implemented for the TC and C19 datasets, whilst binary classification was implemented

for ER.

The study was divided into a series of stages which covered the effect that different values for the

hyperparameters batch-size and learning-rate have on the performance of the classification, as well as

the application of data augmentation and fine-tuning techniques in order to improve it. The evaluation

was executed using the metrics recall, precision, F1-score and accuracy, plus confusion matrices and

learning curves. As a result, it was concluded that the best-performing model for the TC dataset was

ResNet-50 with a batch-size of 256. On the other hand, VGG-16 was the best-performing model for

C19 and ER datasets, with batch-size values of 64 and 256, respectively. The learning-rate value that

achieved the best results was 1e-3 for all the datasets. The application of data augmentation did not

help to improve the classification in none of the datasets, while fine-tuning enhanced the performance

for datasets TC and C19, and mixed results were presented for ER. The maximum scores in accuracy

were 94.6 %, 98.8 % and 92.7 % for TC, C19 and ER datasets, respectively. These results, alongsi-

de other metrics and considerations, helped to define the design and construction of three tutorials

—one per dataset—, that comprehend the fundamental information and necessary steps to develop an

artificial intelligence model capable of classifying medical images. By these means, the objective of

producing educative material for medical images classification based on neural networks is met.
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1 Introducción

1.1 Introducción General

Las imágenes médicas constituyen una de las herramientas esenciales en el diagnóstico médico,

estas son de distinta naturaleza y abarcan una gran cantidad de patologías [1]. La idea de construir ins-

trumentos computacionales que hagan uso de ellas como soporte médico en las etapas de diagnóstico

y evaluación de enfermedades, ha sido un desafío que muchos científicos han propuesto e intentado

llevar a cabo. El soporte que estos instrumentos entregan radica, principalmente, en la enorme e impor-

tante población que no cuenta con la posibilidad de recibir una atención óptima por falta de personal

capacitado, ya sea porque su hogar no dispone de centros médicos cercanos o porque simplemente

el equipo de profesionales es limitado. Sin embargo, este no es el único propósito de estas tecnolo-

gías, ya que su implementación permite complementar y reforzar el veredicto del médico, logrando

un aumento en la precisión y minuciosidad del diagnóstico.

Los recientes avances en la tecnología y la naturaleza open-source de herramientas de programa-

ción, han permitido expandir la creación de modelos inteligentes a toda persona que desee hacerlo.

Como resultado, en la actualidad existen numerosos algoritmos para tareas relacionadas al diagnóstico

médico, siendo una de ellas la clasificación.

La clasificación consiste en asignar un elemento a una categoría que lo describa y, dependiendo

de las características del dato y el rango de opciones, existen distintos tipos. Por una parte, la clasifi-

cación binaria permite asignar una de dos posibles etiquetas al elemento, siendo estas generalmente

“verdadero o falso”, “sí o no” o un ejemplo asociado a un diagnóstico, “presencia de tumor o ausen-

cia de tumor”. Por otra parte, la clasificación multiclase permite asignar una de más de dos etiquetas

disponibles, por ejemplo “leve, medio o grave”. Finalmente, la clasificación multi-etiqueta, permite

clasificar a un elemento en más de una categoría [2].

Considerando la importancia en el desarrollo de estas herramientas de inteligencia artificial, la

enorme variedad de patologías en las que se pueden aplicar y el hecho de que la información disponible

no siempre existe de forma unificada, se propone la generación de una base de datos de carácter

educativo en la clasificación de imágenes médicas utilizando algoritmos de Aprendizaje Profundo,

abarcando distintos tipos de clasificación, imágenes y patologías.



2

La base de datos consiste en tutoriales en formato notebook, desarrollados en lenguaje de pro-

gramación Python utilizando materiales de libre acceso, como la plataforma Google Colab y bases

de datos públicas de imágenes médicas. Para su desarrollo, se realiza un exhaustivo estudio teórico-

práctico sobre los componentes esenciales que rigen el funcionamiento de los algoritmos. El estudio

incluye la implementación de tres modelos de redes neuronales convolucionales en bases de datos

asociadas a las patologías tumores cerebrales, Covid-19 y enfermedades de la retina, con el objetivo

de definir los que obtengan mejor rendimiento en cada una de ellas. La evaluación de rendimiento

para cada modelo considera numerosas alternativas en la configuración de sus parámetros principa-

les, además de la aplicación de técnicas complementarias con la finalidad de optimizar el nivel de la

clasificación.

La articulación de ambos aspectos del trabajo, es decir, los fundamentos teóricos y análisis práctico

cubiertos en este informe, junto con los tutoriales desarrollados, propicia una sólida formación en

tareas de clasificación de imágenes utilizando redes neuronales convolucionales.

1.2 Objetivos

1.2.1 Objetivo General

Generar tutoriales para la clasificación de imágenes médicas utilizando redes neuronales, con fines

educativos.

1.2.2 Objetivos Específicos

Buscar, seleccionar y estudiar las bases de datos públicas de imágenes a utilizar.

Para cada base de datos seleccionada, aplicar diferentes modelos de redes neuronales, basándose

en la literatura científica y seleccionar los de mejor desempeño en tareas de clasificación.

Generar un tutorial para cada base de datos, que describa el o los modelos seleccionados, consi-

derando todo el proceso (preprocesamiento, entrenamiento, prueba y evaluación de resultados).
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1.3 Alcances y Limitaciones

El trabajo se realizará empleando herramientas open-source, incluyendo la plataforma Google

Colab para la construcción y ejecución de los scripts en lenguaje de programación Python y

para la generación de los tutoriales, aprovechando la modalidad notebook y la integración de la

plataforma con todas las bibliotecas necesarias para su ejecución.

Todas las bases de datos involucradas en el trabajo son de carácter público y de libre acceso.

El trabajo solamente cubre tareas de clasificación, dejando otras aplicaciones del Aprendizaje

Profundo relativas a imágenes médicas fuera del estudio.

1.4 Metodología

En primer lugar, se seleccionarán las bases de datos a utilizar y serán estudiadas las patologías

asociadas. Las fuentes para la obtención de los datos serán sitios web certificados como Kaggle, Papers

With Code, IEEE DataPort, entre otros. Se estudiarán las características de las imágenes en ellas

y, de ser necesario, se aplicarán todos los procesamientos para que su uso sea óptimo. También se

estudiará la variedad de algoritmos existentes y su rendimiento en base a trabajos previos con objetivos

similares.

Para cada base de datos, se implementarán modelos de redes neuronales convolucionales desta-

cados en la literatura, con diversas configuraciones, y se seleccionará la de mejor desempeño. Una

vez que los mejores modelos sean definidos, se implementarán técnicas para mejorar el rendimiento.

Finalmente, cuando los resultados obtenidos sean satisfactorios, se procederá a la generación de los

tutoriales, que incluirán todo lo necesario para la ejecución del código y comprensión del trabajo.

En cuanto a las herramientas computacionales a utilizar, el lenguaje de programación será ex-

clusivamente Python y la plataforma de desarrollo será Google Colab. Finalmente, y en caso de ser

necesario, se emplearán otras herramientas de diseño disponibles para la construcción de diagramas y

figuras.

1.5 Temario

El desarrollo del trabajo está estructurado de la siguiente manera:
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Capítulo 2: Se presenta un estudio bibliográfico referente a las bases del Machine Learning y

Deep Learning, enfatizando en este último la Red Neuronal Convolucional, donde se estudian

los conceptos y componentes que rigen su funcionamiento. Adicionalmente, se destacan mode-

los de gran prestigio en tareas de clasificación. Finalmente, se revisan trabajos del estado del

arte que emplean redes neuronales convolucionales en tareas afines.

Capítulo 3: Se exponen las bases de datos de imágenes médicas utilizadas en el desarrollo del

trabajo, junto con una introducción a las patologías asociadas.

Capítulo 4: Se presenta el procedimiento realizado para la implementación y optimización de

los modelos, el cual está estructurado por etapas donde se estudia el efecto que diversas confi-

guraciones tienen sobre el rendimiento de la clasificación.

Capítulo 5: Se exponen los resultados obtenidos en cada uno de los experimentos realizados,

además de una comparación de rendimiento y una evaluación del proceso de entrenamiento de

los modelos. Por último, se describen los tutoriales construidos.

Capítulo 6: Se presentan las conclusiones finales del trabajo, junto con discusiones y posibles

trabajos futuros.
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2 Capítulo 2. Estudio Bibliográfico

2.1 Introducción

En este capítulo se revisan brevemente los conceptos y orígenes de la Inteligencia Artificial (Ar-

tificial Intelligence, AI), el Aprendizaje Automático (Machine Learning, ML), y la evolución de este

último a Aprendizaje Profundo (Deep Learning, DL). Además, se revisan algoritmos clásicos o con-

vencionales del ML y del DL, profundizando en este último la Red Neuronal Convolucional (Con-

volutional Neural Network, CNN). También, se exponen tres modelos de CNN destacados, junto con

sus principales características. Por último, se presentan trabajos previos que implementan modelos de

CNN en tareas de clasificación, utilizando distintos tipos de imágenes médicas referentes a diversas

patologías.

2.2 Inteligencia Artificial, Machine Learning y Deep Learning

La inteligencia artificial es una rama de las Ciencias de la Computación y se define como la capa-

cidad que tiene un computador (o máquina) de imitar la forma de razonar de un humano, sorteando

obstáculos referentes a la capacidad limitada de aprendizaje y al tiempo que conlleva aprender a este

último [3]-[4].

El Machine Learning por su parte, cuyo funcionamiento es basado en inteligencia artificial y en la

estadística, hace referencia a los diversos algoritmos desarrollados para el aprendizaje de un compu-

tador a través del análisis de datos. El origen del ML ocurre en periodos relativamente cercanos a los

años de aparición de los primeros computadores. Esto es debido a que uno de los fines para los que

un computador fue pensado, era el análisis de grandes cantidades de datos haciendo uso de estos al-

goritmos [3]. El ML es uno de los campos de la IA que más rápido se ha desarrollado y evolucionado,

sobre todo en las últimas décadas [3]-[5].

El Deep Learning es una rama del ML. Los algoritmos de DL se diferencian con los de ML por

la profundidad y complejidad de su arquitectura, donde su columna vertebral es una Red Neuronal

Artificial (Artificial Neural Network, ANN). El origen del Deep Learning se vio inspirado en el trabajo

de Hubel y Wiesel en el año 1959. En él, se describe que el aprendizaje visual está estructurado en

base a capas neuronales de variable profundidad, donde las primeras son las encargadas de aprender a
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reconocer las características más sencillas —como la forma de un objeto, por ejemplo— y, a medida

que se avanza en la profundidad de estas, el reconocimiento es más específico, discerniendo entre

propiedades más complejas como texturas, colores y tamaños. En otras palabras, existe jerarquía en el

proceso de aprendizaje, yendo de lo menos complejo a lo más complejo [4]-[6].

En cuanto a las herramientas computacionales del DL, estas surgen en el año 2012 con la creación

de la base de datos ImageNet [7], que consiste en más de 15 millones de imágenes pertenecientes a

distintas clases. Utilizando esta biblioteca de imágenes, Krizhevsky et al. [8] propusieron un modelo

de DL, “AlexNet”, para la clasificación de estas, marcando un hito en la evolución del ML al DL.

La manera en que los algoritmos de ML y de DL son entrenados para adaptar y mejorar sus resulta-

dos a medida que obtienen conocimiento, se realiza a través de Aprendizaje Supervisado (Supervised

Learning, SL) o Aprendizaje no Supervisado (Unsupervised Learning, UL). En el primero, el algo-

ritmo conoce cuáles son los resultados reales, lo que se conoce como Ground Truth (Ground Truth,

GT) y, a partir de esa certeza, modifica su comportamiento para reducir la diferencia entre lo que su

resultado indica y la realidad. Este tipo de aprendizaje es el que se utiliza comúnmente en tareas de

clasificación. El aprendizaje no supervisado, por su parte, no cuenta con GT y su uso va enfocado

a tareas de agrupación —también conocido como clustering— de datos que comparten característi-

cas similares. Finalmente, el Aprendizaje Semisupervisado (Semisupervised Learning, SSL) es una

combinación de ambos tipos de aprendizaje [5]-[9].

2.3 Algoritmos Convencionales de Machine Learning

A continuación se revisan brevemente algunos algoritmos convencionales de Machine Learning.

La Regresión Logística (Logistic Regression, LR), es un algoritmo basado en estadísticas y

probabilidades. Su nombre es asignado ya que es precisamente la función logística la que es

empleada para el cálculo de las probabilidades que permiten la clasificación. Su fortaleza o ven-

taja se da en tareas que involucran datos que resultan sencillos de dividir de forma lineal. Como

método de regularización, el cual es un sistema que permite reducir el error en el entrenamiento

[6], usa dos técnicas: “L1” y “L2”, ambas utilizadas para obtener una reducción en la cantidad

de características. L1 (o Lasso) lleva ciertos coeficientes a cero, por lo que su uso es recomen-

dado si es que la cantidad de características relevantes es pequeña. Por otra parte, L2 (o Ridge)

también ejecuta una modificación en los coeficientes pero, en vez de ser llevados a cero, los

valores son reducidos. Ambas técnicas contribuyen disminuyendo el impacto de características
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irrelevantes en el análisis realizado por el algoritmo. La desventaja de la LR, es que la función

logística asume la linealidad entre las variables dependientes e independientes, por lo que su

desempeño no es bueno si la complejidad de los datos es alta [2] [10].

Support Vector Machine (Support Vector Machine, SVM) representa los datos, que pueden ser

linealmente separables o no, en espacios de características (feature spaces) de dimensionalidad

variable y dependiente del número de estas. Luego de obtener esta representación, realiza una

separación de las clases a través de un “hiper-plano” que maximiza la distancia entre ellas [11].

En los casos en los que no resulta sencillo realizar una separación lineal entre dos o más clases,

la aplicación de una función no lineal transforma el espacio de características a uno nuevo

de dimensión en la que sí es posible lograr dicha separación, destacando de esta forma su buen

rendimiento en problemas con alta dimensionalidad. Sin embargo, su desventaja es que no posee

un buen rendimiento si los datos presentan mucho ruido [2]-[12].

Por otra parte, uno de los algoritmos más sencillos en su implementación e interpretación es el

Árbol de Decisión (Decision Tree, DT). Su funcionamiento consiste en evaluar sucesivamente

si ciertas condiciones se cumplen o no. La primera condición es evaluada en el nodo raíz, que

diverge a través de dos ramas en dos nodos hijos, también conocidos como nodos internos.

En cada uno de estos nodos hijos, el proceso es repetido hasta que se llega a una clasificación o

condición final, lo que se conoce como nodo hoja [2]. Los parámetros empleados para establecer

la decisión son los Coeficientes de Gini y la Entropía [12]. Una de las ventajas importantes de

este algoritmo, es que los parámetros mencionados permiten al humano comprender cómo se

da el proceso de la clasificación. A partir del algoritmo DT se desprende uno nuevo, conocido

como Bosque Aleatorio (Random Forest, RF), el cual junta o ensambla más de un árbol. Su

funcionamiento involucra la división de los datos en los distintos árboles y realiza el análisis

de forma paralela. La clasificación final se logra considerando la mayoría simple. Su ventaja es

que, debido a la división de los datos en los distintos árboles, reduce el riesgo de obtener un

aprendizaje específico y suele aumentar la exactitud [2]. Sin embargo, un bosque muy grande

afecta de forma negativa el tiempo de ejecución ya que requiere de una mayor cantidad de datos

[13].

Naive Bayes (Naive Bayes, NB) es un algoritmo construido en base a la naturaleza probabilística

que rige al Teorema de Bayes. Su ventaja, es que el conjunto de entrenamiento no requiere una

gran cantidad de datos, debido a su arquitectura simple que solo involucra probabilidades. Su

desventaja, sin embargo, recae en que realiza la suposición “ingenua” de que las características

son independientes, lo cual no es cierto en la mayoría de problemas del mundo real [2]-[12].

Uno de los primeros algoritmos de clasificación supervisada fue el K-Vecinos más Cercanos
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(K-Nearest Neighbour, KNN). A partir de la representación en un plano de datos cuya clase es

conocida, un nuevo dato puede ser asignado a alguna de ellas basado en la distancia. El valor de

K es asignado manualmente e indica el número de vecinos que se va a considerar. Por ejemplo,

al seleccionar un valor de 5 para K, se identifican los 5 vecinos más próximos al dato que se

quiere clasificar. Para esos 5, se revisan su clases y aquella que más se repite es asignada al nuevo

dato. Además del valor de K, es importante asignar el tipo de distancia a considerar, siendo una

de las más utilizadas la Euclídea. La principal ventaja de KNN, es que no requiere un proceso

de entrenamiento. Por otra parte, la simplicidad del modelo y lo poco representativo que es

para problemas complejos, se convierte en una desventaja. Además, si los datos analizados son

muchos, el algoritmo es lento porque debe calcular la distancia para todos los datos etiquetados

[11]-[13].

Por último, la Red Neuronal Artificial es un algoritmo inspirado en el cerebro humano, específi-

camente en la forma en que la unión de distintas neuronas realizan asociaciones e interpretacio-

nes complejas. Es un modelo compuesto por capas de neuronas interconectadas, donde dichas

capas poseen un coeficiente de peso modificable a medida que la información es procesada. La

función de transferencia es la encargada de la activación de ciertas neuronas e inhibición de otras

en el proceso de entrenamiento, obteniendo las características importantes y, a partir de ellas, la

posibilidad de conseguir una clasificación como salida del sistema [11]-[14]. Su gran ventaja es

que es un algoritmo adaptativo o, en otras palabras, su modificación y optimización lo realiza

en base a la experiencia, lo cual otorga versatilidad al permitir el trabajo sobre diferentes tipos

de datos [15].

A modo de síntesis, la Tabla 2.1 expone las principales ventajas y desventajas de los algoritmos de

ML revisados.

Tabla 2.1: Ventajas y desventajas de algoritmos convencionales del Machine Learning.
Algoritmo Ventajas Desventajas

Regresión logística Buen desempeño en datos linealmente separables. Mal desempeño en datos complejos.

Support Vector Machine Buen desempeño en problemas con alta dimensionalidad. Mal desempeño en alta presencia de datos ruidosos.

Árbol de Decisión Fácil de entender e implementar. Suele presentar sobreajuste.

Bosque Aleatorio Presenta menor riesgo de sobreajuste y mayor exactitud que

un árbol de decisión.

Mayor tiempo de ejecución y requiere más datos.

Naive Bayes Simple de implementar y requiere pocos datos para su en-

trenamiento.

Asume la independencia entre datos.

K-Vecinos más Cercanos Simple de implementar y no requiere un proceso de entre-

namiento.

Alto tiempo de ejecución al usar grandes cantidades de da-

tos o de alta complejidad.

Red Neuronal Artificial Posee un aprendizaje adaptativo en base a la experiencia y

tiene alta tolerancia a datos imprecisos o faltantes.

Alto costo computacional al usar muchos datos y complejo

de comprender debido a su naturaleza ”black-box”.
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2.4 Red Neuronal Convolucional

La Red Neuronal Convolucional es uno de los algoritmos más populares del DL y su funciona-

miento es basado en una ANN. Sin embargo, la gran diferencia entre una CNN y los algoritmos de

ML convencional, es que la entrada al modelo es la imagen en sí. Otra diferencia es que la CNN usa

la operación convolución para la extracción de características en vez del sistema de pesos que usa la

ANN, esto es porque la convolución es una operación que involucra filtros que por sí entregan peso.

Una ventaja de la CNN, es que esta se encarga de obtener las características por sí misma y no re-

quiere de un proceso previo de selección manual. Esto significa que su aprendizaje lo logra de forma

adaptativa en base a la experiencia obtenida en el proceso de entrenamiento, al igual que la ANN [6].

2.4.1 Arquitectura de una CNN

La arquitectura por defecto de una CNN consta de una serie de capas que se encargan de obtener

las características relevantes de la imagen de forma automática y adaptativa. La entrada o input al

sistema es la imagen, mientras que la salida o output es la clasificación. Las capas entre el input y

output son esencialmente de tres tipos y corresponden a las capas profundas, capas ocultas o hidden

layers. Estas capas son: la capa de convolución, la capa de agrupación (o pooling) y la capa densa o

totalmente conectada (dense o fully-connected). El conjunto de estas se conoce como bloque y una

CNN involucra la unión de varios de ellos. La salida de cada una de las capas se convierte en la

entrada de la siguiente, de forma sucesiva, hasta alcanzar el final de la red [16]. La Fig. 2.1 muestra la

arquitectura genérica de una red neuronal convolucional.

Fig. 2.1: Arquitectura genérica de una CNN. Las capas de convolución y agrupación pertenecen a la etapa de

extracción de características, mientras que las capas totalmente conectadas forman parte de la clasificación [17].
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2.4.1.1 Capa de Convolución

En esta capa la operación protagonista es la convolución, una operación lineal que se realiza apli-

cando un filtro de convolución (o kernel) sobre un arreglo de números que, en este caso, es la imagen

y recibe el nombre de tensor. Esta operación es la encargada de realizar la extracción de características

del tensor y su resultado es conocido como mapa de características o feature map [16]. La Fig. 2.2

ejemplifica este procedimiento.

Fig. 2.2: Ejemplo de operación de convolución para un kernel de dimensión 3x3 sobre un tensor de dimensión

5x5. A) Convolución con el primer elemento del tensor. B) Convolución con el segundo elemento del tensor. C)

Resultado final de la convolución [16].

2.4.1.2 Capa de Agrupación

La capa de agrupación o capa de pooling recibe este nombre porque su trabajo es, a partir de

una vecindad de valores en un arreglo, seleccionar tan solo uno de ellos. Esta selección se realiza

en base a diversas operaciones predefinidas. Una de ellas, en la cual se obtiene el promedio de los

valores a seleccionar, recibe el nombre de agrupación por valor promedio o average pooling. Otra

operación popular es la obtención del valor mayor, proceso conocido como agrupación por el valor

mayor o max pooling. El objetivo de esta capa es lograr una reducción en la dimensión del mapa de

características, para que el coste computacional sea menor, sin pérdida de información relevante [16].

Una ejemplificación de este proceso se describe en la Fig. 2.3.

2.4.1.3 Capa Densa

La capa densa o fully-connected es aquella que se obtiene luego de un proceso de aplanamiento

del arreglo de entrada. Este proceso consiste en reducir su dimensión de dos a una o, en otras palabras,

convertir el arreglo de dos dimensiones a un vector. La tarea de esta capa es trazar un mapa de conexión

entre las características extraídas para diseñar la salida del sistema, o sea, obtener la clasificación. La
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capa final, que también es una capa densa, contiene una cantidad de nodos igual a la cantidad de clases

disponibles [16]. La Fig. 2.4 ilustra un ejemplo en el cual, a partir de un arreglo de dimensiones 3x3,

se obtiene un vector de dimensión 1x9.

Fig. 2.3: Ejemplo de operación de agrupación utilizando un valor de ventana 2x2 para un tensor con dimensión

original 4x4.

Fig. 2.4: Ejemplo de operación flattening o aplanamiento. A partir de un arreglo bidimensional de dimensión

3x3 se obtiene un arreglo unidimensional.

2.4.1.4 Funciones de Activación

Dependiendo de la arquitectura, luego de operaciones de convolución, agrupación o aplanamiento,

se suele aplicar una función de activación para reducir los costos computacionales y aumentar la no-

linealidad del problema. De esta forma, se facilita la clasificación al obtener una función capaz de

separar los datos de forma correcta. La función de activación empleada generalmente es la función
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rectificador ReLU (Rectified Linear Unit, ReLU). ReLU (ecuación 2.4.1), se encarga de llevar todos

los valores negativos a cero y mantener los positivos sin modificación.

Por otra parte, la capa final también cuenta con una función de activación, cuya labor es norma-

lizar los valores obtenidos en los nodos finales y representarlos como probabilidades, a partir de las

cuales se designa la clase predicha. Para clasificación binaria, la función de activación empleada es la

función sigmoide (ecuación 2.4.2), mientras que para la clasificación multiclase, es la función softmax

(ecuación 2.4.3) la que realiza dicha tarea [14]-[16]-[18].

Relu(z) = max(0, z) (2.4.1)

σ(z) =
1

1 + e−z
(2.4.2)

σ(zi) =
ezi∑K
j=1 e

zj
para i = 1, 2, . . . , K (2.4.3)

Donde z: valor observado (en ecuación 2.4.1) y probabilidad predicha (en ecuaciones 2.4.2 y

2.4.3); i: dato observado; K: número total de datos.

2.4.2 Entrenamiento de una CNN

2.4.2.1 Hiperparámetros

El proceso de entrenamiento considera la configuración de hiperparámetros previo a su inicio.

Uno de ellos es el hiperparámetro Epochs (o épocas), que es el número de veces que el proceso es

realizado. En otras palabras, un Epoch es cuando todas las imágenes cruzan la red neuronal una vez.

Este hiperparámetro toma valores enteros y su valor óptimo depende de cada problema. Por otra parte,

el hiperparámetro Batch-Size (o tamaño del lote), configura la cantidad de datos que el algoritmo

considera previo a la actualización de pesos y suele ser ajustado a potencias de dos.

En cuanto al proceso de aprendizaje de la red, este involucra la actualización automática de los

valores que conforman los kernels presentes en las capas de convolución, y de los pesos en las capas

densas, pues el fin es lograr valores óptimos en estos elementos, y así obtener el mejor desempeño tanto

en la extracción de características relevantes, como en la clasificación. Este trabajo de modificación de
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pesos es realizado por un optimizador junto a una función de pérdida (loss function), ambos también

hiperparámetros. La función de pérdida calcula un valor de error, capaz de medir la diferencia entre

la salida de la red y la realidad o, en otras palabras, la diferencia entre el output y el ground truth. Por

otra parte, al fin de cada iteración, o sea, cuando un batch de datos ha recorrido la red, el optimizador

actualiza los pesos del modelo con el objetivo de minimizar el error. Esta actualización la hace en

base a un gradiente que, a su vez, es obtenido a partir de la función de pérdida. Dicho de otro modo, el

optimizador supervisa que los pesos sean actualizados a favor de la minimización del valor de pérdida.

Finalmente, la función de pérdida utilizada depende del tipo de clasificación que se desea obtener, o

sea, si es binaria o multiclase. “Binary Cross-entropy” y “Categorical Cross-entropy” son las funciones

usualmente utilizadas en cada caso, respectivamente.

Por último, el Learning-rate (lr) —que también es parte del optimizador— es considerado el hi-

perparámetro más importante. Consiste en un valor númerico, generalmente configurado entre 1e-1 y

1e-7, que decreta qué tan rápido o qué tan lento el modelo aprende. Más específicamente, establece

qué tan significativa es la alteración de los pesos por parte del optimizador para obtener la convergen-

cia a un valor de pérdida o de error mínimo. Un lr muy pequeño puede significar un entrenamiento

sumamente lento y, por lo tanto, inviable, mientras que un lr demasiado grande generalmente implica

que el valor de pérdida no converja a un mínimo. Por lo tanto, se suelen estudiar distintos valores de

lr para hallar el óptimo, pues dependerá de la complejidad de cada problema [16]-[19].

Las ecuaciones matemáticas para el optimizador Adam, las funciones de pérdida y las funciones

de activación mencionadas, se exponen en las secciones siguientes.

2.4.2.2 Optimizador

Como se mencionó anteriormente, el optimizador es el componente encargado de actualizar los

pesos presentes en las capas de la red. Adam (Adaptative Moment Estimation), es uno de los optimi-

zadores más utilizados en el DL. Su popular uso se debe a que es eficiente computacionalmente, pues

requiere pocos recursos de memoria, converge rápidamente y porque tiene buen rendimiento en tareas

que involucran una gran cantidad de datos y parámetros.

Adam es un optimizador que combina elementos de otros dos algoritmos destacados: AdaGrad

(Adaptive Gradient Algorithm) y RMSProp (Root Mean Square Propagation). Específicamente, aco-

pla los sistemas de actualización de pesos basados en gradiente que ambos algoritmos presentan.

La actualización de pesos en Adam utiliza la medias móviles del gradiente (denotado por g): m =

β1mt−1 + (1− β1)gt y del cuadrado del gradiente υ = β2vt−1 + (1− β2)g
2
t en cada iteración t. β1 y
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β2 son índices que aportan en el decrecimiento exponencial de las médicas móviles y sus valores son

0.9 y 0.999, respectivamente. Debido a que m y v son inicializadas en cero, en las primeras iteraciones

del entrenamiento se presenta una aproximación al valor mínimo muy distante del óptimo, por lo cual

sufren una corrección a través de un sesgo. Luego, las médias móviles del gradiente y del cuadrado

del gradiente resultan en m̂t = mt/(1 − β1
t ) y υ̂t = υt/(1 − β2

t ), respectivamente. Finalmente, la

actualización de pesos se da según la ecuación 2.4.4 [20].

θt = θt−1 − α
m̂t√
v̂t + ϵ

(2.4.4)

Donde t denota la iteración actual, θ representa el peso, α es el learning-rate, m̂ y υ̂ son las medias

móviles del gradiente (corregidas), y ϵ es una constante configurada por defecto en 1e-8.

2.4.2.3 Funciones de Pérdida

Las expresiones matemáticas para las funciones de pérdida utilizadas para tareas de clasificación

son expuestas a continuación.

Para clasificación binaria, se tiene la “Binary Cross-Entropy”:

Loss = −(y log(p) + (1− y) log(1− p)) (2.4.5)

Donde y: valor binario indicando la clase observada; p: probabilidad de que la clase observada

corresponda a la clase real.

Para clasificación multiclase, se tiene la “Categorical Cross-Entropy”:

Loss = −
M∑
c=1

yo,c log(po,c) (2.4.6)

Donde o: clase observada; c: clase real; p: probabilidad de que o corresponda a c; y: valor binario

indicando si o y c coinciden; M: número de clases.

2.4.3 Conjuntos de Datos

Para la implementación del modelo de CNN, se necesitan al menos dos conjuntos de datos. El

primero, conocido como conjunto o set de entrenamiento, es el que contiene los datos que utiliza la
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red para aprender a identificar las características relevantes y extraerlas. El segundo, conocido como

conjunto o set de prueba, contiene los datos para evaluar el rendimiento del modelo. Adicional a

los dos conjuntos mencionados, puede existir un tercero: el conjunto de validación. Este conjunto

permite obtener información, mientras el modelo es entrenado, sobre qué tan bien está aprendiendo y

desempeñándose sobre datos nuevos y así fijar los hiperparámetros óptimos. Es de suma importancia

que los elementos que componen los conjuntos sean distintos para lograr un entrenamiento adecuado

y un buen nivel de generalización. De esta manera, se consigue un buen rendimiento sobre el conjunto

de prueba [16].

Para obtener una generalización adecuada, es importante que el conjunto de entrenamiento sea lo

suficientemente representativo, tanto en la cantidad de imágenes, como en las características presentes

en ellas, permitiendo una clara diferenciación entre las clases [4]-[9]. Al trabajar con imágenes médi-

cas, no está garantizado que esto sea así, ya que existe una cantidad limitada de ellas, lo cual es uno de

los principales inconvenientes en el DL [19]. Debido a esto, el conjunto de entrenamiento no es lo su-

ficientemente robusto y, si bien el modelo logra aprender las características presentes en las imágenes,

lo hace de manera muy específica. Esto concluye en una mala generalización y, en consecuencia, en un

mal desempeño con el conjunto de prueba. Este fenómeno es conocido como sobreajuste u overfitting.

Por otra parte, puede ocurrir infrajuste o underfitting, en el que las características relevantes presentes

en las imágenes no son suficientes y no permiten que el modelo aprenda de ellas. En otras palabras,

el overfitting resulta en un aprendizaje específico de los datos mientras que el underfitting resulta en

un aprendizaje incompleto [6]-[16]. La Fig. 2.5 muestra una forma de evaluar si el entrenamiento del

modelo se está dando de forma correcta o no, en base a curvas de aprendizaje.

Fig. 2.5: Curvas de aprendizaje. A) el modelo presenta overfitting y mala generalización en el conjunto de

validación. B) el modelo presenta underfitting y mala generalización en ambos conjuntos. C) el modelo presenta

buen ajuste y buena generalización en el set de validación [21].
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2.4.4 Técnicas de Regularización

Existen técnicas de regularización que permiten sobrellevar, en cierto grado, los fenómenos de

overfitting y underfitting, permitiendo una mejora en la capacidad de generalización del modelo [22].

Algunas de estas técnicas son mencionadas a continuación.

2.4.4.1 Dropout

La técnica dropout —o abandono, en español— es popularmente empleada en modelos de CNN y

consiste en la desconexión aleatoria de uniones en la red, o sea, la inhibición de neuronas. La selección

de neuronas que son desconectadas es realizada de forma aleatoria, a partir de un parámetro númerico

que va desde 0 a 1, y que representa el porcentaje de neuronas que se inhiben. La aplicación de dropout

resulta en la omisión de algunos pesos en la fase de entrenamiento y, por lo tanto, en una disminución

del aprendizaje específico y un aumento en la generalización. La Fig. 2.6 muestra un ejemplo de la

aplicación de esta técnica [6]-[23].

Fig. 2.6: Efecto sobre la red luego de la aplicación de dropout. a) red previa a la aplicación de dropout. b) red

posterior a la aplicación de dropout [23].

2.4.4.2 Normalización de Batch

La normalización de batch o normalización por lotes, consiste en una capa suplementaria que, al

ser situada en alguna capa profunda de la red, aplica una normalización a los valores de entrada de

esta. Esta técnica permite una reducción en la cantidad de iteraciones necesarias para el entrenamiento
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óptimo del modelo, lo que se traduce en una disminución en el tiempo de ejecución de esta fase.

Por otra parte, también posee un efecto sobre la capacidad de generalización, similar a la que otorga la

implementación de dropout, por lo que en ocasiones suprime la incorporación de este último o permite

la reducción de su valor [16]-[24].

2.4.4.3 Aumento de Datos

Es una técnica que consiste en aplicar transformaciones a las imágenes originales, resultando en

un aumento en la cantidad de información. Algunas de las transformaciones que se aplican son: rota-

ción en un ángulo determinado, traslación en el eje horizontal y/o eje vertical, flip o reflejo respecto

a un eje y acercamiento o alejamiento (zoom). Otras operaciones que suelen ser aplicadas incluyen el

suavizado, la inversión o reajuste de canales, la adición de ruido aleatorio y modificaciones en los ni-

veles de brillo y contraste. La aplicación de esta técnica permite aumentar la variabilidad de los datos,

lo cual es beneficioso en la fase de entrenamiento del modelo [16]-[25]. La Fig. 2.7 expone algunos

ejemplos de transformaciones aplicadas a una imagen. Es importante mencionar que las transforma-

ciones a aplicar dependederán de las imágenes a utilizar, puesto que las imágenes resultantes, al ser

de naturaleza médica, deben ser realistas.

Fig. 2.7: Ejemplos de operaciones sobre imágenes en la técnica aumento de datos [26].

2.4.4.4 Callbacks

La biblioteca Keras [27] cuenta con funciones auxiliares, llamadas callbacks, que permiten man-

tener estable el entrenamiento de la red, monitoreando en cada momento el desarrollo de este. A

continuación se mencionan tres de estas funciones que son implementadas en el trabajo.

La primera función es ModelCheckpoint. Esta función permite guardar los modelos en un ar-

chivo cada cierta cantidad de epochs. De esta forma, si el entrenamiento es interrumpido por

alguna razón, es posible reanudarlo desde el archivo respaldado. También, en vez de guardar el

modelo completo, permite guardar solo los pesos para que puedan ser utilizados nuevamente en

una red que presente la misma arquitectura que la red original [27].
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Otra función utilizada es Early-Stopping. Como su nombre lo indica, esta función permite dete-

ner el entrenamiento de forma anticipada. Gracias a los parámetros presentes en la función, se

pueden monitorear métricas de interés y, si en una cantidad de epochs determinada —parámetro

que recibe el nombre de “paciencia”— no hay una mejora en dichas métricas, el entrenamiento

se detiene. La ventaja es que evita que el modelo presente sobreajuste, ya que si en las últi-

mas iteraciones se comienza a manifestar este fenómeno, la función permite, además de detener

el entrenamiento, restaurar los pesos óptimos que fueron encontrados en iteraciones anteriores

[27].

Finalmente, la función ReduceLROnPlateau opera de forma análoga a Early-Stopping, pero en

vez de detener el entrenamiento, el hiperparámetro learning-rate es reducido si la métrica moni-

toreada no presenta mejoras en la cantidad de epochs establecidos. La ventaja de esta función,

es que permite modificar este hiperparámetro sin la necesidad de detener el modelo y comenzar

de nuevo [27].

2.5 Transferencia de Aprendizaje y Modelos Destacados del Deep Learning

La Transferencia de Aprendizaje (Transfer Learning, TL) consiste en emplear arquitecturas de

CNN que en su fase de construcción fueron entrenadas y evaluadas en una gran cantidad de datos. Si

bien la tarea de clasificación original puede ser distinta a la que se desea implementar, esto es posible

gracias a que los pesos obtenidos en el proceso de entrenamiento, son lo suficientemente cualificados

para identificar características comunes o genéricas de distintos objetos o elementos. Por lo tanto,

emplear esta técnica resulta conveniente cuando la cantidad de datos en el problema de interés es

limitada, o cuando el objetivo es aumentar el desempeño del modelo [16].

En la práctica, el TL consiste en implementar el modelo original, pero inhibiendo el entrenamiento

de las capas encargadas de la extracción de características y entrenando solo las capas finales que

concluyen en la clasificación. Estas últimas capas suelen ser modificadas para adecuarse a la tarea

de clasificación específica que se desea lograr. Una vez que el modelo ha sido entrenado, se pueden

deshinibir algunas capas y entrenar nuevamente, pero esta vez con valores de learning-rate y epochs

disminuidos, para que el impacto sobre los pesos originales sea pequeño y así el rendimiento alcanzado

previamente no sea alterado de forma drástica, pues la idea de este proceso es mejorar el rendimiento

del modelo, no perjudicarlo. Esta técnica recibe el nombre "fine-tuning". Otra forma de aplicar TL,

es utilizar el modelo original solo en la tarea de extracción de características, y luego proporcionar

este resultado a un algoritmo de clasificación ajeno a la CNN, por ejemplo, a uno de los algoritmos
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convencionales del ML, como DT, KNN o SVM [16].

Existen diversas arquitecturas destacadas en tareas de clasificación. Si bien la naturaleza de estas

considera las capas convencionales de una CNN, muchas varían en el orden en el que son posicio-

nadas, en la cantidad de bloques implementados y en el tipo de técnicas de regularización. Además,

modelos más complejos involucran otras técnicas, como conexiones alternativas entre bloques o capas

de clasificación auxiliares. Algunas de las arquitecturas destacadas son VGG-16 [28], ResNet-50 [29]

e Inception-V3 [30].

2.5.1 VGG-16

La arquitectura VGG utiliza filtros de convolución de dimensión pequeña, siendo esta su principal

diferencia respecto al resto de modelos estudiados. Mientras que otros modelos suelen utilizar filtros

5x5, 7x7, 9x9 e incluso de mayor dimensión, VGG utiliza filtros 3x3. Utilizar estos filtros permite,

por una parte, aumentar la profundidad de la red reduciendo la cantidad de parámetros y el coste

computacional, debido a que dos filtros 3x3 reemplazan a un filtro 5x5 y tres filtros 3x3 reemplazan

a un filtro 7x7. Por otra parte, es posible aumentar el uso de la función de activación ReLU, lo que

permite mejorar la capacidad de discriminación al momento de la clasificación. De hecho, algunas

versiones de VGG también hacen uso de capas de convolución con filtros de dimensión 1x1, con el

único fin de aumentar la no-linealidad al incorporar, luego de la convolución, la función ReLU. Por

último, el trabajo de reducción de dimensión, es llevado a cabo por capas de agrupación por valores

máximos.

El modelo VGG-16, que es el utilizado en este trabajo, tiene 224x224 píxeles como dimensión

de la imagen de entrada. La siguiente sección está compuesta por cinco bloques convolucionales. El

primer bloque posee dos capas de convolución con 64 filtros (o kernels), seguido por una operación

max-pooling de ventana 2x2. El segundo bloque es de similares características, excepto por la canti-

dad de filtros, que esta vez son 128. El tercer bloque cuenta con tres capas de convolución con 256

filtros cada una, seguidos por una capa de max-pooling de ventana 2x2. El cuarto y quinto bloque son

idénticos: tres capas de convolución con 512 filtros, seguidos por una capa de max-pooling de venta-

na 2x2. Finalmente, tres capas fully-connected de 4096, 4096 y 1000 nodos respectivamente, son las

encargadas de generar la salida de la red [28]. El modelo VGG-16 se presenta en la Fig. 2.8.
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Fig. 2.8: Arquitectura del modelo VGG-16 [31].

2.5.2 ResNet-50

La cantidad de capas presentes en una red, conocida como “profundidad”, generalmente se com-

porta de forma directamente proporcional a la exactitud obtenida en el conjunto de entrenamiento. Sin

embargo, en redes con una gran cantidad de capas, llega un punto en el que esta métrica alcanza un

límite y comienza a decaer, lo que es descrito como un “problema de degradación”.

La Red Residual (ResNet) permite superar este inconveniente y lograr un entrenamiento óptimo en

arquitecturas profundas. A partir de un modelo convencional, donde la información viaja directamente

de capa en capa, las capas presentes en ResNet incluyen, además de las conexiones comunes, cone-

xiones atajo (Fig. 2.9 a). Estas últimas, tomando ventaja del principio de la función residual, permiten

agrupar dos o más capas realizando “identity mapping”, con el objetivo de aumentar la información

que reciben las capas más profundas a partir de las capas iniciales. Dicho de otra forma, la información

recibida por una capa no es solo la presente en la capa anterior, sino también la presente en el origen

de la conexión atajo. Realizar este tipo de conexiones no presenta ningún problema cuando las dimen-

siones de las capas conectadas son las mismas. Sin embargo, cuando las dimensiones no coinciden,

una operación de convolución adicional es aplicada para hacerlas coincidir.

Existen diversas versiones de la arquitectura ResNet, donde sus dos principales diferencias son

la cantidad de capas y el tipo de bloques residuales o conexiones atajo que utilizan. Mientras que

ResNet-18 y ResNet-34, con 18 y 34 capas respectivamente, utilizan el modelo de bloque expuesto en
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la Fig. 2.9 b, ResNet-50, 101 y 152 utilizan el modelo Bottleneck, expuesto en la Fig. 2.9 c. El modelo

Bottleneck, en vez de utilizar dos capas para la agrupación, utiliza tres.

Los modelos ResNet permiten demostrar la eficacia de la función residual sobre el problema de

degradación y, si bien todos los modelos manifiestan mejoras sobre el problema, son aquellas con

mayor cantidad de capas las que destacan [29]. El modelo ResNet-50 se expone en la Fig. 2.10.

Fig. 2.9: Bloque residual. a) bloque residual genérico. b) bloque residual de dos capas. c) bloque residual de

tres capas (Bottleneck) [29].

Fig. 2.10: Arquitectura de modelo ResNet-50 [32].

2.5.3 Inception-V3

El componente en el cual el modelo Inception basa su arquitectura, es llamado Módulo Inception.

Este elemento se encarga de aplicar diferentes cantidades y tamaños de filtros de convolución, al igual

que capas de pooling, a distintas secciones de un mismo input. Luego, los resultados son concate-

nados para obtener un output. Esto resulta conveniente cuando no se sabe con certeza qué tamaño

de filtro se desempeña mejor en una situación específica, o cuántos de estos resultan más eficientes,

permitiendo aplicar distintas alternativas y obtener beneficios de cada una de ellas. Sin embargo, esto

significa un alto costo computacional. Para contrarrestar este problema, incluir una convolución de

tamaño 1x1 antes de las operaciones principales es la técnica empleada. Esta operación posibilita dis-

minuir la dimensión del input, específicamente su profundidad o cantidad de canales y, por lo tanto,
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reducir el número de operaciones que un módulo Inception requiere en un 90 %, aproximadamente.

Esto es viable ya que al aplicar una convolución con filtro de tamaño 1x1 a un input multicanal, es

posible obtener una representación simplificada pero lo suficientemente representativa de este. Luego,

al aplicar convoluciones con filtros de mayor orden sobre esta representación simplificada, el costo es

reducido significativamente.

La arquitectura Inception consiste en bloques o módulos inception apilados de forma sucesiva.

Inception-V3, utilizada en este trabajo, ha sufrido algunas modificaciones respecto a sus versiones

anteriores y son mencionadas a continuación.

En primer lugar, busca encontrar un equilibrio entre la profundidad de la red y su grosor. La profun-

didad hace referencia a la cantidad de capas presentes en la red, mientras que el grosor es la cantidad

de operaciones utilizadas en cada uno de los módulos. Convoluciones con un filtro de tamaño 5x5

presentes en la versión original (Inception-V1), fueron reemplazados por factorizaciones de estos en

la versión siguiente (Inception-V2), ya que dos filtros de tamaño 3x3, o dos filtros de tamaño 1x3 y

3x1, permiten una representación similar a la del filtro original con un costo computacional reduci-

do. Además de los módulos Inception descritos, en Inception-V2 se incluyen clasificadores auxiliares

en algunas secciones de la red. Estos clasificadores son esencialmente funciones de activación “soft-

max” o “sigmoid” intermedias para monitorear que la clasificación se esté dando de forma óptima. En

Inception-V3, si bien no hubo grandes modificaciones en cuanto a la estructura de los módulos, se op-

tó por optimizar lo más posible los parámetros y capas auxiliares. Esta vez, fueron las convoluciones

con filtros de tamaño 7x7 las reemplazadas por su respectiva factorización. Además, los clasificadores

auxiliares son precedidos por normalización de batch. Por último, se empleó Label Smoothing, un

mecanismo de regularización que reduce el riesgo de sobreajuste haciendo a los clasificadores más

“ingenuos”, al reducir la distancia entre puntajes de probabilidad otorgado a las clases [33]-[30]. La

arquitectura para Inception-V3 se muestra en la Fig. 2.11.

Fig. 2.11: Arquitectura de modelo Inception-V3 [34].



23

2.6 Métricas de Evaluación

Son diversas las métricas empleadas para la evaluación del rendimiento de los modelos. Estas,

permiten realizar un análisis específico por cada clase y también de forma generalizada. Para cada una

de las métricas descritas a continuación:

True positives o verdaderos positivos (TP): clases identificadas como positivas cuando la etique-

ta real también es positiva.

True negatives o verdaderos negativos (TN): clases identificadas como negativas cuando la eti-

queta real también es negativa.

False positives o falsos positivos (FP): clases identificadas como positivas cuando la etiqueta

real es negativa.

False negatives o falsos negativos (FN): clases identificadas como negativas cuando la etiqueta

real es positiva.

Las métricas empleadas para la evaluación fueron las siguientes:

Recall o Exhaustividad (también llamada Sensibilidad): indica la proporción de clases correcta-

mente identificadas como positivas sobre el total de clases que efectivamente son positivas.

Recall =
TP

TP + FN
(2.6.1)

Precision o Precisión: indica la proporción de clases que son correctamente identificadas como

positivas sobre el total de clases identificadas como positivas.

Precision =
TP

TP + FP
(2.6.2)

F1-Score o Valor-F: combina recall y precision en una métrica.

F1− Score = 2 · precision · recall
precision+ recall

(2.6.3)
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Accuracy o Exactitud: indica el porcentaje de clasificaciones correctas entre la totalidad de

datos.

Accuracy =
TP + TN

TP + TN + FP + FN
(2.6.4)

Matrices de confusión: expone las imágenes con sus clases reales en filas y las predicciones del

modelo en columnas. Dependiendo de la clase observada, los valores para TP, TN, FP y FN

pueden ser obtenidos según se muestra a continuación.

Para clasificación multiclase (se ejemplifica para tres clases: C0, C1 y C2):

Para clasificación binaria:

2.7 Trabajos Previos

En la actualidad existe un sinfín de trabajos en tareas de clasificación, cubriendo distintas patolo-

gías y tipos de imágenes médicas. Algunos de ellos son expuestos a continuación.

Un tema relevante ha sido la clasificación relativa al cáncer de mamas. En un trabajo, T. Araújo et

al. [35], haciendo uso de una base de datos de acceso público, compuesta por imágenes de histología de

alta resolución, desarrollaron un modelo para dos tipos de clasificación: uno binario y otro multiclase.

El primer modelo permitía identificar la presencia o no de carcinoma, mientras que el segundo permitía

clasificar un tejido entre cuatro clases: normal, lesión benigna, carcinoma invasivo y carcinoma in situ.

Lo relevante de este trabajo, es que la arquitectura de la CNN fue diseñada de tal forma que permitiera



25

la clasificación de imágenes tanto por regiones específicas, en este caso a nivel de célula, como por la

totalidad del tejido presente en la imagen. Además de la clasificación propia del modelo de CNN, las

características extraídas por el algoritmo fueron utilizadas en la clasificación a través de SVM, donde

los resultados obtenidos por ámbos clasificadores son similares: un promedio de 75.68 % en accuracy

al usar solo CNN y 75.75 % al usar CNN y SVM.

En el mismo tema, Y. Wang et al. [36] trabajaron en un modelo para el soporte clínico en el

diagnóstico de lesiones benignas y malignas utilizando 316 imágenes de ultrasonido. La metodología

empleó un modelo de CNN basado en la arquitectura Inception-V3, la cual fue incorporada por TL.

Además, existió un proceso de evaluación que consideró un grupo de cinco médicos, de los cuales

cuatro aumentaron su desempeño en el diagnóstico luego de tomar en consideración los resultados

entregados por el modelo. La métrica utilizada para la evaluación de desempeño en este trabajo, es el

Área Bajo la Curva (Area Under the Curve, AUC) de la curva Característica Operativa del Receptor

(Receiver Operating Characteristic, ROC). Lo que hace la curva ROC, es relacionar las métricas es-

pecificidad (specificity) y sensibilidad (sensitivity o recall). Al calcular el AUC de la curva ROC, se

puede discriminar qué tan bueno es el desempeño de una clase sobre la otra. Mientras más cercano a

uno sea el valor, mejor es el modelo clasificando esa clase. El valor promedio AUC de la curva ROC

para el modelo fue de 0.919.

Siguiendo el enfoque anterior, B. Ehteshami et al. [37] realizaron un estudio comparativo entre

modelos de DL y un grupo de 11 especialistas patólogos, en la detección y clasificación de metástasis

en ganglios linfáticos en mujeres con cáncer de mama, a partir de 399 imágenes de microscopía.

Los modelos estudiados son el resultado del desafío “Cancer Metastases in Lymph Nodes Challenge

2016"(CAMELYON16). El objetivo en clasificación, que fue de naturaleza binaria, era identificar si

existía o no metástasis en los ganglios linfáticos. Los patólogos obtuvieron un promedio AUC de

0.810 considerando un límite de tiempo de dos horas. Por otra parte, de los modelos presentados

por los equipos, el algoritmo con mejor desempeño, que fue basado en la arquitectura GoogLeNet,

obtuvo un valor AUC de 0.994, superando a todos los patólogos. Teniendo esto en consideración,

el desafío CAMELYON16 permitió demostrar la superioridad de algunos algoritmos de DL frente a

profesionales patólogos en la tarea de clasificación descrita.

T. Tran et al. [38] realizaron una clasificación en células con presencia de leucemia y sanas. Parte

de los datos utilizados, específicamente aquellos que representaban células anormales, pertenecían a

cuatro tipos de la enfermedad. Además de estos grupos, se contó con imágenes de células normales o

sanas, siendo el objetivo del clasificador lograr una distinción binaria. El número inicial de imágenes

disponibles en la base de datos era de 108, 59 células normales y 49 anormales. Dado que esto no era
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una cantidad elevada de datos y que por lo tanto un buen desempeño del modelo no estaba garantizado,

aplicaron técnicas de aumento de datos para sobrellevar este inconveniente. Estas operaciones, que

fueron aplicadas solo a un subtipo de leucemia, lograron aumentar las imágenes a 1188. Luego de

entrenar el modelo con el 70 % de los datos y evaluar el desempeño con el 30 % restante, se obtuvo un

accuracy de 96.6 %, identificando correctamente 345 imágenes de las 357 evaluadas. Este resultado

fue comparado con un trabajo previo que solo consideró la base de datos en su estado original y donde

el algoritmo de clasificación obtuvo un accuracy de 88.8 %, o sea, un 7.8 % menos. El desarrollo del

trabajo permitió concluir que si bien emplear técnicas de transformaciones en imágenes es un proceso

sencillo, el efecto en los resultados es notable.

Por último, la clasificación referente a enfermedades y condiciones del cerebro es un tema que

ha permitido la realización de varios trabajos. C. Boo-Kyeong et al. [39], a partir de una arquitec-

tura original, utilizaron imágenes de resonancia magnética compuestas por tres clases: Enfermedad

de Alzheimer (Alzheimer’s Disease, AD), Deterioro Cognitivo Leve (Mild Cognitive Impairment,

MCI) y pacientes sanos (o “normal control”, NC). La cantidad total de datos, considerando el proce-

so de aumento, fueron 10.396 imágenes correspondientes a 180 sujetos, 60 por cada clase descrita.

Previo al entrenamiento del modelo, las imágenes originales pasaron por una etapa que involucraba

pre-procesamiento, registro y segmentación por región de interés (ROI). Dado que el modelo fue cons-

truido para predecir resultados en forma binaria, la tarea de clasificación se dividió en tres grupos: el

primero contenía imágenes de AD y NC, el segundo de MCI y NC y el tercero de AD y MCI. La eva-

luación del primer grupo arrojó como resultado un accuracy de 92.3 % considerando 2.176 imágenes,

el segundo 85.6 % considerando 2.172 imágenes y el tercero 78.1 % considerando 2.222 imágenes.

Esto se tradujo en un promedio de 85.3 %. Además de lo ya mencionado, el modelo fue evaluado con-

siderando las imágenes sin la etapa de segmentación por ROI, reduciendo su desempeño a un 76.9 %

en accuracy para el promedio de las tres clases. Por último, se evaluó sin ROI y con las imágenes sin

pre-procesar, donde el resultado se redujo aún más, específicamente a un 67.6 % promedio. Esto per-

mitió destacar la relevancia de los pasos de pre-procesamiento en el desempeño del modelo, al menos

para el set de datos implementado.

En otro estudio relativo a enfermedades del cerebro, A. Çinar y M. Yildirim [40] utilizaron TL

para la creación de un modelo capaz de identificar la presencia o ausencia de un tumor cerebral, tam-

bién a partir de imágenes de resonancia magnética. Hubo una disponibilidad de 253 imágenes, donde

155 de estas contaban con la presencia de tumor y 98 no. Implementaron una serie de arquitecturas

destacadas como base para generar una comparación en los desempeños de evaluación entregados por

cada modelo. Aquel que obtuvo un mejor desempeño fue el que incluyó la arquitectura ResNet-50.

Obtuvieron un accuracy de 97.01 %, clasificando correctamente 65 imágenes de las 67 incluidas en la
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fase de evaluación. Este trabajo permitió, una vez más, demostrar el efecto positivo en el rendimiento

de un modelo híbrido, pues el modelo original por sí solo obtuvo un accuracy de 92.54 %.

Los trabajos mencionados son algunos de los más destacados en sus respectivas tareas, sin embar-

go, la cantidad de otras publicaciones en el área de la medicina es muy elevada. Así lo demuestra Geert

Litjens, et al. [18] quienes realizaron un extenso y detallado estudio en el uso de algoritmos de ML y

DL en aplicaciones médicas, concentrando el enfoque en los de CNN y en distintos tipos de imáge-

nes como MRI, radiografías y Tomografía Computarizada (Computed Tomography, CT), entre otros.

En trabajos que involucran al cerebro se destacan la clasificación y, en algunos casos detección, de las

enfermedades Alzheimer, esquizofrenia, deterioro cognitivo leve y lesiones o tumores cerebrales. Res-

pecto a imágenes de retina, ejemplifica tareas relativas a glaucoma, retinopatía diabética y presencia o

no de hemorragias. En cuanto a imágenes que involucran el estudio del tórax, sean estas radiografías o

CT, destaca tareas en la detección y clasificación de nódulos y tuberculosis. Por otra parte, en estudios

con imágenes de células a partir de microscopía u otras técnicas, destaca la clasificación de núcleos,

leucocitos, mitocondrias y de cáncer presente en múltiples tejidos, por ejemplo en aquellos pertene-

cientes al colon. En imágenes para el análisis de abdomen, se destacan estudios sobre detección y

clasificación de lesiones en varios órganos, por ejemplo en hígado, riñones, páncreas y próstata. De

la totalidad de trabajos que consideró este estudio (308), la mayoría utiliza modelos de CNN, donde

algunos son arquitecturas desarrolladas desde cero, otros involucran algoritmos convencionales del

ML y otros implementan arquitecturas destacadas del DL a través de la metodología TL.

La Tabla 2.2 expone un resumen de los trabajos analizados en la sección, considerando el tipo de

imagen, la cantidad de muestras, el algoritmo de clasificación empleado, si hubo implementación de

TL o no y los resultados en las métricas utilizadas para la evaluación.

Tabla 2.2: Sumario de resultados en trabajos previos.

Tipo de

Imagen

Cantidad

de Imágenes

Clasificador TL Accuracy AUC

T. Araújo et al. (a) (2017) WSI 285 CNN No 75.68 % -
T. Araújo et al. (b) (2017) WSI 285 CNN+SVM No 75.75 % -
Y. Wang et al. (2020) US 316 CNN Inception-V3 - 0.919
B. Ehteshami et al. (2017) WSI 399 CNN GoogLeNet - 0.994
T. Tran et al. (2018) Microscopía 108 CNN No 96.6 % -
C. Boo-Kyeong et al. (2020) MRI 180 CNN No 85.3 % -
A. Çinar y M. Yildirim (2020) MRI 253 CNN ResNet-50 97.01 % -

Donde WSI: Whole Slide Image; US: Ultrasonido; MRI: Magnetic Resonance Image.
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2.8 Discusión

La armonía entre los componentes de una red neuronal convolucional, además de la naturaleza

adaptativa que poseen, demuestran el potencial del algoritmo al trabajar sobre imágenes de distinta

complejidad. Además, la variedad de modelos destacados estudiados y las ventajas que cada arqui-

tectura presenta, otorgan alternativas que ayudan a combatir la variabilidad de problemas del mundo

real.

Por otra parte, la literatura demuestra resultados de gran prestigio en trabajos que emplean imá-

genes médicas. Incluso, el nivel alcanzado en varios de ellos es comparable al de profesionales de la

salud. En muchos de estos trabajos, se ha demostrado la relevancia de las técnicas de regularización

en el rendimiento de los modelos, como el aumento de datos y la transferencia de aprendizaje.

Si bien las técnicas de regularización permiten la mejora en el desempeño general del modelo,

cuando se trata del aumento de datos con imágenes médicas, las transformaciones aplicadas deben ser

sutiles y de un impacto reducido, ya que las imágenes resultantes deben preservar las características

naturales de las patologías.

El rendimiento de los modelos presentados, junto con lo relacionado a hiperparámetros, técnicas

de regularización y funciones auxiliares, será estudiado en detalle en las siguientes secciones con el

objeto de hallar lo óptimo para su incorporación en los tutoriales.
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3 Capítulo 3. Bases de Datos y Patologías Asociadas

3.1 Introducción

Luego de un proceso de revisión de bases de datos públicas de imágenes médicas disponibles

en la web, fueron tres las seleccionadas. La primera, posee imágenes de resonancia magnética del

cerebro con la presencia de tumores cerebrales y permite una clasificación multiclase. La segunda,

incluye imágenes de radiografía de tórax referentes a Covid-19, y también permite una clasificación

multiclase. La tercera, contiene imágenes de fondo de retina con retinas sanas y enfermas, y permite

una clasificación binaria. En este capítulo, se hace una breve introducción a las patologías asociadas y

se detallan las imágenes disponibles en cada base de datos.

3.2 Tumores Cerebrales

Un tumor cerebral se origina debido a la presencia anormal de células cancerígenas y se puede cla-

sificar en primario o secundario. En el primario, dichas células se originan en el cerebro o estructuras

adyacentes, mientras que en el secundario, estas viajan desde otros órganos hacia él [41]. Meningioma

y glioma corresponden a los tipos de tumores cerebrales más comunes. El primero se origina en las

meninges, es decir, las capas que protegen al cerebro y a la médula espinal, mientras que el segundo

lo hace en las células gliales [42]-[43]. Por otra parte, el tumor pituitario es el principal mal que afecta

a la glándula pituitaria [44].

Los síntomas varían según el tipo de tumor, sin embargo, es común que la persona presente ma-

lestares neurológicos usuales como dolor de cabeza, agotamiento o fatiga constante. De forma más

precisa, en cuanto a los síntomas del tumor pituitario, estos involucran el mal funcionamiento del

sistema endocrino [41]-[44].

Los estudios en cuanto a los motivos de aparición, son aún poco concluyentes, pero existe cier-

ta evidencia que indica que la genética, o la frecuente exposición a radición ionizante, podrían ser

algunos de ellos. [41].

Una forma de diagnóstico es a través de la imagen de resonancia magnética, la cual es una técnica

no invasiva que permite obtener imágenes transversales del cuerpo humano. La imagen es generada
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a través de un equipo llamado resonador, en el cual el paciente es introducido. El resonador produce

campos magnéticos que, con la ayuda de radiofrecuencia, genera movimientos en los átomos presentes

en el cuerpo, y la imagen es construida a partir de la energía recibida y luego liberada. La ventaja de

esta técnica, es que utiliza radiación no ionizante, por lo que su uso es seguro para el paciente y

provechoso para la investigación relativa a la medicina, ya que las imágenes producidas son de alta

calidad [45]-[46].

La base de datos seleccionada está disponible en [47]. Consiste en 3.064 imágenes de resonancia

magnética de tres tipos de tumores cerebrales: meningioma, glioma y pituitario. Posee 708 imágenes

para meningioma, 1.426 para glioma y 930 para pituitario, y corresponden a 233 pacientes. Las imá-

genes están en formato JPEG de tres canales (RGB), con una dimensión de 512x512 píxeles. Además,

se dispone de una lista de clases o etiquetas para cada una de ellas donde clase 0, clase 1 y clase 2

corresponden a meningioma, glioma y pituitario, respectivamente. Por último, la base de datos cuenta

con una lista con los IDs de cada paciente. La Fig. 3.1 expone imágenes de distintos sujetos por clase

y plano anatómico.

Fig. 3.1: Algunas imágenes disponibles en la base de datos Tumores Cerebrales. Se exponen los tres tipos de

tumores en distintos planos anatómicos [47].
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3.3 Covid-19

El 31 de Diciembre del año 2019, la Organización Mundial de la Salud reportó el primer paciente

infectado con coronavirus en Wuhan, China. La enfermedad adquirió la característica de Pandemia el

11 de Marzo del 2020. Sin embargo, los coronavirus han sido estudiados desde hace ya medio siglo,

por Tyrell y Bynoe en primera instancia.

El diagnóstico de la enfermedad involucra una serie de síntomas, siendo uno de los principales y

más severos la neumonía, que afecta directamente al parénquima pulmonar. Además, otros síntomas,

como complicaciones de naturaleza gastrointestinal, dolores de cabeza, fiebre, congestión nasal y di-

ficultad para respirar son recurrentes en pacientes infectados. Asimismo, existen pacientes asintomá-

ticos [48]. Los pacientes que suelen presentar mayores complicaciones de salud a raíz de la infección,

son aquellos que cuentan con su sistema inmunológico comprometido, que presentan comorbilidades,

o que pertenecen a la tercera edad [49].

Si bien la mayoría de los síntomas se presentan en una etapa prematura, la neumonía suele mani-

festarse luego de aproximadamente 10 días, lo cual dificulta la detección temprana a través de técnicas

de imagenología, como radiografía de tórax o CT, siendo la técnica más precisa e inmediata la reac-

ción en cadena de la polimerasa (PCR). De hecho, un estudio que consideró a 64 pacientes demostró

que la radiografía de tórax presentó una sensibilidad de 69 % al momento de identificar la presencia

del virus, no en una etapa necesariamente inicial. Esto, debido a que las características propias de la

enfermedad, como las opacidades presentes en los pulmones, especialmente en la periferia y las zonas

más bajas, se manifiestan en una etapa avanzada. Lo anterior es desalentador, ya que la radiografía es

un método con alto alcance en la población, sencillo de obtener y de bajo costo, lo que la convierte

en la herramienta principal para diagnosticar patologías con síntomas respiratorios. A pesar de que

los hallazgos de esta técnica son deficientes en etapas iniciales de la enfermedad, y de no ser reco-

mendada para pacientes asintomáticos o con síntomas leves debido a su baja sensibilidad, sí resulta de

gran utilidad en etapas avanzadas. Cuando un paciente requiere de un monitoreo constante durante la

evolución de la enfermedad, y se encuentra en riesgo de que su situación empeore, la radiografía de

tórax es un método provechoso y apropiado [50]-[51]-[52].

La base de datos para Covid-19 cuenta con 15.153 imágenes de Radiografía de Tórax, en formato

PNG, en escala de grises y con dimensiones 299x299 píxeles. Estas, están dividas en las clases normal,

neumonía viral y covid, con 10.192, 1.345 y 3.616 imágenes para cada una, respectivamente. La Fig.

3.2 expone tres imágenes por cada clase. La base de datos está disponible en el siguiente enlace:

COVID-19 Radiography Database. [53]-[54].

https://www.kaggle.com/datasets/tawsifurrahman/covid19-radiography-database
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Fig. 3.2: Algunas imágenes disponibles en la base de datos Covid-19. Se exponen las clases normal, neumonía

y covid en columnas [53]-[54].

3.4 Enfermedades de la Retina

La retina, que corresponde a la superficie interna del ojo, es ideal para la observación no invasiva de

los vasos sanguíneos, permitiendo el estudio del Sistema Nervioso Central. Esta estructura, de forma

esférica y que mide alrededor de 22 milímetros en un humano adulto, está compuesta por neuronas

y células gliales. Dado que el sistema circulatorio de la retina presenta un flujo sanguíneo eficiente,

es posible identificar anormalidades cuando este no es el caso. A veces, estas anormalidades reflejan

la existencia de patologías crónicas que en el momento de la evaluación no presentan otros síntomas.

Esto se explica debido a que los vasos sanguíneos de la retina son parte del sistema circulatorio del

cerebro y contemplan similitudes en el comportamiento al presentarse alteraciones [55].

Diversas técnicas de imagen son utilizadas al momento del diagnóstico. La técnica de Imagen de

Fondo de Retina permite generar una imagen en dos dimensiones de la superficie interior del ojo, a par-

tir de la cual se pueden detectar cambios minúsculos en la retina, que en un examen de rutina realizado

por un oftalmólogo podrían pasar desapercibidos. Respecto a otras técnicas utilizadas, la Tomografía
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de Coherencia Óptica permite la obtención de imágenes de alta resolución de las distintas capas de la

retina, mientras que la Autoflorescencia del fondo de retina usa la capacidad de fluorescencia natural

que tiene esta estructura para identificar anormalidades. Por último, la Angiografía con fluoresceína

es una técnica invasiva en la cual, a través de la inyección de un tinte y posterior estimulación por una

cámara especial para el examen, se obtienen imágenes de alta calidad de los vasos sanguíneos y de

cualquier anormalidad [55]-[56].

Respecto a las patologías, la retinopatía diabética es muy común en personas que padecen Diabe-

tes, ya sea Tipo 1 o 2. Es más, es la principal causa de pérdida de visión en pacientes adultos. Puede ser

clasificada en retinopatía diabética proliferativa y no-proliferativa, diferenciadas principalmente por la

proliferación moderada o severa de vasos sanguíneos en la primera. La enfermedad ocurre producto de

una alta y prolongada exposición a hiperglucemia, lo que produce un daño a los capilares de la retina,

generando complicaciones como oclusión en las venas (retinal vein occlusion), en las arterias (retinal

artery occlusion) y posible isquemia macular (ischemic maculopathy). Al no ser tratada, y debido a la

gran presión intraocular, se puede presentar pérdida de visión o desprendimiento de la retina (retinal

detatchment). Otras patologías que interfieren en la visión a través de pequeñas manchas luminosas o

granulares, son las fotopsias, síndrome de puntos blancos y nieve visual [56]-[57].

La base de datos se encuentra disponible en [58]. Cuenta con 3.200 imágenes de fondo de retina,

que corresponden a 669 retinas sanas y a 2.531 retinas enfermas que, a su vez, cubren 46 patologías.

Las dimensiones son de 300x300 píxeles, el formato de archivo es PNG y cuentan con canales RGB.

Además, se dispone de archivos en formato CSV con la información referente a cada conjunto de

datos y a cada clase. La Fig. 3.3 muestra algunas imágenes que conforman la base de datos.

3.5 Discusión

Las bases de datos seleccionadas presentan características compatibles con el uso de redes neuro-

nales convolucionales para la clasificación, permitiendo abarcar dos tipos de esta: binaria y multiclase.

Por otra parte, la cantidad de imágenes disponibles es adecuada para conformar conjuntos de entrena-

miento, validación y prueba lo suficientemente representativos para cada una de las clases. Asimismo,

las características de las imágenes posibilitan la aplicación de las técnicas transferencia de aprendizaje

y aumento de datos y, por lo tanto, estudiar el efecto de estas en el rendimiento de la clasificación.

Cada una de las bases de datos considerada en este estudio se encuentra disponible para su imple-

mentación en los tutoriales.
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Fig. 3.3: Algunas imágenes disponibles en la base de datos Enfermedades de la Retina. Se expone una retina

sana perteneciente a la clase 0 y cinco patologías distintas, pertenecientes a la clase 1. DR: retinopatía diabética;

CRVO: oclusión de vena retinal central; CRAO: oclusión de arteria retinal central; MHL: agujero macular;

BRVO: oclusión de ramificación de vena retinal [58].

Otras bases de datos revisadas incluyen imágenes de lesiones benignas y malignas de la piel, de

histología para la identificación de linfoma, de microscopía para la clasificación de distintos tipos

de células, entre otras. Sin embargo, no fueron consideradas debido a que algunas de ellas están en

formatos que implican mucho costo computacional y, por lo tanto, son incompatibles con la plataforma

de desarrollo, o porque otras presentan escasa información. De todas formas, las bases de datos que sí

fueron consideradas son suficientes para el estudio.
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4 Capítulo 4. Implementación y Optimización de Modelos

4.1 Introducción

En este capítulo se describe el procedimiento realizado para llevar a cabo la clasificación de imá-

genes médicas y la generación de tutoriales (Fig. 4.1). En primer lugar, para cada base de datos, se

expone cómo se construyeron los conjuntos de datos y cuántas imágenes por clase forman parte de

cada uno. Posteriormente, se detalla el preprocesamiento aplicado a las imágenes. Luego, se describe

cómo fueron configurados los modelos VGG-16, ResNet-50 e Inception-V3, junto a algunos hiperpa-

rámetros que se mantuvieron fijos para todas las pruebas. Estos hiperparámetros son el optimizador y

las funciones de pérdida. Además, se detalla la configuración establecida para las funciones auxiliares,

es decir, los callbacks. Finalmente, se describe una serie de experimentos realizados que permitieron

obtener una evaluación de desempeño de los modelos en la clasificación. Estos experimentos fueron

divididos en cuatro etapas que comprenden el efecto que distintas configuraciones tienen sobre el

desempeño de los modelos, además de la aplicación de técnicas para mejorarlo. Adicionalmente, se

presenta una última etapa que cubre la generación de tutoriales. La plataforma de desarrollo utilizada

fue Google Colab y las principales bibliotecas fueron Tensorflow [59] y Keras [27], para la implemen-

tación de los modelos de redes neuronales y funciones auxiliares, al igual que para la lectura, carga y

preprocesamiento de las imágenes.

Fig. 4.1: Procedimiento propuesto para la implementación de la clasificación y generación de tutoriales.

4.2 Procedimiento para la Implementación de la Clasificación

4.2.1 Construcción de Conjuntos de Entrenamiento, Validación y Prueba.

Para la base de datos Tumores Cerebrales, de un total de 3.064 imágenes, se consideró aproxima-

damente el 70 % para el conjunto de entrenamiento, el 15 % para el conjunto de validación y el 15 %
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para el conjunto de prueba. La clasificación implementada fue de tipo multiclase, y permitió identicar

a qué tipo de tumor pertenecen las imágenes del conjunto de prueba.

Por otra parte, para la base de datos Covid-19, de un total de 15.153 imágenes, se consideró

aproximadamente el 60 % para el conjunto de entrenamiento, el 20 % para el conjunto de validación

y el 20 % para el conjunto de prueba. Para este caso, la clasificación también fue de tipo multiclase y

permitió catalogar las imágenes del conjunto de prueba en las clases normal, neumonía y covid.

Por último, para la base de datos Enfermedades de la Retina, del total de 4.480 imágenes dis-

ponibles, se consideró aproximadamente el 70 % para el conjunto de entrenamiento, el 15 % para el

conjunto de validación y el 15 % para el conjunto de prueba. En este caso, la clasificación implemen-

tada fue de tipo binaria y permitió identificar si la retina estudiada presenta alguna enfermedad (clase

1, "sí") o no (clase 0, "no").

Para la construcción de los conjuntos, debido que se contaba con una cantidad desbalanceada de

imágenes por clase, se realizó una división estratificada de estas para mantener la proporción de imá-

genes pertenecientes a cada clase en los distintos conjuntos. De esta forma, se pudo garantizar una

buena representatividad para todas las clases. Además, para la base de datos Tumores Cerebrales, se

tuvo en consideración la información del ID del paciente, para que imágenes de una misma persona no

estuvieran en distintos conjuntos. El detalle de la cantidad de imágenes por cada clase en cada conjun-

to, se muestra en la Tabla 4.1, para las bases de datos Tumores Cerebrales, Covid-19 y Enfermedades

de la Retina.

4.2.2 Preprocesamiento de Imágenes

Las imágenes originales presentes en las bases de datos Tumores Cerebrales, Covid-19 y Enfer-

medades de la Retina, tienen dimensiones de 512x512, 299x299 y 300x300 píxeles, respectivamente.

Cada una posee tres canales (RGB), y los valores de los píxeles van de 0 a 255.

Dependiendo del modelo implementado, las imágenes pasaron por un preprocesamiento específi-

co. Funciones de la biblioteca Keras se encargaron de este proceso, aplicando las mismas operaciones

que fueron empleadas en el entrenamiento original de cada modelo en la base de datos ImageNet.

Para los modelos VGG-16 y ResNet-50, se modificó la dimensión a 224x224, los canales fueron

invertidos de RGB a BGR y los valores de los píxeles fueron centrados en cero. Para Inception-V3, se

obtuvo una imagen de dimensión 299x299 y los valores de los píxeles fueron escalados entre -1 y 1,

sin realizar modificaciones en el orden de los canales.
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Tabla 4.1: Detalle de imágenes por clase y por conjunto en cada base de datos.

Tumores Cerebrales
Conjunto Clase 0: Meningioma Clase 1: Glioma Clase 2: Pituitario Total
Entrenamiento 527 944 650 2.121
Validación 64 227 193 484
Prueba 117 255 87 459

Covid-19
Conjunto Clase 0: Normal Clase 1: Neumonía Clase 2: Covid Total
Entrenamiento 6.150 822 2.119 9.091
Validación 2.020 251 760 3.031
Prueba 2.022 272 737 3.031

Enfermedades de la Retina
Conjunto Clase 0: No Clase 1: Sí Total
Entrenamiento 401 1.519 3.200
Validación 134 506 640
Prueba 134 506 640

4.2.3 Configuración de Modelos, Hiperparámetros y Callbacks.

Los modelos VGG-16, ResNet-50 e Inception-V3, fueron implementados con los pesos pre-entrenados

en la base de datos ImageNet. Para ello, se congeló la actualización de pesos en las capas encargadas

de la extracción de características, y se modificó la sección de la red encargada de la clasificación. Es-

to último, para adaptar el modelo a las tareas de clasificación específicas a resolver. La modificación

realizada se expone en la Fig. 4.2.

Fig. 4.2: Modificación implementada en capas finales de cada modelo para la tarea de clasificación específica.
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En cuanto a los hiperparámetros utilizados en el entrenamiento del modelo, el optimizador fue

Adam, las funciones de pérdida fueron binary cross-entropy para clasificación binaria y categorical

cross-entropy para clasificación multiclase, y la cantidad máxima de epochs fue 100.

Respecto a la configuración de los callbacks, para Early-Stopping se consideró como métrica de

monitoreo la pérdida del conjunto de validación (validation loss). El parámetro de paciencia, o sea,

cuánto esperar por una mejora en el entrenamiento antes de detenerse, fue ajustado en 10. La mejora

mínima que debe ocurrir dentro de este intervalo de paciencia fue ajustado en 0.0001. Por último, se

activó la opción de restaurar los mejores pesos en caso de que el entrenamiento del modelo hubiese

sido perjudicado dentro del periodo de paciencia. Por otra parte, ReduceLROnPlateau, fue también

configurada con la pérdida de validación como métrica de monitoreo. Sin embargo, esta vez el pará-

metro paciencia fue configurado en 5, y la mejora mínima requerida fue ajustada en 0.001. El factor

de disminución del learning-rate considerado fue de 0.1, y el valor mínimo posible fue de 1e-7. Por

último, la función ModelCheckpoint fue configurada para almacenar el avance del entrenamiento del

modelo cada vez que existiese una mejora en la actualización de pesos.

4.2.4 Experimentos para el Estudio del Efecto de Distintas Configuraciones sobre el Rendimiento

de los Modelos y Generación de Tutoriales.

Los experimentos fueron divididos en etapas, que son descritas a continuación y resumidas en la

Fig. 4.3. La evaluación de rendimiento fue realizada en base a las métricas recall, precision, f1-score,

accuracy y matrices de confusión, detalladas en la sección 2.6.

Etapa 1: efecto del batch-size. Para cada base de datos se probaron los modelos VGG-16,

ResNet-50 e Inception-V3 para los valores de batch-size 32, 64, 128 y 256, manteniendo el

learning-rate fijo en el valor por defecto, 0.001. Este proceso produjo 36 resultados, de los cua-

les se seleccionó el modelo y el batch-size que presentó mejor desempeño en cada base de datos.

Etapa 2: efecto del learning-rate. Los modelos seleccionados en la etapa anterior fueron evalua-

dos con valores de learning-rate inicial de 1e-1, 1e-2, 1e-3, 1e-4 y 1e-5, esta vez manteniendo

fijo el valor de batch-size seleccionado en la etapa anterior. Este proceso produjo 15 resultados,

de los cuales se seleccióno el valor de learning-rate con mejor rendimiento.

Etapa 3: efecto del aumento de datos. Se aplicó la técnica aumento de datos al modelo con

mejor desempeño en cada base de datos. Esta vez, se mantuvo fijos los valores de batch-size

y learning-rate encontrados en los experimentos anteriores. Las operaciones realizadas, y que
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fueron aplicadas solo a las imágenes del conjunto de entrenamiento, se detallan en Anexo A,

Tabla A.1.

Etapa 4: efecto del fine-tuning. Se alteró la configuración de las capas de los modelos para

hacer algunas entrenables y otras no. La primera mitad mantuvo inhibido el entrenamiento,

mientras que la segunda mitad lo mantuvo activado. El modelo, con su nueva configuración, fue

compilado con un learning-rate igual a 1e-5 y entrenado por 5 épocas.

Etapa 5: generación de tutoriales. Luego de estudiar la influencia que diversas configuraciones

tienen sobre los modelos al implementar la clasificación, se generaron tutoriales teniendo en

consideración la información obtenida. Para cada base de datos se desarrolló un tutorial en

formato Notebook, que cuenta con las bases de datos de imágenes médicas utilizadas, y con

todos los archivos necesarios para su ejecución.

Fig. 4.3: Procedimiento implementado para la evaluación de rendimiento de los modelos en cada base de datos.

Etapa 1: efecto del batch-size. Etapa 2: efecto del learning-rate. Etapa 3: efecto del aumento de datos. Etapa 4:

efecto del fine-tuning. Etapa 5: generación de tutoriales.
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4.3 Discusión

El desbalance de clases presentado en las bases de datos requirió de una división estratificada para

garantizar que cada conjunto fuese lo más proporcional y representativo posible.

Con la configuración establecida para cada modelo, se obtuvo una cantidad total de 134.272.835

parámetros para VGG-16, de los cuales 119.558.147 son entrenables. De forma similar, para ResNet-

50 se obtuvo 126.352.259 parámetros y 102.764.547 entrenables. Por último, para Inception-V3 se

obtuvo 156.024.611 parámetros en total, de los cuales 134.221.827 son entrenables. De esta forma

se pudo concluir que el modelo que presenta mayor complejidad en la actualización de parámetros,

considerando la cantidad de estos que son entrenables, es Inception-V3 y el que presenta menos com-

plejidad es ResNet-50.

Por otra parte, el estudio propuesto permite un completo análisis sobre el efecto que los modelos

y sus respectivas configuraciones presentan en el rendimiento de la clasificación. La totalidad del pro-

cedimiento implementado logra cubrir lo revisado en los capítulos anteriores, es decir, la generación

de distintos conjuntos de imágenes, el ajuste de hiperparámetros sustanciales, la implementación de

funciones auxiliares, y las técnicas para aumentar el nivel de la clasificación.

Por último, las métricas de evaluación utilizadas permiten obtener resultados desde distintas pers-

pectivas. Por ejemplo, un resultado general, es la cantidad de imágenes clasificadas correctamente e

incorrectamente, mientras que resultados más minuciosos permiten observar, dentro de una misma ba-

se de datos, qué clases desempeñan mejor que otras y cuáles generan más confusión. De esta manera,

mediante las conclusiones obtenidas según distintos criterios, se puede tomar una decisión fundamen-

tada al momento de seleccionar los mejores modelos y configuraciones, e integrarlos en el tutorial

respectivo a cada base de datos.
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5 Capítulo 5. Resultados

5.1 Introducción

En este capítulo se presentan, en etapas, los resultados obtenidos para cada uno de los experimentos

realizados. Se incluyen gráficos de barra, tablas, matrices de confusión y curvas de aprendizaje cuando

el resultado presentado lo requiera. Además, se realiza una comparación entre el rendimiento que

poseen los modelos al clasificar los datos con y sin la aplicación de técnicas para su mejora. Por último,

se definen los mejores modelos y configuraciones para cada problema y se detalla su incorporación en

los tutoriales

5.2 Efecto del Batch-Size sobre el Rendimiento

Para la base de datos Tumores Cerebrales, la Fig. 5.1 muestra gráficamente el desempeño de los

modelos en cada métrica para cada batch-size. En a) se muestra la métrica recall, en b) la métrica

precisión, en c) la métrica f1-score y en d) la métrica accuracy. El mejor desempeño se logró con

ResNet-50 y un tamaño de batch igual a 256. Esto, considerando todas las métricas utilizadas para la

evaluación. De un total de 459 imágenes disponibles en el conjunto de prueba, el modelo logró clasi-

ficar de forma correcta 426. El mismo modelo, pero esta vez con el resto de valores para batch-size,

logró obtener resultados similares en cuanto a métricas e imágenes correctamente identificadas y, ade-

más, superar a todos los otros modelos evaluados. Se puede apreciar que el modelo VGG-16, con un

tamaño de batch igual a 128, es el que más se aproxima al mejor resultado, clasificando correctamente

418 imágenes. Por último, Inception-V3 logró su mejor rendimiento con un batch-size de 32 y 414

imágenes clasificadas correctamente. Los mejores resultados son resumidos en la Tabla 5.1. El detalle

para todos los resultados se presenta en Anexo B, Tabla B.1.

Tabla 5.1: Resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base de datos

Tumores Cerebrales. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Modelo Batch-Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 128 0.922 0.893 0.906 0.911 418 41 459

ResNet-50 256 0.931 0.904 0.915 0.928 426 33 459

Inception-V3 32 0.897 0.889 0.892 0.902 414 45 459
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Fig. 5.1: Efecto del batch-size sobre el rendimiento de los modelos VGG-16, ResNet-50 e Inception-V3 para la

base de datos Tumores Cerebrales. a) Recall; b) Precision; c) F1-Score; d) Accuracy.

Para la base de datos Covid-19, los modelos fueron evaluados en 3.031 imágenes. La Fig. 5.2

expone gráficos de barra con los resultados del rendimiento. VGG-16, con un tamaño de batch igual

a 64, fue quien obtuvo la mayor cantidad de imágenes clasificadas correctamente. Logró identificar

2.982 imágenes de forma correcta, y 49 de forma incorrecta. Obtuvo los mejores valores para las

métricas recall, precision y accuracy, pero fue superado en f1-score por ResNet-50 con un tamaño de

batch de 128. Sin embargo, este último clasificó 2.975 imágenes de forma correcta, por lo que VGG-16

es, de todas formas, el modelo con mejor rendimiento. Inception-V3, por otra parte, fue el modelo con

peor desempeño, y la máxima cantidad de imágenes que logró clasificar correctamente fue de 2.946,

con un tamaño de batch igual a 256. Los mejores resultados se resumen en la Tabla 5.2. El detalle para

todos los resultados se presentan en Anexo B, Tabla B.2.

Tabla 5.2: Resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base de datos

Covid-19. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Modelo Batch-Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 64 0.980 0.980 0.970 0.984 2.982 49 3.031

ResNet-50 128 0.976 0.974 0.975 0.982 2.975 56 3.031

Inception-V3 256 0.962 0.967 0.965 0.972 2.946 85 3.031



43

Fig. 5.2: Efecto del batch-size sobre el rendimiento de los modelos VGG-16, ResNet-50 e Inception-V3 para la

base de datos Covid-19. a) Recall; b) Precision; c) F1-Score; d) Accuracy.

Para la base de datos Enfermedades de la Retina, los modelos fueron evaluados en 640 imágenes.

Los resultados se exponen en forma gráfica en la Fig. 5.3. Nuevamente fue VGG-16 quien logró la

mayor cantidad de aciertos en la clasificación, con 593 imágenes clasificadas correctamente. Estos

resultados fueron obtenidos con un tamaño de batch igual a 256. A este resultado le sigue, en segundo

lugar, el modelo Inception-V3 con un bach-size igual a 128, que logró clasificar de forma correcta 586

imágenes y de forma incorrecta 54. ResNet-50 fue, esta vez, el modelo con peor desempeño, siendo

su mejor resultado el obtenido con un tamaño de batch igual a 64, con 582 imágenes correctamente

clasificadas. Los mejores resultados se resumen en la Tabla 5.3. El detalle para todos los resultados se

presentan en Anexo B, Tabla B.3.

Tabla 5.3: Resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base de datos

Enfermedades de la Retina. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Modelo Batch-Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 256 0.891 0.888 0.890 0.927 593 33 640

ResNet-50 64 0.877 0.858 0.867 0.909 582 49 640

Inception-V3 128 0.866 0.876 0.871 0.916 586 47 640

Del análisis anterior, se concluyó que para la base de datos Tumores Cerebrales, ResNet-50 con un

tamaño de batch igual a 256 logró los mejores resultados. Para la base de datos Covid-19, fue VGG-16

con un tamaño de batch igual a 64. Por último, para la base de datos Enfermedades de la Retina, fue
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Fig. 5.3: Efecto del Batch-Size sobre el rendimiento de los modelos VGG-16, ResNet-50 e Inception-V3 para

la base de datos Enfermedades de la Retina. a) Recall; b) Precision; c) F1-Score; d) Accuracy.

también VGG-16 el modelo con mejor desempeño, esta vez con un tamaño de batch igual a 256. Estos

modelos fueron seleccionados para la evaluación en la siguiente etapa.

5.3 Efecto del Learning-Rate sobre el Rendimiento

Luego de evaluar los modelos seleccionados para distintos valores del hiperparámetro learning-rate

(LR), se obtuvieron los resultados expuestos en la Fig. 5.4. Los mejores resultados son presentados en

la Tabla 5.4 y el detalle para todas las métricas en Anexo B, Tabla B.4.

Para todas las bases de datos, los mejores resultados se obtuvieron con un LR igual a 1e-3, valor

que coincide con el utilizado en la etapa anterior. Por otra parte, los peores resultados para todas las

bases de datos se obtuvieron con un LR igual a 1e-1. El alto número de clasificaciones incorrectas en

estos últimos resultados, además del mal desempeño en las métricas obtenidas para cada uno de ellos,

indica que los pesos del modelo fueron ajustados de forma drástica y errada al no encontrar valores

adecuados que orienten al optimizador en la minimización de la pérdida.

Con un LR igual a 1e-2, los resultados mejoraron bastante, pero aún así distan de los óptimos. Esta

mejora se atribuye al uso del callback ReduceLROnPlateau, quien logró notar el estancamiento en la

mejora de los pesos y redujo el LR a 1e-3, por lo que el modelo mejoró su entrenamiento.
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Para un LR igual a 1e-4 y 1e-5, los resultados obtenidos en las bases de datos Covid-19 y En-

fermedades de la Retina, son los segundos y terceros mejores pero, aún así, la cantidad de imágenes

clasificadas de forma correcta dista considerablemente de las obtenidas con un LR igual a 1e-3.

Fig. 5.4: Efecto del learning-rate sobre el desempeño de los modelos en cada base de datos. a) Tumores Cere-

brales con ResNet-50; b) Covid-19 con VGG-16; c) Enfermedades de la Retina con VGG-16.

Tabla 5.4: Resultados para el efecto del learning-rate sobre el rendimiento de los modelos en cada base de datos.

Las métricas presentadas corresponden al promedio entre la totalidad de clases.

BD Modelo BS LR Recall Precision F1-Score Accuracy Correcto Incorrecto Total

TC ResNet-50 256 1e-3 0.931 0.904 0.915 0.928 426 33 459

C19 VGG-16 64 1e-3 0.980 0.980 0.980 0.984 2.982 49 3.031

ER VGG-16 256 1e-3 0.891 0.888 0.890 0.927 593 47 640

Donde BD: base de datos; TC: tumores cerebrales; C19: covid-19; ER: enfermedades de la retina; BS:

batch-size; LR: learning-rate.

5.4 Efecto del Aumento de Datos sobre el Rendimiento

Para el aumento de datos, las transformaciones aplicadas fueron seleccionadas teniendo en cuenta

preservar las características naturales de la imagen original y, por lo tanto, se obtuvieron imágenes

realistas para cada patología, y son ejemplificadas en Anexo A, Fig. A.1. Los resultados para el efecto

del aumento de datos sobre el rendimiento de la clasifcación se presentan en la Tabla 5.5. En ella, se
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muestra una comparación de las métricas promedio obtenidas al evaluar el modelo antes y después del

aumento de datos. Además, se presenta una extensión de los resultados obtenidos por cada clase en el

Anexo B, Tabla B.5.

El aumento de datos demostró no ser efectivo en la mejora del rendimiento de los modelos para

ninguna base de datos. Al contrario, el desempeño en la clasificación fue perjudicado.

En la base de datos Tumores Cerebrales, la métrica precision aumentó en la clase 0, y se redujo

en la clases 1 y 2. Por otra parte, la métrica recall disminuyó en las clases 0 y 1, y mantuvo el puntaje

perfecto para la clase 2. La combinación de estas dos métricas es presentada en f1-score, donde todas

las clases se vieron perjudicadas. En cuanto al accuracy, que toma en cuenta todas las imágenes,

disminuyó de 92.8 % a 90.6 %. Considerando el desempeño de manera general, todas las métricas

promedio empeoraron y se obtuvo una disminución en diez unidades en la cantidad de imágenes

clasificadas correctamente, nueve para la clase meningioma y una para la clase glioma.

Para la base de datos Covid-19 la métrica precision empeoró considerablemente en la clase 0,

pasando de 98.9 % a 92.2 %. Sin embargo, mejoró levemente en el resto de las clases, con un aumento

de 97.8 % a 98.7 % para la clase 1, y de 97.3 % a 98.2 % para la clase 2. Respecto a la métrica recall,

esta presentó un aumento de 98.9 % a 99.4 % en la clase 0, pero una disminución en las clases 1 y

2. En la clase 1, la reducción fue de 97.8 % a 96.4 %, mientras que en la clase 0 el descenso fue

más considerable, pasando de 97.8 % a 81.8 %. Estos resultados en las métricas precision y recall,

significaron una reducción del f1-score en todas las clases. Por último, la métrica accuracy presentó

una importante baja de 98.4 % a 93.9 %. Como la disminución en todas las métricas promedio fue de

una alta magnitud, el rendimiento empeoró en la clasificación correcta de más de 100 imágenes. Si

bien la clase normal fue beneficiada en 10 unidades, las clases neumonía y covid fueron perjudicadas

en 31 y 114 imágenes, respectivamente.

Por último, para la base de datos Enfermedades de la Retina, la métrica precision empeoró de

82.2 % a 75.7 % en la clase 0, y aumentó de 95.4 % a 96.1 % en la clase 1, resultados que significaron

un descenso de 88.8 % a 85.9 % en el promedio. En recall, el promedio aumentó levemente de 89.1 %

a 89.3 %, debido a la mejora de 82.8 % a 85.8 % en la clase 0 y al empeoramiento de 95.3 % a 92.7 %

en la clase 1. Como resultado de la variación en ambas métricas, el valor promedio de f1-score pasó

de 89.0 % a 86.6 %. Por último, la métrica accuracy decayó de 92.7 % a 91.3 %. Debido al efecto del

aumento de datos, se obtuvo un incremento en 4 imágenes clasificadas correctamente para la clase 0,

pero una disminución de 13 en la clase 1, lo que permitió concluir que la aplicación de esta técnica a

la base de datos Enfermedades de la Retina no es beneficiosa.
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Tabla 5.5: Resultados para el efecto del aumento de datos sobre el rendimiento en las bases de datos Tumores

Cerebrales, Covid-19 y Enfermedades de la Retina.

BD P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

TC 0.904 0.887 0.931 0.904 0.915 0.892 0.928 0.906 426 416 33 43 459

C19 0.980 0.964 0.980 0.925 0.970 0.924 0.984 0.939 2.982 2.847 49 184 3.031

ER 0.888 0.859 0.891 0.893 0.890 0.866 0.927 0.913 593 584 47 56 640

Donde BD: base de datos; TC: tumores cerebrales; C19: covid-19; ER: enfermedades de la retina; P:

precision; R: recall; F: F1-score; Acc: accuracy; C: imágenes clasificadas correctamente; I: imágenes

clasificadas incorrectamente; T: cantidad total de imágenes; a: previo al aumento de datos; b: posterior

al aumento de datos.

5.5 Efecto del Fine-Tuning sobre el Rendimiento

Para el estudio del efecto del fine-tuning, debido a que los resultados en la etapa de aumento de

datos no fueron positivos, se consideraron los modelos obtenidos al final de la etapa 2. Esto, dado que

el objetivo es lograr una mejora en el rendimiento de los modelos con mejores resultados. Para cada

modelo, luego de habilitar el entrenamiento en las capas de la segunda mitad, se reanudó el entrena-

miento por cinco épocas más con un learning-rate reducido de 1e-5. Como resultado, el rendimiento

aumentó para las bases de datos Tumores Cerebrales y Covid-19, y empeoró para Enfermedades de

la Retina. Los resultados promedio se presentan en la Tabla 5.6, mientras que los resultados por cada

clase son expuestos en el Anexo B, Tabla B.6.

Para la base de datos Tumores Cerebrales, la métrica precision mejoró en las clases 0 y 2, y empeo-

ró en la clase 1. La métrica recall mejoró solo en la clase 1, manteniendo el resultado en las clases 0 y

2. Las mejoras descritas permitieron un aumento en f1-score en todas las clases. Por último, la métrica

accuracy aumentó de 92.8 % a 94.6 %. El fine-tuning permitió aumentar todas las métricas promedio,

lo que influyó en la obtención de ocho unidades más en las imágenes clasificadas correctamente.

Para la base de datos Covid-19 las métricas también aumentaron en la mayoría de los casos, pero

de forma menos significativa que en la base de datos anterior. Por una parte, la métrica precision logró

aumentar levemente en todas las clases. Por otra parte, el valor para recall aumentó en las clase 0 y

2, y no presentó modificación en la clase 1. Estos resultados influyeron positivamente sobre f1-score,

aumentando en todas las clases. La métrica accuracy logró un aumento leve de 0.4 %. Para esta base de

datos, a pesar de que las métricas promedio no presentaron aumentos tan significativos, la aplicación

de fine-tuning logró obtener doce imágenes más clasificadas de forma correcta.
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Para la base de datos Enfermedades de la Retina, los resultados del fine-tuning fueron mixtos. La

métrica precision disminuyó en la clase 0 pero aumentó en la clase 1. El recall, por su parte, aumentó

en la clase 0 pero disminuyó en la clase 1. Sin embargo, al considerar la métrica f1-score, los valores

disminuyeron en ambas clases. Por último, la métrica accuracy presentó un decrecimiento de 92.7 %

a 90.8 %. Teniendo en cuenta los resultados promedio para cada métrica, y la disminución de doce

imágenes clasificadas correctamente, se pudo concluir que el fine-tuning no es fructuoso para esta

base de datos.

Tabla 5.6: Resultados para el efecto del fine-tuning sobre el rendimiento en las bases de datos Tumores Cere-

brales, Covid-19 y Enfermedades de la Retina.

BD P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

TC 0.904 0.932 0.931 0.941 0.915 0.935 0.928 0.946 426 434 33 25 459

C19 0.980 0.986 0.980 0.982 0.980 0.984 0.984 0.988 2.982 2.994 49 37 3.031

ER 0.888 0.850 0.891 0.898 0.890 0.870 0.927 0.925 593 581 47 59 640

Donde: BD: base de datos; TC: tumores cerebrales; C19: covid-19; ER: enfermedades de la retina; P:

precision; R: recall; F: f1-score; Acc: accuracy; C: imágenes clasificadas correctamente; I: imágenes

clasificadas incorrectamente; T: cantidad total de imágenes; a: previo al fine-tuning; b: posterior al

fine-tuning.

5.6 Comparación de Rendimiento

A modo de conclusión general para las etapas implementadas, se presenta una comparación para

el rendimiento de la clasificación antes y después de aplicar las técnicas para su mejora, es decir, una

comparación entre los resultados obtenidos al final de las etapas 2 y 4. La Fig. 5.5 expone las matrices

de confusión al finalizar la etapa 2 (izquierda) y al finalizar la etapa 4 (derecha) para cada base de

datos.

En la base de datos Tumores Cerebrales, la clase meningioma no presentó mejoras en la métrica

recall pero sí en precision y, por lo tanto, en f1-score, aumentando de 86.2 % a 92.6 % y de 85.8 %

a 88.9 % en cada una, respectivamente. La clase glioma presentó mejoras en recall, aumentando de

93.7 % a 96.9 %. Sin embargo, la precision disminuyó de 98.8 % a 97.2 %. De todas formas, esto sig-

nificó un leve aumento en f1-score, incrementando de 96.2 % a 97.1 %. Por último, la clase pituitario

mantuvo su puntaje perfecto en recall y presentó un aumento de 86.1 % a 89.7 % en precision, lo que

resultó en un crecimiento de 92.6 % a 94.6 % en f1-score.
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Para la base de datos Covid-19, la clase normal aumentó el recall de 98.9 % a 99.4 % producto de

11 imágenes más clasificadas correctamente. La precision para esta clase aumentó de forma minús-

cula: de 98.9 % a 99.0 %. El aumento en ambas métricas significó también un aumento en f1-score,

acrecentando el puntaje de 98.9 % a 99.2 %. Para la clase neumonía, el recall se mantuvó en 97.8 % y

la precision aumentó de 97.8 % a 98.2 %, influyendo en la leve mejora de 97.8 % a 98.0 % en f1-score.

Finalmente, la clase covid presentó mejoras en todas las métricas, con aumentos de 97.3 % a 97.4 %

para recall, de 97.3 % a 98.5 % para precision, y de 97.3 % a 98.0 % para f1-score. Para esta base de

datos, el aumento en la mayoría de las métricas fue ligero debido a que el alto rendimiento obtenido

previamente es complejo de mejorar.

Para la base de datos Enfermedades de la Retina, los resultados en cada métrica fueron positivos

para una clase y negativos para la otra. En la clase 0, el recall aumentó de 82.8 % a 88.1 % mientras

que precision disminuyó de 82.2 % a 73.3 %, lo que produjo un resultado negativo sobre la métrica

f1-score, la cual descendió de 82.5 % a 80.0 %. Por otra parte, en la clase 1 el recall presentó una caída

de 95.3 % a 91.5 %, mientras que la precision subió de 95.4 % a 96.7 % y, por consecuencia, se obtuvo

una alteración negativa en f1-score, decayendo de 95.4 % a 94.0 %.

Finalmente, los valores promedio para cada métrica en cada base de datos, son presentados en

la Tabla 5.7. Para las bases de datos Tumores Cerebrales y Covid-19, todas las métricas promedio

aumentaron y, si bien la aplicación de aumento de datos no fue útil, fine-tuning influyó sustancialmente

y de forma positiva en el rendimiento de la clasificación. Para la base de datos Enfermedades de la

Retina, ninguna de las técnicas lograron mejorar el rendimiento.

Tabla 5.7: Comparación de resultados antes y después de la aplicación de técnicas para mejorar el rendimiento

de la clasificación. Los resultados presentados corresponden a las métricas promedio entre la totalidad de clases.

BD P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

TC 0.904 0.932 0.931 0.941 0.915 0.935 0.928 0.946 426 434 33 25 459

C19 0.980 0.986 0.980 0.982 0.970 0.984 0.984 0.988 2.982 2.994 49 37 3.031

ER 0.888 0.884 0.891 0.893 0.890 0.888 0.927 0.925 593 592 47 48 640

Donde BD: base de datos; TC: tumores cerebrales; C19: Covid-19; ER: enfermedades de la retina; P:

precision; R: recall; F: f1-score; Acc: accuracy; C: imágenes clasificadas correctamente; I: imágenes

clasificadas incorrectamente; T: cantidad total de imágenes; a: previo al aumento de datos y fine-

tuning; b: posterior al aumento de datos y fine-tuning.
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Fig. 5.5: Matrices de confusión comparativas para cada base de datos, antes y después de la aplicación de

técnicas para mejorar el rendimiento. a) matriz de confusión luego de las etapas 1 y 2. b) matriz de confusión

luego de las etapas 3 y 4. BS: batch-size; LR: learning-rate; ACC: accuracy.

5.7 Definición de Mejores Modelos

Gracias al proceso de análisis realizado en las etapas anteriores, se logró obtener cuáles fueron

los mejores modelos junto con las óptimas configuraciones para cada base de datos. Para la base de

datos Tumores Cerebrales, el mejor modelo fue ResNet-50, con un batch-size de 256 y un learning-

rate de 1e-3. En este caso, el aumento de datos perjudicó el rendimiento pero el fine-tuning logró

incrementar las métricas y cantidad de imágenes clasificadas correctamente. Por otra parte, para la
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base de datos Covid-19, el mejor modelo fue VGG-16, con un batch-size de 64 y un learning-rate de

1e-3. Nuevamente la técnica de aumento de datos influyó negativamente y fine-tuning, por el contrario,

logró optimizar el rendimiento. Por último, la base de datos Enfermedades de la Retina obtuvo su

mejor rendimiento con el modelo VGG-16, un batch-size de 256 y un learning-rate de 1e-3. En este

caso, tanto el aumento de datos como el fine-tuning perjudicaron el desempeño de la clasificación.

Esta información es resumida en la Tabla 5.8.

Tabla 5.8: Resumen de modelos y configuraciones con mejor rendimiento para cada base de datos

Base de Datos Modelo Batch-Size Learning-Rate Aumento de Datos Fine-Tuning

Tumores Cerebrales ResNet-50 256 1e-3 No Sí

Covid-19 VGG-16 64 1e-3 No Sí

Enfermedades de la Retina VGG-16 256 1e-3 No No

Para finalizar el estudio, se evaluó el proceso de entrenamiento de los mejores modelos para ga-

rantizar una buena capacidad de generalización sobre datos nuevos. La Fig. 5.6 expone las curvas

de aprendizaje para los valores de pérdida de los conjuntos de entrenamiento y validación, para ca-

da base de datos. Para la base de datos Tumores Cerebrales, el valor de pérdida en los conjuntos de

entrenamiento (curva azul) y validación (curva magenta) comenzó su estabilización alrededor de la

quinta época. En la base de datos Covid-19, el valor de pérdida tuvo un comportamiento volátil en las

primeras épocas, pero logró su estabilización en ambos conjuntos en tiempos similares. Para la base

de datos Enfermedades de la Retina, el valor de pérdida para el conjunto de validación comenzó su

estabilización antes que en el conjunto de entrenamiento. Alrededor de la cuarta época, las pérdidas

comenzaron a divergir, lo cual es un signo de sobreajuste. Si bien los valores de pérdida en los conjun-

tos de validación para las bases de datos Tumores Cerebrales y Covid-19 no se redujeron más tras el

paso de las primeras épocas, tampoco presentaron un aumento y se mantuvieron estables por el resto

del entrenamiento. Esto es un resultado positivo, pues no se presentó el fenómeno de sobreajuste dado

que la brecha entre ambos conjuntos se mantuvo estable por el resto de las épocas. Finalmente, al no

presentarse mejoras en la pérdida luego de diez épocas, la función auxiliar early-stopping detuvo el

entrenamiento y restauró los pesos óptimos encontrados en épocas anteriores.

De forma similar, se pudo evaluar el comportamiento de la métrica accuracy a medida que au-

mentaron las épocas (Fig. 5.7). En la base de datos Tumores Cerebrales la curva del conjunto de

entrenamiento alcanzó un accuracy superior al 95 % alrededor de la quinta época, donde también co-

menzó su estabilización la curva del conjunto de validación. Por el resto de épocas, la curva para el

conjunto de entrenamiento siguió creciendo mientras que la del conjunto de validación se mantuvo re-

lativamente estable, presentando pequeñas variaciones ocasionalmente. En la base de datos Covid-19,

se presentó un comportamiento similar. Ambas curvas superaron el 95 % alrededor de la quinta época
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y luego comenzaron su estabilización. Por último, en la base de datos Enfermedades de la Retina, los

valores obtenidos en ambos conjuntos fueron menores. Alrededor de la quinta época ambas curvas

alcanzaron valores cercanos al 85 % y, a partir de ese momento, solo hubo mejoras en la curva de

entrenamiento, mientras que la de validación se estabilizó. La evidente divergencia en las curvas para

esta base de datos es congruente con la presentada en las curvas para valores de pérdida, reforzando

la conclusión de que se presentó algún grado de sobreajuste.

De estos gráficos también se pudo concluir que el conjunto de imágenes de entrenamiento que

presentó mayor complejidad para identificar y aprender las características, corresponde a la base de

datos Enfermedades de la Retina. Los valores alcanzados en accuracy, para este conjunto, fueron de

aproximadamente el 95 %. Por otra parte, para la base de datos Tumores Cerebrales y Covid-19, el

accuracy en el conjunto de entrenamiento alcanzó valores cercanos al 99 %, resultado que indica que

las características presentes en las imágenes para estas bases de datos resultaron más sencillas de

aprender que para la base de datos Enfermedades de la Retina. Respecto a los valores de accuracy

para los conjuntos de validación y prueba, se pudo concluir que aquellas bases de datos que presentan

mayor dificultad al clasificar cada imagen son, en orden decreciente, Enfermedades de la Retina,

Tumores Cerebrales y Covid-19.

Los resultados presentados en estos gráficos, son un fiel reflejo del desempeño obtenido en la clasi-

ficación de las imágenes pertenecientes a los conjuntos de prueba, consiguiendo modelos competentes

para el trabajo con datos nuevos.

Fig. 5.6: Curvas de aprendizaje para los mejores modelos. Se presentan los valores de pérdida en los conjuntos

de entrenamiento y validación para cada base de datos. a) Tumores Cerebrales; b) Covid-19; c) Enfermedades

de la Retina; BS: batch-size; LR: learning-rate; ACC: accuracy.
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Fig. 5.7: Curvas de aprendizaje para los mejores modelos. Se presentan los valores de accuracy en los conjuntos

de entrenamiento y validación para cada base de datos. a) Tumores Cerebrales; b) Covid-19; c) Enfermedades

de la Retina; BS: batch-size; LR: learning-rate; ACC: accuracy.

5.8 Tutoriales

Se construyó un tutorial para cada base de datos considerando la información obtenida en el estu-

dio. Estos tutoriales fueron pensados para su ejecución en la plataforma Google Colab que, dentro de

sus principales beneficios, están la posibilidad de utilizar GPU y la integración con todas las bibliote-

cas de programación necesarias para su ejecución.

Cada tutorial sigue la misma estructura, la cual es detallada a continuación, indicando los princi-

pales tópicos cubiertos en cada una.

1. Introducción. En ella, se introduce la tarea de clasificación a realizar y el modelo de red neu-

ronal convolucional que será implementado. Además, se explica cómo configurar la plataforma

para hacer uso de la GPU.

2. Listado e importación de bibliotecas. Se describe la utilidad de cada biblioteca necesaria para

la implementación de la clasificación y la forma en que son importadas en el código.

3. Descripción de base de datos. Se estudia la base de datos de imágenes utilizada, considerando

la cantidad total de imágenes disponibles y su división en las respectivas clases. Además, de ser

necesario, se revisan los archivos con información adicional.

4. Carga de imágenes. Se describe el procedimiento para la carga de imágenes a la plataforma, el

cual puede ser realizado como una carga directa del archivo, o a través de la articulación entre

la plataforma Google Drive y Google Colab.

5. Generación de conjuntos de datos. En esta sección se explica cómo construir los tres conjun-

tos de datos para la implementación del algoritmo, es decir, entrenamiento, validación y prueba.
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Dependiendo de la base de datos utilizada, su construcción requiere de un procedimiento dife-

rente. Además, se instruye en el uso de las funciones "Generadores"de la biblioteca Keras que

permiten, además de aplicar la técnica aumento de datos, cargar las imágenes de forma pro-

gresiva para alivianar los costos computacionales y no presentar errores referentes a límites de

memoria.

6. Configuración de Callbacks. Se explica cómo configurar las funciones auxiliares Early Stop-

ping, ReduceLROnPlateau y ModelCheckpoint. Para cada una, se expone cuál es la tarea que

desempeñan y cómo ajustar sus parámetros principales.

7. Carga de modelo pre-entrenado y modificación para la tarea específica de clasificación. Se

explica, dependiendo de cada base de datos, cómo implementar el modelo de CNN a utilizar

junto a la carga de pesos pre-entrenados, y cómo llevar a cabo la modificación de la arquitectura

para hacerla compatible con la tarea de clasificación específica a resolver.

8. Compilación y entrenamiento del modelo. Se explica cómo realizar la compilación del mo-

delo con los hiperparámetros optimizador y función de pérdida. Además, para el entrenamiento

del modelo, se muestra cómo configurar los hiperparámetros epochs y batch-size, y el paso de

conjuntos de entrenamiento y validación, además de callbacks, al modelo. Por último, se explica

cómo evaluar el rendimiento del modelo a medida que está siendo entrenado. Esto, con ayuda de

la información presentada en pantalla respecto a los conjuntos de entrenamiento y validación.

9. Fine-tuning. Dependiendo de la base de datos y el modelo de CNN utilizado, se instruye en

la aplicación de la técnica fine-tuning. Se muestra cómo alterar la configuración de las capas

presentes en la red para activar o inhibir su entrenamiento y, una vez hecho esto, re-entrenar

parte del modelo con el objetivo de aumentar el rendimiento.

10. Predicción sobre el conjunto de prueba. Una vez que el modelo haya sido entrenado y pa-

sado por el proceso de fine-tuning, se muestra cómo aplicarlo al conjunto de prueba y cómo

interpretar los valores obtenidos.

11. Despliegue de métricas y evaluación de resultados. Se explica cómo obtener las métricas

principales para la evaluación de rendimiento. Estas son: reporte de clasificación, matrices de

confusión y curvas de aprendizaje. Además, se indica cómo interpretar cada una de ellas con el

fin de obtener conclusiones sobre el rendimiento que posee el modelo en la clasificación.

12. Conclusión. Se realiza una recapitulación de lo cubierto en el tutorial y se indican conclusiones

generales.
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El conjunto de etapas descritas cubre todo lo estudiado a lo largo del informe, y posibilita la

obtención de un modelo de inteligencia artificial capaz de clasificar imágenes médicas.

Los tutoriales se encuentran disponibles en formato Notebook en los siguientes enlaces:

Tutorial Tumores Cerebrales

Tutorial Covid-19

Tutorial Enfermedades de la Retina

Además, como ejemplo, el tutorial para Covid-19 se presenta en el Anexo C.

https://colab.research.google.com/drive/1Ga4redEHSvjNkmsBFCKsrNxLuXJf5Rtr?usp=sharing
https://colab.research.google.com/drive/1I2qdLnKaEOkbtlIqDEVpMVeueEyfQFGE?usp=sharing
https://colab.research.google.com/drive/1DFcxnRrJ5jJucmaNkpN6pgfdfQ5Fd8pg?usp=sharing
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6 Capítulo 6. Conclusiones

6.1 Discusión

Las bases de datos utilizadas demostraron ser efectivas para una buena clasificación. Si bien todas

presentaron desbalance de clases, esto no significó mayor problema, ya que la representatividad fue

suficiente para la obtención de buenos resultados. Por otra parte, el uso de pesos pre-entrenados en

la base de datos ImageNet, demostró su idoneidad para capturar las características fundamentales

presentes en las imágenes, destacando el potencial que posee la transferencia de aprendizaje.

De los modelos evaluados, fueron ResNet-50 y VGG-16 quienes demostraron ser los más compe-

tentes al trabajar con los datos disponibles y, si bien Inception-V3 no obtuvo en ningún caso el mejor

rendimiento, los resultados que presentó fueron de todas formas destacables.

Se demostró que la elección de los valores óptimos para los hiperparámetros batch-size y learning-

rate es un aspecto crucial en el entrenamiento de los modelos. El primero, tuvo directa influencia en

el valor de pérdida calculado en el entrenamiento, puesto que se comprobó que la cantidad de datos

utilizados en el cálculo puede alterar significativamente el resultado. Por otra parte, el segundo jugó

un importante rol en guíar que la modificación de kernels y pesos fuese a favor de dos importantes

aspectos: la correcta extracción de características relevantes y la minimización del valor de pérdida.

Con el objetivo de reforzar el rendimiento, la técnica de aumento de datos no presentó buenos re-

sultados. Esto se puede explicar por la constante variación en el conjunto de entrenamiento, ya que los

datos son diferentes en cada época. A pesar de que las transformaciones aplicadas sobre las imágenes

fueron sutiles para preservar las características naturales de las patologías, los modelos no lograron

aprender de la información inconstante. Por el contrario, la técnica fine-tuning demostró su efecti-

vidad. Su aplicación contribuyó con importantes mejoras en las métricas y, en consecuencia, en un

aumento en la cantidad de imágenes clasificadas correctamente. El efecto positivo fue más notorio en

las bases de datos Tumores Cerebrales y Covid-19, mientras que para la base de datos Enfermedades

de la Retina se presentaron resultados mixtos. Sin embargo, las funciones auxiliares Early-Stopping,

ReduceLROnPlateau y ModelCheckpoint ayudaron a sortear en gran parte estos inconvenientes, cola-

borando en una buena generalización de los modelos y evitando fenómenos de sobreajuste.

Sobre los errores cometidos en la clasificación, en la base de datos Tumores Cerebrales ocurrieron
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mayoritariamente y de forma recíproca en las clases meningioma y glioma. Las formas y tamaños

similares que estos tipos de tumores presentan, y el hecho de que su posicionamiento en el cerebro es

altamente variable, podría explicar estos errores. Por otra parte, si bien el tumor pituitario puede variar

su tamaño, su ubicación es prácticamente inalterable, características que el algoritmo puede aprender

a identificar con mayor facilidad. Para Covid-19, los errores ocurrieron principalmente entre las clases

normal y covid. Esto se puede explicar teniendo en cuenta lo estudiado en la sección de la patología,

donde se indica que la radiografía de tórax no siempre es la técnica más adecuada para diagnosticar la

enfermedad en etapas iniciales, lo cual podría ser el caso en imágenes de la clase covid, asemejándose

a las de la clase normal por la poca o nula presencia de anomalías. Finalmente, para Enfermedades

de la Retina, el hecho de que la cantidad de patologías presentes en las imágenes de retinas enfermas

es elevada puede significar demasiada información para ser interpretada por el modelo como solo

una clase. Ejemplos para imágenes clasificadas correctamente e incorrectamente son presentados en

las Figuras 6.1, 6.2 y 6.3 para las bases de datos Tumores Cerebrales, Covid-19 y Enfermedades de

la Retina, respectivamente. En cada imagen presente en las figuras, se indica la clase real, la clase

predicha y la probabilidad de pertenencia de la clase predicha a la real.

Los modelos obtenidos permitieron alcanzar puntajes altos en las métricas de evaluación, valores

que son comparables a los presentados en los trabajos previos que tenían objetivos similares.

Por último, los tutoriales, al haber sido construidos con el apoyo de información fundamentada,

garantizan un correcto aprendizaje en la implementación de redes neuronales convolucionales para la

clasificación de imágenes médicas.

Fig. 6.1: Predicciones para Tumores Cerebrales. En cada imagen se indica la clase real, la clase predicha y la

probabilidad de pertenencia de la clase predicha a la clase real. 0: meningioma; 1: glioma; 2: pituitario.
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Fig. 6.2: Predicciones para Covid-19. En cada imagen se indica la clase real, la clase predicha y la probabilidad

de pertenencia de la clase predicha a la clase real. 0: normal, 1: neumonía; 2: covid.

Fig. 6.3: Predicciones para Enfermedades de la Retina. En cada imagen se indica la clase real, la clase predicha

y la probabilidad de pertenencia de la clase predicha a la clase real. Para esta base de datos, si la probabilidad

es mayor al 50 % la imagen es clasificada como clase 1, mientras que si la probabilidad es menor al 50 % la

imagen es clasificada como clase 0. Mientras el valor de probabilidad es más cercano a 100 %, mayor seguridad

al clasificar como clase 1. Mientras el valor de probabilidad es más cercano a 0 %, mayor seguridad al clasificar

como clase 0. 0: retina sana; 1: retina enferma.
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6.2 Conclusiones

El desarrollo del trabajo permitió explorar los componentes fundamentales de uno de los algo-

ritmos base del Deep Learning: la Red Neuronal Convolucional. Su uso es conveniente al trabajar

en tareas de clasificación que involucren imágenes, pues la extracción de características relevantes se

realiza de forma automática, siendo las imágenes con sus respectivas etiquetas la única información

requerida. La aplicación del algoritmo a las bases de datos de imágenes médicas seleccionadas, demos-

tró su competencia y eficiencia, obteniendo resultados destacables al trabajar con grandes cantidades

de datos.

Los resultados obtenidos a lo largo del estudio permitieron la construcción de tutoriales que, al ha-

ber sido desarrollados en formato Notebook con Google Colab, presentan la ventaja de ser ejecutados

por todo usuario. Esto, debido a que la plataforma cuenta con la integración de todas las bibliotecas

necesarias. Además, los requerimientos en cuanto a hardware y software para su funcionamiento son

mínimos. Cada tutorial, uno para cada base de datos utilizada, cubre los pasos fundamentales para la

aplicación de los algoritmos en la práctica, y su utilidad es potenciada al ser complementada con el

estudio presentado en el informe.

Los objetivos propuestos fueron cumplidos satisfactoriamente, permitiendo demostrar que el po-

tencial que las herramientas de inteligencia artificial poseen en el apoyo de diagnóstico médico es

notable, y seguirá en aumento a medida que se desarrollen nuevas tecnologías y se creen bases de

datos más grandes y completas. El conocer cómo estos instrumentos funcionan y cómo llevar a ca-

bo su implementación, es importante para el desarrollo de nuevos modelos, dada la alta cantidad de

patologías que demandan el uso de la tecnología en favor de su diagnóstico y evaluación, lo que va,

finalmente, en directo beneficio de la salud de todas y todos.

6.3 Trabajo Futuro

Como trabajo futuro sería interesante evaluar los modelos obtenidos en datos nacionales y ver qué

tan bien se da el rendimiento y, en caso de presentar resultados positivos, desarrollar un sistema para

implementarlos en el diagnóstico clínico.

En lo que respecta al área de clasificación de imágenes, se podría probar y evaluar otros hiper-

parámetros como distintos optimizadores o funciones de pérdida, ya que esto puede tener un efecto

positivo en el rendimiento. Además, adentrarse en la clasificación para imágenes en tres dimensiones
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es relevante, pues son muchas las utilidades que este tipo de imágenes tienen. Sin embargo, al ser

archivos de un tamaño considerablemente mayor, los requerimientos y costos computacionales para la

implementación de algoritmos de Deep Learning también aumentan.

Finalmente, se podría expandir el desarrollo de tutoriales a otras áreas del Machine Learning y

Deep Learning que involucren imágenes médicas, otorgando enriquecimiento en la formación, com-

plementando lo ya aprendido. Tópicos como segmentación y detección de objetos son también rele-

vantes en el diagnóstico clínico, y el desarrollo de estas herramientas es posible dada la disponibilidad

de materiales de libre acceso para su implementación.
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A Transformaciones Aplicadas e Imágenes Resultantes en el Aumento de Datos

Tabla A.1: Transformaciones aplicadas a las imágenes en el aumento de datos. Los valores delimitan el rango

considerado por el algoritmo al aplicar transformaciones de carácter aleatorio.

Transformación Tumores Cerebrales Covid-19 Enfermedades de la Retina
Rotaton <15º <10º <15º

Width Shift 0.1 0.1 0.1
Height Shift 0.1 0.1 0.1

Shear 0.05 0.05 0.05
Zoom 0.1 0.1 0.1

Horizontal Flip True True True
Vertical Flip True False True

Fig. A.1: Ejemplos de imágenes obtenidas en el aumento de datos. La imagen izquierda corresponde a la imagen

original, mientras que las imágenes de la derecha son las obtenidas luego del proceso.
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B Anexo B - Extensión de Tablas

Tabla B.1: Extensión de resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base

de datos Tumores Cerebrales. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Modelo Batch Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 32 0.912 0.886 0.897 0.904 415 44 459

VGG-16 64 0.900 0.881 0.890 0.898 412 47 459

VGG-16 128 0.922 0.893 0.906 0.911 418 41 459
VGG-16 256 0.883 0.862 0.870 0.882 405 54 459

ResNet-50 32 0.916 0.892 0.902 0.917 421 38 459

ResNet-50 64 0.931 0.897 0.912 0.922 423 36 459

ResNet-50 128 0.929 0.903 0.914 0.926 425 34 459

ResNet-50 256 0.931 0.904 0.915 0.928 426 33 459
Inception-V3 32 0.897 0.889 0.892 0.902 414 45 459
Inception-V3 64 0.911 0.882 0.894 0.898 412 47 459

Inception-V3 128 0.896 0.870 0.882 0.887 407 52 459

Inception-V3 256 0.899 0.879 0.888 0.895 411 48 459

Tabla B.2: Extensión de resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base

de datos Covid-19. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Modelo Batch Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 32 0.960 0.970 0.965 0.974 2.952 79 3.031

VGG-16 64 0.980 0.980 0.970 0.984 2.982 49 3.031
VGG-16 128 0.967 0.962 0.965 0.973 2.948 83 3.031

VGG-16 256 0.974 0.980 0.976 0.982 2.976 55 3.031

ResNet-50 32 0.957 0.970 0.964 0.973 2.948 83 3.031

ResNet-50 64 0.973 0.966 0.970 0.978 2.964 67 3.031

ResNet-50 128 0.976 0.974 0.975 0.982 2.975 56 3.031
ResNet-50 256 0.967 0.970 0.969 0.982 2.955 76 3.031

Inception-V3 32 0.960 0.950 0.955 0.964 2.922 109 3.031

Inception-V3 64 0.955 0.962 0.959 0.968 2.933 98 3.031

Inception-V3 128 0.964 0.951 0.958 0.966 2.927 104 3.031

Inception-V3 256 0.962 0.967 0.965 0.972 2.946 85 3.031
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Tabla B.3: Extensión de resultados para el efecto del batch-size sobre el rendimiento de los modelos en la base

de datos Enfermedades de la Retina. Las métricas presentadas corresponden al promedio entre la totalidad de

clases.

Modelo Batch Size Recall Precision F1-Score Accuracy Correcto Incorrecto Total

VGG-16 32 0.857 0.844 0.850 0.898 575 65 640

VGG-16 64 0.872 0.829 0.848 0.892 571 69 640

VGG-16 128 0.883 0.829 0.851 0.892 571 69 640

VGG-16 256 0.891 0.888 0.890 0.927 593 47 640
ResNet-50 32 0.796 0.866 0.824 0.894 572 68 640

ResNet-50 64 0.877 0.858 0.867 0.909 582 58 640
ResNet-50 128 0.883 0.843 0.860 0.902 577 63 640

ResNet-50 256 0.857 0.863 0.860 0.908 581 59 640

Inception-V3 32 0.868 0.794 0.819 0.864 553 87 640

Inception-V3 64 0.801 0.861 0.826 0.894 572 68 640

Inception-V3 128 0.866 0.876 0.871 0.916 586 54 640
Inception-V3 256 0.845 0.854 0.849 0.902 577 63 540

Tabla B.4: Extensión de resultados para el efecto del learning-rate sobre el rendimiento de los modelos en cada

base de datos. Las métricas presentadas corresponden al promedio entre la totalidad de clases.

Base de Datos Modelo LR Recall Precision F1-Score Accuracy Correcto Incorrecto Total
TC ResNet-50 1e-1 0.333 0.185 0.238 0.556 255 204 459
TC ResNet-50 1e-2 0.901 0.884 0.889 0.906 416 43 459
TC ResNet-50 1e-3 0.931 0.904 0.915 0.928 426 33 459
TC ResNet-50 1e-4 0.896 0.849 0.867 0.882 405 54 459
TC ResNet-50 1e-5 0.908 0.894 0.899 0.911 418 41 459
C19 VGG-16 1e-1 0.341 0.539 0.284 0.673 2.021 1.010 3.031
C19 VGG-16 1e-2 0.946 0.971 0.958 0.966 2.929 102 3.031
C19 VGG-16 1e-3 0.980 0.980 0.980 0.984 2.982 49 3.031
C19 VGG-16 1e-4 0.979 0.965 0.972 0.979 2.966 65 3.031
C19 VGG-16 1e-5 0.981 0.971 0.976 0.980 2.970 61 3.031
ER VGG-16 1e-1 0.500 0.396 0.442 0.791 506 134 640
ER VGG-16 1e-2 0.751 0.881 0.793 0.884 566 74 640
ER VGG-16 1e-3 0.891 0.888 0.890 0.927 593 47 640
ER VGG-16 1e-4 0.877 0.841 0.857 0.900 576 64 640
ER VGG-16 1e-5 0.869 0.823 0.842 0.888 568 72 640

Donde TC: Tumores cerebrales; C19: Covid-19; ER: Enfermedades de la retina; LR: learning-rate.
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Tabla B.5: Extensión de resultados para el efecto del aumento de datos sobre el rendimiento de los modelos en

cada base de datos. Se exponen las métricas obtenidas por clase y por promedio.

Tumores Cerebrales

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.862 0.875 0.855 0.778 0.858 0.823 0.928 0.906 100 91 17 26 117

1 0.998 0.948 0.937 0.933 0.962 0.941 0.928 0.906 239 238 16 17 255

2 0.861 0.837 1 1 0.926 0.911 0.928 0.906 87 87 0 0 87

P/T 0.904 0.887 0.931 0.904 0.915 0.892 0.928 0.906 426 416 33 43 459

Covid-19

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.989 0.922 0.989 0.994 0.989 0.956 0.984 0.939 1.999 2.009 23 13 2.022

1 0.978 0.987 0.978 0.964 0.978 0.922 0.984 0.939 266 235 6 37 272

2 0.973 0.982 0.973 0.818 0.966 0.893 0.984 0.939 717 603 20 134 737

P/T 0.980 0.964 0.980 0.925 0.970 0.924 0.984 0.939 2.982 2.847 49 184 3.031

Enfermedades de la Retina

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.822 0.757 0.828 0.858 0.825 0.804 0.927 0.913 111 115 23 19 134

1 0.954 0.961 0.953 0.927 0.954 0.927 0.927 0.913 482 469 24 37 506

P/T 0.888 0.859 0.891 0.893 0.890 0.866 0.927 0.913 593 584 47 56 640

Donde P: precision; R: recall; F: F1-score; Acc: accuracy; C: imágenes clasificadas correctamente; I:

imágenes clasificadas incorrectamente; T: cantidad total de imágenes; P/T: promedio o total; a: antes

del aumento de datos; b: posterior al aumento de datos.
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Tabla B.6: Extensión de resultados para el efecto del fine-tuning sobre el rendimiento de los modelos en cada

base de datos. Se exponen las métricas obtenidas por cada clase y por promedio.

Tumores Cerebrales

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.862 0.926 0.855 0.855 0.858 0.889 0.928 0.946 100 100 17 17 117

1 0.998 0.972 0.937 0.969 0.962 0.971 0.928 0.946 239 247 16 8 255

2 0.861 0.897 1 1 0.926 0.946 0.928 0.946 87 87 0 0 87

P/T 0.904 0.932 0.931 0.941 0.915 0.935 0.928 0.946 426 434 33 25 459

Covid-19

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.989 0.990 0.989 0.994 0.989 0.992 0.984 0.988 1.999 2.010 23 12 2.022

1 0.978 0.982 0.978 0.978 0.978 0.980 0.984 0.988 266 266 6 6 272

2 0.973 0.985 0.973 0.974 0.973 0.980 0.984 0.988 717 718 20 19 737

P/T 0.980 0.986 0.980 0.982 0.980 0.984 0.984 0.988 2.982 2.994 49 37 3.031

Enfermedades de la Retina

Clase P-a P-b R-a R-b F-a F-b Acc-a Acc-b C-a C-b I-a I-b T

0 0.822 0.733 0.828 0.881 0.825 0.800 0.927 0.908 111 118 23 16 134

1 0.954 0.967 0.953 0.915 0.954 0.940 0.927 0.908 482 463 24 43 506

P/T 0.888 0.850 0.891 0.898 0.890 0.870 0.927 0.908 593 581 47 59 540

Donde P: precision; R: recall; F: F1-score; Acc: accuracy; C: imágenes clasificadas correctamente; I:

imágenes clasificadas incorrectamente; T: cantidad total de imágenes; P/T: promedio o total; a: antes

del aumento de datos; b: posterior al aumento de datos.
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Modelos de Redes Neuronales Convolucionales de gran prestigio en la literatura 
científica fueron implementados para tareas de clasificación de imágenes médicas. El 
objetivo de esta memoria fue generar una base de datos de carácter educativo para el 
aprendizaje de la implementación y optimización de estos algoritmos. Esto 
consiste en tutoriales desarrollados en lenguaje de programación Python 
utilizando herramientas open-source y bases de datos públicas de imágenes 
médicas. Los modelos estudiados fueron VGG-16, ResNet-50 e Inception-V3, y 
las bases de datos seleccionadas fueron tres. La primera incluye imágenes de 
resonancia magnética de tumores cerebrales. La segunda base de datos es sobre 
Covid-19 e incluye imágenes de radiografía de tórax. La tercera base de datos es 
una colección de imágenes de fondo de retina. El estudio fue dividido en etapas que 
cubrieron el efecto que distintas configuraciones poseen sobre el rendimiento de 
la clasificación, además de la aplicación de técnicas para mejorarlo. Los resultados 
ayudaron a definir el diseño y construcción de tres tutoriales —uno por cada base de 
datos—, que comprenden la información fundamental y pasos necesarios para el 
desarrollo de un modelo de inteligencia artificial capaz de clasificar imágenes médicas.

Resumen

       : Cecilia Hernández R., Miguel Figueroa T.  
:
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