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Sumario

La exploracion de algoritmos eficientes para descubrir patrones en grafos es un tema que ha recibido
un renovado interés en los ultimos anos, debido al rdpido crecimiento que se ha dado en grafos vistos
en ambitos como las redes sociales, la web, estudio de interacciones entre proteinas y muchos otros. El
procesar estos grafos muy grandes es un desafio: los altos requerimientos de memoria principal pue-
den hacer infactible la ejecucion directa de algoritmos de busqueda de patrones, mientras que la alta
complejidad computacional de algunos de estos algoritmos puede volver impractica su aplicacién. Para
tratar las limitaciones de espacio y procesamiento, la comunidad cientifica ha propuesto, entre otras
técnicas, el uso de representaciones compactas para grafos que soportan la ejecucién de algunas opera-
ciones béasicas de consulta directamente sobre la estructura comprimida; a partir de estas operaciones
basicas es posible implementar algoritmos clasicos de grafos. Esto permite relajar los requerimientos
de memoria principal para su ejecucion.

En particular, en grafos de la web y redes sociales, Hernandez y Navarro propusieron una estructura
compacta para grafos basada en subgrafos densos que incluye una combinacién de cliques y bicliques,
que son descubiertos utilizando heuristicas eficientes. Estos subgrafos no tienen superposiciéon de aristas
entre ellos.

Esta memoria de titulo presenta una propuesta para expandir las herramientas de descubrimiento
de Herndndez y Navarro para incluir subgrafos con superposicion entre ellos. Los resultados obtenidos
usando grafos reales de la web y redes sociales muestran un incremento del nimero, tamafio prome-
dio y cobertura en el grafo de los subgrafos densos con respecto a los resultados obtenidos con las
herramientas de Herndndez y Navarro.

El segundo objetivo principal de este trabajo es el disefio e implementacion de una nueva repre-
sentacion compacta para grafos basada en subgrafos densos con superposicion. Dos representaciones
compactas fueron creadas: una construida a partir de los cliques maximales de un grafo no dirigido,
y una segunda para grafos dirigidos y no dirigidos a partir de sus subgrafos densos maximales. En
los resultados obtenidos destaca la obtencion de una mejor tasa de compresiéon que las técnicas de
referencia actuales con el grafo social no dirigido dblp-2011.
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Capitulo 1

Introduccion

La exploracién de algoritmos eficientes para descubrir patrones en grafos es un tema que ha recibido
un renovado interés en los ultimos anos, debido al rdpido crecimiento que se ha dado en grafos vistos
en ambitos como las redes sociales, la web, estudio de interacciones entre proteinas y muchos otros.
Los tamanos de estos grafos estan creciendo a una razén sin precedentes: por ejemplo, el niimero de
sitios indexados por los principales motores de busqueda en la web se estima actualmente en al menos
4,6 miles de millones.! Lograr descubrir patrones en estos grafos enormes tiene miultiples aplicaciones,
como es la identificacién de comunidades y actores relevantes en redes sociales, o el descubrimiento de
patrones de link spam en la web [3], relevante para mejorar los algoritmos de ranking utilizados por
los motores de bisqueda en la web, como es PageRank [8] de Google.

El procesar estos grafos muy grandes para descubrir patrones es un desafio: los altos requerimien-
tos de memoria principal pueden hacer infactible la ejecucién directa de algoritmos de busqueda de
patrones, mientras que la alta complejidad computacional de algunos de estos algoritmos puede volver
impractica su aplicacién.

Para tratar las limitaciones de espacio y procesamiento, la comunidad cientifica ha propuesto, entre
otras técnicas, el uso de representaciones compactas para grafos que soportan la ejecucion de algunas
operaciones bésicas de consulta directamente sobre la estructura comprimida [2, 5, 10, 13, 21]; a partir
de estas operaciones bésicas es posible implementar algoritmos clésicos de grafos. Esto permite relajar
los requerimientos de memoria principal para su ejecucion.

En particular, en grafos de la web y redes sociales, las representaciones compactas existentes apro-
vechan propiedades como la similitud entre las listas de adyacencia, la localidad de referencia y la
asignacién de identificadores a los vértices del grafo segin la presencia de clusters [5] u otras maneras
de recorrer el grafo [2]. Otras estrategias aprovechan que la matriz de adyacencia es dispersa [10]. Fi-
nalmente, hay propuestas que buscan subcomponentes densos —subgrafos donde el niimero de aristas
no estd lejos del maximo posible— a partir de estructuras tales como cliques maximales, quasi-cliques y
otros patrones densos [13, 33, 21, 25]. En particular, Hernandez y Navarro [21] proponen una estructura
compacta para grafos basada en subgrafos densos que incluye una combinacién de cliques y bicliques,
que son descubiertos utilizando heuristicas eficientes. Estos subgrafos densos tienen la caracteristica
que no se superponen, es decir, no comparten aristas entre si.

La propuesta de este trabajo es extender el descubrimiento de subgrafos densos presentada en
[21] para incluir subgrafos densos superpuestos. Esto incluye su disefio e implementacién, asi como la

Mttp://www.worldwidewebsize.com/, consultado el 6 de noviembre de 2015.
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evaluacién de la eficiencia de los algoritmos de descubrimiento y la calidad de los resultados. Se desea
que tal implementacion sea estructurada como una biblioteca de software que permita un desarrollo
rapido para evaluar posibles trabajos derivados o aplicaciones en otros contextos de estudio. Finalmente
el trabajo contempla el disefio, implementaciéon y evaluacién de una estructura comprimida que busca
aprovechar la alta superposiciéon entre estos patrones descubiertos.

1.1. Objetivos
Este trabajo contempla 3 objetivos principales:

1. Disenar, implementar y evaluar un algoritmo de mineria eficiente para el descu-
brimiento de subgrafos densos superpuestos en grafos grandes de la web y redes
sociales.

Se busca extender el planteamiento de Herndndez y Navarro [21] para incluir subgrafos densos en
superposicion. Para la evaluacién experimental se definirdn y ejecutaran pruebas que permitan
caracterizar los subgrafos obtenidos y compararlos con la implementacién previa, incluyendo,
entre otras métricas, el total de subgrafos densos encontrados; el total de vértices y aristas
cubiertos en el grafo; y métricas especificas que proporcionen una idea de la superposicion entre
los subgrafos. Para la evaluacion con conjuntos de datos reales se utilizaran grafos publicamente
accesibles, como los proporcionados por The Laboratory for Web Algorithmics (LAW)? [4, 6].

2. Estructurar las herramientas de descubrimiento de subgrafos densos superpuestos
como una biblioteca de software que permita su aplicacion en grafos provenientes
de otros contextos.

Con esto se busca facilitar al méaximo el desarrollo rapido de aplicaciones que utilicen las he-
rramientas de descubrimiento de subgrafos densos, ya sea tanto para la exploracién y estudio
de nuevas ideas que permitan extender la misma biblioteca de software, como también para la
utilizacién de estas técnicas en otros contextos similares donde el descubrimiento de patrones
densos superpuestos en grafos sea de interés, como lo es, por ejemplo, la deteccién de complejos
proteicos en redes de interacciones entre proteinas [1, 17, 29, 32].

3. Disenar, implementar y evaluar una nueva estructura de datos compacta para el
almacenamiento de grafos con un alto niimero de subgrafos densos superpuestos.

Dados un conjunto de subgrafos densos superpuestos y el remanente del grafo del que se extrajo
tal conjunto, se disenara una estructura de datos compacta que pueda aprovechar tanto la super-
posicién entre subgrafos densos como otras posibles caracteristicas particulares de los subgrafos
densos descubiertos. Para su implementacion se usaran representaciones de mapas de bits y se-
cuencias soportadas por herramientas de software ptblicamente disponibles para estructuras de
datos compactas, como es la Succinct Data Structure Library (SDSL)3 [19].

Su evaluacién incluye el consumo de espacio de las nuevas estructuras, tiempo de ejecucién
necesario para su creacion y tiempo de ejecucion de consultas sobre la estructura compacta.

2http://law.di.unimi.it/datasets.php
3https://github.com/simongog/sdsl-1lite
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1.2. Estructura del informe

Este informe de memoria de titulo esta estructurado de la siguiente forma: el Capitulo 2 contiene
breves definiciones de algunos conceptos matematicos que son importantes para comprender los ca-
pitulos siguientes, ademas de exponer ciertas convenciones para la notacién utilizada. El Capitulo 3
comienza con una descripcién general de la propuesta existente hecha por [21] y la presentacién breve
de algunas de sus limitaciones que terminaron motivando la realizacién de este trabajo. El resto del ca-
pitulo presenta los fundamentos matematicos y algoritmos creados como parte de esta nueva propuesta
para el descubrimiento de subgrafos densos superpuestos.

En el Capitulo 4 se presentan los fundamentos y algoritmos creados para una representacion com-
pacta de grafos, que busca aprovechar la presencia de cliques o subgrafos densos altamente superpuestos
entre si.

En el Capitulo 5 se presentan los resultados de diversos experimentos realizados utilizando grafos
reales de la web y redes sociales reales para la evaluacién de las herramientas creadas para el descu-
brimiento y compresién. Finalmente, en el Capitulo 6 se resumen las conclusiones de este trabajo.

Dos apéndices son incluidos en este informe: el Apéndice A contiene una descripciéon més técnica
acerca de los requerimientos y estructuracion de las herramientas del proyecto en una biblioteca de
software, facilitando el prototipado rapido de nuevas aplicaciones que hacen uso de las herramientas de
descubrimiento, y cémo se buscé asegurar su correctitud. En el Apéndice B se listan las presentaciones
dictadas relacionadas y nuevos proyectos surgidos a partir de este trabajo durante su desarrollo.



Capitulo 2

Definiciones y convenciones

En este capitulo se definen de manera breve diversos conceptos basicos que son reiteradamente
referidos a lo largo de este trabajo, junto con ciertas convenciones escogidas para su notacion.

Para algunos términos importantes, su primera aparicién sera seguida de inmediato por el término
correspondiente en inglés utilizado en el cédigo fuente y documentacién de las aplicaciones de software
desarrolladas en este proyecto.

2.1. Orden total y conjunto totalmente ordenado

Dado un conjunto no vacio S, la relacién binaria R C S X S es una relacién de orden si cumple
las propiedades de reflexividad, antisimetria y transitividad. Si, ademas, todos los elementos de .S son
comparables entre si —es decir, Vz,y € S : Ry V yRx— entonces R es una relacion de orden total, o
simplemente un orden total, y se dice que el par (S, R) es un conjunto totalmente ordenado.

Dos elementos z,y de un conjunto totalmente ordenado (S, R) son consecutivos si xRy A (Pz €
S : xRz A zRy).

2.2. Grafo

Un grafo G = (V, E) estd compuesto por un conjunto finito V' de vértices y un conjunto E C V x V
de aristas. Dado G, la expresién V(G) es frecuentemente usada para referirse al conjunto de sus vértices
y E(G) al conjunto de sus aristas. El orden de un grafo corresponde al total de sus vértices |V (G)|,
mientras que el tamano de un grafo corresponde al total de sus aristas.

Dos vértices v1,v2 € V(G) son llamados adyacentes o vecinos si (vi,v2) € E(G). En este caso vg
es llamado el vecino directo (outlink en inglés) de vy, mientras que vy es el vecino inverso (inlink) de
ve. El grado de salida (outdegree) de un vértice v corresponde al total de sus vecinos directos, mientras
que el grado de entrada (indegree) de v es el total de sus vecinos inversos.

La lista de adyacencia de un vértice v € V(G) es una coleccién ordenada con todos los vecinos
directos de v en G. La expresion adjlisty(v) denota a la lista de adyacencia de v ordenada usando
un orden total ¢ C V x V. Dado que el grado de entrada de un vértice se corresponde al niimero de



apariciones de éste en todas las listas de adyacencia, el término frecuencia de aparicion, o simplemente
frecuencia, es utilizado frecuentemente como sinénimo de grado de entrada.

Un bucle (self-loop) es toda arista con la forma (v, v).

Notese que toda arista conlleva un sentido: (vi,v2) € E(G) # (v2,v1) € E(G). Grafo dirigido es
otra forma utilizada en este documento para referirse a un grafo general G. Un grafo referido como no
dirigido satisface Yvi,vy € V(G) : (v1,v2) € E(GQ) <> (va,v1) € E(G).

Rutas y ciclos

Una ruta en G corresponde a una secuencia ordenada de vértices (vy,va,...,v,) tal que (v, vi41) €
E(G), con i = 1,...,n — 1. El largo de una ruta corresponde al valor n. Un ciclo es una ruta que
comienza y termina en un mismo vértice. Un grafo aciclico es un grafo que no contiene ciclos.

Cliques y bicliques

Un clique es un grafo donde todos los vértices son adyacentes entre si, es decir, Yvi,v2 € V(G) :
(v1,v2) € E(G). En ocasiones, un clique es presentado simplemente listando sus vértices.

Un grafo bipartito G es un grafo cuyos vértices pueden ser repartidos en dos subconjuntos disjuntos
V1 v Vs, tal que no existen aristas entre vértices pertenecientes al mismo subconjunto: Vv, vy € Vi :
(v1,v2) ¢ E(GQ) y Yus,vg € Vo : (v3,v4) ¢ E(G). Un grafo bipartito completo, también conocido como
biclique, es un grafo bipartito donde todo vértice en V; es adyacente a todo vértice en Vs.

Grafo ponderado

Un grafo con pesos, o grafo ponderado, es un grafo de la forma G = (V, E,w), donde w es una
funcién w : £ — R que asigna un valor —o «peso»— a cada arista del grafo.

2.2.1. Grafos de la web y redes sociales

Un grafo de la web contiene una fraccién de la estructura de hipervinculos de la web existente en
algiin momento determinado. Es modelado como un grafo dirigido G donde V(G) es un conjunto de
paginas web, cada una de ellas identificada por su URL, y cada arista (vi,v2) € E(G) corresponde a
un hipervinculo existente en la pagina web v1 que apunta a la pagina vs.

Un grafo de red social representa un tipo de relacién existente entre entidades participantes de
alguna red o una plataforma social —como son Facebook o Twitter— en algiin momento determinado.
V(QG) es el conjunto total de participantes, y cada arista (v1,v2) € E(G) refleja una relacién entre
ambas entidades. En algunos casos esta relacion puede corresponder a una relacién simétrica, como,
por ejemplo, la relaciéon de amistad en Facebook.



2.3. DAG

Un DAG (del inglés Directed Acyclic Graph) es un grafo dirigido sin ciclos. Al tratar con un DAG,
se utiliza una terminologia distinta para algunos de sus componentes y propiedades basicas de grafo:
sus vértices son referidos como nodos y sus aristas como arcos, por lo que un DAG D es usualmente
designado con el par (N, A) en vez de (V, E), y las expresiones N (D) y A(D) son usadas para referirse
a sus nodos y aristas. Dos nodos adyacentes son referidos como padre e hijo, respectivamente. Un nodo
raiz es un nodo que no tiene padre alguno, y un nodo hoja es uno que no tiene hijos.

Un ordenamiento topoldgico de un DAG D es un ordenamiento total (N (D), <) de los nodos de
D tal que Y(ui,u2) € A(D) : n1 =< ny. Dado un DAG, siempre es posible encontrar al menos un
ordenamiento topolégico [15].

2.4. Subgrafo denso

Un subgrafo de un grafo G = (V, E) es un grafo G' = (V/,E') con V' CV y E' C E.

El término grafo demso designa un grafo con una alta concentracién de aristas en comparaciéon con
su numero de vértices. En los capitulos siguientes, el término subgrafo denso se refiere siempre a un
subgrafo denso representado a través del patrén bipartito dado por la Definicion 3.1. Las expresiones
S(H) y C(H) son usadas frecuentemente para referirse a los componentes S y C' de un subgrafo denso
H.

Se dice que dos subgrafos densos son superpuestos, o que se encuentran en superposicion, si com-
parten al menos una arista.

Dados los subgrafos densos H = (S,C) y H' = (5',C"), la operacién de inclusion se define como:
HCH < SCS ANC C (' Se dice que dos subgrafos densos H y H' son mazimales entre si, si
H ¢ H' AH' ¢ H. En un llamado conjunto H de subgrafos densos mazimales entre si, 1H, H' € H :
HCH.

2.5. Grafo de interseccion

Dado un conjunto no vacio F' = {c1,ca,...,c,} cuyos elementos son a su vez conjuntos —llamado
una familia de conjuntos—, el grafo de interseccion I de F' es un grafo con V(I) = F'y (¢j,¢j) €
E(I)<=i#jNcnNcy #0.

Dado que I puede ser inequivocamente construido a partir de F', en ocasiones un grafo de intersec-
cién es expresado como un conjunto simplemente listando su familia de origen.



Capitulo 3

Descubrimiento de subgrafos densos
superpuestos

En este capitulo se presentan los modelos y algoritmos desarrollados para el descubrimiento —tam-
bién referido como minerfa (mining en inglés)— de subgrafos densos en grafos de la web y redes sociales,
creados a partir de la propuesta de Herndndez y Navarro [21].

3.1. Propuesta de Hernandez y Navarro para el descubrimiento de
subgrafos densos

Herndndez y Navarro proponen [21] una técnica escalable para el descubrimiento de patrones en
grafos enormes de la web y redes sociales. Esta compuesta por un algoritmo inicial de clustering [13],
que identifica vértices con listas de adyacencia suficientemente similares y agrupa tales listas en clusters,
seguido por un algoritmo de mineria eficiente que descubre patrones de subgrafos densos a partir de
cada cluster. Tales patrones de subgrafos incluyen cliques, bicliques y otros subgrafos densos maés
generales, pero todos ellos son descubiertos a través de un mismo patrén de grafo bipartito completo,
definido como sigue:

Definicién 3.1. Un subgrafo denso H = (S,C) de un grafo G es un grafo G' = (SUC,S x C), con
S,C € V(G). Los conjuntos S y C son llamados sources y centers, respectivamente.

Esta definicién incluye cliques (cuando S = C) y bicliques (S N C = (). La Figura 3.1 muestra
cémo un grafo denso general puede representarse con este patron bipartito.

3.1.1. Etapa de clustering

La etapa inicial de clustering es un proceso no deterministico, que usa el concepto de shingles [12]
para representar cada lista de adyacencia con P huellas digitales (o valores hash), donde listas més
similares entre si tienen una mayor probabilidad de obtener las mismas huellas digitales. Estas huellas
son almacenadas en una matriz de |V(G)| filas y P columnas. El algoritmo, recorriendo la matriz
de manera iterativa por columnas, agrupa en cada iteracién ¢ las filas con idénticas huellas digitales
presentes en las primeras ¢ columnas, y, si tal nimero de filas resulta ser menor a un valor de corte
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(a) Representacion tradicional. (b) Representacién bipartita.

Figura 3.1: Distintas representaciones de un mismo grafo denso.

preestablecido, las extrae y coloca en un cluster. Las filas remanentes después de haber evaluado la
totalidad de las columnas son agrupadas en un cluster adicional.

En la Figura 3.2, los pasos 1 y 2 ejemplifican el proceso de clustering para el grafo dado, que
concluye con dos clusters.

3.1.2. Etapa de descubrimiento

En esta etapa un algoritmo de mineria eficiente de subgrafos densos se aplica sobre cada uno
de los clusters de listas de adyacencia determinados en la etapa anterior. La etapa comienza con el
ordenamiento de los elementos de las listas de adyacencia segiin la frecuencia de cada vértice en el
cluster —el niimero de apariciones en las listas de adyacencia— de manera decreciente; vértices con
igual frecuencia son ordenados por su identificador nimerico de manera creciente. Los vértices con
frequencia igual a 1 son removidos. El paso 3A de la Figura 3.2 muestra el ordenamiento resultante de
las listas de adyacencia para el cluster 1, con los vértices 5 y 6 removidos.

Las listas de adyacencia ordenadas de cada cluster son entonces insertadas en un llamado arbol
de prefijos (un prefiz tree, conocido también en la literatura técnica como trie). Este trie tiene una
estructura de drbol similar al obtenido por las técnicas de clustering propuestas por [28]. Las listas
de adyacencia con un vértice inicial distinto a la raiz del trie en construcciéon son ignoradas, si bien el
hecho de tener las listas ordenadas por frecuencia de aparicién maximiza el nimero de listas con un
mismo elemento inicial.

Todo nodo u en el trie tiene como etiqueta el identificador de un vértice, y tiene implicitamente
asociado una secuencia [(u) de etiquetas: las de aquellos nodos en la ruta desde la raiz hasta el propio
nodo. Cada nodo también almacena un conjunto denominado vertexSet que contiene todo vértice del
grafo cuya lista de adyacencia en el cluster comienza con la secuencia [(u).

Es posible identificar un subgrafo denso H = (S, C') a partir de cada nodo u en el trie resultante,
tomando como S el conjunto vertexSet del nodo, y C el conjunto de los nodos listados en [(u). El
nimero total de arcos cubiertos por este subgrafo denso es igual a |S]| - |C|. El algoritmo de minerfa
extrae entonces de cada trie los subgrafos densos con un mayor nimero de arcos.

Noétese que un nodo u no puede estar en S'y C a la vez si el bucle (u,u) no estd presente en el grafo.
Dado que estas aristas suelen ser poco frecuentes —o aun inexistentes— en grafos de redes sociales, la



Paso 1 Paso 3A: cluster 1
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1: 12378 A B 2:5 2:17823
2:12378 A B 3:5 3317823
3:12378 A B 4:2 »/5: 17823
5:12357 8 A B 5:1 6: 17823
6: 12367 8 »| AB 6:1 7:1784
7: 1478 A B 7:7 8:17 8 4
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6: 123678 | {1.2.3.4,56} ] | {78} |C={17 84}
7:1478 ¥
8:14 738
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Figura 3.2: Un ejemplo del proceso de clustering y descubrimiento de subgrafos densos a partir de un grafo dado,
segun la propuesta de Hernandez y Navarro.
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propuesta de Hernandez y Navarro realiza un procesamiento previo del grafo de entrada, donde bucles
para todo vértice son anadidos al grafo, y un bitmap interno es generado para dejar registrado estos
bucles insertados artificialmente. Esto permite al algoritmo de mineria ser mas sensible a la deteccién
de subgrafos densos distintos de bicliques.

El paso 4 de la Figura 3.2 muestra el arbol de prefijos construido a partir del cluster 1 de la misma
figura, acompanado por los subgrafos densos identificados a partir de 3 nodos distintos.

3.1.3. Limitaciones del algoritmo de mineria

El algoritmo de mineria por frecuencia propuesto por Herndndez y Navarro sobre un trie cuenta
con ciertas limitaciones:

1. Por la estructura misma del arbol de prefijos, donde més de un nodo puede corresponder a
un mismo vértice del grafo original, el algoritmo propuesto no puede descubrir todo subgrafo
denso. La Figura 3.3 muestra un grafo que incluye dos cliques altamente superpuestos: un clique
entre los vértices {1,2,3,4} y un segundo clique en {2,3,4,5}, ademds de los subgrafos densos
({1,2,3,4,5},{2,3,4}) vy ({2,3,4},{1,2,3,4,5}). En este caso no serd posible descubrir el segundo
clique mencionado, independiente del clustering aplicado a las listas de adyacencia dadas.

2. Es posible que, al interior de un cluster, no todas las listas de adyacencia ordenadas tengan un
mismo elemento inicial. Dado que se construye un arbol —con una tunica raiz— sobre el cual se
realiza la busqueda de subgrafos densos, las listas de adyacencia con un vértice inicial distinto
al aplicado en primer lugar son, en la practica, descartadas. El tener ordenadas las listas por
frecuencia es entonces una necesidad para minimizar el niimero de listas a descartar.

Aun si tales listas descartadas fueran, por ejemplo, insertadas en arboles de prefijos adicionales,
la capacidad global del algoritmo para encontrar subgrafos densos se ve afectada en estos casos.

3.2. Fundamentos para una nueva propuesta para el descubrimiento
de subgrafos densos

El esquema general que se propone en este trabajo para expandir las técnicas propuestas por Her-
nédndez y Navarro [21] es conservar el algoritmo de clustering escalable, pero reemplazar el trie sobre
el cual se ejecuta el algoritmo de mineria por otra nueva estructura de datos que permita evitar las
limitaciones presentadas en la seccién anterior. De manera consecuente, un nuevo algoritmo eficiente
de mineria es también propuesto, que es compatible con esta nueva estructura de datos, y que per-
mite el descubrimiento de subgrafos densos superpuestos con el mismo patrén bipartito dado por la
Definicién 3.1.

3.2.1. DAG

Es posible generalizar el arbol de prefijos usado por Hernandez y Navarro, descrito en la Subsec-
ci6n 3.1.2, en un grafo dirigido aciclico (referido a partir de ahora como DAG):
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(a) Grafo. (b) Listas de adyacencia or- (¢) Arbol de prefijos.
denadas por frecuencia.

Figura 3.3: Un ejemplo que muestra la imposibilidad del algoritmo de mineria de Herndndez y Navarro para
detectar todos los subgrafos densos existentes: en este caso, no le es posible descubrir a partir del arbol de prefijos
el clique existente entre los vértices {2,3,4,5}.

Definicién 3.2. Dado un grafo G = (V, E), un conjunto V! C V y un orden total $ TV x V, es
posible construir un grafo dirigido aciclico D = (N, A), haciendo:

n N =Uyey{v:veadjlisty(v')}.
w A= {(ur,u2) s ur,us € NA (I € V':ug yuy son elementos consecutivos en adjlisty(v'))}.

Este DAG propuesto almacena en sus nodos los vértices en las listas de adyacencia de un conjunto
V' C V(G) de vértices. El uso en la definicién de un conjunto V’ permite la construccién de un DAG
a partir tanto del propio grafo G (haciendo V' = V), como también a partir de un cluster de listas
de adyacencia generado por el proceso de clustering descrito anteriormente en la Subseccion 3.1.1. Los
arcos del DAG corresponden a pares de vértices consecutivos en las listas de adyacencia del grafo (o
cluster): una lista de adyacencia corresponde entonces a una ruta de igual largo en el DAG —ruta que,
a diferencia de un trie, no necesariamente comienza en un nodo raiz—.

Dado que la Definicion 3.2 no excluye vértice ni lista de adyacencia alguna para el DAG resultante,
es posible ahora incluir efectivamente listas de adyacencia con distintos elementos iniciales. Esto per-
mite eliminar el requerimiento de contar con las listas de adyacencia ordenadas especificamente por
frecuencia de aparicién, reemplazandolo por contar con un ordenamiento total cualquiera, representa-
do por ¢. Es el uso de este orden total ¢ lo que asegura que el grafo dirigido construido es realmente
aciclico: de haber un ciclo en el DAG, de la forma (uy,us,...,uy,u1), con n > 2, esto implicaria por
definicién que u; < ug < --- < uy < wug, lo que sélo es posible tomando n = 1, haciendo con ello
imposible la existencia de un ciclo.

La Figura 3.4 muestra los distintos DAG resultantes a partir de dos distintos ordenamientos para las
listas de adyacencia de un mismo grafo: el ordenamiento por frecuencia ya conocido y otro ordenamiento
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{1,2,3,4,5} {1,2,3,4}
Y Y
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{1,2,3,4,5} {1,2,3,4,5}
Y Y
4 3
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1 4
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2:23415 {1,234} 2:12345 11,2,3,4,5}
3:23415 3:12345
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5:2345 {2,3,4,5} 5:2345 {2,3,4,5}
A —
(a) Listas de adyacencia or- (b) DAG. (c) Listas de adyacencia or-  (d) DAG.
denadas por frecuencia. denadas por id.

Figura 3.4: Diferentes DAG construidos a partir de dos ordenamientos distintos para las listas de adyacencia
del grafo de la Figura 3.3. Nétese que el segundo DAG tiene una tnica raiz ain cuando las listas de adyacencia
cuentan con diferentes elementos iniciales.

simple segun el identificador de cada vértice de manera creciente. Nétese que el ordenamiento por
frecuencia debe tener bien definido cémo comparar vértices de igual frecuencia —en este caso, se
comparan los identificadores numeéricos de los vértices—, de lo contrario no corresponderia en realidad
a un orden total. Ordenamientos distintos al por frecuencia tienen una menor probabilidad de ubicar
un mismo elemento inicial en las listas de adyacencia, pero esto no implica necesariamente que el DAG
resultante contendra multiples raices, como ejemplifica el segundo DAG de la figura. En general, cada
raiz resultante en un DAG corresponde a un vértice encontrado como elemento inicial en alguna lista de
adyacencia, siempre y cuando este vértice no se encuentre también en una posicién distinta en alguna
de las otras listas.

El conjunto vertexSet

Analoga a la propiedad wvertexSet de cada nodo en un trie, la propiedad vertexSet de cada nodo en
un DAG es definida como sigue:

Definicién 3.3. Dado un DAG D = (N, A) construido a partir de un grafo G = (V, E), un conjunto
V' CV yun orden total ¢ CV x V, entonces Vu € N,vertexSet(u) = {v e V' : (v,u) € E}.

El conjunto vertezSet de un nodo u € N(D) contiene entonces todos los vértices en V' cuyas listas
de adyacencia contienen a u. Nétese que este vertexSet corresponde a la unién de los vertexSets de los
distintos nodos etiquetados con el mismo vértice en el trie correspondiente, como puede verse para el
vértice 5 en el trie de la Figura 3.3 y los DAG de la Figura 3.4.
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(a) Listas de adyacencia or- (b) DAG correspondiente.

denadas por frecuencia.

Figura 3.5: En un DAG, ya no basta con considerar el conjunto vertezSet de un nodo, y las etiquetas de los nodos
de una ruta desde una raiz para determinar siempre un subgrafo denso real, tal como sucedia en el arbol de
prefijos propuesto por Hernandez y Navarro. Atin mas, ciertas rutas ya no se corresponden a listas de adyacencia
reales, como la ruta (1,2,3,4,5,6).

3.2.2. Descubrimiento de subgrafos densos a partir de un DAG

La mayor flexibilidad del DAG propuesto en la seccién anterior con respecto al trie descrito por
Hernédndez y Navarro viene con un costo: la identificacién de un subgrafo denso bipartito a partir de
un nodo ya no resulta ser directo como en un trie —como se describe en la Subseccién 3.1.2—; debido
principalmente a la existencia de multiples rutas desde una raiz hasta el propio nodo: en la Figura 3.5,
para el nodo 4 —con {3,4,5,6} como vertexSet— y la ruta (1,2, 3,4), entonces ({3,4,5,6},{1,2,3,4})
no corresponde a un subgrafo denso real.

El siguiente lema proporciona una base para la identificaciéon de subgrafos densos en un DAG:

Lema 3.1. Dado un DAG D = (N, A), una ruta P = (u1,ua,...,uy) sobre el DAG D, y un con-
junto R C P, entonces es posible identificar un subgrafo denso bipartito Hgr = (S,C), haciendo
S = yegvertexSet(u) y C = R.

Este lema declara que los vértices cuyas listas de adyacencia originales contienen a los elementos
en R pueden ser determinados a partir de la interseccién de los respectivos wvertexSets. La Figura 3.6
contiene el primer DAG de la Figura 3.4 pero acompanado ahora por 4 posibles valores para R y sus
respectivos subgrafos densos.

Dado que cada lista de adyacencia original se corresponde a una ruta en el DAG, la limitacion
dada por el Lema 3.1 para los elementos de R —de ser todos nodos presentes en una misma ruta—
busca descartar una gran cantidad de casos donde sélo es posible obtener un subgrafo denso con su
componente S vacio. Sin embargo, estos casos son aun posibles. La Figura 3.5 muestra un DAG que
contiene una ruta (1,2,3,4,5,6) que no se corresponde con ninguna lista de adyacencia original, dado
que se forma por la combinacion de las rutas (1,2, 3,4,6) y (1,4, 5, 6), ambas correspondientes a listas de
adyacencia reales. Tomando R = {1,2,3,4,5,6} se obtiene el subgrafo denso vacio ({},{1,2,3,4,5,6}).
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denadas por frecuencia.

Figura 3.6: A partir del DAG construido para el grafo de la Figura 3.3, los 4 conjuntos R; dados permiten el
descubrimiento de los 4 subgrafos densos maximales entre si existentes en el grafo.

3.3. Descubrimiento eficiente de subgrafos densos a partir de un

DAG

El Lema 3.1 permite el descubrimiento de subgrafos densos a partir de un DAG; sin embargo, atin
limitados a una ruta P en particular, el nimero de posibles valores distintos para el conjunto R es
exponencial con respecto al nimero de nodos en la ruta. Por esto es que en esta seccion se propone un
heuristica eficiente para el descubrimiento de subgrafos densos, que utiliza las propiedades establecidas
por el lema dado. El Algoritmo 3.1 presenta el esquema general basico: se busca un tinico subgrafo
denso a partir de cada nodo que contenga a éste en su componente C, obteniéndose entonces |N (D)
subgrafos en total. Estos son comparados y filtrados para terminar con un conjunto de subgrafos densos
maximales entre si. Esta ultima operacién es realizada lo antes posible, apenas cada nuevo subgrafo
denso es descubierto, buscando con esto reducir el nimero total de comparaciones.

Para el descubrimiento de un subgrafo denso a partir de cada nodo u, se busca en primer lugar
determinar una ruta P, = (u1,ug, ..., uy) tal que u; es un nodo raiz y u, = u. Un mecanismo general
que aqui se propone para determinar rutas candidatas de manera eficiente es el uso de un llamado
viajero tnverso sobre un DAG, definido como sigue:

Definicién 3.4. Dado un DAG D = (N, A), un viajero inverso para D es toda funcién parcial t :
N — N, tal que t(u) es padre de u en D.

Un viajero inverso permite recorrer los nodos de un DAG —o al menos una fracciéon de ellos—
moviéndose desde cada nodo a alguno de sus padres hasta alcanzar una raiz. Entonces, dado u, los
nodos componentes de P, pueden ser determinados a partir de la aplicaciéon repetida de ¢ sobre u:
u—t(u) = (tot)(u) = -+ —e.
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Algoritmo 3.1 Esquema general basico para el descubrimiento de subgrafos densos maximales entre
st a partir de un DAG.
Entrada: Un DAG D.
Salida: Un conjunto DSG's con a lo mas |N(D)| subgrafos densos maximales entre si.
1: funcién BASICMINEDENSESUBGRAPHS(D)
2. DSGs<+ 0
3 para todo node € N(D) hacer
4 nodeDsg <— GETDENSESUBGRAPHFROM(D, node)
5: si nodeDsg es maximal con respecto a DSGs entonces
6: DSGs + DSGs — {dsg : dsg € DSGs A dsg C nodeDsg}
7
8
9

DSGs «+ DSGsU{nodeDsg}
fin si
fin para
10: devolver DSGs
11: fin funcién

Teniendo escogida una ruta P,, se busca ahora determinar un conjunto R, C P,, con u € R,, tal
que el subgrafo denso resultante sea entonces el de mayor tamafo posible o, generalizando, sea el que
devuelva el mayor valor dado por una funcién objetivo fu;, definida como:

Definicién 3.5. Una funcién objetivo para subgrafos densos es toda funcion fu; : H — No, donde H
es el universo de subgrafos densos con la forma H = (S, C') segin la Definicion 3.1.

Para determinar qué nodos son efectivamente incluidos en R, se comienza con R, = {u} y el
respectivo subgrafo denso base (vertexSet(u),u). Entonces se recorre la ruta P, en sentido inverso, y
para cada nodo encontrado se evalia si el incluirlo en el subgrafo denso formado hasta entonces mejora
el valor dado por fyp;.

El Algoritmo 3.2, con la definicién de la funcion GETDENSESUBGRAPHFROM referenciada en el
Algoritmo 3.1, resume todo este proceder para la busqueda de un subgrafo denso a partir de cada
nodo. Aqui se asume que las funciones GETPREVIOUSNODEINPATH y ISBETTERDENSESUBGRAPH
implementan internamente un viajero inverso y una funcién objetivo, respectivamente, que han sido
establecidos con anterioridad.

La personalizacion del Algoritmo 3.2 a través de funciones objetivo y viajeros inversos permite
adaptar el algoritmo de descubrimiento para favorecer ciertas caracteristicas de los subgrafos densos
obtenidos, como también explorar con facilidad nuevas ideas para mejorar la calidad de los resultados.
Las Tablas 3.1 y 3.2 listan las distintas definiciones para fo,; y ¢t soportadas por las herramientas de
descubrimiento actualmente implementadas.
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Algoritmo 3.2 Descubrimiento de un subgrafo denso a partir de un nodo dado en un DAG.

Entrada: Un DAG D, un nodo node € N(D).
Salida: Un subgrafo denso bestDsg = (S, C'), con node € C.
1: funcién GETDENSESUBGRAPHFROM(D, node)

bestDsg < (node.vertexSet,{node})

nextNode < GETPREVIOUSNODEINPATH(D, node)

si nextNode # NULL entonces
candidateDsg < (bestDsg.S NnextNode.vertexSet,best Dsg.C' U nextN ode)
si ISBETTERDENSESUBGRAPH (best Dsg, candidateDsg) entonces

bestDsg + candidateDsg

fin si
nextNode < GETNEXTNODEINPATH(D, nextNode)

10: fin si

11: devolver bestDsg

R

12: fin funcion

Tabla 3.1: Funciones objetivo implementadas para el descubrimiento de subgrafos densos.

Identificador Definicién Observaciones
C| siCcCS

FO-CLIQ H(S,C)w— {| | ST - Favorece el descubrimiento de cliques; no
0 S1 1o descubre bicliques.

F1-ARCS H(S,C)—|S]-|C| -

F2-INTERSECT H(S,C)— |SNC]| No descubre bicliques.

Tabla 3.2: Viajeros inversos implementados para el descubrimiento de subgrafos densos.

Identificador Definicién (entiéndase que p es padre de u)

TO-DEEPEST w + p, tal que maxDepth(p) = maxDepth(u) — 1
T1-SHARING wu+ p, tal que |u.vertexSet N p.vertexSet| es maximal
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3.3.1. Descubrimiento de un ordenamiento topolégico en un DAG

Con el objetivo de soportar de manera eficiente el viajero inverso T0-DEEPEST mencionado en la
Tabla 3.2, todo nodo en un DAG cuenta con una nueva propiedad auxiliar llamada mazDepth, definida
recursivamente como sigue:

Definicién 3.6. Dado un DAG D = (N, A), entonces Vu € N:

1 st u es un nodo raiz
maxDepth(u) =
M AX (maxDepth(p)) + 1, con (p,u) € A en el caso contrario

La propiedad mazDepth de cada nodo u corresponde basicamente al largo de la ruta més extensa
existente desde algin nodo raiz hasta u, y la recursividad permite determinar su valor a partir de los
valores de maxDepth de los padres de wu.

En cualquier algoritmo para inicializar los valores de maxzDepth para los nodos de un DAG —o,
en general, cualquier nueva propiedad de un nodo definida recursivamente a partir de sus padres—,
es posible reemplazar esta recursividad por un proceso iterativo si de antemano se cuenta con un
ordenamiento topolégico para N (D), que permite listar los nodos asegurando que ningtin nodo sera
visitado antes que alguno de sus padres. Implementaciones generales eficientes para encontrar un
ordenamiento topoldgico en un DAG tienen un tiempo de ejecucion del orden de O(|N| 4+ |A|) [15]. Sin
embargo, el siguiente teorema proporciona una conveniente alternativa:

Teorema 3.1. Dado un DAG D = (N, A) construido a partir de un grafo G = (V, E), un conjunto
V' CV y un orden total ¢ CV x V, entonces un ordenamiento topoldgico posible para D es el listado
lineal de los elementos de N segiun el orden total ¢.

Los algoritmos de ordenamiento disponibles en la literatura tipicamente tienen un tiempo de ejecu-
ci6én del orden de O(|N|-log|N|). Sin embargo, la implementaciéon desarrollada en este trabajo utiliza
internamente un arbol binario de biisqueda como una estructura auxiliar para recuperar rapidamente
cualquier nodo de un DAG, con ¢ como clave de comparacion de los nodos. Este arbol es generado
durante el proceso de construcciéon del DAG para reducir su tiempo de ejecucién; entonces, una vez
asumido el costo de construccién, un recorrido completo del arbol en profundidad inorder proporciona
un ordenamiento topoldgico con un tiempo de ejecucién adicional en O(|N|) [15].

3.3.2. Impacto del descubrimiento propuesto en el proceso de clustering

Se mencioné en la Seccién 3.2 el uso del mismo proceso de clustering utilizado por Hernandez y
Navarro para el particionamiento inicial del grafo de entrada, previo al descubrimiento de subgrafos
densos. Dado que el proceso de descubrimiento propuesto ya no exige tener las listas de adyacencia
ordenadas por frecuencia, es posible entonces evitar completamente el tener que ordenar las listas si
éstas ya cuentan con un ordenamiento anterior dado por su fuente de origen. Esto permite reducir
significativamente las necesidades de tiempo de ejecucion para la etapa de clustering, de considerarse
necesario. Los grafos de la web y redes sociales utilizados para los experimentos —listados en la
Subseccién 5.1.1— se encuentran efectivamente disponibles en més de una presentacién posible.
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3.3.3. Paralelismo

El Algoritmo 3.1 dado anteriormente para el descubrimiento de subgrafos densos ofrece oportunida-
des para ser implementado usando programacién en paralelo, permitiendo con esto mejorar los tiempos
de ejecucién en, por ejemplo, equipos con procesadores multinticleo, al aprovechar de mejor manera los
recursos de hardware disponibles. El Algoritmo 3.3 presenta una primera aproximacién para tal imple-
mentacién en paralelo con memoria compartida: la idea béasica es asignar cada ejecuciéon de la funcién
GETDENSESUBGRAPHFROM a una distinta unidad de procesamiento. Dado que la variable allDSGs
resulta ser un recurso compartido, se debe proporcionar exclusién mutua para su manipulacion.

Algoritmo 3.3 Esquema general bésico para el descubrimiento en paralelo de subgrafos densos ma-
ximales entre si a partir de un DAG.
Entrada: Un DAG D.
Salida: Un conjunto DSGSs con a lo mas |N(D)| subgrafos densos maximales entre si.
1: funcién BASICPARALLELMINEDENSESUBGRAPHS(D)

2: allDSGs +

3: para todo node € INVERTED-TOPOLOGICAL-SORTING(D) hacer en paralelo
4: nodeDsg < GETDENSESUBGRAPHFROM(D, node)

5: < Comienzo de seccidén critica >

6: allDSGs <+ nodeDsg

7 < Fin de seccidén critica >

8: fin para

9: DSGs + 0

10: para todo nodeDsg € allDSGs hacer

11: si nodeDsg es maximal con respecto a DSGs entonces

12: DSGs <~ DSGs —{dsg : dsg € DSGs Ndsg C nodeDsg}
13: DSGs < DSGs U {nodeDsg}

14: fin si

15: fin para

16: devolver DSGs

17: fin funcién

Notese que el tiempo de ejecucion para la funcion GETDENSESUBGRAPHFROM es dependiente del
valor de la propiedad mazDepth del nodo dado; nodos con un mayor mazxDepth requeriran un mayor
tiempo. Por esto, para cualquier implementacién del algoritmo propuesto se recomienda el uso de un
planificador que asigne las tareas hacia las distintas unidades de procesamiento de manera dindmica,
asignando a cada unidad un \nico requerimiento a la vez, y sélo cuando ésta finalize pueda asignarle
una nueva tarea entre aquellas pendientes. En particular, dado que se cuenta con un ordenamiento
topolégico para el DAG, en el algoritmo se propone iterar sobre los nodos del DAG segun el orde-
namiento topoldgico recorrido en sentido contrario, de manera de favorecer —mas no asegurar— el
procesamiento temprano de nodos con un alto valor para mazDepth.

Detalles de la implementacién en paralelo realizada para este trabajo son dados junto con los
resultados de algunas pruebas relacionadas presentadas en la Subseccion 5.1.4.
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3.3.4. Descubrimiento eficiente de cliques a partir de un DAG

Es posible adaptar los algoritmos propuestos anteriormente con el objetivo de descubrir sélo cliques
maximales entre si: el Algoritmo 3.4 presenta un esquema basado en Algoritmo 3.1, donde se reutiliza
GETDENSESUBGRAPHFROM para la determinacion de subgrafos densos a partir de cada nodo, en
conjuncién con funciones objetivo especificas que favorecen el descubrimiento de subgrafos densos con
alta interseccion entre sus componentes S y C. Entre aquellas presentadas en la Tabla 3.1, tanto F0-
CLIQ como F2-INTERSECT son aptas para ello; nétese que para F0-CLI(Q), el componente C' de cada
subgrafo denso extraido ya corresponde a un clique. Para cada subgrafo denso encontrado se puede
extraer un clique a partir de S N C, para finalizar aplicando el filtro ya conocido pero ahora para los
cliques no maximales.

Algoritmo 3.4 Esquema general basico para el descubrimiento de cliques maximales entre si a partir

de un DAG.

Entrada: Un DAG D.

Salida: Un conjunto CLIQs con a lo més |N(D)| cliques maximales entre si.
1: funcién BASICMINECLIQUES(D)

CLIQs <+ 0

3 para todo node € N(D) hacer

4 nodeDsg < GETDENSESUBGRAPHFROM(D, node)

5 nodeClique <+ nodeDsg.C' N nodeDsg.S

6: si nodeClique es maximal con respecto a CLIQs entonces

7

8

9

R

CLIQs < CLIQs — {clique : clique € CLIQs A clique C nodeClique}
CLIQs + CLIQs U {nodeClique}
: fin si
10: fin para
11: devolver CLIQs
12: fin funcién




Capitulo 4

Compresion de grafos a partir de sus
componentes densos

En este capitulo se presentan los fundamentos y algoritmos de una representacién compacta para
grafos a partir de sus componentes densos. Estos componentes densos son determinados a partir de
cliques o subgrafos densos que cuentan con una alta superposicién de vértices entre si. Este tultimo
problema se formula conceptualmente en base a encontrar una particién en grafos de interseccion,
y se presenta una heuristica probabilistica eficiente basada en minwise hashing para estimar tales
componentes densos sin la necesidad de construir los respectivos grafos de interseccién.

4.1. Determinacion de los componentes densos de un grafo en base
a grafos de interseccion

4.1.1. Enumerando componentes densos a partir de cliques altamente superpues-
tos

Sea K = {ci,ca,...,cp} un conjunto de cliques maximales entre si presentes en un grafo no dirigido
G, = (V, E) y que cubre la totalidad de las aristas de G,, —conocido como edge clique cover—. Esto
ultimo es posible al incluir cliques de orden 2, que permiten cubrir aristas no dirigidas individuales.

Se busca ahora enumerar todos los «componentes densos» (subgrafos densos en su acepcién mas
general, que no necesariamente satisfacen la Definicién 3.1) de G, a partir de K. Para esto, es posible
aprovechar la superposicion de vértices entre pares de cliques y construir lo que se llamara un grafo
de cliques. Este es basicamente un grafo ponderado de interseccién, donde cada vértice en este grafo
corresponde a un clique maximal, y hay una arista entre dos vértices de este nuevo grafo si la interseccién
entre los vértices de los respectivos cliques es no vacia. Tal arista tiene asociado un peso, un niimero
real proporcional a la similitud entre ambos cliques. Formalmente, se tiene:

Definicién 4.1. Dado un grafo no dirigido G, = (V, E) y un conjunto K = {c1,ca,...,cn} de cliques
mazximales entre si que cubren las aristas de tal grafo, se define el grafo de cliques de G, como el
grafo ponderado CG(V, E,w), donde V=K, (¢,d) € E<=c# ANV (c)NV(d) #0, yw((c,d)) =
J(V(e), V().
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C1=1{1,2,4,8,10}

C2 = {2,4,8,9) @
C3={2,4,7,8} o
C4 = {2,3,5}

C5 = {3,5,6} @

(a) Grafo no dirigido. (b) Cliques maximales. (c) Grafo de cliques. (d) Particionamiento
del grafo de cliques.

Figura 4.1: Un posible particionamiento de un grafo no dirigido en sus componentes mas densos, utilizando un
grafo de interseccién construido a partir de los cliques maximales del grafo.

Esta definicién hace uso de una funcién J que corresponde al coeficiente de similitud de Jaccard
entre dos conjuntos dados:

ANB
J(A,B) = :AUB: (4.1)

La necesidad de este coeficiente de similitud sera explicado en la siguiente seccién.

Con todo esto, es posible enumerar los componentes densos de GG, al determinar una particién sobre
el respectivo grafo de cliques, de tal manera que los elementos componentes de la particion maximicen
o cumplan una funcién de densidad dada:

Definicién 4.2. Dado un grafo de cliques CG = (V, E,w) y una funcién objetivo de densidad fq, el
conjunto CP = {OC1,0Cs,...,0Cy}, conm > 1, es una particion de CG al satisfacer Ui<i<m OCi =
CG, V(0OC;) NV (0C;) =0 para i # j, y OC; es un grafo denso segin fq.

La Figura 4.1 presenta un grafo de cliques construido a partir de todos los cliques maximales
presentes en el grafo dado. También es dado un posible particionamiento sobre el grafo de cliques,
permitiendo entonces representar el grafo dado a través de dos componentes densos: los subgrafos
inducidos por los conjuntos de vértices {1,2,4,7,8,9,10} —que son los vértices presentes en los cliques
Cl,C2y C3—y {2,3,5,6}.

4.1.2. Enumerando componentes densos a partir de subgrafos densos altamente
superpuestos

Sea Q = {b1,b2,...,b,} un conjunto de subgrafos densos maximales entre si y que satisfacen la
Definicién 3.1, presentes todos en un grafo G = (V, E). Al considerar subgrafos densos de tamano 1
—correspondientes a una unica arista de G—, este conjunto puede formar también una cobertura de
aristas en GG, atin si G no es un grafo no dirigido.
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B1 = ({1,2,3,4}, @
0.2

{3,4,5,6})

B2 = ({1,3,5}, @

{6,7})
B3 = ({1,3},{8,9})

(a) Grafo. (b) Subgrafos densos maxi-  (c) Grafo-C de sub-  (d) Grafo-S de sub-
males. grafos densos. grafos densos.

Figura 4.2: Dos distintos tipos de grafo de interseccion definidos a partir de los subgrafos densos maximales de
un grafo dado.

De manera anéloga a lo planteado en la subseccion anterior, es posible utilizar este conjunto () para
enumerar todos los componentes densos de GG, aprovechando ahora la superposicién de vértices entre
un componente de los subgrafos densos b; = (S;, C;), lo que conlleva a la definicién de dos distintos
grafos ponderados de interseccion:

Definicién 4.3. Dado un grafo G = (V, E) y un conjunto @ = {b1,be,...,b,} de subgrafos densos
entre si en G, donde b; = (S;, C;) cumple el patron bipartito dado por la Definicion 3.1 y @ cubre las
aristas de G, se define el grafo-C de subgrafos densos de G como el grafo ponderado BGC(V,E, w),

donde V = Q, (V) € E <= b £V ACD) NCWH) £ 0, y w((b,¥)) = J(CO), C(H)).

Andlogamente, el grafo-S de subgrafos densos de G es el grafo ponderado BG®(V,E,w), donde
V= Q, (b,V) € B b £V ASH) NSE) A 0, ywl(b,b)) = J(S(b), SH).

La Figura 4.2 presenta los dos grafos de subgrafos densos posibles de construir a partir de una
coleccién de subgrafos densos maximales en el grafo mostrado.

Entonces es posible enumerar los componentes densos de G determinando una particién en cual-
quiera de sus dos grafos de subgrafos densos:

Definicién 4.4. Dado un grafo de subgrafos densos BG = (V, E,w) y una funcién objetivo de den-
sidad fq, el conjunto BP = {OB1,0Bs,...,OBy}, con m > 1, es una particion de BG al satisfacer
Ui<i<m OBi = BG, V(OB;) N V(0Bj) =0 para i # j, y OB; es un grafo denso seqin fq.

4.2. Estimacion eficiente de los componentes densos de un grafo

Dado que la construccién de grafos de interseccién puede resultar costoso en términos compu-
tacionales, y encontrar una particién 6ptima de estos grafos es un problema NP-completo [18], se
propone como alternativa para estimar los componentes densos de un grafo el uso de una heuristica
probabilistica eficiente basada en minwise hashing [11], que permite estimar similitud entre conjuntos.
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4.2.1. Minwise hashing

La similitud entre dos conjuntos puede ser calculada usando el coeficiente de similitud de Jac-
card dado por (4.1). Una alternativa es utilizar minwise hashing. Esta ha sido utilizada como una
técnica general para estimar similitud entre conjuntos en aplicaciones como la deteccién de spam [31]
y compresién de grafos sociales y de la web por Herndndez y Navarro [22]. Puede describirse como
sigue: astiimase una permutacién aleatoria m :  — €, entonces J(A, B) puede ser estimado por la
probabilidad de haber una colisién:

J(A, B) = Pr( min(r(A)) = min(7(B)) ) (4.2)

Al considerar k permutaciones aleatorias 71,9, ..., 7, para cada conjunto, se tiene un llamado
sketch [27]:

Sa = ((min(m1(A)), min(ma(A)), ..., min(rp(A)) )
Sp = ( min(m(B)), min(na(B)),...,min(mi(B)) )

Ji(4,) = 240158 (43)

Dado que el computo de permutaciones puede resultar computacionalmente costoso, es posible
utilizar en su lugar funciones hash universales.

4.2.2. Estimacion eficiente de una particion de un grafo de interseccion

Astimase que se tiene un grafo no dirigido G, y un conjunto K = {ci,c2,...,c,} de cliques
maximales entre si que cubren las aristas de G,. Para estimar directamente una particion CP =
{0C1,00Cs,...,0C,,} del grafo de cliques de GG, y K sin realmente construir tal grafo, primero se
representa cada clique ¢; € K por k valores minwise hash calculados a partir de V(¢;). Entonces, cada
componente denso OC; corresponde a los cliques en K con los mismos k valores hash asociados: cliques
que, con una alta probabilidad, comparten vértices.

De manera similar, dado un conjunto ) de subgrafos densos maximales entre si que cubren las
aristas de un grafo G, es posible estimar directamente una particion BP = {OB1,0Bs,...,0B,,} de
un grafo de subgrafos densos, estimando cada OB; a partir de los subgrafos densos en () representados
por un mismo conjunto de valores hash. Estos valores hash son ahora calculados a partir de cada
componente S de los subgrafos o cada componente C.

En general, la probabilidad de que dos conjuntos A y B tengan asociados un mismo valor minwise
hash es de J(A, B). Ahora es posible justificar el uso del coeficiente de Jaccard para ponderar las
aristas de los grafos de interseccién dados por las Definiciones 4.1 y 4.3: el peso de cada arista refleja la
probabilidad de que esos dos vértices en el grafo de interseccién —correspondientes dos cliques o dos
subgrafos densos— tengan asociados el mismo conjunto de valores minwise hash. Dado CC C V(CG),
la probabilidad de que el subgrafo inducido por C'C en el grafo de interseccién corresponda por si
mismo a un clique es:

Pr(CC es un clique) = H w((c, ) (4.4)
c,c/eCC
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Entonces, la probabilidad de que OC; € CP es:

Pr(OC; € CP) = Pr(OC; es un clique) - H Pr(CC no es un clique)

CCDOC;
= Pr(OC; es un clique) - H (1 — Pr(CC es un clique))
CCDOC;
= I wed) I (1- I wled) (4.5)
e, eV (0C;) CCH0C; el €CC

Este resultado proporciona un candidato para la funcién de densidad f; en las definiciones de
particiones de grafos de interseccién dadas en la seccion anterior —Definiciones 4.2 y 4.4—.

4.3. Representaciéon compacta de grafos usando componentes densos

Esta seccién presenta una representacion compacta general para grafos, compatible con una parti-
cion de grafos de cliques o grafos de subgrafos densos. Esta representacién general utiliza, para ambos
casos, dos secuencias de simbolos y dos mapas de bits.

4.3.1. Representaciéon compacta basada en cliques

Sea CP = {OC1,0C4,...,0C,,} una estimacién de una particién de un grafo de cliques. Se propone
construir una representacion compacta de CP a partir de dos secuencias de simbolos X e Y, junto con
dos mapas de bits B1 y B2. Cada una de estas cuatro secuencias es construida por la concatenacién
de las respectivas subsecuencias X, Y,, Bl, v B2, de cada OC, € CP:

XT = U V(Cz)

CiEV(OCr)
Y, = |V(OCT)|
Bl1, = 101%"!

B2, € {0,1}* x {0,1}"" :
1 sizeV(e),ze X, ceV(OC)

B2 (z,0) = .
0 en caso contrario

X, almacena los vértices presentes en los cliques que a su vez se corresponden a los vértices de
OC,., mientras que Y, almacena el total de tales cliques. B1, registra el largo de X,., y B2, registra la
pertenencia de cada simbolo de X, en cada uno de los cliques. La Figura 4.3 muestra la representacion
compacta del grafo mostrado en la Figura 4.1 a partir de la particién del grafo de cliques dada: puede
verse, por ejemplo, a partir de los 3 primeros bits de la secuencia B2, que el vértice 1 en X pertenece

a un solo clique: evaluando los bits namero 1, 4, 7, 10, 13, 16 y 19 de B2 para los 7 primeros simbolos
de X puede determinarse que tal clique es efectivamente C'1.
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C1=1{1,2,4,8,10}

C2={2,4,8,9}
03 = {2,4.7,8) | X | 12478910 | 2356 |
| B1 | 10000000 | 10000 |
C4 ={2,3,5} | B2 | 100 111 111 001 111 010 100 | 10 11 11 01 |
C5 = {37 5, 6} ’ Y ‘ 3 ‘ 2 ‘
(a) Particién de cliques maximales. (b) Representacién compacta.

Figura 4.3: Representacién compacta para la particion del grafo de cliques dado en la Figura 4.1.

Las secuencias X, Y, Bl y B2 pueden ser implementadas, en general, utilizando estructuras de
datos compactas que permiten las operaciones de consulta basicas rank, select y access: rankg(a,i)
corresponde al total de ocurrencias del simbolo a encontradas hasta la posicion ¢ de la secuencia S}
selects(a, i) retorna la posiciéon en S de la ocurrencia nimero i de a; y accessg(i) retorna el simbolo
en la posicion ¢ de S. A partir de estas primitivas bésicas es posible definir algoritmos mas generales
de consulta directamente sobre la representacién compacta.

El Algoritmo 4.1 presenta un algoritmo de consulta de los vecinos de un vértice v en un grafo no
dirigido a partir de su representacién compacta. Este comienza determinando el total de ocurrencias
de u en X. Entonces se determina a qué componente denso pertenece cada ocurrencia particular de
u, y entonces se determina el intervalo en B2 a examinar y el total de cliques de ese componente. La
determinacién de los cliques donde w participa, a partir de los cuales sus vecinos pueden ser listados,
es realizada por la funcién auxiliar CLIQUES definida en el Algoritmo 4.3. El Algoritmo 4.2 inicializa
la estructura de datos auxiliar Igo que almacena, para cada componente OC;, la posicién en el mapa
de bits B2 del primer elemento de tal componente.

Algoritmo 4.1 Determinacién de los vecinos de un vértice en un grafo no dirigido a partir directamente
de su representacion compacta construida via grafos de cliques.

Entrada: Una representacién compacta {X,Y, B1l, B2} de un grafo G, y un vértice u € V(G,,)
Salida: Un conjunto neighbors con los vecinos de u
1: funcién GETNEIGHBORS(X,Y, B1, B2, u)
2: neighbors < ()
Ipy <+ INDEXES(X,Y, B1, B2)
occurrences < rankx (u, | X|)
para r = 1 a occurrences hacer
xpos <— selectx (u,r)
component < selectp1(0, xpos) — xpos
xs < selectp (1, component)

(bs, be) < (Ipa[component], Iga[component + 1))
10 ye < accessy (component)

11: C; + CLIQUES(X, B2, xs, bs, be, ye)

12: neighbors < neighbors U edges(C;, u)

13: fin para

14: devolver neighbors

15: fin funcién
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Algoritmo 4.2 Método auxiliar del Algo- Algoritmo 4.3 Método auxiliar del Algorit-
ritmo 4.1 para la indexacién del mapa de mo 4.1 para determinar los cliques a los que
bits B2. pertenece un vértice.
Salida: Indice Ips Salida: Un conjunto de cliques C;
1: funcién INDEXES(X,Y, B1, B2) 1: funcién CLIQUES(X, B2, xs, bs, be, ye)
2: Ips[1]+0 2: Ci 0
3: ct < rankpi(1,|B1|) 3 para j = bs a be hacer
4: sX, 1< 0 4 i< (5 — bs) %oye
5: ljr—1 <0 5 si (accesspa(j) = 1) entonces
6: para r = 2 a ct hacer 6: v < accessx (xs)
T Y, < accessy (r — 1) 7 C; + C;U{v}
8: | X | < selectpi(1,7) — sX, 1 8 fin si
9: sXpoq < sX, 1 + | X/ 9: si (1 =0Aj—bs#0) entonces
10: Jr < Yo | X0 | 4 Ur—1 10: s x5+ 1
11: ljr_l — Jr 11: fin si
12: Ipo[r] < jr 12: fin para
13: fin para 13: devolver C;
14: devolver Ip, 14: fin funciéon

15: fin funcion

4.3.2. Representaciéon compacta basada en subgrafos densos

Sea ahora BP = {OB1,0Bs,...,0B,,} una estimacién de una particiéon de un grafo-C o un grafo-S
de subgrafos densos. BP puede también ser representado de manera compacta por dos secuencias de
simbolos X e Y, y los mapas de bits Bl y B2. Estas cuatro secuencias se construyen de manera similar
al caso de grafos de cliques, concatenando las respectivas subsecuencias de cada componente denso
OB, € BP. Para definir éstas, se necesitan los siguientes conjuntos auxiliares:

ss,= |J S®), cc= |J o)
b;€V(0OB,) b€V (OB;)

L, =885, -CC,, M, =85, NCC,, R, =CC, - S8S,

Los conjuntos disjuntos L,, M, y R, agrupan los vértices existentes en los subgrafos densos b; €
V(OB,) de acuerdo a su presencia en sélo componentes S (para L;), sélo componentes C' (R,), o en
ambos (M,). Las subsecuencias X,., Y, Bl, y B2, son definidas formalmente como sigue:
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X, =L,: M, :R,
Y, = |V(OB,)|
Bl, = 10/L7110/Mrl1 ol B
B2, = B2L . p2M . pak
B2L B2 € {0,1}X x {0,1}Y" -

., )1 zeSb),z€ X, be OB,
T(@.e) 0 en caso contrario
N r€Cb),r < X,,bc OB,
T(@.e) 0 en caso contrario

X5 ={2%:reX,}
XC ={2%:2€X,}
B2M € {0,1}°7YXF x {0,117
v v2%(z,c),r € X7
v2¢(z,c),x € XC

T(ze)

1 S(b 0B,
525(56,6):{ x € ( )7376

en caso contrario

1 zeC(b),z€ OB,

0 en caso contrario

b2 (x,¢) = {

X, almacena los vértices presentes en los subgrafos densos de O B,., agrupados segin su pertenencia
a L., M, o R,; Y, almacena el total de subgrafos densos; el mapa de bits B1, marca la separaciéon en
X, entre los vértices de L,., M, y R,; finalmente B2, marca la pertenencia de cada simbolo de X, en
cada uno de los subgrafos densos.

La Figura 4.4 muestra la representaciéon compacta del grafo mostrado en la Figura 4.2 a partir de

la particién del grafo-S de subgrafos densos dada. Por simplicidad se considerd que el particionamiento
del grafo de interseccién determiné un tinico componente denso.

Un algoritmo de consulta para los vecinos directos de un vértice u a partir de esta representacion
compacta, si bien no es dado en este documento, tiene una estructura similar a la del Algoritmo 4.1,

X [ 12 | 345 | 6789 |
Bl=({1,2,3,4},{34,56))  [BL] 100 | 1000 | 10000 |
B2 = ({1,3,5},{6,7}) | B2 [ 111 100 | 111 100 100 100 010 100 | 110 010 001 001 |
B3 = ({1,3},{8,9}) ’ Y ‘ 3 ‘

(a) Particién de subgrafos densos ma- (b) Representacién compacta.

ximales.

Figura 4.4: Representacién compacta para el grafo-S de subgrafos densos dado en la Figura 4.2.
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comenzando por determinar el niimero de ocurrencias de v en X, analizando B1 para detectar a qué
componente OB, pertenece cada ocurrencia de u, y con ello determinar el ntimero de subgrafos densos
en tal componente. Ahora, sin embargo, corresponde realizar un més extenso andlisis de B2, para
determinar a qué componente S o C' de cada uno de los subgrafos densos pertenece u, esto a partir de
la informacién de pertenencia de u en los conjuntos L,, M, y R,. Los métodos auxiliares son también
comparables a los ya dados.



Capitulo 5

Resultados

En este capitulo se presentan los resultados generales de diversos experimentos realizados para
evaluar las herramientas de mineria y de compresion descritas en los Capitulos 3 y 4.

Todos los experimientos se ejecutaron en un equipo con un procesador Intel Xeon E5620 @ 2.40
GHz con 8 nucleos fisicos, 64 GB en memoria RAM y 256 KB en memoria caché L2.

5.1. Evaluacién de las herramientas de descubrimiento de subgrafos
densos

5.1.1. Datasets

Para la evaluacion de las herramientas de descubrimiento de subgrafos densos se utilizaron grafos
reales y ptiblicamente accesibles. Se recurrié a The Laboratory for Web Algorithmics (LAW)! para
obtener una seleccion variada de grafos de la web y sociales. La Tabla 5.1 caracteriza los grafos selec-
cionados. Cuatro de estos grafos fueron también utilizados por Hernandez y Navarro para evaluar su
propia propuesta [21]. Entre los grafos sociales seleccionados, dblp-2011 es el tnico grafo no dirigido.

5.1.2. Metodologia de evaluacion

En primer lugar se presentan los resultados de los experimentos realizados para evaluar el impacto
de varias de las opciones de configuracion soportadas por las herramientas de descubrimiento. Estas
pruebas son limitadas a los grafos especificos mencionados en cada caso. En segundo lugar se presentan
los resultados para todos los grafos considerados y listados en la Tabla 5.1, usando ahora las opciones
de configuracién mas efectivas para cada grafo, comparando estos resultados con las herramientas de
descubrimiento de Herndndez y Navarro.

El procedimiento general para evaluar cada grafo consiste en, dado un tamafio minimo minSize para
los subgrafos densos a considerar, ejecutar los algoritmos de clustering y descubrimiento en repetidas
ocasiones. Al finalizar cada iteracién, los arcos presentes en los subgrafos densos descubiertos son
extraidos del grafo dado, y este nuevo grafo resultante, de menor tamafio (llamado a partir de ahora

"http://law.di.unimi.it/datasets.php
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Tabla 5.1: Grafos reales de redes sociales y de la web utilizados en los experimentos para evaluar las herramientas
de descubrimiento.

(a) Grafos de redes sociales (b) Grafos de la web
Grafo V(G| |E(G)] Grafo V(G)] |E(G)]
enron 69.244 276.143 cnr-2000 325.557 3.216.152
dblp-2011 986.324  6.707.236 eu-2005 862.664  19.235.140
ljournal-2008 5.363.260 79.023.142 indochina-2004 7.414.866 194.109.311

grafo remanente), es usado como entrada en la siguiente iteracion. El procedimiento continiia mientras
el nimero de subgrafos densos descubiertos en cada iteracién se mantenga por encima de un valor
threshold dado, y entonces todo este procedimiento es reiniciado usando el grafo remanente anterior y
un menor valor para minSize. El uso de valores decrecientes para minSize busca reducir la posibilidad
de que la extraccién temprana de un subgrafo pequefio coarte la deteccién posterior de un subgrafo de
tamafio mayor, del cual el primero resultara formar parte.

Los valores utilizados para las variables minSizes y threshold son los siguientes:

= minSizes es «500,100,50,30,15,6» para el descubrimiento de subgrafos densos en general, pero es
«400,100,64,36,16» para el descubrimiento limitado a cliques. Nétese que estos ultimos valores
corresponden a cliques de un orden igual a 20, 10, 8, 6 y 4, respectivamente.

= threshold es «10» para los grafos enron, dblp-2011, enr-2000 y eu-2005; y «500» para indochina-
2004 y ljournal-2008.

El procedimiento finaliza entregando la coleccién de todos los subgrafos densos descubiertos y el
grafo remanente final. Los subgrafos densos son todos maximales entre si.

Caracterizacién de resultados

Los resultados obtenidos a partir de los experimentos son presentados agrupados en tres categorias:
ejecucioén, calidad de los subgrafos densos y cobertura de tales subgrafos en el grafo:

1. Los valores bajo la categoria Ejecucion caracterizan el procedimiento descrito en la subseccion
anterior: estos valores son iteraciones y tiempo. Tiempo corresponde al tiempo real (clock time)
requerido por el proceso completo, medido con la aplicacién time en Linux. Si bien esto incluye
el tiempo usado por el sistema operativo para la gestiéon del proceso mismo (kernel time), se
verifico en todos los casos que resulté ser érdenes de magnitud menor al tiempo total real. La
decisién de usar el tiempo real fue debido al uso de paralelismo —descrito mas adelante en esta
seccion—. Con respecto a la configuracion de las ejecuciones en paralelo, se hizo uso de 14 de los
16 procesadores virtuales disponibles en el equipo de pruebas.

2. Los subgrafos densos descubiertos son caracterizados en términos de su ntimero total, tamafio
promedio (ntimero de arcos) y tamano del mayor subgrafo denso encontrado. Cabe mencionar que
al comparar los subgrafos densos de dos ejecuciones distintas, una mayor cantidad de subgrafos
densos con un tamafio promedio mucho menor puede estar reflejando el descubrimiento frecuente



31

de un subgrafo denso real a través de miltiples subgrafos densos superpuestos menores. El caso
de F2-INTERSECT con respecto a F1-ARCS para el dataset enron en la Tabla 5.2 ejemplifica
esta situacion.

3. Los valores bajo la categoria Cobertura reflejan cudntos vértices y aristas inicos del grafo estan
presentes en los subgrafos densos obtenidos, valores expresados como un porcentaje del total.

5.1.3. Resultados
Comparacién de funciones objetivo

La Tabla 5.2 compara las funciones objetivo listadas en la Tabla 3.1 para el descubrimiento de
subgrafos densos en general. El viajero inverso TO-DEEPEST es utilizado en todos estos casos. Se
puede ver que F1-ARCS resulta en general ser tanto la opcién maés eficiente, al comparar de manera
conjunta el nimero de iteraciones y tiempo total, como la més eficaz, al evaluar la calidad de los
subgrafos densos descubiertos y la cobertura alcanzada en el grafo.

Comparacion de viajeros inversos

La Tabla 5.3 compara los viajeros inversos listados en la Tabla 3.2, para los grafos y funciones
objetivo mencionados. Los datos de los casos usando T0-DEEPEST son los mismos ya expuestos en
la Tabla 5.2. T1-SHARING resulta ser para cnr-2000 la opcién més eficaz; para el resto de los casos
los resultados son mixtos o favorables para T0-DEEPES'T.

Evaluacion general con respecto a propuesta de Hernandez y Navarro

La Tabla 5.4 presenta los resultados para todos los datasets, esta vez utilizando la mejor configu-
racion determinada a partir de los experimentos previos. Para los 3 grafos de mayor tamano (ljournal-
2008, eu-2005 e indochina-2004), tal mejor configuracién fue extrapolada a partir de los resultados con
los datasets menores: se utilizé la funcién objetivo F1-ARCS para todos los casos, y el viajero inverso
TO-DEEPEST para todos los casos con excepcién de cnr-2000, para el cual se us6 TI1-SHARING.

También se presentan en la misma tabla los resultados obtenidos con las herramientas de descu-
brimiento de Hernandez y Navarro. Dado que su implementacién no soporta ejecucién en paralelo, los
tiempos dados corresponden a su ejecucién secuencial. Tales herramientas no cuentan con opciones para
personalizar la etapa de descubrimiento, si bien el hecho que su descubrimiento prioriza directamente
los subgrafos densos con un mayor tamano lo hace efectivamente comparable con F1-ARCS.

Los resultados muestran en todos los casos un incremento cercano al 100 % en el ntimero total de
subgrafos densos descubiertos con respecto a Herndndez y Navarro, acompafiado en la mayoria de los
casos por un incremento en el tamafio promedio de tales subgrafos. El total de iteraciones requerido
para obtener los subgrafos densos es menor, lo que refleja una mayor eficiencia por iteracién del
proceso de descubrimiento, si bien los tiempos de ejecucién total son similares o peores que Hernandez
y Navarro, atin correspondiendo a ejecuciones en paralelo, debido basicamente a la mayor complejidad
de los algoritmos propuestos. En todos los casos se mejoro la cobertura de vértices y aristas en el grafo
en al menos unos pocos puntos porcentuales. Este leve incremento en cobertura, en conjuncién con
el significativo incremento del ntimero y tamano de los subgrafos densos, refleja un incremento en la
superposiciéon entre los subgrafos densos descubiertos.
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Tabla 5.2: Capacidad de descubrimiento de subgrafos densos para las distintas funciones objetivo definidas, en
3 datasets reales de la web y redes sociales.

(a) Resultados generales.

Ejecucion Subgrafos densos Cobertura de G
Funciéon Itera- . Tamano Tamano Vértices Aristas
o ) Tiempo Total ] .
objetivo ciones promedio mAaximo (%) (%)
Grafo enron
F0-CLIQ 104 7m16s 4.700 14,77 216 5,78 16,60
F1-ARCS 41 2m25s 7.914 66,29 2.236 26,66 56,41
F2-INTERSECT 82 3m38s  13.118 12,22 216 11,18 28,55
Grafo dblp-2011
F0-CLIQ 555 130m02s 437.997 15,66 14.161 78,62 73,15
F1-ARCS 446  95m47s 481.676 15,40 14.042 81,75 81,28
F2-INTERSECT 534 122m18s 476.196 15,98 13.689 79,08 73,42
Grafo cnr-2000
F0-CLIQ 235 146m49s  47.041 48,40 76.750 47,31 49,20
F1-ARCS 119 6m26s  42.650 112,65 285.882 63,42 86,91
F2-INTERSECT 266  53ml0s  76.007 51,73  136.360 50,39 62,59
(b) Desglose de los tipos de subgrafos densos descubiertos.
Fu‘nm‘on Cliques (C' C S) Bicliques Otros Total
objetivo
Grafo enron
FO-CLIQ 240 4.460 — — 4.700
F1-ARCS 1 76 4.225 3.612 7.914
F2-INTERSECT 65 1.912 — 11.141 13.118
Grafo dblp-2011
FO-CLIQ 330.251  107.746 — — 437.997
F1-ARCS 128.181 47.516 52.309 253.670 481.676
F2-INTERSECT 256.695  100.906 — 118.595 476.196
Grafo cnr-2000
F0-CLIQ 18.582 28.459 — — 47.041
F1-ARCS 1.973 5.863 12.372  22.442 42.650

F2-INTERSECT 9.541 19.592 —  46.874 76.007
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Tabla 5.3: Capacidad de descubrimiento de subgrafos densos para los distintos viajeros inversos definidos, en 3

datasets reales de la web y redes sociales.

Ejecucion Subgrafos densos Cobertura de G

Viajero Itera- ) Tamafio Tamano Vértices Aristas

. . Tiempo Total ) .

inverso ciones promedio méximo (%) (%)
enron, con F1-ARCS

TO-DEEPEST 41 2m25s 7.914 66,29 2.236 26,66 56,41

T1-SHARING 41 0m39s 9.402 41,27 1.600 26,46 55,38
enron, con F2-INTERSECT

TO-DEEPEST 82 3m38s  13.118 12,22 216 11,18 28,55

T1-SHARING 67 1mO7s 11.268 13,63 208 11,29 29,11
dblp-2011, con F1-ARCS

TO-DEEPEST 446  95m47s 481.676 15,40 14.042 81,75 81,28

T1-SHARING 503 103m34s 493.694 15,30 14.042 81,69 81,03
dblp-2011, con F2-INTERSECT

TO-DEEPEST 534 122m18s 476.196 15,98 13.689 79,08 73,42

T1-SHARING 583 126mb0s 484.569 15,87 13.924 79,52 74,31
enr-2000, con F1-ARCS

TO-DEEPEST 119 6m26s  42.650 112,65 285.882 63,42 86,91

T1-SHARING 133 Tm20s  44.425 120,78  259.530 63,41 86,91
enr-2000, con F2-INTERSECT

TO-DEEPEST 266  53ml0s  76.007 51,73  136.360 50,39 62,59

T1-SHARING 276  32m49s  73.218 61,56 141.528 51,81 69,85
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Tabla 5.4: Comparacion de la capacidad de descubrimiento de subgrafos densos para diversos grafos, entre la

propuesta de este trabajo y la propuesta de Hernandez y Navarro.

(a) Descubrimiento usando las herramientas propuestas, usando las opciones més favorables determinadas en

los anteriores experimentos.

Ejecucién Subgrafos densos Cobertura de G
Grafo I‘t era- Tiempo Total Tamar%o Ta/m'ano Vértices Aristas
ciones promedio maximo (%) (%)

Grafos de redes sociales
enron 41 2m25s 7.914 66,29 2.236 26,66 56,41
dblp-2011 427 79mb53s 480.426 15,48 14.161 81,73 81,13
ljournal-2008 469 1497m25s 5.109.045 31,22 159.598 63,46 67,53

Grafos de la web

cnr-2000 133 7m20s 44.425 120,78 259.530 63,41 86,91
eu-2005 268 46mb9s 207.728 165,47 310.680 88,09 93,67
indochina-2004 91  474ml5s 1.301.052 1921,81 26.943.308 76,02 95,60

(b) Descubrimiento usando las herramientas de Hernandez y Navarro.

Ejecucién Subgrafos densos Cobertura de G
Grafo I‘tera— Tiempo® Total TamarTo Ta/mjano Vértices Aristas
ciones promedio maximo (%) (%)

Grafos de redes sociales
enron 47 Om19s 3.786 35,60 2.056 25,29 48,40
dblp-2011 599 115m11 264.853 18,72 13.566 70,12 65,49
ljournal-2008 535 1286m40s 2.270.291 20,19 160.370 56,04 56,58

Grafos de la web

cnr-2000 159 5m45s 22.465 119,48 347.362 59,59 84,58
eu-2005 381 53m43s 135.923 128,85 233.820 87,49 91,90
indochina-2004 112 132m13s 670.711 272,12 47.650.253 73,05 94,47

“Tiempo de ejecucién secuencial, dado que paralelismo no es soportado.
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Tabla 5.5: Capacidad de descubrimiento de cliques superpuestos usando la funcién objetivo FO-CLIQ, en 4
datasets reales de la web y redes sociales.

Ejecucién Cliques Cobertura de GG
Grafo I.tera— Tiempo Total Tamaﬁo Ta/m.aﬁo Vértices Aristas
ciones promedio maximo (%) (%)

Grafos de redes sociales

enron 15 1m22s 334 22,67 121 1,09 1,80

dblp-2011 383 108m25s 178.075 25,99 13.924 54,64 53,62
Grafos de la web

cnr-2000 380 513m42s  70.964 10,93 6.561 24,84 16,88

eu-2005 143 828mbdbs 314.557 16,38  142.884 38,66 20,92

Tabla 5.6: Comparaciéon de la capacidad de descubrimiento de cliques superpuestos de orden mayor o igual a
4 usando la funcién objetivo FO-CLIQ), con respecto a los realmente existentes en el grafo social no dirigido
dblp-2011.

Cliques Cobertura de G
Tamano Tamano Vértices Aristas
Total . .
promedio  méximo (%) (%)
F0-CLIQ 178.075 25,99 13.924 54,64 53,62
Todos los existentes 619.943 20,36 14.161 83,73 94,44

Resultados generales para cliques

La Subseccion 3.3.4 presenta una propuesta para limitar las herramientas de descubrimiento a cli-
ques maximales entre si. En este trabajo se implemento tal propuesta con la funcién objetivo F0-CLIQ.
La Tabla 5.5 presenta los mejores resultados obtenidos para los grafos mencionados. Los resultados
obtenidos muestran una limitada cobertura en el grafo, que se explica principalmente por la limitada
capacidad de descubrimiento propia de F0O-CLIQ (que también se observa en el descubrimiento de
subgrafos densos). El descubrimiento de cliques usando la funcién objetivo F2-INTERSECT deberia
proporcionar un mejor desempeno, viendo sus resultados para subgrafos densos, pero esto finalmente
no fue implementado.

La Tabla 5.6 compara estos resultados contra la totalidad de los cliques maximales existentes. Estos
fueron obtenidos con la herramienta de Makino y Uno —descrita en la Subsecciéon 5.2.2— que permite
listar todos los cliques maximales en grafos no dirigidos. Los datos dados son limitados al dataset
dblp-2011, que es el tnico grafo no dirigido entre los evaluados, y a cliques de orden igual o mayor a 4.
Puede observarse la diferencia significativa en la cobertura del grafo obtenida y el total de subgrafos
densos.



36

5.1.4. Escalabilidad del descubrimiento en paralelo

La Subsecciéon 3.3.3 describe los fundamentos para una implementacién de los algoritmos de des-
cubrimiento usando paralelismo con memoria compartida. Tal implementaciéon paralela se hizo con
la especificaciéon OpenMP,> que permite afladir paralelismo a cédigo fuente ya existente en C, C++
o Fortran sin necesidad de reescribirlo significativamente [16]. Este soporte puede ser opcionalmente
habilitado en las aplicaciones finales creadas, usando la configuraciéon de compilacién parallel listada
en la Tabla A.2.

Para evaluar la ganancia en tiempo de ejecucién con respecto a la implementacién secuencial,
se utilizo el grafo web cnr-2000 y sus mejores opciones de configuracién ya descritas en la subseccién
anterior. Se midi6 en primer lugar el tiempo real total de ejecucion para la implementacion secuencial sin
paralelismo, seguido por la mediciéon de los tiempos reales totales para la implementacién en paralelo,
utilizando distintos niimeros de procesadores disponibles. El cociente entre el tiempo de ejecucién
secuencial T, y el tiempo de ejecuciéon en paralelo T}, de cada caso proporciona el factor de mejora
obtenido:

Tsec
Tpar

Aobtem'do -

Este valor puede ser comparado con el factor de mejora tedrico méximo que es posible de alcanzar,
determinado a partir de la ley de Amdahl:

1
f
(1 — frac) + TN“C

Ateéfricoiméximo =

Donde N es el nimero de unidades de procesamiento y frac corresponde a la fraccién del tiempo de
ejecuciéon secuencial que es paralelizable: notese que sélo la etapa de descubrimiento es efectivamente
paralelizada, mientras que la etapa de clustering y la construccion de los DAG estan implementadas
de manera estrictamente secuencial. Para determinar el valor de frac, se utilizé la herramienta de
andlisis de rendimiento gprof?® (a través de la configuracién de compilaciéon profiling listada en la
Tabla A.2), que, para el caso indicado de c¢nr-2000, proporcioné un valor frac ~ 0,85.

La Figura 5.1 presenta los factores de mejora obtenidos para cnr-2000 haciendo uso de distintos
numeros de procesadores, junto con los factores de mejora maximos tedricos. Hay una serie de factores
que pueden explicar las diferencias entre ambos conjuntos de valores: desde un punto de vista algorit-
mico, el principal factor es el hecho que las tareas asignadas a las distintas unidades de procesamiento
tienen distintos tiempos de ejecucién. Por otra parte, la presencia de patrones frecuentes que degradan
el rendimiento de aplicaciones en paralelo con memoria compartida, tal como es el false sharing [7], no
fue investigado.

Zhttp://openmp.org/wp/about-openmp/
3https://sourceware.org/binutils/
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Figura 5.1: Factores de mejora obtenidos en el grafo cnr-2000 al usar la implementacién en paralelo del descu-
brimiento de subgrafos densos.

5.2. Evaluacién de las herramientas de compresion a partir de cliques
y de subgrafos densos

5.2.1. Datasets

Acerca de los grafos reales usados ahora para la evaluacion de las herramientas de compresién, para
el caso de compresion a partir de subgrafos densos se utilizaron los mismos grafos obtenidos de LAW
usados en las pruebas de descubrimiento y listados en la Tabla 5.1.

Para el caso de compresién a partir de grafos de cliques, se considerd una seleccién menor de grafos
no dirigidos de redes sociales obtenidos tanto de LAW como del proyecto SNAP de la Universidad
de Stanford*. Nétese que grafos web no son elegibles por no corresponder conceptualmente a grafos
no dirigidos. Ademaés se incluye una coleccién de pequenos grafos bidlogicos correspondientes a redes
de interacciones entre protefnas [29] disponibles desde la web de PaccanaroLab,® grafos que fueron
utilizados en un contexto de trabajo relacionado —ver el Apéndice B— y que, siendo todos grafos no
dirigidos, se incluyeron para complementar estas pruebas. La Tabla 5.7 caracteriza estos dos conjuntos
de grafos.

5.2.2. Metodologia de evaluacion

Los modelos propuestos para la representacién compacta de grafos requieren en primer lugar la
determinacién previa de un conjunto K de cliques o un conjunto ) de subgrafos densos, todos ellos
maximales entre si, que forman una cobertura de aristas sobre el grafo dado. El como se determinan
estos conjuntos en la préactica varia para ambos casos.

Para la determinacion de una cobertura de subgrafos densos se utilizaron las herramientas de
descubrimiento de este trabajo. Para todos los grafos se usé la mejor configuracién determinada en los

‘http://snap.stanford.edu/data/
Shttp://www.paccanarolab.org/clusterone/
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Tabla 5.7: Grafos no dirigidos de redes sociales y biolégicos utilizados en los experimentos de compresiéon a partir
de grafos de cliques.

(a) Grafos de redes sociales (b) Grafos de redes biolégicas
Grafo V(G)] |E(G)] Grafo V(@) |EG)]
dblp-2010 326.186 1.615.400 collins2007 1.622  18.148
comm-amazon 334.864 1.851.744 krogan2006-core 2.708  14.246
dblp-2011 986.324 6.707.236 krogan2006-extended  3.672  28.634
gavin2006 1.855  15.338
biogrid 5.640 119.496

experimentos de descubrimiento. Dado que es posible concluir la extraccién de subgrafos densos con un
grafo remanente no vacio, este grafo es transformado en un conjunto adicional de subgrafos densos, de
manera de asegurar la cobertura total del grafo: cada vértice u y su respectiva lista de adyacencia en
el grafo remanente son expresados como un subgrafo denso, donde S contiene a v y C a los elementos
de la lista.

Para la determinacién de una cobertura de cliques, dado los limitados resultados obtenidos por
las herramientas de descubrimiento de cliques propuestas en este trabajo, se optd por no utilizar
estos datos y recurrir, en cambio, a la propuesta de Makino y Uno para emunerar todos los cliques
maximales existentes en grafos no dirigidos densos o dispersos [24]. Tal algoritmo se ejecuta, para el
caso de enumerar cliques maximales, con un tiempo de retardo entre salidas acotado por O(|V|+ |E]|).
La herramienta MACES® proporciona una implementacién de tal algoritmo.

Con respecto al procedimiento de compresion en si, las secuencias de simbolos y mapas de bits des-
critos fueron implementados con la Succinct Data Structure Library (SDSL)”, usando wavelet matrices
para las secuencias de simbolos, y mapas de bits comprimidos con RRR [30].

Para comparar el desempeno de las herramientas desarrolladas, se consideraron algunas de las
técnicas de referencia en la actualidad para grafos web y redes sociales: WebGraph en su version
3.5.1, que usa LLP para el ordenamiento de los vértices [6, 5|; M Py, en su implementacién mejorada
por Claude y Ladra [14] a partir de la propuesta original de Maserrat y Pei [25]; k?-tree con los
ordenamientos LLP y BFS [9, 10]; y la propuesta de Apostolico y Drovandi [2] para la compresion a
partir de BF'S, usando la versiéon 0.2.1 de su implementacion.

Caracterizacion de resultados

El principal resultado caracterizado en las comparativas dadas en esta seccién es la capacidad —o
tasa— de compresiéon de cada propuesta, medido por el niimero de bits promedio usado por arista
(referido como bpe); éste corresponde al total de bits usados para representar el grafo dividido por el
total de sus aristas. Dada la naturaleza probabilistica del proceso de compresion, todos los valores de
bpe dados para la propuesta de este trabajo corresponden en realidad al promedio obtenido a partir
de al menos 3 ejecuciones.

Shttp://research.nii.ac.jp/~uno/code/mace.html
"https://github.com/simongog/sdsl-1lite
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También se presentan, bajo la categoria Recuperacion, los tiempos de ejecucion obtenidos para
la recuperacién secuencial del grafo original a partir de la representaciéon compacta. El valor dado
corresponde al tiempo total promediado por arista.

5.2.3. Resultados
Evaluacion de la compresién a partir de grafos de subgrafos densos

La Tabla 5.8 muestra la capacidad de compresion obtenida en grafos web y de redes sociales, a
partir del particionamiento de grafos-S y de grafos-C de subgrafos densos y usando cuatro distintos
valores k& de minwise hash. Los resultados muestran, en general, la obtencién de mayores tasas de
compresién al usar mayores valores para k: estas mejoras son leves o nulas con grafos-S, pero son
significativas usando grafos-C para todos los casos con la excepcién del grafo dblp-2011. Las mejores
tasas de compresién en grafos sociales se obtuvieron usando grafos-C, mientras que para 2 de los 3
grafos web los mejores resultados fueron obtenidos a partir de grafos-S. Tales mejores resultados son
comparados en la Tabla 5.9 con las técnicas de referencia que soportan directamente consultas de
vecinos directos e inversos. Los resultados obtenidos con MPy son dados sélo para los grafos sociales,
que es con los cuales esta técnica proporciona resultados mas competitivos.

En general no se obtuvieron mejores resultados con respecto a las alternativas presentadas. Nétese
que estos resultados involucran indirectamente la eficacia de las herramientas de descubrimiento usadas
para la determinacion de los datos de entrada de las herramientas de compactacion; mejoras en las
primeras pueden tener un impacto en los resultados obtenidos por las segundas.

La Tabla 5.10 compara ahora los tiempos de ejecucién promedio obtenidos para la recuperacién
secuencial de cada grafo. No se obtuvieron resultados competitivos, por lo que muestran sélo los datos
obtenidos con WebGraph.

La comparacion de los tiempos de ejecucion para la consulta aleatoria de vecinos directos también
entrego resultados significativamente peores que las referencias actuales; tales valores no son presenta-
dos en este documento.
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Tabla 5.8: Capacidad de compresién (medida en bits por arista) obtenida en grafos web y de redes sociales a
partir de particiones BP de grafos de subgrafos densos, usando distintos k valores minwise hash. Se ha resaltado
las mejores tasas de compresién obtenidas para cada grafo.

Particionamiento BP° Particionamiento BP¢

Grafo k=1 k=2 k=3 k=4 k=1 k=2 k=3 k=4
Grafos de la web

cnr-2000 6,07 595 6,01 598 6,67 6,18 6,00 5,77

eu-2005 4,62 4,47 456 4,53 6,36 5,89 4,83 4,84

indochina-2004 3,08 3,03 305 2,96 429 3,48 3,30 3,26
Grafos de redes sociales

enron 14,20 13,64 13,30 13,20 15,09 13,02 12,80 12,76

dblp-2011 13,52 13,57 13,63 13,48 12,33 12,57 12,75 12,74

ljournal-2008 18,76 18,28 18,24 18,28 19,82 1742 16,94 17,51

Tabla 5.9: Comparacion de las tasas de compresion obtenidas en grafos web y de redes sociales por propuestas
que soportan directamente la consulta de vecinos directos e inversos.

Particionamiento BP MP;, k2-tree

Grafo Parametros bpe Parametros bpe Parametros bpe
Grafos de la web

cnr-2000 BPC k=4 5,77 - -

eu-2005 BPS k=2 4,47 4,2,5,BFS 3,22

indochina-2004 BP k=4 2,96 4,2,5,BFS 1,23
Grafos de redes sociales

enron BPC k=4 1276 k=4 17,02 4,2,5,LLP 10,31

dblp-2011 BPC k=1 12,33 k=5 848 4,2,5,LLP 9,83

ljournal-2008 BPY k=3 16,94 k=5 13,35 4,2,5,LLP 13,63

Tabla 5.10: Comparacion de los tiempos de ejecucién promedio por arista para la recuperacion secuencial de
grafos web y de redes sociales.

Particionamiento BP WebGraph
Grafo Pardmetros R(?cupera— Pardmetros R(fcupera-
cion (us) cion (us)

Grafos de la web

enr-2000 BPC k=4 26,03 M =3W =8 0,169

eu-2005 BPS k=2 41,72 M =3 W = 0,070

indochina-2004 BPS k=4 2700 M =3 W =28 0,023
Grafos de redes sociales

enron BPC k=4 17,03 M =3,W =8 0.531

dblp-2011 BPC k=1 11,70 M =3, W = 0,126

ljournal-2008 BPC k=3 20,08 M =3,W =8 0,057
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Tabla 5.11: Capacidad de compresién (medida en bits por arista) obtenida en grafos no dirigidos de redes sociales
y biolégicos a partir de particiones CP de grafos de cliques, usando distintos k valores minwise hash.

(a) Grafos de redes sociales (b) Grafos biolégicos

Particionamiento CP Particionamiento CP

Grafo k=1 k=2 k=3 Grafo k=1 k=2 k=3
dblp-2010 6,82 7,36 7,51 collins2007 10,41 10,50 10,83
comm-amazon 10,74 12,56 13,57 krogan2006-core 8,83 9,58 9,91
dblp-2011 7,35 8,09 8,42 krogan2006-extended 9,88 10,40 10,90
gavin2006 555 6,25 6,55

biogrid 26,36 19,96 2147

Tabla 5.12: Comparacién de las tasas de compresion obtenidas en grafos no dirigidos de redes sociales y biologicos
por propuestas que soportan directamente la consulta de vecinos directos e inversos. Se ha resaltado las mejores
tasas de compresion obtenidas para cada grafo.

Particionamiento CP MP;, k2-tree BFS
Para- Para- Para-
Grafo Pardmetros bpe Lo bpe ara bpe ara bpe
metros metros metros
Grafos de redes sociales
dblp-2010 k 6,82 k=4 888 LLP 7,35 L =100 6,52
com-amazon k=1 10,74 k=4 956 BFS 10,68 L=100 8,12
dblp-2011 k=1 735 k=5 848 LLP 9,83 L =100 9,39
Grafos bioldgicos
collins2007 k=1 10,41 k=5 481 BFS 6,23 L =100 3,20
krogan2006-core k=1 883 k=2 789 BFS 14,10 L=100 7,13
krogan2006-extended k=1 988 k=2 7,73 BFS 14,57 L=100 8,80
gavin2006 k=1 5565 k=5 572 BFS 10,14 L=100 5,09
biogrid k=2 1996 k=3 6,68 BFS 1328 L=100 38,70

Evaluacion de la compresién a partir de grafos de cliques

La Tabla 5.11 muestra la capacidad de compresiéon obtenida en los grafos no dirigidos de redes
sociales y bioldgicos, esta vez a partir de componentes densos basados en cliques maximales. Al contrario
de los resultados anteriores, se observa que incrementar el niimero de valores hash usados proporciona
cada vez peores resultados de compresion en todos los casos excepto el grafo biogrid. La Tabla 5.12
compara los resultados obtenidos con las técnicas de referencia dadas. Se logré obtener resultados
competitivos en algunos casos con respecto a las alternativas presentadas, destacandose el caso de
dblp-2011, con el que se obtuvo la mejor tasa de compresiéon entre las técnicas comparadas.

La Tabla 5.13 compara los tiempos de ejecucién promedio obtenidos para la recuperacién secuencial
de cada grafo. No se obtuvieron resultados competitivos.
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Tabla 5.13: Comparacion de los tiempos de ejecucién promedio por arista para la recuperacion secuencial de
grafos no dirigidos de redes sociales y bioldgicos.

Particionamiento CP WebGraph + LLP
Grafo Parametros R.?cupera— Pardmetros R?cupera—
cién (us) cion (us)

Grafos sociales

dblp-2010 k=1 531 M =3W =38 0,323

com-amazon k=1 888 M =3,W= 0,214

dblp-2011 k=1 6,89 M=3W =28 0,126
Grafos biologicos

collins2007 = 54,55 M =3, W = 1,507

krogan2006-core k= 6,31 M=3 W= 2,158

krogan2006-extended k= 9,08 M=3W= 1,422

gavin2006 k=1 521 M =3,W =8 1,793

biogrid k= 10555 M =3, W = 0,779




Capitulo 6

Conclusiones y trabajo futuro

6.1. Conclusiones

El primer objetivo establecido para este trabajo fue expandir la propuesta de Herndndez y Navarro
[21] para el descubrimiento de subgrafos densos en grafos de la web y redes sociales. Dado el gran
tamanio de estos grafos y la alta complejidad de los algoritmos clasicos para resolver este tipo de
problema, el uso de heuristicas eficientes resulta ser una necesidad. Se propuso entonces una nueva
heurfstica con la que se busca el descubrimiento de subgrafos densos con superposicién entre ellos. Esta
fue implementada mediante una aplicacion desarrollada en C++ y estructurada como una biblioteca
de software que, por una parte, permite la personalizacién de varias caracteristicas de los subgrafos a
buscar, y por otra facilité el desarrollo rapido de una nueva aplicacién para investigar la prediccién de
complejos proteicos a partir de redes de interacciones entre proteinas, area donde la biisqueda de este
tipo de patrones densos también es de interés.

Los resultados obtenidos con datasets reales de la web y redes sociales muestran un incremento
cercano al 100 % en el niimero total de los subgrafos densos descubiertos con respecto a la propuesta
de Herndndez y Navarro, acompainado en la mayoria de los casos por un incremento en el tamafio
promedio de tales subgrafos. También hubo un incremento en la superposicién entre los subgrafos densos
descubiertos. Debido a la mayor complejidad algoritmica de la nueva heuristica, los tiempos de ejecucién
son también significativamente mas altos, por lo cual se adapté la heuristica de descubrimiento para
su ejecucién en paralelo usando memoria compartida. Esta implementacién en paralelo proporciond
tiempos reales de ejecucion competitivos con respecto a la implementacion secuencial de Herndndez y
Navarro.

La determinacion de componentes densos en un grafo fue la motivacién para el dltimo objetivo de
este trabajo: el disefio e implementacién de una nueva representacién compacta para grafos basada en
subgrafos densos con superposiciéon. Dos representaciones compactas fueron creadas: una construida
a partir de los cliques maximales de un grafo no dirigido, y una segunda para grafos dirigidos y no
dirigidos a partir de sus subgrafos densos maximales. Ambas cuentan con una estructura similar, basada
en 2 secuencias de simbolos y dos mapas de bits, y fueron implementadas usando una biblioteca de
software de referencia para estructuras compactas.

En los resultados obtenidos con grafos reales no dirigidos destaca la obtencién, con algunos grafos
sociales, de tasas de compresién competitivas con varias de las técnicas de referencia actuales, desta-
candose el caso del grafo social dblp-2011, con el que se obtuvo la mejor tasa de compresién vista. Esto,
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sin embargo, estd acompanado por significativamente peores tiempos de consulta para la recuperacién
secuencial del grafo y acceso aleatorio.

6.2. Trabajo futuro

Entre las lineas de investigacién futuras se puede mencionar en primer lugar el andlisis de distintos
ordenamientos para las listas de adyacencia de los grafos de entrada, de manera de maximizar ciertas
caracteristicas particulares de los DAG construidos: por ejemplo, un ordenamiento que especificamente
minimiza el nimero de pares de vértices consecutivos en las listas asegura que el DAG respectivo cuenta
con el minimo nimero de arcos posible.

En relacion a las limitaciones existentes del proceso de mineria propuesto, resulta que no es posible
detectar en su totalidad un subgrafo denso de gran tamafo cuyos arcos resultaron repartidos entre 2
o mas clusters de listas de adyacencia. Esto puede ser abordado parcialmente con la definicién de un
nuevo proceso de clustering que permita superposicion entre los clusters, como permitiria, por ejemplo,
la aplicacién de la técnica de min-hashing por bandas [23].

Con respecto al algoritmo de mineria en si, se seguira investigando nuevos viajeros inversos y nuevas
funciones objetivo que se ajusten a las necesidades especificas de futuras aplicaciones. De manera
paralela a esto, se puede investigar el diseno de nuevas estructuras de datos alternativas a los viajeros
inversos propuestos, asi como generalizaciones del algoritmo de mineria que permitan, por ejemplo,
incrementar el tamano de la vecindad inspeccionada de cada nodo en el DAG al momento de definir
y recorrer rutas de mineria. Todos estos casos pueden también sacar provecho de nueva informacion
adicional disponible a partir de las aristas del grafo de entrada, soportando con esto, por ejemplo, el
procesamiento de grafos ponderados.

Con respecto a las representaciones compactas para grafos propuestas, una linea de investigacién
futura es la definicién de una representacion compacta mixta que permita la compresién de ciertos
componentes del grafo de entrada de manera diferente y especifica a sus caracteristicas particulares.
Un ejemplo de esto seria el usar una representacion distinta para el grafo remanente resultante al
finalizar la extraccion de los subgrafos densos; otra posibilidad seria el agrupar los componentes densos
estimados que resultan contener un tnico clique, y entonces representarlos usando sélo las secuencias
X y Bl1.



Apéndice A
Biblioteca de software

Durante el desarrollo de esta memoria de titulo, surgié en mas de una ocasién la curiosidad por ver
cémo se comportaban las herramientas para el descubrimiento de subgrafos densos, atin en desarrollo,
en la resolucién de problemas similares en otros contextos, para ayudar a evaluar la factibilidad de
posibles futuros proyectos derivados de este trabajo.

Este capitulo presenta parte del trabajo técnico realizado para estructurar el cdédigo fuente escrito
en una biblioteca de software que permitié utilizarla como una base para el desarrollo rapido de
aplicaciones. Sirve también como una guia introductoria para la utilizacion de tales herramientas.

A.1. Requerimientos

Una biblioteca de software es un conjunto de recursos, estructurados de una manera modular y
documentada, que permite su reutilizacién para el desarrollo de nuevas aplicaciones u otras bibliotecas
de software mas generales. Los moédulos de la biblioteca deben exponer una interfaz bien definida,
mientras al mismo tiempo permiten a sus usuarios (usualmente otros desarrolladores de software)
abstraerse de su implementacién y detalles internos.

Los principales objetivos definidos para este proyecto en relaciéon a su estructuraciéon como una
biblioteca de software son:

1. Facilidad para evaluar y extender las herramientas en desarrollo, dada la necesidad durante las
etapas iniciales de realizar trabajo exploratorio para buscar posibles nuevos enfoques favorables
para las soluciones buscadas.

2. Facilidad para crear y anadir nuevas aplicaciones al proyecto que hagan uso de uno o mas de las
herramientas disponibles.

3. Una administracién automatizada de las dependencias de compilacién y construccién entre los
distintos archivos fuentes y archivos objetos del proyecto, de manera que, de cumplirse ciertas
condiciones minimas, no se requiera modificar las herramientas de compilaciéon y construccién a
la hora de implementar cambios como los descritos en los dos puntos anteriores.

4. Compatibilidad con un entorno GNU/Linux estandar, y, en lo posible, minimizar las dependencias
de bibliotecas o herramientas externas a la hora de construir o ejecutar las aplicaciones.
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No es un objetivo deseado el integrar de manera sencilla las herramientas de descubrimiento en
aplicaciones ya existentes, con su propias herramientas de compilacién y desarrollo, por lo que, en la
préactica, las herramientas de compilacién escritas no soportan, por ejemplo, la construccién de archivos
objeto y bibliotecas de enlace dindmico.

A.2. Estructura del proyecto

El proyecto de software desarrollado estd compuesto basicamente por los siguientes componentes:

= La biblioteca de software, de nombre odsg: una coleccién de médulos independientes entre si que
soportan, entre otras cosas, la creacién de grafos a partir de archivos de entrada y su posterior
descripcién, la creacién de uno o miltiples DAG a partir de un grafo dado, y el descubrimiento
y posterior caracterizacién de subgrafos densos a partir de uno o mas DAG.

= Una coleccion de archivos fuentes que implementan multiples aplicaciones, independientes entre
si, que hace uso de uno o mas moédulos de la biblioteca.

= Las herramientas de compilacién y construccion del proyecto.

= Herramientas complementarias de diversa indole, tal como, por ejemplo, una aplicacién para
ejecutar las pruebas unitarias descritas a continuacién en la Subseccién A.3.2.

El cédigo fuente de la biblioteca de software y las aplicaciones dependientes esta escrito comple-
tamente en el lenguaje de programacién C++, segtin el estdndar ISO de 1998/2003. Esté estructurado
bajo un enfoque de programacion orientado a objetos, por lo que los referidos hasta ahora como mo-
dulos de la biblioteca son en la practica un conjunto de clases. Las herramientas de compilaciéon y
construccion fueron escritas utilizando archivos Makefiles compatibles con GNU Make.!

A.2.1. Compilacion y construccion

El principal mecanismo implementado para el cumplimiento del requerimiento 3 es la clasificacion
automdtica de los archivos fuentes del proyecto a partir de su ubicacién en una jerarquia de directo-
rios predeterminada. La Tabla A.1 describe tal jerarquia. Asi, por ejemplo, la creacién de una nueva
aplicacién pasa simplemente por crear un nuevo archivo fuente en el directorio tools/ que incluya
referencias a las clases de interés disponibles en src/.

Las herramientas de compilacién y construccién también soportan diferentes configuraciones de
compilacién y construccion para las aplicaciones. Cada una de éstas tiene definidas distintas opciones
de compilacion, y distintos archivos objeto y ejecutables binarios son generados. La Tabla A.2 lista las
configuraciones soportadas. Configuraciones «basadas» en otras incluyen las caracteristicas de estas
otras; asi, parallel cuenta también con todas las optimizaciones de compilacién habilitadas.

"https://www.gnu.org/software/make/
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Tabla A.1: Directorios en el proyecto que son reconocidos de manera automatica y tratados de manera especial
por las herramientas de compilacion y construccién.

Directorio Descripcién de archivos que contiene

bin/ Ejecutables binarios generados por las herramientas de construccion.
include/ Archivos de cabeceras de bibliotecas de software desarrolladas por terceros.
obj/ Archivos objetos resultantes del proceso de compilacién.

src/ Archivos fuentes pertenecientes a la biblioteca de software.

tests/ Archivos fuentes de las aplicaciones de pruebas unitarias para la biblioteca.
tools/ Archivos fuentes de aplicaciones dependientes de la biblioteca.

Tabla A.2: Configuraciones de compilacién y construccién disponibles para el proyecto (biblioteca de software y
aplicaciones dependientes). Para cada configuracién se generan distintos archivos objeto y ejecutables binarios.

Configuracion Basada en  Descripcion

dev - Macros de aserciones habilitadas; minimas optimizaciones.
debugging dev Opciones de depuracién habilitadas.
release - Macros de aserciones deshabilitadas; maximas optimizaciones.
profiling release  Opciones para medir el rendimiento de las aplicaciones habilitadas
usando gprof.
parallel release Ejecucién en paralelo habilitada (sélo con gcc).

A.3. Correctitud

La correctitud es un factor clave para medir la calidad de un producto de software, y se define
como la habilidad de tal producto para desempenar sus tareas tal como ha sido declarado en su
especificacion [26]. Para el caso de una biblioteca de software, asumir su correctitud a la hora de
desarrollar una aplicacién u otra biblioteca dependiente de ésta es, en muchos casos, la tinica técnica
realista posible de aplicar en la practica, ya que permite la separacién de preocupaciones y limita el
numero de problemas a considerar durante cada una de las distintas etapas del desarrollo [26].

En general, es muy dificil llegar a asegurar la correctitud de un producto de software. En caso de
no poder realizarse una verificacién estricta y formal, multiples mecanismos pueden utilizarse para, en
conjunto, alcanzar un significativo nivel de confianza en la correctitud del software [26]. A continuacién
se describen 2 de ellos utilizados para la biblioteca odsg.

A.3.1. Aserciones

Una asercion es un predicado insertado en el cddigo fuente de un programa, que se espera que sea
siempre cierto en tal punto del programa durante su ejecucion [26]. Al afadirlas mientras se escribe el
cddigo fuente respectivo, son una poderosa ayuda para producir software que es de partida correcto, en
contraste con el enfoque mas tradicional de escribir y luego depurar repetidamente [26]. Estas pueden
ser activadas o desactivadas de manera global, permitiendo removerlas en la version publicada del
programa. Aserciones son también una pieza importante para la documentacién del cédigo fuente, y
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pueden ser utilizadas por herramientas como generadores automaticos de documentacién, o analizado-
res estaticos de cédigo fuente (como es Clang analyzer?) que buscan detectar errores en la logica de
un programa en las etapas de compilaciéon y construccion.

En el lenguaje de programacion C++ (y C), aserciones son usualmente implementadas via la macro
assert que es parte de la biblioteca estandar de tales lenguajes. Su ejecucién es dependiente de otra
macro NDEBUG, cuyo valor puede definirse condicionalmente dependiendo del objetivo seleccionado para
la compilacién y construccion del software.

Aserciones se utilizaron profusamente en la biblioteca odsg. Diversas propiedades matematicas del
DAG descrito en la Subsecciéon 3.2.1 fueron incorporadas como aserciones. La Tabla A.2 lista los
configuraciones de compilaciéon que activan o desactivan las macros de aserciones.

A.3.2. Pruebas unitarias

Una prueba unitaria es una pieza de cédigo fuente escrita para probar de manera automatizada el
correcto funcionamiento de un médulo o componente individual de un producto de software [26]. Con
la biblioteca odsg, se utilizé el framework multiparadigma para pruebas automatizadas Catch®. Las
pruebas unitarias escritas fueron agrupadas en una aplicaciéon separada de la biblioteca misma. Puede
ser compilada y ejecutada de manera integrada junto con el resto de la aplicacién, o de manera aislada.

Cada prueba unitaria consta de 1 o més aserciones. Un total de 30 métodos no triviales de clases
de la biblioteca odsg fueron cubiertos por las pruebas unitarias escritas, con un total de 187 aserciones.
El tiempo de ejecucion total de las pruebas unitarias no supera el medio segundo en un equipo con
recursos de hardware modestos, permitiendo su ejecucion repetida y automatizada durante las etapas
de compilacién y construccion.

Las pruebas unitarias sélo cubren el correcto comportamiento individual de los componentes de
software escritos. Para verificar la correcta integracion entre estos, de una manera mas cercada al uso
real que se espera dar a la biblioteca de software, aplicaciones especificas fueron también escritas.

2http://clang-analyzer.llvm.org/scan-build.html
3https://github.com/philsquared/Catch
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Apéndice B

Proyectos y charlas derivadas de esta
memoria de titulo

B.1. Charlas nacionales realizadas

= Charla: «Prediccién de complejos proteicos a partir de redes de interacciones entre proteinas via
subgrafos densos superpuestos»; II Workshop CeBiB «Bioinformatics and mathematical mode-
lling in biotechnological, molecular genetics and ecophysiological applications», Santiago, Chile.
Julio de 2015.

= Charla: «Detection of PPI networks by dense subgraphs»; III Workshop CeBIB «Genomics,
metabolic engineering and bioinformatics in biotechnological applicationsy», Santa Cruz, Chile.
Diciembre de 2015.

B.2. Proyectos de memoria de titulo

= Proyecto de memoria de titulo para optar al titulo de Ingeniero Civil Informatico: «Prediccion
automatica de complejos de proteinas basado en grafos con pesos y andlisis biolégico», por Jaime
Araya, semestre 2015-2. Universidad de Concepcién, Chile.

B.3. Publicaciones en curso

= Publicaciéon de investigacién: «Protein complex detection via overlapping dense subgraphsy, por
Cecilia Hernandez, Carlos Mella, Gonzalo Navarro, Alvaro Olivera-Nappa y Jaime Araya. A la
fecha en proceso de revisién por pares en la revista BMC' Bioinformatics.!

= Publicacion de investigacion: «Detecting and compressing graphs using intersection graph par-
titionsy», por Cecilia Herndndez, Carlos Mella, Lilian Salinas y Gonzalo Navarro. A la fecha en
proceso de evaluacién para su incorporacién en el simposio internacional SPIRE 2016.2

https://bmcbioinformatics.biomedcentral . com/
Zhttps://sites.google.com/site/spire2016jp/
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