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RESUMEN 
 

En esta tesis se pronosticó zonas potenciales de pesca de E. ringens en el corto plazo en 

el norte de Chile, utilizando un modelo de redes neuronales. Se determinaron las variables 

que explicaron mejor la distribución espacial de E. ringens, y se las utilizó para entrenar 

el modelo de redes neuronales. Luego se estudió el impacto de la utilización de los 

pronósticos de zonas de pesca de E. ringens en la eficiencia de la flota cerquera 

anchovetera industrial del norte de Chile. 

 

E. ringens (anchoveta) es una especie de pez pelágico pequeño perteneciente a la familia 

Engraulidae, que habita en la zona nerítico-costera y se distribuye desde el norte de Perú 

(3°N) hasta la isla de Chiloé en el sur de Chile (43°S). La distribución geográfica y 

batimétrica de esta especie está condicionada por fluctuaciones en las condiciones 

oceanográficas a diferentes escalas temporales (diaria, semanal, mensual, anual, supra-

anual) y por la pesca. En el norte de Chile, E. ringens es un recurso pesquero de gran 

importancia y es capturado principalmente por el sector industrial, que representa hasta el 

80% de los desembarques totales anuales de la flota de cerco. La historia de esta pesquería 

(1985-2023) muestra una fuerte disminución en los desembarques industriales anuales, 

especialmente durante eventos extremos del fenómeno El Niño Oscilación del Sur (1997–

1998 (muy intenso), 2002–2003 (moderado) y 2015–2016 (muy intenso)). Las mayores 

caídas en los desembarques en las últimas dos décadas ocurrieron en 2015 (El Niño) y 

2020 (La Niña), disminuyendo 65% y 88% en relación a la media histórica, 

respectivamente.  

 

Dada la disminución de los desembarques de E. ringens en el norte de Chile durante 

eventos ENSO, principalmente durante El Niño 2015 y La Niña 2020, las flotas pesqueras 

deben destinar mayor esfuerzo pesquero para la localización de los cardúmenes de E. 

ringens que sean accesibles a las artes de pesca. Se ha observado una disminución de la 

captura con relación al esfuerzo de pesca ejercido en años con condiciones típicas de 

eventos ENSO. La captura por viaje disminuyó con respecto a la media histórica entre 9% 

y 33% durante el período 2006-2010, caracterizado por condiciones frías típicas de La 

Niña; también la captura disminuyó 12% durante el evento El Niño 2015 y 46% durante 

La Niña 2020. También la captura por lance decreció entre 5% y 13% durante el período 

2006-2010 y 40% durante La Niña 2020. La captura con respecto a la distancia recorrida 

por las naves cerqueras industriales cayó entre 13% y 40% durante el período 2006-2010, 

53% durante el Niño 2015 y 78% durante La Niña 2020. Esto conduce a aumentar el 

esfuerzo (viajes, lances, distancia recorrida) para mantener los niveles promedio de 

captura.  

 

Actualmente, el principal problema de la flota industrial cerquera del norte de Chile 

consiste en encontrar la forma de reducir costos en las operaciones de localización y 

captura de E. ringens, y aumentar así la rentabilidad económica. Para esto se requiere 

optimizar/reducir los viajes de pesca. Una alternativa interesante de explorar es identificar 
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zonas potenciales de pesca y, junto con ello, conocer cómo cambia la probabilidad de 

captura de E. ringens en función de la variabilidad oceanográfica inlcuyendo eventos 

ENSO, y determinar si esta probabilidad tiene alguna relación con los desembarques 

anuales de E. ringens en el área de estudio. Consecuentemente, esta tesis doctoral se 

enfoca en estudiar el impacto de la utilización de pronósticos de zonas de pesca de E. 

ringens en la eficiencia de la flota anchovetera del norte de Chile. Las hipótesis planteadas 

en esta tesis sostienen que si la distribución espacial de E.ringens en el norte de Chile está 

determinada principalmente por variables oceanográficas y estas relaciones son 

capturadas correctamente por un modelo de redes neuronales, entonces el modelo 

desarrollado pronosticaría adecuadamente las zonas de pesca de E. ringens en el norte de 

Chile en el corto plazo, permitiendo con su aplicación que aumente el rendimiento de la 

flota industrial cerquera anchovetera. Los resultados obtenidos en esta investigación se 

presentan en tres capítulos, los que son descritos brevemente a continuación.  

 

En el primer capítulo se analizó la distribución espacial de E.ringens en la zona norte de 

Chile (18°21” S−27° S) y su asociación con variables oceanográficas disponibles  para es 

zona en el período 2003 a 2020. Como información de presencia de E. ringens se utilizaron 

los datos georreferenciados de capturas de esta especie disponibles en la base de datos de 

la empresa pesquera Corpesca S.A. Se consideró como registros de ausencia de la especie 

las zonas donde transitó la flota y no se capturó E. ringens. Las variables oceanográficas 

se obtuvieron del modelo Nemo del programa Copernicus, el cual proporciona datos 

históricos y datos de pronósticos diarios de variables oceanográficas. Se aplicó un modelo 

de redes neuronales para abordar la relación entre las variables oceanográficas y la 

distribución de E. ringens, determinando las variables que mejor explican la ubicación de 

las zonas de pesca de esta especie en el período estudiado. En cuanto al porcentaje de la 

varianza explicada, la longitud geográfica (23%) fue la variable más relevante para 

identificar posibles zonas de pesca, seguida de la profundidad de la capa de mezcla (18%), 

la latitud geográfica (15%), la temperatura superficial del mar (12%), el mes (12%), la 

altura del mar (9%), la salinidad (9%) y las componentes zonales y meridionales de la 

velocidad de las corrientes (1% cada una). 

 

En el segundo capítulo de esta tesis se implementó un modelo predictivo de zonas de pesca 

basado en redes neuronales, el que fue entrenado con datos georreferenciados de capturas 

diarias de naves cerqueras industriales para el período 2003 a 2020 e información de 

variables oceanográficas (temperatura superficial del mar, salinidad, profundidad de la 

capa de mezcla, altura del mar y corrientes) obtenidas de Copernicus 

(https://marine.copernicus.eu). El rendimiento del modelo de redes neuronales fue 86% 

(AUC), clasificando correctamente el 76% de las áreas con pesca. Por lo tanto, se 

recomienda su uso para predecir zonas de pesca para E. ringens en el área de estudio (zona 

norte de Chile).  

 

En el tercer capítulo se analizó si la disminución actual en los desembarques anuales de 

E. ringens se asocia con cambios oceanográficos en el norte de Chile durante eventos El 

Niño o La Niña. Se aplicó el modelo de redes neuronales, desarrollado en el segundo 
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capítulo de esta tesis, para identificar la distribución espacial y temporal de las 

probabilidades de pesca de E. ringens, particularmente para los años El Niño (2015), La 

Niña (2007, 2013, 2020) y Neutro (2004). Se encontró que la probabilidad de captura de 

E. ringens se extendió más hacia el oeste durante eventos de La Niña (excepto en 2020), 

ocupando un área más grande, pero se limitó a una franja costera de 10 millas náuticas 

durante el evento de El Niño 2015. Las mayores probabilidades de captura en la condición 

Neutra estuvieron cerca de la costa, aunque no tan restringida a la misma como ocurrió 

durante el evento de El Niño 2015. Las probabilidades de captura más altas en el evento 

La Niña de 2020 también estuvieron cerca de la costa, en contraste con los eventos 

anteriores de 2007 y 2013, debido a la restricción del hábitat óptimo de E. ringens por 

cambios en las condiciones oceanográficas. La cantidad anual de zonas potenciales de 

pesca identificadas por el modelo de redes neuronales es un indicador de qué tan apto es 

el ambiente para el encuentro de cardúmenes de E. ringens. La aplicación de estos 

resultados permitiría administrar de mejor forma la flota pesquera industrial, reduciendo 

los costos operacionales. 

 

Los resultados obtenidos en esta tesis sustentan las hipótesis planteadas, pues el modelo 

de redes neuronales implementado permitió pronosticar correctamente zonas de pesca de 

E. ringens en el corto plazo (hasta 3 días). El modelo de redes neuronales implementado 

fue capaz de replicar la distribución espacial de E. ringens observada durante eventos 

ENSO. Simulaciones mostraron que el uso de los pronósticos de pesca del modelo de 

redes neuronales en la operación de la flota habría resultado en disminución del esfuerzo 

y aumento del rendimiento de la flota. La aplicación de los resultados de este estudio 

aporta a entender y, probablemente, anticipar las consecuencias que eventos ENSO 

extremos podrían tener en el rendimiento de las naves cerqueras pertenecientes a la flota 

anchovetera industrial del norte de Chile. El modelo de redes neuronales utilizado 

proporciona una herramienta valiosa para la gestión de dicha flota. 
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ABSTRACT  
 

This doctoral thesis is focused on short-term forecasting of potential fishing zones for E. 

ringens in northern Chile using a neural network model. The variables most associated 

with the spatial distribution of E. ringens were determined and utilized to train the neural 

network model. Additionally, the impact of forecasting E. ringens fishing zones on the 

efficiency of the northern Chilean anchovy fleet was studied. 

 

Engraulis ringens (anchovy) is a small pelagic fish species belonging to the Engraulidae 

family, inhabiting the neritic-coastal zone and ranging from northern Peru (3°N) to Chiloé 

Island in southern Chile (43°S). Its geographic and bathymetric distribution is influenced 

by fluctuations in oceanographic conditions at various temporal scales (daily, weekly, 

monthly, annual, supra-annual) and by fishing activities. In northern Chile, E. ringens is 

a key industrial fishing resource, representing up to 80% of annual landings by the purse 

seine fleet. The fishery's history (1985-2023) shows a significant decline in annual 

industrial landings, especially during extreme El Niño-Southern Oscillation (ENSO) 

events (1997–1998 (very intense), 2002–2003 (moderate), and 2015–2016 (very intense)). 

The most substantial declines in landings over the last two decades occurred in 2015 (El 

Niño) and 2020 (La Niña), decreasing by 65% and 88%, respectively, below the historical 

average. 

 

Given the decline in E. ringens landings in northern Chile during ENSO events, 

particularly during El Niño 2015 (65% below historical average) and La Niña 2020 (88% 

below historical average), fishing fleets must allocate more effort to locate E. ringens 

schools accessible to fishing gear. This has resulted in a decrease in catch relative to the 

fishing effort exerted on E. ringens during typical ENSO events. Catch per trip decreased 

between 9% to 33% during the 2006-2010 period, characterized by La Niña-like cold 

conditions, 12% during El Niño 2015, and 46% during La Niña 2020. Catch per fishing 

set also decreased between 5% to 13% during the 2006-2010 period and 40% during La 

Niña 2020. Catch relative to the distance traveled by industrial vessels declined between 

13% to 40% during the 2006-2010 period, 53% during El Niño 2015, and 78% during La 

Niña 2020. This implies the need to increase effort (trips, sets, distance traveled) to 

maintain average catch levels. 

 

Currently, the primary challenge for the northern Chilean purse seine fleet is to find ways 

to reduce costs in locating and catching E. ringens, thereby increasing economic 

profitability. This necessitates optimizing/reducing fishing trips. An interesting alternative 

to explore is to identify potential fishing zones and to understand how the probability of 

E. ringens catch changes under oceanographic variability and during ENSO events, and 

to determine whether this probability is related to annual landings of E. ringens in the 

study area. In this context, this doctoral thesis is focused on studying the impact of using 

E. ringens fishing zone forecasts on the efficiency of the industrial fleet in northern 

Chilean. The hypotheses of this thesis indicates that if the spatial distribution of E. ringens 



xiii 

 

in northern Chile is primarily determined by oceanographic variables, and these 

relationships are accurately captured by a neural network model, then the developed 

model will appropriately forecast E. ringens fishing zones in the short term, increasing the 

performance of the purse seine anchovy fleet. The research results are presented in three 

chapters briefly described below. 

 

In the first chapter, the spatial distribution of E. ringens in northern Chile (18°21” S−27° 

S) is analyzed, along with its association with available oceanographic variables for the 

study area for the period 2003 to 2020. Georeferenced catch data for this species, obtained 

from a database built by Corpesca S.A. Fishing Company, were used to approximate E. 

ringens distribution. Areas where the fleet transited without capturing E. ringens were 

considered absence records. Oceanographic variables were obtained from the Copernicus 

program's Nemo model, providing historical and daily forecast data. A neural network 

model was applied to address the relationship between oceanographic variables and the 

distribution of E. ringens, determining the variables that best explained the location of 

fishing zones for this species during the study period. In terms of the explained variance 

percentage, geographical longitude (23%) was the most relevant variable for identifying 

potential fishing zones, followed by the depth of the mixing layer (18%), geographical 

latitude (15%), sea surface temperature (12%), month (12%), sea level (9%), salinity 

(9%), and zonal and meridional components of current velocity (1% each). 

 

In the second chapter, a predictive model of fishing zones based on neural networks is 

implemented, trained with georeferenced daily catches from industrial purse seine vessels 

from 2003 to 2020, along with oceanographic variables (sea surface temperature, salinity, 

mixing layer depth, sea level, and currents), obtained from Copernicus 

(https://marine.copernicus.eu). The neural network model achieved 86% performance, 

and correctly classifying the most of areas with and without fishing. Therefore, its use is 

recommended for predicting fishing zones for E. ringens in the study area. 

 

In the third chapter, the thesis analyzes whether the current decline in annual E. ringens 

landings is associated with oceanographic changes in northern Chile during El Niño or La 

Niña events. The neural network model developed in the second chapter is applied to 

identify the spatial and temporal distribution of E. ringens fishing probabilities, 

particularly for El Niño (2015), La Niña (2007, 2013, 2020), and Neutral (2004) years. It 

was found that the probability of E. ringens catch extended further west during La Niña 

events (except in 2020), covering a larger area that is, however, limited to a coastal strip 

of 10 nautical miles during the El Niño 2015 event. The highest catch probabilities in 

Neutral conditions are near the coast, although not as restricted as during the El Niño 2015 

event. The highest catch probabilities in the La Niña event of 2020 are near the coast, in 

contrast to the previous events of 2007 and 2013, due to the restriction of the optimal 

habitat of E. ringens by changes in oceanographic conditions. The annual quantity of 

potential fishing zones identified by the neural network model is an indicator of the 

environment's suitability for encountering E. ringens schools. The application of these 



xiv 

 

results should enable better management of the industrial fishing fleet, reducing 

operational costs. 

 

The results of this thesis support the hypotheses, as the implemented neural network model 

successfully forecasted short-term fishing zones for E. ringens. The implemented neural 

network model was able to replicate the spatial distribution of E. ringens observed during 

ENSO events. Simulations showed that using the fishing forecasts from the neural 

network model in fleet operations would have resulted in a decrease in effort and an 

increase in fleet performance. The application of the results of this study will allow 

understanding, and likely anticipating, the consequences that extreme ENSO events could 

have on the performance of the northern Chilean anchovy purse seine fleet. The neural 

network model developed in this study provides a valuable tool for the management of 

this fleet. 
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1 INTRODUCCIÓN 
 

Engraulis ringens (anchoveta) es una especie de pez pelágico de tamaño pequeño de la 

Familia Engraulide, que habita en el sistema de la Corriente de Humboldt (SCH), donde 

parece jugar un rol ecológico clave, pues es la principal presa de peces, mamíferos y aves 

marinas  (Medina et al. 2007; Barros et al. 2014). E. ringens habita la zona nerítico-

costera, principalmente en las primeras millas desde la costa (Silva et al. 2016; Espíndola 

et al. 2018; Hernández-Santoro et al. 2019) y, debido a su alta productividad y abundancia, 

E. ringens sostiene una importante pesquería en la zona norte de Chile. En este sistema E. 

ringens es capturada tanto por la flota industrial como por la flota artesanal, y la mayor 

parte de las capturas ocurren dentro de las primeras 10 mn (Silva et al. 2016; Espíndola 

et al. 2018). En el SCH se identifica tres stocks de E. ringens, a saber: la zona norte-centro 

de Perú (4°-15°S), el stock compartido sur de Perú y el norte de Chile (16°-27°S) y el 

stock del centro-sur de Chile (34°-40°S). Estos stocks coinciden con los principales 

subsistemas de surgencia y alta productividad en Chile y Perú (Cubillos et al. 2007; 

Contreras-Reyes et al. 2016). 

 

1.1 Características de E. ringens en el norte de Chile 

 

E. ringens presenta un ciclo de vida corto con longevidad máxima de cinco años, 

crecimiento rápido y alta mortalidad natural (Jordán y Chirinos de Vildoso 1965; Aliaga 

et al. 2001; De La Cruz Barrueto et al. 2021). E. ringens se reproduce cíclicamente durante 

el año, durante el período reproductivo desova permanentemente y las hembras presentan 

desoves parciales, por lo que resulta difícil determinar los límites del período reproductivo 

(Oliva y Vilaxa 2016). Sin embargo, se reconoce que en el norte de Chile el desove se 

extiende desde el invierno hasta el verano (julio-diciembre), con máximos en agosto y en 

menor intensidad en el resto del año (Castillo et al. 2013; Hernández-Santoro et al. 2013; 

Contreras et al. 2017). Consecuentemente, el reclutamiento ocurre entre noviembre y 

febrero, aproximadamente (Castillo et al. 2013).  

 

Entre los principales predadores de E. ringens del norte de Chile se encuentran el lobo 

marino común (Otaria flavescens), las aves marinas (Espinoza 2016), el bonito (Sarda 

chilensis), la caballa (Scomber japonicus) y el jurel (Trachurus murphyi), además de la 

pesca, la que constituye uno de los factores más importantes de mortalidad (Medina et al. 

2007; Barros et al. 2014). En cuanto a hábitos alimentarios, Medina et al. (2015) y 

Espíndola et al. (2018) encontraron que E. ringens se alimenta principalmente de 

fitoplancton (Leiva et al. 2017), mientras que Medina et al. (2007) y Barros et al. (2014) 

informan que en la alimentación de E. ringens predominan organismos zooplanctónicos 

como copépodos y eufáusidos. 
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1.2 Relación ambiente–recurso. Variables oceanográficas que determinan en la 

distribución espacio – temporal de E. ringens 

 

La temperatura superficial del mar (TSM) es una de las variables ambientales 

determinantes para la presencia de E. ringens (Silva et al. 2016). El rango de temperatura 

en el que se distribuye la especie ha sido descrito por diferentes autores. Según Claramunt 

et al. (2012) y Silva et al. (2012) este rango va desde 12°C hasta 23°C. Aros et al. (2017) 

encontraron que  E. ringens se presentó entre 14°C y 18°C con la moda en la isoterma de 

16°C. Silva et al. (2016), utilizando una serie de tiempo de 10 años (2001-2010), 

encontraron que el rango de TSM donde se concentraron las capturas de E. ringens fue 

entre 14,5°C y 23,3°C, destacando que E. ringens habita preferentemente en temperaturas 

bajas, favorecidas por las áreas de surgencia caracterizadas por el afloramiento de aguas 

frías y ricas en nutrientes (Silva et al. 2016; Espíndola et al. 2018). 

 

La salinidad también parece ser un factor de importancia para E. ringens, ya que ésta es 

una especie estenohalina (susceptible a cambios abruptos de salinidad) (Luján 2016) que 

soporta valores entre 34,5 y 35,1 unidades prácticas de salinidad (UPS), aproximadamente 

(Aros et al. 2017; Leiva et al. 2017), constituyendo los valores fuera de estos rangos una 

limitante en su hábitat (Luján 2016).  

 

Una de las características relevantes frente a las costas de Chile es la presencia de la zona 

de mínimo oxígeno, ZMO (Paulmier y Ruiz-Pino 2009; Vergara et al. 2016; von Dassow 

2017). Las fluctuaciones en la profundidad de esta capa, asociada a la surgencia, pueden 

restringir el hábitat de diversas especies y, en ocasiones, llegan a atrapar y sofocar 

poblaciones de peces cerca de la costa debido al déficit de oxígeno (Hernández-Miranda 

et al. 2010; von Dassow 2017). Aros et al. (2017) informaron que E. ringens se presentó 

entre 3,0 y 8,0 ml L-1, con preferencia entre 5,0 y 6,5 ml L-1. Leiva et al. (2017) informaron 

que E. ringens registró un rango preferencial de 0,36 a 4,59 ml L-1, evidenciando que esta 

especie pelágica puede sobrevivir a bajas concentraciones de oxígeno disuelto (Jordán y 

Chirinos de Vildoso 1965; Luján 2016).  

 

1.3 Pesquería de E. ringens del norte de Chile 

 

La pesquería industrial de E. ringens en el norte de Chile, comprendida entre 18°21” S y 

27° S (Figura 1, panel izquierdo), es una de las principales actividades económicas en esa 

zona del país. Esta especie constituye el 80% de la captura anual de la flota de cerco 

industrial y es capturada solo con este arte de pesca (Böhm et al. 2017; Armas et al. 2022). 

Esta pesquería se inicia en 1960 para la producción de harina y aceite de pescado. En 1970 

disminuyó la abundancia de E. ringens, recuperándose nuevamente en 1985 (Plaza et al. 

2017). Los desembarques históricos presentaron tendencia decreciente, desde 2 millones 

de toneladas, desembarcadas en 1994, hasta 240 mil toneladas desembarcadas en 2016 

(Böhm et al. 2017). Esta pesquería es regulada mediante cuotas totales permisibles (TAC) 

y la regla administrativa es la captura máxima por armador (MCSO) (Ministerio De 



 

3 

 

Economía 2001, 2002), lo cual estimula a las empresas participantes a regular el esfuerzo 

pesquero para reducir costos operacionales y obtener mejores rendimientos (Asche et al. 

2008). En el año 2022, el estatus de la pesquería de E. ringens de la zona norte de Chile 

fue de sub-explotación y la Cuota Global Anual de Captura (CGAC) para el sector 

industrial fue establecida en 623.028 toneladas (“Dec. Ex. N° 52-2022” 2022). 

 

La flota industrial de cerco del norte de Chile está conformada por las compañías Corpesca 

S.A. y Camanchaca, cuyas naves capturan el 85% de la TAC. El 15% restante corresponde 

a las capturas de la flota artesanal de cerco (“Dec. Ex. N° 22-2022” 2022). La mayor 

participación en la pesquería de E. ringens en el norte de Chile la tiene Corpesca S.A. con 

el 70% de las naves industriales y el 80% del TAC (“Memoria Camanchaca” 2021, 

“Memoria Corpesca” 2021, “Dec. Ex. N° 52-2022” 2022; Armas et al. 2022).  

 

 
Figura 1. Stock de anchoveta (Engraulis ringens) distribuido desde el sur de Perú al norte 

de Chile (16°–27° S). El panel de la izquierda indica la distribución de E. ringens en el 

norte de Chile, siendo ésta el área de estudio cubierta por el modelo de redes neuronales 

de esta tesis. 
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1.4 Disminución de los desembarques de E. ringens en el norte de Chile durante 

eventos ENSO 

 

A escala interanual, el forzante oceánico más significativo es El Niño Oscilación del Sur 

(ENOS) (Espíndola et al. 2018). Este evento se compone de una fase cálida (positiva), la 

cual se produce por un debilitamiento de los vientos alisios en el Océano Pacífico  

ecuatorial, provocando el calentamiento anómalo del mar en esta región, y una fase fría 

(negativa) caracterizada por el aumento de la intensidad de los vientos alisios, lo que trae 

como consecuencia la disminución de la temperatura superficial del mar (Maturana et al. 

2004; Wang et al. 2016; Hernández-Santoro et al. 2019). Los eventos ENSO originan 

fuertes cambios en las condiciones oceanográficas, llegando a afectar la distribución, 

biomasa y procesos biológicos de especies de peces pelágicos como E. ringens (Ñiquen y 

Bouchon 2004; Bouchon et al. 2015). Durante la fase positiva del ENSO, las fluctuaciones 

de los vientos alisios generan ondas Kelvin que se desplazan hacia las costas 

sudamericanas; una parte de estas ondas se refleja en forma de ondas de Rossby y la otra 

parte se propaga hacia los polos en forma de ondas atrapadas a la costa, llegando a las 

costas chilenas y desempeñando un papel clave en la variabilidad de la temperatura 

superficial del mar (Hormazabal et al. 2002). Estas ondas modifican la profundidad tanto 

de la termoclina como de la oxiclina y la nutriclina, comprimiendo o expandiendo el 

hábitat de E. ringens y modulando su distribución espacial (Parada et al. 2013). Durante 

eventos cálidos ENOS la surgencia costera disminuye, profundizándose la capa mínima 

de oxígeno (Cahuin et al. 2015). Como resultado se incrementa la captura de E. ringens 

debido a la aproximación de cardúmenes de esta especie a las zonas costeras. Sin embargo, 

luego disminuyen las capturas de E. ringens debido a la profundización de sus cardúmenes 

(Böhm et al. 2017). Durante eventos fríos (La Niña) se intensifican los procesos de 

surgencia costera, cuyas temperaturas y contenido de nutrientes condicionan 

favorablemente el ambiente marino fuera de la costa, expandiendo el área de distribución 

de E. ringens al oeste hasta más allá de 180 millas náuticas (Gutiérrez et al. 2007; Bouchon 

y Peña 2008). Durante estos eventos fríos los cardúmenes de E. ringens se encuentran más 

dispersos, incluso si existiera mayor biomasa (Gutiérrez et al. 2007). 

 

Los desembarques totales anuales de E. ringens por la flota de cerco del sur de Perú y 

norte de Chile disminuyen considerablemente en períodos El Niño, como en 1997–1998 

(muy intenso), 2002–2003 (moderado) y 2015–2016 (muy intenso) (Böhm et al. 2017; 

Armas et al. 2022). En el año 2020 la National Oceanic and Atmospheric Administration 

(NOAA) declaró un evento La Niña que comenzó a observarse desde el trimestre julio-

septiembre con anomalías de -0,5°C bajo la media histórica (“October 2020 La Niña 

update | NOAA Climate.gov” 2020, “Climate Prediction Center - ONI” 2022), el que se 

extendió hasta diciembre del año 2022. Particularmente en el norte de Chile durante el 

año 2020 los desembarques industriales de E. ringens fueron menores a lo esperado, 

siendo los más bajos desde el año 2003 (Figura 2).  
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1.5 Necesidad de pronosticar zonas potenciales de pesca de E. ringens en el norte 

de Chile 

 

Dada la disminución de los desembarques de E. ringens en el norte de Chile durante 

eventos ENSO, principalmente durante El Niño 2015 (65% por debajo de la media 

histórica) y La Niña 2020 (88% por debajo de la media histórica) (Figura 2a), las flotas 

pesqueras deben destinar mayor esfuerzo pesquero para la localización de los cardúmenes 

de E. ringens que sean accesibles a las artes de pesca (Bertrand et al. 2008; Joo et al. 

2014). Así se ha observado una disminución de la captura con relación al esfuerzo de 

pesca ejercido sobre E. ringens en años con condiciones típicas de eventos ENSO (Figura 

2). La captura por viaje disminuyó con respecto a la media histórica entre 9% y 33% 

durante el período 2006-2010, caracterizado por condiciones frías típicas de La Niña, y 

también las capturas disminuyeron a 12% durante el Niño 2015 y 46% durante La Niña 

2020 (Figura 2b). También la captura por lance decreció entre 5% y 13% durante el 

período 2006-2010 y 40% durante La Niña 2020 (Figura 2c). La captura por zona 

navegada es una aproximación de la captura con respecto a la distancia recorrida por las 

naves industriales. Esta variable cayó entre 13% y 40% durante el período 2006-2010, 

53% durante el Niño 2015 y 78% durante La Niña 2020 (Figura 2d). Esto implica tener 

que aumentar el esfuerzo (viajes, lances, distancia recorrida) para mantener los niveles 

promedio de captura (Figura 2). Actualmente, el principal problema de la empresa 

pesquera Corpesca S.A. consiste en reducir costos operacionales en la localización y 

captura de E. ringens para mejorar la rentabilidad económica (Carlos Merino, Gerente 

Zonal Iquique de Corpesca, comunicación personal; email: cmerino@corpesca.cl). 

 

Para disminuir el esfuerzo pesquero y reducir costos operacionales en la localización y 

captura de E. ringens se requiere optimizar/reducir los viajes de pesca. Una alternativa 

interesante de explorar es identificar zonas potenciales de pesca de E. ringens, 

análogamente a lo reportado por Nammalwar et al. (2013) para las capturas de la sardina 

Sardinela gibbosa y otras especies en North Tamil Nadu, India; y por Wang et al. (2015), 

donde se utiliza una red neuronal para determinar zonas potenciales de pesca del calamar 

Ommastrephes bartramii frente a las costas de Japón. Además, es interesante reconocer 

cómo cambia la probabilidad de captura de esta especie en relación a la variabilidad 

oceanográfica (incluida aquella asociada a eventos ENSO), así como determinar si esta 

probabilidad tiene alguna relación con los desembarques anuales de E. ringens. 

 

mailto:cmerino@corpesca.cl
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Figura 2. Desembarques (a), captura por viaje (b), captura por lance(c), captura por 

distancia navegada medida como cantidad de zonas de 3x3 mn2 recorridas por la flota de 

Corpesca S.A en el período 2003-2020 (d). Fuente de información: Corpesca S.A. Las 

etiquetas en los puntos representan la diferencia porcentual con respecto a la media 

histórica. 
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1.6 Identificación de zonas potenciales de pesca, antecedentes  

 

A nivel global varios autores han realizado estudios para determinar zonas potenciales de 

pesca varios recursos pesqueros marinos. En efecto, Jagannathan et al. (2012), Wang et 

al. (2015), Fitrianah et al. (2016a, 2016b) y Mane and Mishra (2017) han utilizado como 

variables predictoras de probabilidad de pesca algunas variables ambientales obtenidas a 

partir de sensores satelitales como TSM, clorofila-a, altura del nivel del mar, y viento. Los 

modelos y algoritmos de clasificación de zonas potenciales de pesca han alcanzado niveles 

de acierto entre 80% a 85% (Solanki et al. 2010; Wang et al. 2015).  

 

Silva et al. (2016) utilizaron variables satelitales y datos de captura para calcular un índice 

de idoneidad del hábitat de E. ringens en el norte de Chile y, mediante sistemas de 

información geográfica, simularon cambios mensuales de la idoneidad del hábitat para 

escenarios climáticos decadales futuros. Nieto et al., (2001), Silva et al., (2002), Yáñez et 

al., (2004) y Silva et al., (2012b) identificaron zonas probables de pesca de E. ringens a 

partir de información satelital de variables oceanográficas tales como temperatura 

superficial del mar, gradientes térmicos y concentración de clorofila.  

 

Esas investigaciones vincularon variables ambientales con la distribución y abundancia 

de algunas especies marinas, incluida E. ringens, utilizando datos satelitales que 

proporcionan una instantánea del estado de la atmósfera, pero no predicen el estado futuro. 

Por ello los pronósticos realizados a partir de ese tipo de datos no son tan precisos, lo que 

se debe a que la situación atmosférica y oceanográfica puede variar a escala diaria, 

alterando la dinámica y el comportamiento de las especies marinas en la zona de estudio. 

En el caso de investigaciones realizadas en Chile sobre el tema, mayormente se ha 

pronosticado capturas y desembarques mensuales (Yáñez et al. 2010) o realizado 

estimaciones para escenarios climáticos futuros (Silva et al. 2016).  

 

1.7 Redes neuronales para la identificación de zonas potenciales de pesca 

 

Las redes neuronales artificiales están inspiradas en el funcionamiento del cerebro 

humano. Estas redes  son capaces de aprender la respuesta a un estímulo (datos de entrada) 

por repetición (esto se denomina entrenamiento) y, posteriormente, predecir la respuesta 

utilizando solo los datos de entrada (Suryanarayana et al. 2008; Yáñez et al. 2010). Este 

tipo de modelos tiene la ventaja que pueden implementarse usando pocos supuestos sobre 

los datos pesqueros y ambientales (Suryanarayana et al. 2008; Wang et al. 2015), 

mostrando un desempeño superior a los modelos estadísticos convencionales como son 

los Modelos Lineales Generalizados (GLM) y los Modelos aditivos Generalizados (GAM) 

(Tan y Beklioglu 2006; Suryanarayana et al. 2008; Mateo et al. 2011; Wang et al. 2015). 

Tanto GLM como GAM se implementan suponiendo ciertas características de los datos 

como linealidad, normalidad y homocedasticidad (Yudaputra et al. 2019). Sin embargo, 

tales supuestos difícilmente se cumplen en situaciones reales debido a falta de información 

en zonas no exploradas por la flota, la no linealidad de los procesos ecológicos (Tan y 
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Beklioglu 2006), y las complejas interacciones ambiente-recurso (Wang et al. 2015). Esto 

hace a las redes neuronales una alternativa más adecuada para la modelación de procesos 

complejos y no lineales, tal como la relación ambiente recurso y el pronóstico de zonas 

potenciales de pesca (Wang et al. 2015). 

 

1.8 Objetivo de investigación y novedad científica  

 

En Chile no se dispone de pronósticos de zonas de pesca probables de E. ringens o de otro 

recurso pesquero marino con los que se pueda gestionar (administrar) de mejor forma a la 

flota, siendo el propósito reducir el esfuerzo de pesca, por un lado, y mejorar el 

rendimiento de la flota, por el otro lado. El objetivo general de esta tesis doctoral es 

estudiar el impacto de la utilización de pronósticos de zonas potenciales de pesca de E. 

ringens en la eficiencia de la flota anchovetera del norte de Chile. Para esto se implementó 

un modelo de redes neuronales con el que se pronosticó zonas potenciales de pesca de esta 

especie en el corto plazo (días). La solución que se presenta en esta tesis es innovadora, 

contribuyendo a resolver un problema de interés de la industria pesquera del norte de 

Chile, lo que podría permitir la reducción de costos en las operaciones de búsqueda y 

captura de E. ringens.  

 

1.9 Preguntas de investigación 

 
Considerando los antecedentes mencionados, en esta tesis se abordaron las siguientes 

preguntas de investigación: 

 

¿Cuál es el efecto de la variabilidad ambiental en la distribución y eficiencia de la 

pesquería de E. ringens en el norte de Chile? 

¿Este conocimiento puede ser utilizado para incrementar la eficiencia de la flota 

cerquera anchovetera del norte de Chile? 
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2 HIPÓTESIS 
 

 

Si la distribución espacial de la anchoveta (Engraulis ringens) en el norte de Chile está 

determinada principalmente por variables oceanográficas entonces: 

 
Hipótesis 1  

 

El uso de variables oceanográficas permite predecir zonas probables de pesca de E. 

ringens en el norte de Chile en el corto plazo. 

 

Hipótesis 2 

 

Los pronósticos de zonas probables de pesca basados en variables oceanográficas mejoran 

el rendimiento de la flota industrial cerquera anchovetera del norte de Chile. 
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3 OBJETIVOS 
 

 

 

3.1 Objetivo General 

 

Demostrar que el conocimiento y pronóstico del efecto de la variabilidad ambiental sobre 

la distribución espacial de la anchoveta (Engraulis ringens) es útil para incrementar 

significativamente la eficiencia de la flota anchovetera del norte de Chile. 

 

 

3.2 Objetivos Específicos 

 

1. Analizar la asociación entre la distribución espacial de E. ringens (presencia-ausencia) 

y variables oceanográficas disponibles como la temperatura superficial del mar, 

salinidad, y altura del nivel del mar, para determinar cuáles de estas variables serán 

utilizadas en el pronóstico de zonas de pesca. 

 

2. Implementar para el norte de Chile, un modelo de pronóstico en el corto plazo de zonas 

de pesca de E. ringens basado en variables oceanográficas. 

 

3. Evaluar el impacto de los pronósticos del modelo en la eficiencia de la flota industrial 

cerquera anchovetera del norte de Chile. 
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4 Estructura de la Tesis 
 

Los resultados principales de esta tesis son presentados en tres capítulos, correspondiendo 

cada uno de ellos a un objetivo específico. 

 

Capítulo 1: Corresponde al primer objetivo específico. Se detalla las fuentes de datos, así 

como su obtención y procesamiento. Se presenta la estructura de la base de datos final con 

la que se trabajó y la selección de las variables asociadas a la distribución espacial de E. 

ringens, las cuales fueron utilizadas como entrada al modelo de pronóstico de zonas de 

pesca de esta especie. 

 

Capítulo 2: Corresponde al segundo objetivo específico. Se detalla la implementación y 

evaluación de un modelo de pronóstico en el corto plazo de zonas de pesca de E. ringens 

basado en variables oceanográficas y redes neuronales. Estos resultados fueron publicados 

en la revista “Fishes” con el título “Identification and Forecast of Potential Fishing 

Grounds for Anchovy (Engraulis ringens) in Northern Chile Using Neural Networks 

Modeling” (https://doi.org/10.3390/fishes7040204).  

 

 

Capítulo 3: Corresponde al tercer objetivo específico. Se evalúa el impacto de los 

pronósticos del modelo de redes neuronales en la eficiencia de la flota industrial cerquera 

anchovetera del norte de Chile desde 2003 a 2020 y con mayor énfasis bajo diferentes 

fases del evento ENSO (El Niño, La Niña, Neutral). Estos resultados forman parte de un 

manuscrito científico publicado en la la revista “Fisheries Oceanography”, el que se titula 

“Neural networks approach for detecting spatial changes in catch probability of Engraulis 

ringens during ENSO events in Northern Chile”. 
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5 RESULTADOS 
 

 

5.1 Capítulo 1: Análisis de la asociación entre la distribución espacial de E. ringens 

y variables oceanográficas para el pronóstico de zonas de pesca 

 

 

5.1.1 Introducción 

 

En el norte de Chile E. ringens se distribuye mayormente dentro de las primeras 20 mn 

desde la costa (Silva et al. 2016; Espíndola et al. 2018; Hernández-Santoro et al. 2019). 

Variables oceanográficas como temperatura superficial del mar (Claramunt et al. 2012; 

Silva et al. 2012a, 2016; Aros et al. 2017; Espíndola et al. 2018), salinidad (Luján 2016; 

Aros et al. 2017; Leiva et al. 2017) y oxígeno disuelto (Jordán y Chirinos de Vildoso 1965; 

Paulmier y Ruiz-Pino 2009; Vergara et al. 2016; Aros et al. 2017; Leiva et al. 2017; von 

Dassow 2017) pueden condicionar su distribución espacio temporal. Por tanto, es posible 

utilizar estas variables como predictoras de la distribución potencial de E. ringens y con 

ello identificar y pronosticar zonas potenciales de pesca, tal como ha sido reportado por 

Nammalwar et al. (2013) para sardina Sardinela gibbosa y otras especies en North Tamil 

Nadu, India; y por Wang et al. (2015), para el calamar Ommastrephes bartramii frente a 

las costas de Japón.  

 

La información oceanográfica puede obtenerse de diferentes formas tal como 

observaciones directas (in situ), observaciones remotas (información satelital) o 

información modelada (Dickey et al. 2006). En el caso de las observaciones in situ y 

satelitales, aunque son más precisas que las modeladas, presentan un problema común 

consistente en que no pueden ser proyectadas hacia el futuro, además que no son 

constantes ni en cuanto al área cubierta ni en frecuencia de las mediciones (Dickey et al. 

2006; Morrow y Traon 2012).  

 

Para abordar el pronóstico de zonas potenciales de pesca se requiere una fuente de datos 

oceanográfica de actualización diaria, que tenga alta cobertura espacial y que pueda 

proporcionar información futura. Con esas características se puede contar con la 

información de modelos numéricos de pronóstico de condiciones oceanográficas. Una de 

las fuentes más reconocidas y completas de información de modelos oceanográficos es el 

programa Copernicus (“Home | CMEMS” 2022), el que cuenta con productos que proveen 

información de variables oceanográficas desde 1993 hasta la actualidad (“Global Ocean 

Physics Reanalysis | Copernicus Marine MyOcean Viewer” 2023) y pronósticos hasta 10 

días (“Global Ocean Physics Analysis and Forecast | Copernicus Marine MyOcean 

Viewer” 2023). El acceso a la información es gratuito y se puede acceder desde Python, 

lo que permite implementar códigos para la descarga y procesamiento de la información. 

Esta fuente de datos se considera como la fuente de datos oceanográficos más adecuada 

para el propósito de esta tesis. 
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La variable a predecir en esta investigación es “presencia de pesca” de E. ringens. Esta 

variable se definió como 1 si se capturó en la zona y 0 si no se capturó, lo cual convierte 

el caso de estudio en un problema de aprendizaje supervisado, particularmente 

clasificación binaria (Fitrianah 2015). Las redes neuronales son uno de los algoritmos más 

utilizados en problemas de clasificación y predicción (Suryanarayana et al. 2008). Estas 

son modelos de inteligencia artificial que se inspiran en el funcionamiento del cerebro 

humano, siendo capaces de aprender a partir de datos de entrada mediante un proceso de 

entrenamiento y, una vez entrenadas, pueden predecir respuestas o realizar clasificaciones 

basadas únicamente en los datos de entrada (Suryanarayana et al. 2008; Yáñez et al. 

2010). Este enfoque de aprendizaje se diferencia de los modelos convencionales, ya que 

no requiere supuestos rígidos de la estructura de los datos, lo que las hace especialmente 

adecuadas para tareas como la identificación de zonas potenciales de pesca (Wang et al. 

2015).  

 

Uno de los principales problemas para implementar cualquier modelo predictivo es 

identificar qué combinación de variables es más adecuada para ser utilizadas como 

predictoras (Fitrianah 2015). Para que el modelo implementado sea lo más óptimo y 

estable posible, se requiere que exista alta correlación entre cada una de las variables 

predictoras con la variable a predecir (presencia de pesca) y baja correlación entre las 

variables independientes entre sí (García et al. 2006). Entonces, uno de los primeros pasos 

que se puede hacer para seleccionar variables es eliminar aquellas variables redundantes 

(Gardner y Dorling 1998; Ren-Yan et al. 2014), lo que se puede hacer mediante 

correlación cruzada entre todas las variables. Dicha correlación puede identificarse 

mediante el coeficiente de correlación de Pearson (Schober et al. 2018; Fabri-Ruiz et al. 

2019), para variables que se distribuyen normal, o mediante el test no paramétrico de 

Spearman, para variables que no cumplen con esta distribución (Schober et al. 2018). 

  

Otra forma de discriminar variables relevantes en un modelo es a través del propio modelo, 

construyendo varios modelos con diferentes combinaciones de variables y, mediante 

algún criterio de selección, se escoger el mejor (Fitrianah 2015). Para determinar la 

relevancia de cada variable en un modelo de redes neuronales, uno de los algoritmos más 

efectivos se basa en el cálculo de la varianza de los pesos de las neuronas durante el 

entrenamiento de la red neuronal, donde mayor varianza en los pesos de las neuronas, para 

una variable en particular, implica mayor influencia de dicha variable en la predicción del 

modelo (de Sá 2019). Finalmente, el entrenamiento de la red neuronal permite construir 

un ranking de variables según su relevancia relativa en el modelo. 

 

En este capítulo se detalla las fuentes de datos utilizadas, los procedimientos de 

construcción de la base de datos y, mediante el propio modelo de redes neuronales, se 

determina las variables a utilizar para pronosticar zonas de pesca de E. ringens.  
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5.1.2 Fuentes de datos pesqueros y variable objetivo 

 

Para desarrollar un modelo predictivo de zonas de pesca se requiere, en primer lugar, 

disponer de la información de dónde y cuándo se encontró o no se encontró cardúmenes 

de la especie objetivo (presencia o ausencia), ya que ésta es la variable a predecir. Para 

esto se utilizó como base la trayectoria diaria de cada nave pesquera industrial de Corpesca 

S.A., obtenida de los sistemas de posicionamiento global (GPS) a bordo. Dicha 

información se encuentra disponible en una base de datos de esta empresa que se encuentra 

alojada en la nube de Amazon Web Services (AWS). El tipo de base de datos es Amazon 

Redshift (https://aws.amazon.com/es/redshift/), a la cual se accede mediante comandos en 

el lenguaje SQL. Este motor de bases de datos, diseñado por los desarrolladores de AWS, 

permite el almacenamiento de grandes volúmenes de datos, así como realizar consultas 

complejas, procesamiento y cálculos en la nube a grandes velocidades 

(https://aws.amazon.com/es/redshift/). Gran parte del pre-procesamiento de los datos para 

esta investigación se realizó en AWS Redshift. 

 

Con las trayectorias de las naves industriales como base, se clasificó cada zona de tránsito 

como zonas de presencia o ausencia. Se utilizó las capturas estimadas por nave por día, 

disponibles también en la base de datos de Corpesca. La resolución de los datos de captura 

georreferenciados es de 3x3 mn2, por lo que, a cada zona de estas dimensiones por donde 

transitó al menos una nave de la flota, se le asignó el valor 0 si no hubo capturas ó 1 si 

hubo capturas de E. ringens. Así quedó construida la base de datos diaria de presencia-

ausencia de E. ringens desde el año 2003 hasta el año 2020, la que cuenta con la fecha, 

latitud y longitud de cada zona de 3x3 mn2, capturas (toneladas) y la variable 

ausencia/presencia de pesca (0, 1).   

 

Para clasificar cada zona como presencia o ausencia, se asumió que durante todo momento 

la flota estaba buscando cardúmenes de E. ringens, lo cual no sucede necesariamente así 

en la realidad, pues en muchas oportunidades las naves se dirigen a una zona recomendada 

por otro capitán o por el jefe de flota, no realizando búsqueda propiamente tal. Sin 

embargo, es una aproximación necesaria, ya que no se dispone de una forma de 

discriminar la búsqueda de cardúmenes. La calidad y precisión de las zonas de captura 

queda sujeta a la precisión en el dato de desembarque de Corpesca S.A. y a la metodología 

utilizada por dicha empresa para asignar las capturas a cada zona específica, ya que hasta 

el año 2020 no se disponía de las Bitácoras Electrónicas de Pesca, actualmente operativas. 

 

5.1.3 Fuentes de datos oceanográficos y variables predictoras 

 

Luego de obtenida la variable a predecir (presencia-ausencia de pesca) es necesario 

determinar qué variables se utilizarán como predictoras, pues éste es el objetivo principal 

del primer capítulo. Es conocida la relación entre variables físicas oceanográficas como 

la temperatura superficial del mar (Claramunt et al. 2012; Silva et al. 2012a, 2016; Aros 

et al. 2017; Espíndola et al. 2018), salinidad (Luján 2016; Aros et al. 2017; Leiva et al. 

https://aws.amazon.com/es/redshift/
https://aws.amazon.com/es/redshift/
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2017) y oxígeno disuelto (Jordán y Chirinos de Vildoso 1965; Paulmier y Ruiz-Pino 2009; 

Vergara et al. 2016; Aros et al. 2017; Leiva et al. 2017; von Dassow 2017) con la 

distribución espacial de E. ringens. Dada esta relación entre E. ringens y variables 

oceanográficas se planteó utilizar dichas variables como predictoras de la distribución 

espacial de E. ringens y, por tanto, como variables de entrada al modelo de pronóstico de 

zonas de pesca. 

 

Los datos oceanográficos pueden obtenerse de diversas formas y fuentes, a saber: datos in 

situ, datos satelitales, y datos modelados. En el caso de los datos in situ, éstos pueden ser 

tomados en cruceros oceanográficos, por boyas o estaciones automáticas en tiempo y 

espacio definidos. Por esta razón, estos datos no pueden proyectarse hacia el futuro y no 

son adecuados para pronosticar futuras zonas de pesca. La información satelital, aunque 

más extendida espacialmente, pudiendo cubrir regiones completas, presenta múltiples 

dificultades. Una de ellas es la nubosidad, que en la región de estudio (norte de Chile) es 

bastante frecuente y provoca extensas áreas dónde los sensores satelitales no pueden 

obtener información de la superficie oceánica (Yáñez et al. 1995, 1997; Rojas y Eche 

2006). Además, la información satelital es una captura instantánea del estado del océano 

por lo que solo permitiría evaluar las condiciones favorables a la presencia de E. ringens 

de forma instantánea y no pronosticar condiciones futuras.  

 

Como primera opción, en esta investigación se evaluó la utilización de información 

satelital disponible en la base de datos de Corpesca S.A., dada su disponibilidad inmediata, 

y que ya se encontraba con la misma resolución de los datos de pesca (3x3 mn2). Sin 

embargo, se encontró diferencias en la resolución espacial de los datos entre algunos años 

de la base de datos (Figura 3), además de ausencia de datos a causa de la nubosidad en 

zonas donde hubo pesca. Esto dificulta obtener zonas donde se tenga datos de trayectorias, 

capturas y variables oceanográficas, lo cual es requerido como datos de entrada para el 

modelo de pronóstico de zonas de pesca. Además, esta data era actualizada semanalmente 

en la base de datos, lo cual dificultaba la implementación de un modelo que diera 

pronósticos a escala diaria. 
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Figura 3: Diferencias en la resolución espacial de los datos satelitales disponibles en la 

base de datos Corpesca entre los años 2005 y 2020. 

 

 

 

Para pronosticar zonas de pesca de E. ringens en el corto plazo (días) es necesario tener 

una fuente de datos oceanográfica que pueda actualizarse diariamente como mínimo, con 

alta resolución espacial y sin faltantes de datos a causa de la nubosidad. De esta forma se 

podría unir esta data con la de trayectorias y capturas sin perder información valiosa. Con 

estas características, la fuente de datos más completa que se encontró pertenece al 

programa Copernicus (“Home | CMEMS” 2022) y consta de dos productos que proveen 

información oceanográfica de alta resolución espacial y con escala temporal diaria. El 

primer producto es un reanálisis oceanográfico, el que se encuentra disponible desde 1993 

hasta 2020 (“Global Ocean Physics Reanalysis | Copernicus Marine MyOcean Viewer” 

2023).  

 

La principal característica del reanálisis es que utiliza toda la información disponible, 

tanto de boyas oceanográficas, información satelital, barcos para inicializar un modelo 

numérico que replica las condiciones oceanográficas pasadas lo más cercano posible a la 

realidad. El segundo es un producto de pronóstico oceanográfico y se encuentra disponible 

desde el año 2020 hasta la actualidad (“Global Ocean Physics Analysis and Forecast | 

Copernicus Marine MyOcean Viewer” 2023), y provee pronósticos oceanográficos desde 

un día hasta 10 días. Ambos productos se basan en el mismo modelo hidrodinámico 

(Nemo) (Madec et al. 2017) y tienen como salida las mismas variables físicas 

oceanográficas (temperatura superficial del mar, salinidad, profundidad de la capa de 

mezcla, altura del mar, y corrientes marinas). Los anteriores productos, combinados con 

la información pesquera, proporcionan la base para el entrenamiento del modelo de 

pronóstico de zonas de pesca de E. ringens. 
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5.1.4 Construcción de la base de datos 

 

La construcción de la base de datos necesaria para este estudio implicó un proceso 

exhaustivo de extracción, transformación y carga de datos, lo que permitió organizar y 

combinar los datos de las diferentes fuentes, creando un conjunto de datos coherente para 

entrenar el modelo de pronóstico de zonas de pesca. Para realizar este proceso se utilizó 

el lenguaje de programación Python (“Python.org” 2023), permitiendo asegurar la 

integridad y la calidad de los datos. 

 

Descarga y procesamiento de datos de reanálisis 

 

Los datos de las variables oceanográficas fueron descargados desde el producto de 

reanálisis de Copernicus. Estos datos tienen resolución espacial de 1/12 grados y 

frecuencia temporal diaria, en ficheros codificados en formato NetCDF (“Unidata | 

NetCDF” 2023). Cada fichero fue filtrado para el área de estudio (Figura 1) y se 

implementó un proceso recursivo en Python que recorría cada fecha desde 2003 a 2019, 

y agregaba cada fecha con las variables correspondientes a la base de datos.  

 

 

Descarga de datos de Pronóstico 

 

Los datos de análisis-pronóstico tienen la misma resolución espacial y temporal de los 

datos de reanálisis, además de contar con las mismas variables producto de la simulación 

con el mismo modelo hidrodinámico (Madec et al. 2017). Estos datos se descargaron 

diariamente para el año 2020. Cabe destacar que, aunque sean productos diferentes, los 

datos presentan la misma base matemática por lo que son consistentes y pueden utilizarse 

como una misma base de datos para entrenamiento y prueba del modelo. El producto de 

reanálisis permite tener la data histórica para el entrenamiento del modelo, mientras que 

el producto de pronóstico permite seguir almacenando y completando esta data histórica. 

Además, permite tener pronósticos hasta 10 días, lo cual posibilita que el modelo final 

pueda ser utilizado para realizar pronósticos de zonas de pesca de E. ringens. 

 

Resolución espacial y base de datos final 

 

Los datos de variables oceanográficas de Copernicus se encuentran en una resolución 

espacial diferente a los datos de pesca y trayectorias almacenados en la base de datos de 

Corpesca (Figura 4). Para llevar estos datos a una resolución espacial común fue necesario 

aplicar un método de interpolación. Entonces, se llevó la data oceanográfica a la 

resolución de la data pesquera (3x3 mn2), dado que los datos de captura y trayectorias de 

cada nave son más escasos y con una mayor variabilidad espacial. De esta forma no se 

afectaba la posición geográfica de las capturas. Dicha interpolación se realizó en el 

lenguaje Python, utilizando la biblioteca griddata (“Griddata” 2023) mediante el método 

“vecino más cercano”. Esta interpolación se realizó para cada día desde 2003 a 2020. 
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Finalmente se unieron las bases de datos pesquera y oceanográfica, utilizando como 

índices la latitud, la longitud, y la fecha. 

 

 

 
Figura 4: Resolución espacial de los datos de Copernicus (1/12°= 5mn2, puntos rojos) y 

resolución espacial de la data pesquera (3x3 mn2, cruces negras) 

 

 

Se obtuvo una base de datos final consistente y completa, la que cumplió con los criterios 

necesarios para el análisis y modelado subsiguientes. En las Tablas 1 y 2 se muestra el 

resumen estadístico de todas las zonas donde navegó la flota (Tabla 1) y de las zonas 

donde se hubo capturas (Tabla 2).  
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Tabla 1. Análisis estadístico descriptivo de la data correspondiente a las trayectorias de 

las naves industriales de la empresa pesquera Corpesca en el período 2003-2020. 

 
  Cantidad media std mínimo 25% 50% 75% máximo cv 

Temperatura 

superficial del 

mar (°C) 

 

1.503.756 18,54 2,36 12,12 16,75 18,3 20,13 26,85 12,73 

Salinidad  1.503.756 34,83 0,18 33,25 34,71 34,81 34,93 35,61 0,53 

Profundidad de la 

capa de mezcla 

(m) 

 

1.503.756 13,03 5,93 6,71 10,53 10,53 12,36 74,47 45,54 

Altura del mar 

(m) 

 
1.503.756 0,06 0,04 -0,11 0,03 0,06 0,09 0,26 69,77 

Componente zonal 

de la velocidad de 

la corriente (m/s) 

 

1.503.756 -0,04 0,08 -0,57 -0,09 -0,03 0,01 0,63 -203,84 

Componente 

meridional de la 

velocidad de la 

corriente (m/s) 

 

1.503.756 0,13 0,15 -0,49 0,03 0,12 0,22 0,89 113,6 

Toneladas 

capturadas 

 
68.229 87,83 

153,0

7 
0 13,78 36,41 95,13 3229,51 174,28 
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Tabla 2. Análisis estadístico descriptivo de la data correspondiente a las capturas de E. 

ringens por las naves industriales de la empresa pesquera Corpesca en el período 2003-

2020. 
 cantidad media std mínimo 25% 50% 75% máximo cv 

Temperatura 

superficial 

del mar (°C) 

68.229 18,26 2,11 12,67 16,67 18,02 19,68 25,69 11,57 

Salinidad 68.229 34,82 0,18 33,3 34,71 34,8 34,91 35,55 0,51 

Profundidad 

de la capa de 

mezcla (m) 

68.229 12,67 5,6 7,02 10,53 10,53 11,6 60,43 44,22 

Altura del 

mar (m) 
68.229 0,06 0,04 -0,1 0,03 0,06 0,09 0,26 70,59 

Componente 

zonal de la 

velocidad de 

la corriente 

(m/s) 

68.229 -0,05 0,08 -0,53 -0,09 -0,04 0 0,34 -177,75 

Componente 

meridional de 

la velocidad 

de la 

corriente 

(m/s) 

68.229 0,13 0,14 -0,42 0,04 0,13 0,22 0,81 105,86 

Toneladas 

capturadas 
68.229 87,83 153,07 0 13,78 36,41 95,13 3229,51 174,28 

          

 

En cuanto a las condiciones oceanográficas donde ocurrieron capturas de E. ringens, se 

observó que la temperatura superficial del mar presenta una media de 18.26°C con 

desviación estándar de 2.11°C. La salinidad muestra un valor medio de 34.82 con 

desviación estándar de 0.18. Una variable de especial interés es la captura, que presenta 

una media de 87.83 toneladas y desviación estándar de 153,07. Según el coeficiente de 

variación (cv) (Tablas 1 y 2), las variables oceanográficas que presentaron mayor 

variación en el período de estudio (2003-2020) fueron las componentes de la velocidad de 

las corrientes, seguida por la altura del mar, la profundidad de la capa de mezcla y la 

temperatura. La salinidad fue la variable que menos varió en el período de estudio.  

 

La base de datos final, utilizando Copernicus, contiene una cantidad de registros 

considerablemente mayor que la satelital (Tabla 3). También es mayor la cantidad de 

zonas con trayectorias y donde se ocurrieron capturas, lo que determina que la base de 

datos final para el entrenamiento del modelo sea mayor utilizando los datos de Copernicus.  
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Tabla 3. Comparación entre la cantidad de observaciones disponibles de la data satelital 

y la data proveniente de Copernicus para toda la zona de estudio (18°21” S−27° S) en el 

período 2003-2020. 

 

Fuente de 

datos 

Total de 

Datos 

disponibles 

Total de datos 

donde hay 

trayectorias 

Total de datos 

sin pesca 

Total de datos 

con pesca 

Satelital 47.000.948 560.022 536.078 

 

23.944 

 

Copernicus 100.493.664 1.503.756 1.435.527 

 

68.229 

 

 

 

 

5.1.5 Selección de variables para ser consideradas en la modelación 

 

Para la correcta implementación de cualquier modelo predictivo es necesario encontrar 

alta correlación entre cada una de las variables independientes (variables oceanográficas) 

con la variable dependiente (presencia de pesca), pero baja correlación entre las variables 

independientes entre sí, ya que, si se utiliza variables muy correlacionadas, entonces se 

podría afectar el rendimiento del modelo, provocando su inestabilidad (García et al. 2006). 

Para evitar este tipo de error se aplicó correlación cruzada entre cada par de variables para 

cada zona para comprobar independencia. Primero se realizó el test de Shapiro-Wilk 

(Mohd Razali y Bee Wah 2011) para verificar si las variables predictoras se distribuyen 

normal, determinándose que ninguna de las variables cumplía esta condición. Por lo tanto, 

fue necesario utilizar el coeficiente no paramétrico de Spearman para calcular la 

correlación cruzada entre todas las variables. Se consideró como alta correlación un índice 

de Spearman > 0,8 (Akoglu 2018) con el propósito de eliminar variables y lograr baja 

correlación entre las variables predictoras a utilizar. Sin embargo, se encontró que las 

variables independientes no se correlacionaron significativamente entre sí y tampoco con 

la variable presencia de pesca (Figura 5). 
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Figura 5. Matriz de correlación de Spearman entre todas las variables disponibles en la 

base de datos creada para el entrenamiento del modelo de pronóstico de zonas de pesca 

de E. ringens. Nomenclatura: lat = latitud, lon = longitud, sst = temperatura superficial del 

mar, so = salinidad, mlotst = profundidad de la capa de mezcla, zos = altura del mar, uo = 

componente zonal de la velocidad de las corrientes, vo = componente meridional de la 

velocidad de las corrientes. 

 

 

 

Esta falta de correlación entre las variables oceanográficas y la pesca dificultó la 

aplicación de modelos estadísticos tradicionales como Generalized Additive Models 

(GAM) y Generalized Linear Models (GLM), los que son utilizados comúnmente en este 

tipo de estudios (Yáñez et al. 2010; Naranjo et al. 2015). Además, como ninguna variable 

predictora se correlacionó fuertemente con otra, entonces hasta esta parte de la 

investigación no se eliminó ninguna de aquellas variables en la modelación.  

 

5.1.6 El enfoque de redes neuronales 

 

Dada la falta de correlación lineal entre las variables y la pesca, se plantea la hipótesis que 

la relación puede ser no lineal y compleja. Las redes neuronales pueden capturar 
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relaciones no lineales y patrones complejos en los datos, lo que las convierte en una 

herramienta con alto potencial para el pronóstico de zonas de pesca (Suryanarayana et al. 

2008; Wang et al. 2015). Las redes neuronales están inspiradas en el funcionamiento del 

cerebro humano, son capaces de aprender la respuesta a un estímulo por repetición (esto 

se denomina entrenamiento), y posteriormente predecir la respuesta utilizando solo los 

datos de entrada (Suryanarayana et al. 2008; Yáñez et al. 2010). Este tipo de modelos 

puede ser implementado con pocos supuestos sobre los datos de entrada, lo cual difiere de 

los modelos convencionales y los hace más adecuados para la identificación de zonas 

potenciales de pesca (Suryanarayana et al. 2008). 

 

Las redes neuronales son un enfoque más adecuado para determinar y seleccionar las 

variables más relevantes en la predicción de zonas de pesca. Para el análisis de importancia 

de las variables se aplicó la metodología propuesta por de Sá (2019), asumiéndose que las 

variables donde los pesos de las neuronas presentan mayor varianza durante el 

entrenamiento son las más relevantes en la predicción. El resultado de aplicar este método 

es el porcentaje de aporte de cada variable en la predicción de zonas de pesca (Tabla 4). 

 

Tabla 4: Relevancia de cada variable en la predicción de zonas de pesca de Engraulis 

ringens en la zona norte de Chile con el modelo de redes neuronales. 

 

Variables Importancia relativa % 

Longitud 23 

Profundidad de la capa de mezcla 18 

Latitud 15 

Temperatura superficial del mar 12 

Mes 12 

Altura del mar 9 

Salinidad 9 

Componente zonal de la velocidad de la 

corriente marina 

1 

Componente meridional de la velocidad 

de la corriente marina 

1 

 

 

 

De forma similar  a lo observado en la investigación de Wang et al. (2015), en el presente 

trabajo las variables geográficas latitud y longitud se encuentran entre las tres primeras 

del ranking, sumando entre ambas 38% en la predicción. La variable oceanográfica con 

mayor relevancia fue la profundidad de la capa de mezcla (18% de la varianza total 

explicada por el modelo de redes neuronales). Esta variable está directamente relacionada 

con el hábitat vertical de E. ringens, que en casos extremos, tal como en eventos El Niño 



 

24 

 

fuertes, se expande a más de 50 m de profundidad, generando la profundización de los 

cardúmenes y dificultando su accesibilidad a las artes de pesca (Böhm et al. 2017).  

 

 

5.1.7 Conclusión 

 

 

Se concluye que las variables independientes que explican mejor las capturas por zonas 

de pesca de E. Ringens en la zona norte de Chile son: longitud geográfica (23%), 

profundidad de la capa de mezcla (18%), latitud geográfica (15%), temperatura superficial 

del mar (12%), mes (12%), altura del mar (9%) y salinidad (9%). 
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5.2 Capítulo 2: Identification and Forecast of Potential Fishing Grounds for 

Anchovy (Engraulis ringens) in Northern Chile Using Neural Networks 

Modeling 

 

Abstract  

 

Engraulis ringens (E. ringens) is a small pelagic fish of which the geographic and 

bathymetric distribution is conditioned by fluctuations in oceanographic conditions at 

different time scales (daily, weekly, monthly, annually, supra-annually, and longer) and 

by fishing. Understanding the organism−environment interactions and predicting the 

spatial distribution of its schools can improve conservation actions and fishery 

management, along with the operation of the fleets targeting E. ringens. There is an 

important fishery of E. ringens in Northern Chile (18°21′ S-26°00′ S), which 

provides about 80% of the purse seine catch. To identify and predict potential fishing 

grounds for E. ringens in this system, we implemented a predictive model of fishing 

grounds based on neural networks, which was trained with the georeferenced data of daily 

catches by industrial purse sein ships from 2003 to 2020 and information on 

oceanographic variables (sea surface temperature, salinity, depth of the mixed layer, sea 

height, and currents) obtained from the Copernicus Marine Enviroment Monitoring 

Service (CMEMS program; https://marine.copernicus.eu/ (accessed on 30 January 2021)). 

The neural network model had a very good performance (86%). Longitude (23%) was the 

most relevant variable for identifying potential fishing grounds, followed by the mixed 

layer depth (18%), latitude (15%), sea surface temperature (12%), month (12%), sea 

height (9%), salinity (9%), and the zonal and meridional components of the current 

velocity (2%). The neural network model classified correctly the majority of the areas 

with and without fishing potential; thus, its use is recommended to predict fishing grounds 

for E. ringens in the study area. Its application could increase by 88% of the probability 

of capture anchovy by the purse seine fleet of Northern Chile. 
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5.3 Capítulo 3: Neural networks approach for detecting spatial changes in catch 

probability of Engraulis ringens during ENSO events in Northern Chile 

 

 

 

Abstract 

 

Engraulis ringens (anchovy) is a small pelagic fish of the Family Engraulidae that inhabits 

the neritic-coastal zone from northern Peru to south-central Chile. It is the main resource 

species of industrial fishing of northern Chile, representing 80% of the annual landings of 

the purse seine fleet. The history of this fishery (1985-2023) shows a strong decrease in 

annual industrial landings, especially during extreme El Niño Southern Oscillation 

(ENSO) events. The greatest decrease in landings in two decades occurred in 2020, 

coinciding with a cold La Niña event, which had not been observed in previous La Niña 

events. We evaluated whether the current decrease in annual landings of E. ringens is 

associated with oceanographic changes in northern Chile during El Niño or La Niña 

events. We applied a neuronal network model to identify the spatial and temporal 

distribution of E. ringens using the catch probability of each boat of the industrial purse 

seine fleet. The selected oceanographic variables (sea surface temperature, salinity, depth 

of the mixed layer, sea height and currents) for the 2003-2020 period were obtained from 

the Copernicus Marine Environment Monitoring Service (CMEMS program) and used as 

predictor variables of the monthly landings of E. ringens. The neural network model 

explained 97% of the monthly variability of catch probability of E. ringens by the 

industrial purse seine fleet. The spatial distribution of catch probability of E. ringens was 

analyzed independently for El Niño (2015), La Niña (2007, 2013, 2020) and Neutral 

(2004) years. We found that catch probability extended further west during La Niña events 

(except for 2020), occupying a greater area, but were limited to a 10 nautical mile coastal 

strip during the El Niño event. The spatial distribution of catch probability in the Neutral 

condition was near the coast, although not as restricted as during the 2015 El Niño event. 

The higher catch probabilities in the La Niña event of 2020 were near the coast, in contrast 

to the previous events of 2007 and 2013, due to the restriction of the optimal habitat of E. 

ringens because of changes in oceanographic conditions. The application of the results of 

this study will allow understanding, and probably anticipating the consequences that 

extreme ENSO events could have on the yield of the industrial anchovy purse seine fleet 

in northern Chile. 
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6 DISCUSIÓN 
 

La disminución de los desembarques de E. ringens en el norte de Chile durante eventos 

ENSO (2015, 2020) ha aumentado el esfuerzo realizado por la flota industrial para 

capturar este recurso hasta en 78% (2020) y, por consiguiente, han aumentado 

proporcionalmente los costos operativos (Figura 2 d). En esta tesis se sugiere la siguiente 

solución innovadora para reducir costos de la flota: identificar zonas potenciales de pesca 

utilizando redes neuronales. Este enfoque permite optimizar el proceso de búsqueda de 

los cardúmenes de E. ringens, reduciendo tanto la cantidad de viajes de cada nave como 

la cantidad de lances, distancias recorridas por cada nave y, consecuentemente, mejorar el 

rendimiento de pesca de cada nave y del conjunto de la flota. Además, se busca entender 

cómo la variabilidad oceanográfica relacionada con eventos ENSO impacta en la 

probabilidad de captura de E. ringens.  

 

El objetivo general de esta tesis doctoral es evaluar el impacto de la utilización de 

pronósticos de zonas potenciales de pesca de E. ringens en la eficiencia de la flota 

anchovetera del norte de Chile. Se analizó la asociación entre la distribución espacial de 

E. ringens (presencia-ausencia) y variables oceanográficas disponibles (temperatura 

superficial del mar, altura del mar, salinidad, profundidad de la capa de mezcla), 

determinándose las variables a utilizar para el desarrollo de un modelo de pronóstico de 

zonas de pesca (Capítulo 1). Se implementó un modelo de redes neuronales basado en 

variables oceanográficas, el que fue capaz de pronosticar adecuadamente zonas de pesca 

de E. ringens en el corto plazo (Capítulo 2), y se evaluó el impacto de la utilización de 

dichos pronósticos en la eficiencia de la flota industrial cerquera anchovetera del norte de 

Chile (Capítulo 2 y Capítulo 3). 

 

Las hipótesis planteadas en este estudio sostienen que si la distribución espacial de la 

anchoveta (Engraulis ringens) en el norte de Chile está determinada principalmente por 

variables oceanográficas entonces, el uso de estas variables permite predecir zonas 

probables de pesca de E. ringens en el norte de Chile en el corto plazo con la consecuencia 

que dicha predicción aumentaría el rendimiento de la flota industrial cerquera 

anchovetera. Los resultados de esta tesis respaldan las hipótesis planteadas, aunque fue 

necesario utilizar, además de variables oceanográficas (temperatura superficial del mar, 

salinidad, altura del mar, profundidad de la capa de mezcla), las coordenadas geográficas 

(latitud y longitud) y la variable temporal “mes” para capturar la estacionalidad en la 

distribución de E. ringens (Capítulo 1). De forma similar a lo observado en la 

investigación de Wang et al. (2015), las coordenadas geográficas latitud y longitud se 

encuentran entre las tres primeras del ranking, sumando 38% su importancia en la 

predicción. La variable oceanográfica con mayor relevancia en la predicción de zonas de 

pesca fue la profundidad de la capa de mezcla (18% de la varianza total explicada por el 

modelo de redes neuronales). Esta variable está directamente relacionada con el hábitat 

vertical de E. ringens, que en casos extremos, como eventos El Niño, se expande a 



 

49 

 

profundidades mayores a 50 m, generando la profundización de los cardúmenes y 

dificultando su accesibilidad a las artes de pesca (Böhm et al. 2017).  

 

El modelo de redes neuronales demostró ser efectivo para pronosticar zonas de pesca de 

E. ringens en la zona norte de Chile en el corto plazo, alcanzando 86% (AUC=0,86) de 

éxito (Capítulo 2, Fig. 3), lo que significa que la clasificación fue muy buena, atendiendo 

los criterios de  Ren-Yan et al. (2014) y Yusop and Mustapha (2019). El valor de AUC es 

consistente con los obtenidos por Joy and Death (2004), quienes aplicaron redes 

neuronales para predecir  la distribución de catorce especies de peces y crustáceos 

dulceacuícolas en Nueva Zelanda, obteniendo valores de AUC entre 0,63 y 0,88. El 

modelo de redes neuronales construido en esta tesis fue capaz de identificar correctamente 

el 79% de las zonas de pesca reales. En comparación, Nieto et al. (2001) identificaron 

67% de las zonas potenciales de pesca de  E. ringens  para el año 1999. Silva et al. (2002), 

Yáñez et al. (2004) y Silva et al. (2012) identificaron el 74% las zonas reales de pesca.  

 

Además, en el presente trabajo la red neuronal fue capaz de identificar correctamente 

zonas de pesca de E. ringens a diferentes escalas temporales. En efecto, en la escala diaria 

las zonas de pesca reales son consistentes con las predichas por el modelo (Capítulo 2, 

Fig. 5) y, al aplicar el modelo mensual, las probabilidades de pesca observadas de la flota 

aumentan potencialmente con el aumento de las probabilidades de pesca mensuales 

predichas, observándose alta correlación entre ambas variables (Capítulo 3, Figura 3). 

También se aplicó el modelo de redes neuronales a escala trimestral, particularmente en 

años con condiciones El Niño, La Niña y Neutras, logrando captar la variabilidad en las 

probabilidades de pesca de E. ringens durante estos eventos en el norte de Chile. Esto 

coincidió también con las zonas de pesca observadas (Capítulo 3, Figura 6 y 7) y con el 

conocimiento existente sobre la distribución espacial de E. ringens durante estos 

eventos(Gutiérrez et al. 2007; Bouchon y Peña 2008; Yáñez et al. 2008; Cahuin et al. 

2015).  

 

Tanto para las simulaciones en los años 2004 (Neutral) y 2015 (El Niño) como para los 

años 2007, 2013 y 2020 (La Niña), las mayores probabilidades de pesca estimadas por el 

modelo de redes neuronales se encuentran en la zona costera (< 20 mn) (Capítulo 3, 

Figuras 4 y 5). Esto es consecuente con resultados de investigaciones previas donde las 

mayores capturas y biomasa acústica detectadas de E. ringens se encontraron dentro de 

las primeras 20 millas de la costa (Silva et al. 2016; Espíndola et al. 2018; Hernández-

Santoro et al. 2019). Los mayores valores de probabilidad de pesca de E. ringens se 

observaron en el año 2004 (Capítulo 3, Figura 4), el cual presentó condiciones 

oceanográficas cercanas a la neutralidad. Esto se correspondió con las mayores capturas 

en la serie de tiempo (Capítulo 3, Figura 2) y resulta consistente con el conocimiento 

existente, ya que en períodos neutrales E. ringens se distribuye cercana a la costa, como 

es habitual, pero no se profundiza tanto como en años El Niño (Yáñez et al. 2008). En este 

sentido, E. ringens queda más accesible a las artes de pesca en períodos neutros 

comparado con períodos cálidos. Además, los cardúmenes de E. ringens están más 
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compactos y cercanos a la costa, haciéndolos más vulnerables a las artes de pesca, 

comparado con períodos fríos (Gutiérrez et al. 2007; Yáñez et al. 2008). 

 

En el año con características típicas de El Niño (2015), las probabilidades de pesca de E. 

ringens estimadas por el modelo de redes neuronales presentaron igual tendencia que la 

probabilidad de pesca observada (Capítulo 3, Figura 4), manteniéndose inferiores a las 

probabilidades de pesca en el año 2004 (Neutral) y 2007 (La Niña). Las probabilidades de 

pesca son mayores en la costa, aunque disminuyen rápidamente con el incremento de la 

distancia a la costa. Es conocido que durante eventos cálidos (El Niño) disminuye la 

surgencia costera, profundizándose la capa de mínima de oxígeno (Cahuin et al. 2015). 

Los cardúmenes de E. ringens se aproximan a zonas muy costeras, profundizándose luego 

y quedando menos accesibles a las artes de pesca, provocando la disminución de las 

capturas (Yáñez et al. 2008; Böhm et al. 2017), lo que concuerda con los resultados de 

esta investigación para el año con condiciones El Niño (2015). 

 

Durante los períodos La Niña (2007, 2013), se observó menores diferencias de 

probabilidad de pesca de E. ringens entre la zona costera (< 20 mn) y la zona oceánica (> 

20 mn) (Capítulo 3, Figuras 4 y 5), lo que indica que las condiciones oceanográficas 

favorables a la presencia de esta especie se encuentran más homogéneas, conduciendo al 

aumento de las probabilidades de encuentro de cardúmenes de E. ringens en zonas más 

alejadas de la costa (Segura y Vásquez 2002; Gutiérrez et al. 2007; Bouchon y Peña 2008). 

Los eventos La Niña se caracterizan por la somerización de la termoclina,así como de la 

oxiclina y la nutriclina (Parada et al. 2013), reduciéndose el hábitat vertical de E. ringens, 

causando que los cardúmenes se encuentren más cercanos a la superficie (Bouchon y Peña 

2008) y más expandidos horizontalmente (Segura y Vásquez 2002; Gutiérrez et al. 2007; 

Bouchon y Peña 2008). Durante estos períodos fríos se ha detectado presencia de 

cardúmenes de E. ringens hasta 200 mn de la costa (Segura y Vásquez 2002; Bouchon y 

Peña 2008). A mayor distancia a la costa se ha observado también mayor dispersión de 

cardúmenes de E. ringens durante períodos fríos como La Niña (1998-2000) (Gutiérrez 

et al. 2007; Bouchon y Peña 2008; Yáñez et al. 2008), lo que dificulta su búsqueda y 

captura debido a su dispersión, haciéndolo menos accesibles a las artes de pesca (Yáñez 

et al. 2008). 

 

Sin embargo, en el año 2020, a diferencia de la distribución más dispersa y alejada de la 

costa de las probabilidades de pesca de E. ringens entregadas por el modelo de redes 

neuronales para los períodos La Niña 2007 y 2013, la zona de mayores probabilidades 

más accesible a la flota se reduce a una pequeña y angosta franja costera (Capítulo 3, 

Figura 7). Dadas las regulaciones aplicadas desde ese año, cuando se prohibió a la flota 

industrial perforar las 5 mn reservadas para la pesca artesanal, se reduce aún más el área 

disponible para la búsqueda del recurso anchoveta por la flota industrial de cerco, dejando 

fuera del alcance de dicha flota las zonas con mayores probabilidades de encuentro de 

cardúmenes. Esto, unido a la reducción del esfuerzo pesquero (Capítulo 3, Figura 2), pudo 

haber condicionado la caída de los desembarques en el año 2020, alcanzándose valores 

mínimos nunca registrados en la serie 2003-2020, incluso menores que durante el evento 



 

51 

 

El Niño 2015-2016 (Capítulo 3, Figura 2). Esto implica que las condiciones 

oceanográficas han sido diferentes a anteriores eventos La Niña y que el modelo de redes 

neuronales es capaz de reflejar este cambio a través de las probabilidades de zonas de 

pesca de E. ringens. 

 

De acuerdo con lo expuesto precedentemente, se da cumplimiento al segundo objetivo 

específico de esta tesis, obteniendo como resultado un modelo de redes neuronales 

entrenado para pronosticar zonas de pesca de E. ringens en el norte de Chile en el corto 

plazo (días). Los resultados apoyan la primera hipótesis, ya que el modelo mostró buen 

desempeño para dicha tarea, coincidiendo los resultados con el conocimiento generado en 

investigaciones previas en cuanto a la distribución espacial de esta especie. Además, el 

modelo de redes neuronales implementado fue capaz de detectar los cambios mensuales 

y trimestrales en las probabilidades de pesca de la flota observadas durante eventos ENSO. 

 

Como consecuencia del buen desempeño del modelo de redes neuronales y su capacidad 

para identificar zonas de pesca de E. ringens, su aplicación en la operación de la flota 

aumentaría el rendimiento de pesca. Para probar esta hipótesis fue necesario simular el 

rendimiento de pesca de la flota en las zonas pronosticadas y no pronosticadas por el 

modelo como zonas potenciales de pesca. Se utilizó varias aproximaciones para calcular 

el rendimiento de la flota; una de ellas fue considerar la cantidad de zonas por nave donde 

se capturó E. ringens dividida por la cantidad de zonas visitadas por barco, siendo ésta la 

probabilidad de pesca de la flota en un período de tiempo dado, correspondiendo a una 

aproximación del rendimiento de la misma (más capturas a menor esfuerzo implica mayor 

rendimiento) (Capítulo 2). También se utilizó las capturas (toneladas) divididas por la 

cantidad de zonas visitadas (Capítulo 3).  

 

El modelo de redes neuronales identificó zonas con condiciones oceanográficas favorables 

a la presencia de E. ringens (zonas potenciales de pesca), aunque esto no implica que 

necesariamente la especie estará presente. Esto ocurre debido a la existencia de 

interacciones con otras especies, tal como predación o competencia (Melo-Merino et al. 

2020). Esta es la razón por la que el modelo identifica más zonas potenciales de pesca en 

relación a aquellas en las que se capturó realmente E. ringens (Tabla 1). Sin embargo, la 

probabilidad de pesca (rendimiento) en las zonas potenciales fue mayor que en las zonas 

no potenciales, y mayor que la probabilidad de pesca de la flota visitando todas las zonas 

(Tabla 1). Por lo tanto, el rendimiento de la flota sería mayor si visitara sólo las zonas 

potenciales de pesca identificadas por el modelo de redes neuronales. Se aclara que esto 

se refiere al rendimiento como probabilidad de pesca, no como volumen de captura 

(toneladas). 

 

En el Capítulo 2 de esta tesis se simuló cómo hubiera sido el rendimiento anual de la flota, 

siguiendo las zonas recomendadas por el modelo de redes neuronales (zonas potenciales 

de pesca). En esta simulación (Figura 4, Capítulo 2) se observó que la probabilidad en las 

zonas potenciales de pesca fue mayor que en las zonas no potenciales en todos los años. 

Los resultados indicaron que si la flota hubiese realizado la búsqueda de cardúmenes de 
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E. ringens en las zonas recomendadas por el modelo, entonces se habría obtenido, en 

promedio, 88% más de probabilidad de encontrar pesca que en las zonas no recomendadas 

por el modelo. A escala mensual, el modelo de redes neuronales resultó ser efectivo en la 

predicción de las probabilidades de pesca de E. ringens, dado que las probabilidades de 

pesca observadas de la flota aumentan potencialmente con el aumento de las 

probabilidades de pesca mensuales predichas (Capítulo 3, Figura 3), observándose alta 

correlación entre ambas variables. De lo anterior es posible deducir que, operando en las 

zonas de mayor probabilidad entregadas por el modelo, se podría mejorar la probabilidad 

de pesca de la flota y, por tanto, su rendimiento. En las simulaciones realizadas para el 

año con condiciones características de El Niño (2015), La Niña (2007, 2013, 2020) y 

Neutrales (2004) se observó que los mayores rendimientos de la flota (toneladas captura 

por zona navegada) ocurrieron dentro de las primeras 20 mn desde la costa, coincidiendo 

con las mayores probabilidades entregadas por el modelo. El año con mayor rendimiento 

de pesca de los analizados fue el 2004, cuando las condiciones oceánicas eran neutrales. 

En ese mismo año también se presentaron las mayores probabilidades de pesca predichas 

por el modelo (Capítulo 3, Figura 4). 

 

La cantidad anual de zonas potenciales de pesca de E. ringens, identificada por el modelo 

de redes neuronales, presentó correlación positiva con los desembarques (Capítulo 3, 

Figuras 8 y 9). Esta variable es un indicador de qué tan apto está el ambiente para el 

encuentro de cardúmenes de esta especie. Las menores cantidades de zonas potenciales 

de pesca ocurrieron en los períodos 2015-2016 y 2020-2021, coincidiendo con las 

mayores caídas de los desembarques de Corpesca (Capítulo 3, Figura 9), excepto en los 

años 2005 y 2007, cuando se observó un ligero desfase de estas series. En el resto de los 

años se presenta la misma tendencia, destacando la marcada tendencia a la baja de ambas 

series en el período 2012 a 2016, que culminó con un evento El Niño (el segundo año de 

menores capturas de la serie). También con este indicador se estimó correctamente el 

incremento en los desembarques de los años 2011 y 2018. A mayor cantidad de zonas 

favorables al encuentro de cardúmenes de E. ringens determinadas por el modelo, mayor 

es la probabilidad de que sean visitadas por la flota y se capture al recurso pesquero 

objetivo E. ringens. Además, si se prioriza la búsqueda en dichas zonas, entonces es 

posible obtener mejores rendimientos que buscando aleatoriamente en toda el área de 

operación de la flota, apoyando con este resultado la segunda hipótesis de esta tesis. 

 

La predicción de zonas de pesca ha sido un fuerte desafío en Chile y Latinoamérica, 

habiéndose realizado varios esfuerzos en este tema (Barbieri et al. 1989; Nieto et al. 2001; 

Silva et al. 2002, 2012a; Yáñez et al. 2004). En efecto, Nieto et al., (2001), Yáñez et al., 

(2004) y Silva et al., (2012a), aunque muestran resultados satisfactorios, utilizan 

información oceanográfica de productos satelitales, la cual es una instantánea del estado 

del océano, pero no permite proyectar temporalmente estas condiciones en el corto plazo. 

Además, se desconoce si dichos estudios tuvieron alguna aplicación práctica para la 

administración de la flota.  
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Para la predicción de zonas potenciales de pesca de E. ringens en el norte de Chile, la 

aplicación de redes neuronales se revela como una alternativa interesante con aplicación 

práctica. El modelo de redes neuronales aplicado tiene la ventaja que se puede 

implementar con pocos supuestos sobre los datos pesqueros y ambientales (Suryanarayana 

et al. 2008; Wang et al. 2015). Este tipo de modelos ha mostrado desempeño superior a 

los modelos estadísticos convencionales como son los GLM (Generalized Linear Models) 

y GAM (Generalized Additive Models) (Tan y Beklioglu 2006; Suryanarayana et al. 

2008; Mateo et al. 2011; Wang et al. 2015). Estos últimos son implementados suponiendo 

ciertas características de los datos, tales como linealidad, normalidad y homocedasticidad 

(Yudaputra et al. 2019). Sin embargo, tales supuestos difícilmente se cumplen en 

situaciones reales debido a falta de información en zonas no exploradas por la flota, a la 

dificultad asociada a la no linealidad de los procesos ecológicos (Tan y Beklioglu 2006), 

y a las complejas interacciones ambiente-recurso (Wang et al. 2015). 

 

En esta tesis se analizó fundamentalmente cambios en la distribución, capturas y 

desembarques de E. ringens forzados por las condiciones oceanográficas. Las relaciones 

entre variables oceanográficas y la distribución especies en el océano no son lineales 

(Wang et al. 2015); por esta razón se recurrió a las redes neuronales, ya que se ha 

demostrado su eficacia en la representación de procesos no lineales (Tan y Beklioglu 

2006; Armas et al. 2022). Se utilizó la probabilidad estimada por el modelo de redes 

neuronales como proxy de la variación de las condiciones oceanográficas, ya que dicho 

modelo fue entrenado solamente con tales condiciones; por tanto, cualquier variación de 

las probabilidades de pesca de E.ringens estimadas por el modelo se produce a 

consecuencia de un cambio a nivel oceanográfico. 

 

El modelo de redes neuronales desarrollado como parte de esta tesis presenta algunas 

limitaciones relacionadas con la propia red neuronal, y otras con los datos de entrada. Las 

redes neuronales son consideradas modelos de caja negra, dada la dificultad en interpretar 

el mecanismo interno por el cual estas hacen sus predicciones (Olden et al. 2004). En el 

Capítulo 1 se indagó en la importancia de cada variable en el modelo. Sin embargo, el 

presente trabajo se centró más en determinar los cambios de las condiciones 

oceanográficas a través de la probabilidad de pesca estimada por el modelo de redes 

neuronales. No se profundizó en el análisis de las variables oceanográficas que en 

particular produjeron los cambios oceanográficos que condujeron a la disminución de los 

desembarques de E. ringens, sino que se trataron todas las variables en conjunto a través 

de la probabilidad de pesca. Los datos de entrada al modelo están desbalanceados, 

existiendo muchos más registros de zonas sin pesca que con pesca, lo cual añade la 

dificultad que el modelo tiende a pronosticar mayormente que no habrá pesca y a entregar 

bajas probabilidades de pesca. La georreferenciación de las capturas existentes en la base 

de datos de Corpesca se asigna mediante un algoritmo automático que, según las 

trayectorias de las naves, estima la zona probable de captura, esta estimación está sujeta a 

errores. Sin embargo, se considera que los resultados del presente estudio, aún con las 

limitaciones antes mencionadas, fueron satisfactorios. 
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Se recomienda la mejora continua de este modelo, ya que las redes neuronales son 

modelos complejos que se componen de una serie de parámetros (tasas de aprendizaje, 

criterios de detención del entrenamiento, función de optimización objetivo; ver Capítulo 

2), los cuales pueden seguir siendo optimizados para mejorar las predicciones. Además, 

la mejora y aumento de los datos de entrada al modelo pueden contribuir a la mejora en la 

precisión del modelo. Se recomienda trabajar en la eliminación del sesgo geográfico 

(latitud y longitud), ya que de esta forma se podría encontrar nuevas zonas de pesca nunca 

visitadas por la flota. En esta investigación se utilizó un perceptrón multicapa que es la 

red neuronal más sencilla, aunque en futuras investigaciones se podría probar diferentes 

arquitecturas de redes neuronales buscando mejorar los pronósticos. 

 

En relación con la presente investigación debe destacarse la disponibilidad de millones de 

datos de presencia-ausencia de E. ringens pesca (2003-2020), aportados por la empresa 

pesquera Corpesca S.A., y pronósticos oceanográficos obtenidos del programa 

Copernicus, lo cual permitió proyectar las condiciones oceanográficas hacia adelante en 

el tiempo y, por tanto, proyectar las probabilidades de pesca de E. ringens. De hecho, la 

empresa pesquera Corpesca S.A. está usando esta herramienta en el norte de Chile como 

apoyo a las prospecciones pesqueras, para recomendar zonas de pesca de E. ringens, lo 

que permite administrar mejor a la flota en términos de auto-regulación del esfuerzo de 

pesca.  

 

En este estudio se probó que el uso de redes neuronales es un enfoque válido para 

identificar cambios en las probabilidades de pesca de E. ringens durante eventos ENSO 

por parte de la flota cerquera anchovetera del norte de Chile. La relación encontrada entre 

la cantidad de zonas potenciales de pesca y los desembarques industriales anuales de E. 

ringens (Capítulo 3, Figura 8, 9), en el norte de Chile, muestra el peso que tienen los 

cambios oceanográficos en la distribución, accesibilidad y vulnerabilidad de esta especie 

a la pesca y, por tanto, en el rendimiento de la flota y en el nivel de capturas anuales. Los 

mapas de distribución de probabilidades de zonas de pesca de E. ringens (Capítulo 2 y 

Capítulo 3) pueden permitir entender y anticipar las consecuencias que eventos ENSO 

extremos pudieran tener sobre la probabilidad de la flota de encontrar cardúmenes de E. 

ringens accesibles a la pesca, y, por tanto, en los desembarques y rendimiento de la flota 

industrial. Esto podría tener un impacto positivo en la toma de decisiones en la operación 

de la flota tanto a corto como a mediano plazo.  

 

Con el seguimiento de la cantidad de zonas potenciales de pesca disponibles identificadas 

por el modelo es posible monitorear remotamente cuán apto está el ambiente para la 

presencia de E. ringens. El modelo de redes neuronales y la metodología desarrollados en 

este estudio (Capítulo 2, Sección Materiales y Métodos) podrían aplicarse a otros stocks 

de E. ringens y a otras especies de las que se disponga de datos de presencia-ausencia de 

pesca. Las salidas de este tipo de modelos (mapas de distribución de probabilidades de 

pesca) pueden ser utilizados como input de modelos de optimización de operación de la 

flota, con lo que se podría mejorar la eficiencia de las operaciones pesqueras, optimizando 

rutas y tiempos de pesca.  
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7 CONCLUSIONES 
 

 

1. Los resultados obtenidos dan sustento a las hipótesis planteadas, ya que se 

demuestra que la variabilidad ambiental, representada por las variables 

seleccionadas logran explicar la eficiencia de pesca de corto plazo de E. ringens 

en el norte de Chile. 

 

2. Las variables independientes que explican mejor las capturas por zonas de pesca 

de E. Ringens en la zona norte de Chile son: longitud geográfica (23%), 

profundidad de la capa de mezcla (18%), latitud geográfica (15%), temperatura 

superficial del mar (12%), mes (12%), altura del mar (9%) y salinidad (9%). 

 

3. El modelo de redes neuronales que considera las variables oceanográficas 

seleccionadas fue capaz de pronosticar efectivamente zonas de pesca de E. ringens 

en el corto plazo y la distribución espacial de esta especie durante eventos ENSO 

en la zona norte de Chile. 

 

4.  El uso de los pronósticos de pesca del modelo de redes neuronales podría resultar 

en una mejor operación de la flota al disminuir el esfuerzo y aumentar el 

rendimiento.  

 

5. La aplicación de resultados obtenidos en la presente tesis puede contribuir a 

entender y anticipar las consecuencias que eventos ENSO extremos pudieran tener 

sobre la probabilidad de la flota de encontrar cardúmenes de E. ringens accesibles 

a la pesca y, por tanto, en el rendimiento de la flota industrial. 
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