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Resumen

Usualmente, las instituciones bancarias no cuentan con informacion actualizada de la renta o
ingresos mensuales que reciben sus clientes. Esta informacion es utilizada para mejorar la
gestion de oferta de productos, como por ejemplo, segmentar a los clientes y ofrecer tipos de
productos diferenciados. Por otra parte, estas entidades construyen modelos predictivos donde
pueden llegar a utilizar cientos de variables explicativas, de las cuales solo un subconjunto
de estas realmente contribuyen en capturar la variabilidad de la respuesta. En este trabajo se
propone una metodologia que permite entrenar un modelo de Machine Learning (XGBoost)
con un subconjunto reducido de variables explicativas, en comparacién a la base completa de
variables que utiliza la institucién. Esto, bajo el supuesto de que tener el nimero éptimo de
variables explicativas puede igualar o aumentar el poder predictivo y disminuir la complejidad
del modelo. Luego, para transparentar las predicciones obtenidas por el modelo, se ofrece un
analisis de interpretabilidad utilizando el método Shapley Additive Explanations (SHAP)
( ). Para realizar la reduccién del ntimero de variables explicativas se
compararon y aplicaron dos métodos de seleccién de variables, Boruta-XGBoost (

( ), ( )) y BorutaShap ( )- La metodologia propuesta
se tested sobre datos simulados, en donde las variables explicativas creadas tuvieron asociados
distintos pesos. El objetivo principal del estudio de simulacién fue ver si los métodos eran
capaces de seleccionar como “importantes” aquellas variables que dependian directamente
de la respuesta (de la forma Y = 821 + faxe + ... + B,2,), y como “no importantes” o “no
informativas” a aquellas que a priori no estaban relacionadas con la respuesta (2,41, ..., Zpiq,
con p, ¢ fijos). Finalmente, aplicamos nuestra metodologia sobre un conjunto de datos real.
Este cuenta con los registros de renta de 10.000 clientes bancarios y un total de 426 variables
explicativas. Los resultados muestran que el método BorutaShap ofrece un subconjunto de
35 variables que aumentan el poder predictivo del modelo XGBoost, superando incluso al
modelo entrenado con las 426 variables originales en cuanto a porcentaje de éxito. Este trabajo
representa un aporte para las instituciones financieras, ya que a partir de la adopcién de
nuestra metodologia seran capaces de identificar de forma consistente y dar seguimiento
a las variables mas influyentes, pudiendo ademads reducir la complejidad y el tiempo de

entrenamiento de los modelos XGBoost sin sacrificar el poder predictivo de los mismos.

Palabras Clave — Extreme Gradient Boosting (XGBoost), métodos de seleccién de variables,

Shapley Additive Explanations (SHAP), renta de clientes bancarios.
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Abstract

Usually, banking institutions do not have up-to-date information on the monthly income
received by their clients. This information is useful for improving the management of product
offerings, for example, segmenting clients and offering differentiated types of products. On
the other hand, financial institutions build predictive models where they can use hundreds of
features, of which only a subset of these contribute to capturing the variability of the response.
In this work we propose a methodology for training a Machine Learning model (XGBoost)
with a subset of explanatory features, in comparison with the complete set of features used by
the institution. This, assuming that having the optimal number of explanatory features can
equal or increase the predictive power and decrease the complexity of the model. Then, in
order to make the predictions obtained by the model transparent, an interpretability analysis
was performed using the Shapley Additive Explanations (SHAP) ( , )
method. To perform the reduction of the number of explanatory features, two feature selection
methods were compared and applied. Boruta-XGBoost ( , ;

, ) and BorutaShap ( , ). First, a simulation study was performed; In this
study, the explanatory features had different weights associated with them. The main objective
of the simulation study was to see if the methods were able to select as “important” those
teatures that depended directly on the response (of the form Y = 3,21+ f222+. ..+ ,2,), and
as “unimportant” or “non-informative” those that a priori were not related to the response
(Tp+1, - - - Tpiq, With p, ¢ fixed). Finally, we applied our methodology to a real dataset. This
dataset includes the income records of 10.000 bancary clients and 426 explanatory features.
The results shows that the BorutaShap method offers a subset of 35 features that increase
the predictive performance of the XGBoost model in terms of success rate, surpassing even
the original model trained with 426 features. This work represents a contribution to financial
institutions, since, by adopting our methodology they will be able to consistently identify and
follow up on the most influential variables, reducing the complexity and training time of the

XGBoost models without sacrificing their predictive power.

Keywords — Extreme Gradient Boosting (XGBoost), feature selection methods, Shapley
Additive Explanations (SHAP), bancary clients income.
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Capitulo 1

Introduccion

Las entidades financieras se enfrentan a la incertidumbre de que muchos de sus clientes no
tienen informacién actualizada sobre los ingresos monetarios totales que estos reciben. Los
ingresos monetarios pueden entenderse como la suma de todas las ganancias mensuales tales
como sueldos, pensiones, renta por arriendos, entre otros. La informacioén de los ingresos
monetarios es utilizada por las instituciones financieras en una amplia variedad de aspectos
claves para la gestion interna y para el contacto comercial con los clientes, algunos aspectos

relevantes son:
e Mejorar la asignacion de ofertas de distintos productos bancarios.

e Ofrecer montos de crédito 6ptimos, es decir, ofrecer mds cupo a los clientes de mayor

renta, y menor cupo a los de menores rentas, con el fin de evitar el sobre-endeudamiento.

e Segmentar a los clientes existentes segiin sus ganancias, para asi ofrecer tipos de

productos diferenciados.

Tal como mencionamos anteriormente, todos los puntos recién nombrados forman parte
importante de la gestion interna de las instituciones financieras, por lo que se hace ttil
disponer de una estimacién lo mas precisa posible de los ingresos monetarios de los clientes
a partir de datos provenientes de diversas fuentes de informacién (e.j., nivel educacional,

lugar de residencia, situacién laboral, etc.).

En los dltimos afios, las instituciones financieras han adoptado nuevas metodologias
basadas en el uso de técnicas de Machine Learning (ML) como complemento a los modelos
estadisticos comtnmente utilizados. En la préctica, los modelos predictivos pueden ser
entrenados con cientos de variables explicativas, de las cuales solo un subconjunto de ellas
realmente contribuyen en capturar el comportamiento de la variable objetivo. Por otra parte,
el uso de modelos de ML mds complejos como los basados en arboles o redes neuronales,

traen consigo una pérdida en la interpretabilidad ( , ). De esto, surge el interés de



desarrollar una metodologia que permita seleccionar las variables mas importantes y por
otra parte darle interpretabilidad a las predicciones del modelo. A continuacion, se dard un

contexto general del problema a abordar junto con algunos conceptos previos.

El ML es el estudio de algoritmos capaces de mejorar o aprender autométicamente a través de
la experiencia y el uso de datos ( , ). Los enfoques méas comunes del aprendizaje
automatico son el supervisado y el no supervisado. En el aprendizaje supervisado, el algoritmo
es capaz de generalizar o aprender en base a datos con etiqueta, ya sea para problemas de
clasificacién o regresion ( , ). Por otro lado, el aprendizaje no supervisado
intenta extraer caracteristicas y patrones desde datos sin etiquetar ( , ). Las
técnicas de ML se han destacado por su eficiencia computacional y por lograr resultados
de prediccion superior a los obtenidos con las técnicas estadisticas comtinmente utilizadas
(ej. , ; , ). Actualmente, el ML es ocupado en una variedad de
aplicaciones, tales como finanzas, robética, reconocimiento de patrones, procesamiento de
lenguaje natural, diagnoésticos médicos, algoritmos de recomendacién para redes sociales,

predicciéon del modo de viaje de personas, entre muchas otras (e.j. , ; , ).

A pesar de las ventajas predictivas de los algoritmos de ML, en la comunidad cientifica estos

métodos son criticados por su naturaleza de “caja-negra” ( , ),y esta es la
principal barrera para adoptar estos métodos en otras areas ( , ). Ademas, segtin
( ), el problema es que una sola métrica, como la precisién de la

prediccion, es una descripcién incompleta de la mayoria de las tareas del mundo real.

De acuerdo con ( ), al momento de entrenar un modelo predictivo podria no
importar el por qué se tomoé una decisién, basta con saber que el rendimiento en un conjunto
de datos de prueba fue bueno. Pero en otros casos, conocer el “por qué” puede ayudar a
entender mejor el problema, los datos y la razén por la cual un modelo puede fallar. Por esta

razon, se hace necesario incorporar un andlisis de interpretabilidad de las predicciones para

generar confianza en los resultados del modelo ( , ; , ).
Segun ( ), la interpretabilidad es el grado en que una persona puede entender
la causa de una decisién. En esta linea, ( ) define la interpretabilidad

de un modelo como la medida en que las salidas son explicadas mediante las variables de
entrada. Cuanto mayor sea la interpretabilidad de un modelo de ML, maés facil serd para
alguien comprender por qué el modelo ha tomado determinadas decisiones o llegado a
ciertos resultados ( , ). Esta medida o valores de importancia pueden calcularse

para una sola prediccion (individualizada) como para todo el conjunto de datos y asi explicar
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el comportamiento general de un modelo (global) ( , ). Dentro de los
métodos comunes de interpretabilidad global y local destacan; Gréficos de dependencia

parcial, permutation feature importance, local surrogate models (LIME), Shapley Additive

Explanations (SHAP), entre otros (més informacién, revisar ( ))-

En ( ) se expone que los métodos comunes de interpretabilidad para
modelos basados en drboles como los entregados por XGBoost ( ( ),
sklearn ( ( )) v la libreria gbm de R ( ( )) son inconsistentes,

debido a que pueden reducir la importancia asignada a una variable cuando el verdadero
impacto de esa variable en realidad aumenta. Por esta razoén, en este trabajo de tesis se
utilizara la metodologia SHAP (Shapley Additive Explanations), desarrollada por (

, ), la cual esta basada en conceptos de teoria de juegos cooperativos, siendo los
valores Shapley ( , ) los tinicos que cumplen axiomas deseables para distribuir

una “ganancia” o valores de importancia de forma consistente a cada variable del modelo

( , 2022).

Algunas ventajas del método SHAP son:
e Tiene una base matematica sélida basada en teoria de juegos cooperativos.
e Dispone de una implementacion rdpida para modelos basados en arboles.

e El calculo rdpido permite computar los numerosos valores de Shapley necesarios para

las interpretaciones globales del modelo.

El objetivo de este trabajo de tesis es medir la capacidad predictiva del modelo Extreme
Gradient Boosting (XGBoost ( , )), comparar y aplicar dos métodos de
seleccion de variables y finalmente ofrecer un anélisis de la interpretabilidad local y global de
las predicciones del modelo mediante Shapley Additive Explanations (SHAP), tal como lo

han realizado otros autores (e.j. , ; , ; , ; ,

).

1.1. Revision de Literatura

La estimacién del ingreso monetario de clientes bancarios es un tema que ha sido poco
estudiado en la literatura, debido a temas de confidencialidad de la informacién de este tipo
de instituciones. De acuerdo a la revision, el tnico trabajo encontrado respecto al tema es
el de ( ), en este trabajo predicen los ingresos de los clientes

bancarios analizando el rendimiento de varios modelos de regresion.
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A continuacién, presentamos evidencia bibliografica que muestra el amplio uso del modelo
XGBoost en distintas areas del conocimiento. Ademas, se detallan algunos trabajos que se
centran en la idea de generar modelos interpretables basados en la combinacién del modelo
XGBoost y el método SHAP. Por dltimo, mostramos trabajos que han usado métodos de
seleccion de variables explicativas y en particular que hayan utilizado la idea detras del

método SHAP para este propdsito.

= En ( ), se comparan 16 algoritmos de regresion lineal y no
lineal para la prediccién de ingresos de clientes bancarios de diversos bancos en Turquia.
Se obtuvieron mejores resultados en algoritmos de regresién no lineal en comparacién
con algoritmos de regresion lineal. Se tomaron en cuenta métricas tales como error

cuadrético medio, error medio absoluto, R?, etc.

. ( ), compara entre regresion logistica y XGBoost para predecir si
un cliente bancario sera un buen pagador o no (modelo de clasificacién para variable
binaria). Se obtuvieron mejores resultados con el algoritmo XGBoost (exactitud 99,94 %,
sensitividad 99,88 %, especificidad 99,99 % y precisién 99,99 %), en comparacién a la
regresion logistica (exactitud 87,88 %, sensitividad 82,43 %, especificidad 93,13 % y
precision 92,05 %).

g ( ) compara los modelos XGBoost, Maquinas de Soporte Vectorial
(SVM) y Redes Neuronales Artificiales (ANN), con el objetivo de predecir una variable
continua relacionada al disefio de un medicamento utilizado en el tratamiento de la
Diabetes Mellitus. Por amplio margen se obtuvieron mejores resultados para el modelo
XGBoost.

. ( ) entrené un modelo explicativo basado en XGBoost y SHAP para
predecir la resistencia de un muro cortante de hormigén armado, obteniendo una
exactitud de 97% para el conjunto de validacién, siendo mejor que los modelos
semiempiricos comunes para la mecanica de solidos. Finalmente, se hizo un analisis
para estimar la importancia relativa de las variables y asi identificar atributos clave al

momento de estimar la resistencia del muro.

= En ( ) emplean un modelo XGBoost y un modelo de eleccién
discreta para predecir la eleccién del modo de viaje. En esta misma linea, en
( ) realizan una comparacion sistemdtica entre modelos de eleccién discreta y cinco

algoritmos de ML, incluyendo XGBoost, para modelar el mismo fenémeno.

. ( ) demuestra la utilidad de utilizar el método SHAP para una
seleccion 6ptima de variables, ademas del uso comun de explicar las predicciones de

un modelo. Se muestra que SHAP obtiene mejores resultados que otros algoritmos de
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selecciéon de variables.

1.2. Objetivos

El objetivo de este trabajo es entrenar un modelo Extreme Gradient Boosting (XGBoost)
para estimar ingresos mensuales de clientes bancarios (variable continua) con un acotado
numero de variables explicativas. Para esto, se realizard una selecciéon de variables explicativas,
comparando entre dos métodos comtinmente utilizados en la literatura de ML, a saber; Boruta-
XGBoost y BorutaShap. Luego, una vez determinado el mejor subconjunto de variables
explicativas se entrenarad un modelo XGBoost, a partir del cual realizaremos un andlisis de
interpretabilidad global y local de las predicciones mediante el método SHAP. Esto, con el fin
de identificar variables y grupos de variables que mds influyen en el ingreso monetario de los
clientes. Los datos utilizados los provee una instituciéon bancaria Chilena anénima, y estan
conformados por 10.000 registros de ingresos de clientes bancarios junto con 426 variables

explicativas. Los modelos y métodos de esta tesis serdn desarrollados mediante Python 3.9

( , 2009).

1.2.1. Objetivos especificos

¢ Entrenar modelos XGBoost para predecir el ingreso monetario de clientes bancarios.

e Comparar y aplicar métodos de seleccion de variables mediante un estudio de
simulacién, con el fin de eliminar aquellas variables que tienen contribuciones bajas o

nulas sobre el desempefio predictivo del modelo.

e Analizar la interpretabilidad global y local de las predicciones del modelo final mediante
el uso del método SHAP.
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Capitulo 2

Marco Teorico

En este capitulo se presentan las principales definiciones y conceptos previos de los métodos
utilizados en el desarrollo de este proyecto de titulo, partiendo desde el funcionamiento de
los modelos basados en arboles; Gradient Boosting y Extreme Gradient Boosting, pasando
por la teoria de juegos cooperativos y valor de Shapley, para luego definir los problemas de
seleccién de variables y bisqueda de hiperpardmetros. Finalmente, se presentan las métricas

de evaluacion y comparacién de los modelos entrenados.

2.1. Modelos basados en arboles

En términos generales, los modelos basados en drboles dividen el espacio de variables en un
conjunto de rectdngulos y ajustan un modelo sencillo en cada uno de ellos. Estos modelos se
pueden aplicar tanto para problemas de regresién como de clasificacién. Nos enfocaremos en

los arboles de regresion debido a la naturaleza del problema a abordar.

Inicialmente, en ( ) se define el concepto de Bagging, que consiste en un
método que combina las predicciones de varias secuencias de datos para crear un resultado
mads preciso. Esto puede ser aplicado a drboles de decision, separando un conjunto de datos
en N partes, ajustando un arbol de decisién a cada uno y luego promediando las salidas para

obtener un resultado final.

Luego de esto surgio el concepto de Boosting, que sigue una légica similar al método Bagging.
Se separa un conjunto de datos en N partes, donde los predictores (en nuestro caso, rboles
de decisién) aprenden de los errores que han cometido los arboles anteriores, obteniendo el

resultado final a través del tltimo arbol.
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Con esto, se define un modelo de ensamble como aquel que estd formado por un conjunto de
arboles de decision individuales, los cuales son entrenados de forma secuencial, de forma de
que cada nuevo arbol utiliza la informacién del arbol anterior para aprender de sus errores.
La prediccion de una nueva observacion se obtiene sumando las predicciones de todos los
arboles que componen al modelo. Esta es la 16gica que siguen los modelos Gradient Boosting

y Extreme Gradient Boosting.

2.1.1. Gradient Boosting

Siguiendo con los modelos aditivos de arboles, definiremos el modelo Gradient Boosting.
Inicialmente, un &rbol de decisién particiona el espacio de variables en regiones disjuntas
R;, j = 1,...,J. Estas regiones representan los .J nodos u hojas terminales del arbol. Una

constante b; se le asigna a cada region, tal que

r e R = f(z) =0b;.

Asi, podemos definir un drbol como

El algoritmo Gradient Boosting busca una aproximacién F'(z) como una suma ponderada de

M arboles de decisién h,,(x), denominados aprendices débiles,

Dado un set de n datos de entrenamiento, el objetivo del método es minimizar el valor de una
funcién de pérdida L. La forma de hacer esto consiste en partir de un valor F(x) constante e

ir incrementandolo. Asi, la prediccién del modelo en el m-ésimo paso se obtiene mediante
Fon(2) = Fro1(2) + Ymhim (@),

donde

n

Ym = argmin D L(yi, P (1) + yhom(2:2)).
r=1

A continuacioén, se describe el funcionamiento del algoritmo Gradient Boosting:

(1) Como input se recibe un conjunto de entrenamiento {(z;,v;)}~;, una funcién

diferenciable L(y, F'(x)) y un nimero M de iteraciones.
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(2) Para cadam = 1 hasta M se calculan los pseudo-residuos dados por

Tim = = [ng;—(];f)xl))] F(z)=Fpn-1 7

parai = 1,...,n. Luego, calcular el resultado de un arbol %,,(z) utilizando los pseudo-
residuos, es decir, el conjunto {(z;, )}, de esta forma, el modelo aprende de los

errores del paso anterior.

(3) Se calcula 7,, al resolver el siguiente problema de optimizacién

Ym = arg min Z L(yi, o1 () + Yhp ().
Y

r=1

(4) Se actualiza el modelo
Fo(z) = Fro1(x) + Ymhon ().

De esta forma, se obtiene la prediccién final F)/(z) en el paso M.

2.1.2. Extreme Gradient Boosting (XGBoost)

El algoritmo Extreme Gradient Boosting (XGBoost) surge como una implementacion eficiente
del método Gradient Boosting, desarrollada por ( ). Entre las
principales caracteristicas se destaca el incluir términos de penalizacién para evitar el
sobreajuste, reduccién proporcional de las hojas de los drboles, método de Newton-Raphson

para funcién de pérdida e implementacion eficiente para entrenamiento en multiprocesadores.

Se define la siguiente funcién objetivo, la cudl queremos minimizar, a modo de ayudar al

aprendizaje del modelo

L(6) = 3 Llyir§i) + Y U fi), (2.1.1)

donde L es una funcién diferenciable que mide la diferencia entre la prediccién y; y el valor

real y;, y € se define como
1
Q) =T + Al 12,

donde T es el namero de hojas en el rbol, w € R” los pesos de las hojas del arbol y los
términos de regularizacién v y A ayudan a evitar el sobreajuste. En términos generales,
(1 penaliza la complejidad del modelo, esta es una de las caracteristicas que diferencia al

Gradient Boosting del Extreme Gradient Boosting.
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Por otro lado, se utiliza una aproximacién de segundo orden para la funcién de pérdida.
Primero, se define 7,/ como la prediccién de la instancia i en la iteracion ¢, agregaremos f;

definido anteriormente a la funcién objetivo (2.1.1).

'C(t Z L yza Az(t + ft(zz)) + Q(ft) (212)

Luego, la aproximacién de segundo orden a f:

n

£0 S0 ) + i) + Sh )]+ OUR) (2.13)

donde g; = 0y¢-n L(yi, §"~V) y hi = 81 L(y;, §"'~") son los gradientes de primer y segundo
orden de la funcién L.

A continuacion, se describe el funcionamiento basico del algoritmo XGBoost:

(1) Como input se recibe un conjunto de entrenamiento {(z;, y;) }/-,, una funcién de pérdida
al menos dos veces diferenciable, un nimero M de iteraciones y & € R* una tasa de

aprendizaje.

(2) Se inicia el algoritmo con un valor constante

fo(z) = arg mein Zn: L(y;,0)

=1

(3) Param =1,...,M yparai=1,...,nse calculan los gradientes de primer y segundo
orden
OL(y;, [ (x; ))}
gm\T;) =
@) { 8f(xz) F@)=fmr@)
2
f fm 1
(4) Luego, se calcula el resultado de un arbol utilizando el conjunto {xi, — Zm ((x,)) } ,al
m\Li) ) j—1

resolver el siguiente problema de optimizacién

n

o = argmin Y S | -9 - ¢<xi>r |

i=1
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Luego se actualiza la predicciéon

f(m)(x) = f(mfl)(‘r) + fm(x)

De esta forma, se obtiene la prediccion final

Este es el funcionamiento bésico del algoritmo, atin asi, mds adelante se detallara sobre los
pardmetros extra que incluye la implementacién de XGBoost, los cuales sirven para mejorar

la forma y modo de aprendizaje a partir de los datos.

2.2. Teoria de Juegos Cooperativos

En esta seccion se introducirdn los conceptos més importantes de Teoria de Juegos
Cooperativos. La importancia de este tema es describir como los valores Shapley pueden
dar una distribucién “justa” de pagos a los jugadores dependiendo de sus contribuciones
individuales. Luego, este concepto se llevara al &mbito de ML, donde cada jugador serd

representado por una variable explicativa.

Definicién. Sea N' = {1,...,N} un conjunto finito de jugadores. Llamamos a cada

subconjunto no vacio C C N una coalicién de N.

Definicién. Un juego cooperativo G se define por un par (N, v), donde v : 2% — R es una
funcién caracteristica que asigna un nimero real a cada coalicion C C N, y que ademds

satisface v(()) = 0. El valor v(C) se conoce como el valor de la coalicién C.

Notemos que v asigna el valor de una coalicién en su conjunto, y no a sus miembros
individuales. Es decir, la funcién caracteristica no dicta como debe dividirse el valor de
la coalicién v(C) entre los miembros de C. Esta es la principal motivacién para abordar el

problema de asignacion de pagos a partir de cuanto contribuye cada jugador.

Ejemplo. Consideremos un juego cooperativo con 3 jugadores N' = {1,2,3}. La funcién

caracteristica v representa la distribucién de pagos para cada coalicion, consideremos los
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siguientes valores a modo de ejemplo.

v(@) =0 v({1}) =7 v({2}) =11 v({3}) = 14
v({1,2}) = 18 v({1,3}) =21 v({2,3}) = 23 v({1,2,3}) = 25.

Respecto a los resultados del juego cooperativo, definiremos los siguientes dos conceptos:

Definicién. Dado un juego cooperativo G = (N, v), definimos la estructura de la coalicion sobre

N como una coleccién no vacia de coaliciones Cs = {Cy, ...,C;} tal que
i U?:l Cj = N
e C;NCj =0, Vi,je{l,... k} talesquei # j

Definicion. Un vector z € R" se define como vector de pago para la estructura de la coalicion
Cs sobre N ={1,...,N}si

.Z,L'ZO, \V/ZEN

o) <) Viefl,.. . k}
1€C;
Lo que nos dice esto es que cada jugador debe recibir un pago no negativo y que el monto

pagado a una coalicién no puede exceder el valor de la coalicién, esto ultimo se conoce como

condicién de factibilidad.

El resultado de un juego G es un par (Cs, z), donde Cs es una estructura de coalicién sobre G
y z es un vector de pago para Cs. Dado el vector de pago z, z(C) denota el pago total ) _, . 2

a una coaliciéon C C .
Definicién. Denotaremos C's,, al conjunto de estructuras de coalicién sobre N.

Ejemplo. Consideremos un juego con 3 jugadores N = {1, 2, 3}. Hay 7 posibles coaliciones
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no vacias.

¢ ={1}

C, ={2}

C3 = {3}

C, ={1,2}
Cs = {2,3}
Ce = {1,3}
C; ={1,2,3},

y 5 posibles estructuras de coaliciéon
Cspom = L UL {2 {300 {15423, {23 {1, 30 {8 {123, {{1,2,3}} 1

Notemos que toda estructura de coaliciéon junto a un vector de pagos para dicha estructura
corresponde a un resultado del juego cooperativo G. Sin embargo, no todos los resultados
son igualmente deseables. Por ejemplo, si en un juego todos los jugadores contribuyen
igualmente, nos gustaria que la distribuciéon de pagos sea igual para todos y no que un

jugador se lleve toda la ganancia.

Aqui es donde introducimos la nocién de valor de Shapley, el cual es un concepto de solucién
del juego cooperativo con respecto a la gran coaliciéon . Este, define una forma de distribuir
el valor v(N), basado en la intuicién de que el pago que reciba cada jugador debe ser

proporcional a su contribucién. Antes de definirlo veremos los siguientes conceptos.

Definicién. Definimos II(N') como el conjunto de las posibles permutaciones de A. Una
permutacién especifica se define como 7 € II(N) y 7 (i) es la posicién del jugador i € A en la

permutacion .

Definicién. Definimos el conjunto de predecesores del jugador i € N en la permutacién = como
la coalicion
Pl={jeN:n(j) <m(i)}

Considerando para un juego cooperativo la siguiente permutacién = = (3, 2, 1) tendremos los

siguientes conjuntos predecesores parai € {1,2,3}, PT = {3,2}, PT = {3} y P§ = 0.
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Definicién. La contribucion marginal de un jugador i € N con respecto a una permutacién

en un juego G = (N, v) estd dada por

AS(i) = o(PF U {i}) — o(PY).

Esto define en qué medida el jugador ¢ aumenta el valor de la coalicién formada por sus
predecesores en 7 cuando se une a ellos. Ahora, definimos el valor de Shapley para un jugador
i, que basicamente consiste en su contribucién marginal promedio, donde el promedio se

toma sobre todas las permutaciones de .

2.2.1. Valor de Shapley

Definicién. Dado un juego cooperativo G = (N, v) con |N| = N, el valor de Shapley de un
jugador i € N denotado por ¢;(G) estd dado por

©i(G) ::% > ALx). (2.2.1)
" well(N)

Ejemplo. Consideremos un juego G = (N, v), con 3 jugadores N' = {4, B,C}, donde la
funcién v tiene los valores v(0)) = 0, v({A}) = v({B}) = v({C}) = 0,v({A, B}) = v({A,C}) =
500, v({B,C}) = 750 y v({4, B, C'}) = 1000. Calculemos el valor Shapley para el jugador A.
Vemos que hay 2Nl =6 permutaciones de los jugadores, 71 = (A, B,C), m = (A,C, B), 13 =
(B,A,C),my=(C,A,B),m5 = (B,C,A)ym = (C, B, A). Luego, calculamos las contribuciones

marginales

AL (A) = v({A}) —v(0) =0

AL (A) =v({A}) —v(0) =0

AT (A) =v({A, B}) —v({B}) = 500
AL (A) = v({A,C}) = v({C}) = 500
A (A) = v(N) —v({B,C}) =250
A% (A) =v(N) —v({B,C}) = 250

Finalmente el valor de Shapley para el jugador A sera

©a(G) = (500 + 500 4 250 + 250) /6 = 250
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Ahora, estudiaremos propiedades interesantes y deseables del valor de Shapley. La primera
de ellas refiere a que el valor de Shapley es eficiente, es decir, distribuye el valor de la gran

coalicién v(N') a todos los jugadores.
Proposicién. Para todo juego cooperativo G = (N,v) con N = {1,..., N} se cumple
N
Z pi(G) = v(N).
i=1
Demostracion. Ver ( ) (Cap.2, Prop. 2.12).

Otra propiedad interesante del valor de Shapley es que no asigna pago a jugadores que no

contribuyen a alguna coalicion.

Definicién. Dado G = (N, v) un juego cooperativo, diremos que un jugador i es dummy si
v(C) = v(C U {i}) para toda coalicién C C N.

Proposicién. Para todo juego cooperativo G = (N, v), si un jugador i € N es dummy en G,

entonces ¢;(G) = 0.

Demostracion. Ver ( ) (Cap. 2, Prop. 2.13).

Otra propiedad del valor de Shapley es la simetria. Es decir, que si dos jugadores contribuyen

lo mismo, tendrdn el mismo valor de Shapley.

Definicién. Dado G = (N, v), decimos que dos jugadores i,j € N son simétricos en G si
v(CU{i}) =v(CU{j}) para cualquier coalicion C C N.

Proposicién. Para todo juego cooperativo G = (N, v). Si dos jugadores i, j € N son simétricos,

entonces ¢;(G) = ¢;(G).

Demostracion. Ver ( ) (Cap. 2, Prop. 2.14).
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2.3. Shapley Additive Explanations (SHAP)

En ( ) se definen los valores SHAP como una medida unificada de la
importancia de las variables sobre las predicciones individuales que se obtienen a partir del
entrenamiento de un modelo de ML, estos valores representan una solucién a la ecuacién
del valor de Shapley (2.2.1). Dada una instancia del modelo, el objetivo es descomponer la
prediccion y asignar los valores SHAP a las variables individuales de la instancia. De esta
forma, los valores SHAP pueden medir las contribuciones de las variables de entrada a la

prediccion del modelo ( , )

Definicién: (Explicabilidad global) Sea f el modelo a utilizar y definamos el conjunto de
jugadores como los valores de las variables de una tnica instancia de datos, es decir,
N ={z;]1 <i < n}.La funcién caracteristica v 0 “pago” a una coalicién C C N estd dada por
la prediccién v(C) = f(C) = E[f(x)|zc] calculada desde el subconjunto de variables, donde
E[f(x)|zc] es el valor esperado de la prediccién del modelo condicionado por el subconjunto

de variables C.

De esta forma, se pueden obtener los valores SHAP extendiendo el calculo con la ecuacién
(2.2.1). El célculo de los valores SHAP ofrece una descomposicion completa de la prediccion,

ya que se satisface la propiedad de eficiencia comentada anteriormente.

A pesar de las ventajas tedricas de utilizar los valores SHAP para la interpretabilidad de un

modelo, su uso practico se ve obstaculizado por los siguientes puntos:
» Es complicado estimar E[f(x)|z¢| eficientemente.
» Laecuacion (2.2.1) para el cdlculo de los valores SHAP tiene complejidad exponencial.

Si quisiéramos estimar directamente los valores SHAP para un modelo, se puede utilizar
Kernel SHAP, un algoritmo descrito en ( ). Dicho algoritmo tiene
complejidad O(T'L2M), donde T es el ntimero de &rboles del modelo, L el nimero méximo de
hojas en algtin drbol y M es el nimero de variables. Claramente, el algoritmo tiene complejidad
exponencial, lo cual es una desventaja si consideramos un niimero grande de variables. En el
mismo trabajo, se propone el método Tree-SHAP, el cual aproxima los valores SHAP mediante
un algoritmo de complejidad O(T'LD?) con D = log L. Es decir, es polinomial con respecto
al tamafio de la entrada. Por esto, usualmente se utiliza la implementaciéon de Tree-SHAP
para aproximar los valores SHAP. Dicha implementacién estd incorporada en la libreria shap
( , ) de Python. Para més informacién sobre formas de aproximar los
valores SHAP ver ( )
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2.4. Meétodos de Seleccion de Variables

El problema de seleccién de variables surge de la gran cantidad de informacién existente en
las bases de datos actuales, ya que muchos modelos muestran una disminucién en la precisiéon
cuando el niimero de variables utilizadas para entrenarlo es mayor al éptimo ( ,

; , ). La presencia de variables irrelevantes implica un aumento
en los costes de almacenamiento y computacién, ademds de limitar la interpretabilidad
del modelo. La seleccién de variables puede mitigar estos problemas identificando y

seleccionando las variables relevantes y eliminando las irrelevantes y redundantes.

Por esta razén, compararemos entre dos métodos de seleccion de variables; Boruta (

, ) y Boruta SHAP ( , ). En el Capitulo 4 se describird el estudio
de simulacién realizado con datos generados en distintos escenarios, a modo de validar y
comparar la efectividad de ambos métodos. A continuacién, definiremos los métodos Boruta
y Boruta SHAP.

2.4.1. Boruta

Boruta ( , ) es un método utilizado para obtener un subconjunto de
variables “importantes” para el modelo. Estd basado en el algoritmo Random Forest ( ,

), el cual es relativamente rapido y normalmente puede ejecutarse sin necesidad de
ajustar los hiperpardmetros. Ademds, proporciona una estimacién numérica de la importancia
de las variables que se calcula por separado para todos los drboles del bosque que utilizan
una variable determinada. Por otro lado, teniendo la importancia entregada por Random

Forest se calculan los puntajes estdndar

Parai € V,conV el conjunto de variables del modelo, ;2 1a media y o desviacién estdandar de las
importancias de las variables. Estos puntajes estindar miden qué tan lejos esta la importancia
de la i-ésima variable con respecto a la desviacion estdndar de todas las importancias. Este
puntaje serd utilizado por Boruta como medida de importancia para discernir entre las
variables importantes y no importantes. En términos generales este método se basa en la
intuicién de que una variable es til s6lo si es capaz de hacerlo mejor que la mejor variable

aleatorizada.
El algoritmo Boruta consiste en los siguientes pasos:

(1) Se extiende la tabla de datos con copias de todas las variables explicativas, es decir, si la
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tabla original tiene dimensién n x m (con n observaciones y m variables), el sistema
extendido tendrd dimensién n x 2m. Llamaremos variables Shadow a las agregadas al

sistema.

(2) A las variables Shadow se les somete a una aleatorizacién por columnas, con el fin de

eliminar la correlaciéon con la variable de respuesta.

(3) Se ejecuta una instancia de Random Forest en los datos extendidos y se calculan los

puntajes Z (medidas de importancia para las variables explicativas).

(4) Se encuentra el médximo puntaje Z entre todas las variables Shadow (que definiremos
como v 1= max;es Z;), y luego se agrega un conteo a cada variable i que cumpla con la

condicién Z; > .

(5) Para cada variable explicativa con importancia desconocida, se realiza una prueba de

igualdad de dos colas con respecto a 7.

(6) Considerar como “no importantes” a las variables que tienen una importancia

significativamente inferior al v y eliminarlos permanentemente de la tabla.

(7) Considerar “importantes” a las variables que tienen una importancia significativamente

mayor a 7.
(8) Eliminar todas las variables Shadow.
(9) Repetir el procedimiento hasta que se asigne la importancia a todas las variables.

Cabe destacar que el algoritmo Boruta esta construido para trabajar sobre un modelo Random
Forest, sin embargo, esto no limita su uso a distintos algoritmos que proporcionen una
importancia de las variables. Para efectos de esta tesis se utilizara el modelo XGBoost en
su reemplazo, ya que Random Forest no admite datos perdidos o NaN. Se modificara el
cédigo de la libreria BorutaPy para hacerla compatible con XGBoost ( , ).
El procedimiento sigue siendo el mismo en cuanto al algoritmo. De aqui en adelante nos

referiremos a Boruta como Boruta-XGBoost.

2.4.2. BorutaShap

BorutaShap ( , ) es un método de seleccion de variables basado en Boruta, utiliza
el mismo algoritmo descrito en la Seccién 2.4.1, con la salvedad de que utiliza SHAP como
método de importancia de variables en reemplazo de la importancia entregada por el
algoritmo Random Forest. Esto permite utilizar cualquier algoritmo basado en arboles que

sea compatible con SHAP. Asi, utilizaremos BorutaShap mediante XGBoost.
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Segun ( ), BorutaShap tiene una mayor precisién en la seleccion de variables
comparado con Boruta, esto, considerando Boruta mediante Random Forest. En este trabajo
de tesis haremos una comparacién entre Boruta mediante XGBoost (con la importancia de
variables entregada por XGBoost) y BorutaShap (con la importancia de variables entregada
por SHAP), ya que no se encontré dicha comparaciéon al momento de buscar literatura al

respecto.

2.5. Busqueda de Hiperparametros

Los hiperpardmetros juegan un rol muy importante en el entrenamiento de cualquier
algoritmo o modelo de ML ( , ), ya que estos controlan directamente el
aprendizaje de los modelos y pueden tener un gran efecto en el rendimiento de estos (

, ). Se define el problema de biisqueda de hiperparametros como encontrar una
seleccion 6ptima de parametros de forma que al entrenar un modelo se trate de minimizar
una funcién de error. Los métodos mas comunes para la selecciéon de hiperparametros son
la bisqueda por cuadricula (o grid search), en donde se elige manualmente un conjunto de
parametros sobre los cuales se itera y se llega a los 6ptimos mediante la minimizacién del
error. La buisqueda aleatoria (random search), que sigue la misma légica, pero en vez de
elegir la serie de hiperparametros, estos son elegidos de manera aleatoria. Otro método de
btisqueda es el de Optimizacion Bayesiana, el cual consiste en crear un modelo probabilistico
en donde la funcién objetivo es la métrica de evaluaciéon del modelo. Asi, se consigue que
la basqueda se vaya dirigiendo en cada iteracién hacia las regiones de mayor interés. Segin

( ), las estrategias de btisqueda en cuadricula son inferiores a la
btisqueda aleatoria, y sugiere el uso de la Optimizacién Bayesiana, la cual se utilizara en esta

tesis mediante la libreria HyperOpt de Python.

2.5.1. Optimizacion Bayesiana

La Optimizacion Bayesiana es un método eficaz para encontrar los extremos de alguna funcién
computacionalmente costosa. El objetivo de la optimizacién es encontrar el mdximo para una
funcién desconocida f:
+ z
" = argmax f(x
gmax f(z)
donde A es el espacio de btisqueda de x. La optimizacién Bayesiana surge a partir del Teorema

de Bayes, esto es:

P(Hiperparmetros|Score) x P(Score)

P(Score|Hiperparmetros) =

Y

P(Hiperparmetros)
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es decir, se combina la distribucién a priori de la funcién con su informacién muestral
(evidencia) para obtener asi informacion posterior de la funcién. A continuacién, la
informacién posterior se utiliza para encontrar el punto en el que la funcién se maximiza (o

minimiza) segtn algun criterio.

2.6. Meétricas de evaluacion

Ademas de las métricas comunes de evaluacion de modelos de regresion, como lo son R?,
error cuadratico medio (RMSE) y error absoluto medio (MAE), se definen las siguientes
métricas utilizadas por la institucion financiera, las cuales dan un intervalo de confianza en

que puede caer la variacién porcentual entre la prediccion y el valor real.

2.6.1. Porcentajes de éxito, subestimacion y sobrestimacion

El porcentaje de éxito se refiere al porcentaje de casos tal que la variacién entre la prediccion del

modelo y el valor real de la variable objetivo queda dentro del intervalo [—z, z|.

Con la misma légica se define el porcentaje de subestimacion (sobrestimacion), como el porcentaje
de casos tal que la variacién entre la prediccion del modelo y el valor real queda sobre (bajo)

el intervalo [—z, z].

Mas formalmente, se define el conjunto P como las diferencias porcentuales entre el valor
predicho y; del modelo con el valor real y; de la variable objetivo, para cada observacién en el
conjunto que se evalte.

P = {pilpizy“_y" X 100, ¢=1,--.,N}

()

Luego, definimos los siguientes conjuntos con los casos de éxito £, casos de subestimacion

S~y casos de sobrestimacién 5.

E={peP:—z<p <z}
ST ={p€P:p <—u}

St ={p € P:p >}
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Finalmente, los porcentajes de éxito, subestimacién y sobrestimacién vienen dados por

|
%NE = 100
TR S s
. 157
%S~ = 100
TR IS 1S
_l’_
%St = |S | x 100

B+ 1S+ ]8T
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Capitulo 3

Metodologia

En este capitulo se describe la metodologia utilizada para el entrenamiento de los modelos
XGBoost.

En primer lugar, se realiz6 el entrenamiento de modelos considerando las 426 variables
explicativas originales del problema. Luego, una vez realizada la seleccién de variables por
medio de Boruta-XGBoost y BorutaShap se procedi6 a entrenar modelos que consideraran
esta reduccion en la dimensionalidad del problema. En cada uno de los modelos se dividié
la base de datos, considerando un 80 % de las observaciones para entrenamiento y el
restante 20 % como conjunto de testeo, a modo de medir el poder predictivo en un conjunto
independiente (no observado por el modelo) del utilizado para el entrenamiento. Los
hiperparametros utilizados en cada modelo fueron obtenidos con HyperOpt y se pueden ver
en la Tabla 3.0.1. Finalmente, a modo de resumen, en 3.0.1 se muestra un diagrama con la

metodologia propuesta en este trabajo de tesis.

A continuacién se detallan los modelos entrenados.

e Modelo 1: El primer modelo considera las 426 variables originales de la base y se utilizan

los hiperpardmetros por defecto de la libreria xgboost de Python.

e Modelo 2: El segundo modelo considera las 426 variables originales de la base y los

hiperparametros obtenidos a través de 10 iteraciones de HyperOpt.

e Modelo 3: El tercer modelo considera 35 variables obtenidas a través del método
BorutaShap de selecciéon de variables. Los hiperpardmetros se obtienen a través de

10 iteraciones de HyperQpt.

e Modelo 4: El cuarto modelo considera 28 variables obtenidas a través del método Boruta-
XGBoost de selecciéon de variables. Los hiperparametros se obtienen a través de 10

iteraciones de HyperOpt.
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A continuacién, se definen los hiperparametros de un modelo XGBoost.

objective: Pardmetro que especifica el tipo de aprendizaje del modelo, puede variar
entre distintos tipos de regresion para variables de respuesta continua, tanto como para

distintos tipos de clasificacién para variables de respuesta binarias o multiclase.
alpha, lambda: Pardmetros de regularizacion que penalizan la complejidad del modelo.

colsample_bytree: Pardmetro entre 0 y 1 que representa la proporcién de columnas

muestreadas para construir cada arbol.

gamma: Pardmetro que representa el valor minimo posible de la funcién de pérdida para

realizar una nueva particion en un nodo del arbol.

learning_rate: Pardmetro utilizado para la reduccion de los pesos de las variables en

cada iteracion del algoritmo, sirve para evitar el sobreajuste.

max_depth: Pardmetro que indica la maxima profundidad de los arboles dentro del
modelo. Si se considera una alta profundidad, el modelo tenderé a sobreajustarse y serd

maés costoso de computar.

min_child_weight: Pardmetro que indica la suma minima de los pesos para seguir

particionando el drbol.
n_estimators: Niimero de arboles dentro del ensamble.

subsample: Pardmetro que indica proporcion de muestreo del conjunto de

entrenamiento.
Hiperparametros Modelo 1 Modelo 2 Modelo 3 Modelo 4
objetive reg:squarederror | reg:squarederror | reg:squarederror | reg:squarederror
alpha 0 0.00058 17.68 0.091
colsample_bytree 1 0.648 0.515 0.580
gamma 0 4635 0.061 0.00038
lambda 1 2.733 7.429 1.016
learning_rate 0.3 0.134 0.0429 0.0094
max_depth 6 5 82 40
min_child_weight 1 2.988 19.09 7.195
n_estimators 100 580 397 949
subsample 1 0.796 0.619 0.776

Tabla 3.0.1: Hiperparametros para entrenamiento de modelos XGBoost.

El entrenamiento de los modelos XGBoost se llevaron a cabo en una maquina virtual de
Google Cloud Platform de 16 vCPUs y 60 GB de memoria RAM.
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Capitulo 4

Estudio de Simulacion

En este capitulo se describe el estudio de simulacién realizado, el cual tuvo por objetivo
validar y comparar la capacidad de reconocer la importancia de las variables explicativas de
dos métodos de seleccioén de variables (Boruta-XGBoost (BXG) y BorutaShap (BSHAP)) en

un ambiente controlado.

Se definieron tres escenarios, considerando distintas estructuras de datos artificiales. Las
observaciones fueron generadas siguiendo la siguiente secuencia; Se fija un niimero n de
observaciones a generar, se fijan p, ¢ € N, donde p + ¢ es el nimero de variables explicativas.
Las variables z1, ..., xp, Zpt1, . . ., Tpq SON generadas aleatoriamente, donde la mitad de ellas
se distribuyen N (0, 1), mientras que la otra mitad se distribuyen Beta(1, 6). Las distribuciones
y parametros propuestos en cada caso se definieron luego de analizar el comportamiento de
las variables originales en la base de datos real. Por otra parte, la ventaja de nuestro estudio
de simulacién es la inclusion de valores Na/N dentro de las distintas variables, mediante lo
anterior buscamos construir conjuntos de datos sintéticos que sean lo mds parecidos a los
datos reales que disponen las entidades bancarias. Finalmente, las p primeras variables estan

directamente relacionadas a la variable objetivo Y de la forma
Y:a+61x1—|—62x2+...—|—6pxp,

donde o, 1, . . ., B, son pardmetros fijos. A continuacién, se muestra el pseudocédigo de la

funcién generadora de datos pseudo aleatorios para cada escenario.
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Algorithm GENERAR_DATOS(«, 3, n,p, q, NaN=False)

1: Input: a« € R, n,p,q €N, § € R*?
2: fori,j in (1,...,p),(p+1,...,q) do
3:  x; < RandomNorm(0, 1, size = n)
4:  x; + RandomNorm(0, 1, size = n)
5: end for
6
7
8
9

: rand_ind; < SAMPLE([1,.. ., pl, size = 0,5p)
: rand_indy < SAMPLE([p+ 1,...,q|, size = 0,5q)
: for i,7 in rand_ind,, rand_inds; do
. x; < RandomBeta(1, 6, size = n)

10:  z; < RandomBeta(1, 6, size = n)

11: end for

122 y=a+ (z1,...,2,) - B

130 X =[{z1, .., 2}, {Tps1s - -, Tpig )

14: if NaN=True then

15:  for col in X.columns do

16: col. SAMPLE (frac=0.3) = NaN

17:  end for

18: end if

19: return [y, X|

El algoritmo GENERAR_DATOS funciona de la siguiente manera; En las lineas 2, 3 y 4
se generan p + ¢ columnas de datos aleatorios que distribuyen Normal(0,1). Se hace la
distincién entre las columnas que van de 1 a p y las que van de p + 1 a ¢. En las lineas 6
y 7 se definen muestras aleatorias para los indices i y j, cada uno de estos de tamario p/2
y ¢/2 respectivamente. En las lineas 8, 9 y 10 se generan datos aleatorios que distribuyen
Beta(1,6) para los indices aleatorios definidos anteriormente. La idea es que la mitad de las
variables distribuyan Normal(0,1) y la otra mitad distribuya Beta(1,6), ambas con indices
aleatorios. En la linea 12 se forma la variable de respuesta y que depende tinicamente de las
variables 1, ..., z,. En la linea 13 se concatenan las columnas que dependen de y con las
independientes de y. De la linea 14 a la 17 corresponde al caso en que se agreguen datos
NaN, en dicho caso, se le asigna Na/N a una muestra aleatoria de los datos de tamafio 30 %
de la base total.

Ejemplo: Considerandop =3,¢=2,n=5,a=0,_8, 1 =0,5, 5, = 1y 3 = 1,1 obtenemos la

siguiente tabla de datos aleatorios. Ver Tabla 4.0.1.

La idea principal de este estudio de simulacién es ver si los métodos son capaces de
discernir entre elegir como importantes las variables z1, . .., z, que influyen explicitamente

sobre la variable de respuesta Y, y considerar como no importantes las variables z,. 1, . .., 2pi4.
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Y x1 x2 x3 x4 x5
433 10.02| 2.01 | -0.08 | 047 | 0.34
2.68 | 0.10 | 0.37 | -0.12 | 0.90 | 0.05
046 | 0.05]|-052|-1.31 | 096 | 0.12
249 | 0.14 | 1.35 | -1.20 | 0.31 | 0.01
126 | 057 | 0.29 | -1.56 | -0.71 | 0.16

Tabla 4.0.1: Ejemplo de datos generados.

La simulacién contempl6 tres escenarios, los cuales se describen a continuacioén:

—

e Escenariol:p=5,¢=>5n=100,a =1, 6 ={0,5;1;1,5;2;2,5}
e Escenario 2:p=3,¢=9,n =500, =1, § = {0,2;0,6: 0,9}
e Escenario3: p=6,¢=18,n =500, a =1, 8= {0,5;0,75; 1;1,25; 1,50; 1,75}

Para cada Escenario se realizaron 100 iteraciones de BXG y BSHAP, donde en cada iteracién se
generaron nuevas observaciones. Luego, se realiz6 un conteo de veces en que cada algoritmo
consideraba importante cada variables explicativa y ademas se calcul6 la cobertura de cada
variable, la cual definimos como el porcentaje de veces en que cada variable fue seleccionada
dentro del conteo total. Ademads, cabe destacar que para cada escenario se consideré casos
con datos conteniendo un 30 % de observaciones NalV, considerando que los datos reales
poseen datos del tipo NaN. A continuacién, se muestra el pseudocédigo de las simulaciones

para Boruta-XGBoost y BorutaShap.

Algorithm SIMULACION_BORUTA (M, a, 3,71, p, q)
Input: M namero de iteraciones, « € R, n,p,q € N, § € NI*»

—_

2: var_imp = [ ], var_imp_nan = [ |

3: fori=1,...,M do

4:  var_imp < BORUTA-XGBOOST(GENERAR_DATOS(«, 3,n,p,q))
5 14+ 1+1

6: end for

7. var_imp < GROUP (var_imp)

8 fori=1,...,M do

9:  war_imp_nan < BORUTA-XGBOOST(GENERAR_DATOS(«, 3,n,p,q, NaN=True))
10: 214+ 1+1
11: end for
12: var_imp_nan < GROUP (var_imp_nan)

—_
@

: return var_imp, var_imp_nan

El algoritmo SIMULACION_BORUTA funciona de la siguiente manera; Primero, se define M
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como el namero de iteraciones de la simulacién y las variables «, 3, n, p, ¢. Entre las lineas 3 y
5 se ejecuta M veces la funcion BORUTA-XGBOOST, que retorna un conjunto de variables
importantes dado una tabla de datos. En este caso, la funcion GENERAR_DATOS entrega
datos aleatorios en cada iteracién de la simulacion. En la linea 7 se agrupan todas las variables
importantes resultantes de las )M iteraciones para su conteo. Desde las lineas 8 a 12 se repite
el mismo procedimiento, con la salvedad de que la funcion GENERAR_DATOS retorna datos
incluyendo 30 % de datos NaN. Finalmente, en la linea 13 se retornan los vectores var_imp y
var_imp_nan, que corresponden a la cantidad de veces que cada variable fue seleccionada

como importante por Boruta-XGBoost.

Para la simulacién con BorutaShap el procedimiento es el mismo que en el algoritmo
SIMULACION_BORUTA, basta reemplazar BORUTA-XGBOOST por BORUTASHAP en las

lineas 4 y 9 del algoritmo.

Para la aplicacion de los métodos de seleccién de variables se utilizaron las librerias Boruta y
BorutaShap en Python, las cuales fueron modificadas para permitir datos con valores NaN y
para ser compatibles con el modelo XGBoost. Como mencionamos anteriormente, ambos
métodos los basamos en XGBoost, por lo que para cada iteraciéon de la simulacién se ejecuta

una instancia de HyperOpt para la seleccién 6ptima de hiperpardmetros del modelo.

Las simulaciones se realizaron en un MacBook Pro M1 2020 de 8 GB de memoria RAM.

4.1. Resultados

Luego de ejecutar 100 veces Boruta-XGBoost (BXG) y BorutaShap (BSHAP) sobre los datos

controlados, obtuvimos los siguientes resultados:

» Para el Escenario 1 vemos que BSHAP es capaz de seleccionar més veces como
importantes las variables 1, ..., 75, en comparaciéon de BXG, tanto para el caso sin
datos NaN y con 30 % de datos NaN, como se observa en 4.1.1 y 4.1.2. Dentro de BSHAP,
vemos que este selecciona de manera mas uniforme las variables importantes en el caso
de datos NaN. Ademads, cabe descatar que selecciona en mayor cantidad variables no

importantes en comparaciéon a BXG.

» Para el Escenario 2 vemos que BSHAP selecciona mds veces como importantes las
variables z1, x5 y 3 en comparacién a BXG, para los casos con y sin datos NaN (4.1.3,
4.1.4). No obstante y tal como en el Escenario 1, BSHAP selecciona una mayor cantidad

de veces aquellas variables no importantes, en comparacién con BXG. Esto se puede
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observar también en la Tabla 4.1.3.

» En el Escenario 3 vemos que se repite el mismo comportamiento, haciéndose mas

notoria la diferencia a favor de BSHAP, que es capaz de seleccionar més veces como

importantes las variables z, . .

., Tg, en comparacion a BXG. Por otro lado, respecto a la

tabla de coberturas para el Escenario 3 4.1.4 vemos valores similares para las variables

importantes en el caso con datos NaN, incluso una mayor cobertura de BXG para z3 y

x4, lo cual a priori no se condice con los graficos de conteos 4.1.5 y 4.1.6. Esto se puede

explicar debido a que la cobertura se calcula en base a las veces en que los métodos

seleccionaron variables importantes dentro de todas las variables, pudiendo en ciertas

iteraciones no seleccionar ninguna.

Finalmente, al analizar los tiempos de ejecucién de cada método, vemos a partir de los datos

presentados en la Tabla 4.1.1 que BSHAP tarda un tiempo mucho mayor cuando aumenta el

namero de variables, con un tiempo de 11.921 segundos (3.3 horas) en comparacién de un

tiempo de 959 segundos (0.26 horas) para BXG en el Escenario 3. De forma gréfica se pueden

ver los tiempos de ejecucion en la Figura 4.1.7.
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mmm Variables dependientes de y
mmm Variables independientes de y

80

X1 X2 X3 X4 X5 X6 X7 X8 X9 X10
Variables

(a)

Boruta-XGBoost #1 con 30% de datos NaN
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80 4
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X1
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X9
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Figura 4.1.1: Resultados de simulacién #1 con BXG.

Escenario 1

Escenario 2

Escenario 3

BXG 132s

524s

959s

BSHAP 1833s

6737s

11921s

Tabla 4.1.1: Tiempos de ejecucién de simulaciones en segundos.
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Figura 4.1.2: Resultados de simulacién #1 con BSHAP.
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Figura 4.1.3: Resultados de simulacién #2 con BXG.
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Figura 4.1.4: Resultados de simulacién #2 con BSHAP.
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Figura 4.1.5: Resultados de simulacién #3 con BXG.
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Figura 4.1.6: Resultados de simulacién #3 con BSHAP.

Tiempo de ejecucién de métodos de seleccién de variables
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Figura 4.1.7: Tiempos de ejecucién de BXG y BSHAP en distintos escenarios.
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BXG BSHAP
0% NaN | 30% NaN | 0% NaN | 30 % NaN

x1 5.00 5.05 9.33 8.41
x2 9.09 11.93 16.62 19.13
x3 21.82 21.10 20.70 20.29
x4 24.09 26.15 20.41 17.97
x5 32.73 28.90 21.87 23.77
x6 1.36 1.83 2.33 1.74
X7 1.82 0.92 2.92 2.03
x8 1.82 0.92 292 2.90
x9 0.91 1.38 2.62 3.48
x10 1.36 1.83 0.29 0.29

Tabla 4.1.2: Cobertura ( %) de variables para escenario 1.

BXG BSHAP
0% NaN | 30% NaN | 0% NaN | 30 % NaN

x1 15.00 17.84 26.42 25.29
x2 37.22 35.21 29.43 31.42
x3 41.67 38.03 33.58 36.02
x4 0.00 0.00 0.75 0.00
x5 0.56 0.00 1.89 0.38
x6 0.56 1.41 1.13 0.38
X7 0.56 1.41 2.26 1.92
x8 1.11 1.88 0.38 1.53
x9 0.00 0.94 0.38 1.15
x10 0.56 1.41 0.75 1.15
x11 1.67 0.47 2.64 0.38
x12 1.11 1.41 0.38 0.38

Tabla 4.1.3: Cobertura ( %) de variables para escenario 2.
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BXG BSHAP
0% NaN | 30% NaN | 0% NaN | 30 % NaN
x1 7.77 7.65 9.88 11.11
x2 14.89 11.93 13.18 12.10
x3 17.48 18.04 14.53 16.07
x4 17.80 18.65 15.89 17.06
x5 18.12 17.43 16.86 18.06
x6 19.09 18.65 18.80 18.65
X7 0.00 1.53 0.97 0.79
x8 0.00 0.61 0.39 0.40
x9 0.32 0.92 0.39 0.20
x10 0.32 0.61 0.78 0.20
x11 0.00 0.00 0.19 0.40
x12 0.00 0.61 0.78 0.40
x13 0.97 0.00 0.39 0.00
x14 0.32 0.00 0.58 0.79
x15 0.00 0.00 0.97 0.40
x16 0.00 0.00 0.19 0.00
x17 0.65 0.61 0.78 0.00
x18 0.00 0.00 0.78 0.00
x19 0.00 0.61 0.58 0.60
x20 0.32 0.61 0.58 1.19
x21 0.65 0.00 0.78 0.40
x22 0.32 0.31 0.00 0.60
x23 0.65 0.61 0.97 0.40
x24 0.32 0.61 0.78 0.20

Tabla 4.1.4: Cobertura ( %) de variables para escenario 3.
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Capitulo 5
Aplicacion

En este capitulo se muestran los resultados de una aplicacién empirica, la cual se compone
de un set de datos facilitado por una entidad bancaria chilena anénima. Primero que todo
se presenta una breve descripcion de los datos y luego se muestran los resultados asociados
a los objetivos trazados en este trabajo (entrenamiento de modelos XGBoost, seleccién de

variables, interpretabilidad de predicciones usando el método SHAP).

5.1. Descripcion de la base de datos

La base de datos a utilizar cuenta con 10.000 observaciones (registros de clientes), 426
variables explicativas y una variable de respuesta llamada Renta Promedio, la cual corresponde
al promedio de renta de 3 meses consecutivos de cada cliente. Por temas de confidencialidad
de los datos, cambiamos el nombre de las variables explicativas por zi, s, ..., 44, €n
reemplazo de sus nombres originales. En la Tabla 5.1.1 se muestran algunas caracteristicas de
la variable de respuesta Renta Promedio, ademas de su histograma de frecuencias y Boxplot en
la Figura 5.1.1. De la Figura 5.1.1a notamos que la variable objetivo tiene una distribucién
asimétrica con su mayoria de observaciones concentradas en montos bajos de renta, para
luego decaer rdpidamente hasta las observaciones de mayor renta promedio. Las 426 variables
explicativas provienen de diversas fuentes de datos internas de la institucién financiera. Para
hacer mads preciso el posterior andlisis de interpretabilidad, definimos F}, F, ..., Fi4 como las
distintas fuentes de informacién internas de la institucién financiera de donde provienen las
variables. En la Figura 5.1.2 se muestra como distribuyen las 426 variables en las 14 fuentes de
informacion. Respecto de las variables explicativas, un 31.70 % de los datos corresponde a un
valor NaN. Estos valores perdidos son relevantes para la institucién financiera, por lo que
no serdn descartados del andlisis ni del entrenamiento de los modelos. En lo que sigue, se
mostrardn los resultados de aplicar los métodos Boruta-XGBoost y BorutaShap sobre los

datos, ademas de los resultados de los modelos XGBoost entrenados. Finalmente, se hara el
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(a) Distribucién de variable objetivo. (b) Boxplot de variable objetivo.

Figura 5.1.1: Caracteristicas de variable RentaPromedio

andlisis de interpretabilidad al modelo que logre el mejor poder predictivo.

Promedio $903.330
Desviacién estdandar | $552.549
P25 $539.997
P50 $772.076

P75 $1.092.052

Tabla 5.1.1: Caracteristicas de la variable Renta Promedio

5.2. Resultados

5.2.1. Seleccion de variables y entrenamiento de XGBoost

Al aplicar BorutaShap sobre los datos reales se obtuvieron 35 variables seleccionadas de
las 426 originales, las cuales se distribuyen de la siguiente manera en las distintas fuentes
de informacién (Figura 5.2.1). Notamos que la mayoria de variables seleccionadas como
importantes provienen de las fuentes F3, Fg y Fy, en contraste con las variables originales,
que provienen en mayor ntimero desde las fuentes F, Fy y Fi3. Es decir, una mayor cantidad
de variables en una misma fuente de informacién no implica que estas aporten més a la
prediccién del modelo. Por otro lado, los grupos de variables F3, Fy y Fy corresponden a
informacién del sistema financiero e informacién de saldos y movimientos transaccionales de

clientes del banco.
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Figura 5.1.2: Grafico de variables por fuentes de informacién.
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Figura 5.2.1: Gréfico de variables seleccionadas por BorutaShap por fuentes de informacién.

Respecto a los modelos XGBoost, notamos en primer lugar que se obtienen mejores resultados
de prediccién al utilizar los hiperpardmetros encontrados mediante HyperOpt en comparacién
a los hiperparametros por defecto (Tablas 5.2.1, 5.2.2), pudiendo aumentar el porcentaje de
éxito desde 33.3 % a 34.15 %, ademds de disminuir el porcentaje de subestimacién de 27.8 % a
un 26.85 %. Por otra parte, de las Tablas 5.2.2 y 5.2.3 notamos diferencias entre el modelo
XGBoost entrenado con las 426 variables (Modelo 2) en comparacién con el modelo XGBoost
entrenado con las 35 variables obtenidas por BorutaShap (Modelo 3). Primero con 15 % de
confianza vemos un aumento del 34.15 % al 35.15 % de porcentaje de éxito. También, una

disminucién en el porcentaje de subestimacion, de 26.85 % a 26.75 %, y de un 39.0 % a un
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38.1 % de sobrestimacion. Luego, si vemos el caso de £25 % de confianza vemos un aumento
en el éxito de 53.35 % a 54.35 %, un aumento de la subestimacién de 16.95% a un 17.1 %y
una disminucién de la sobrestimacién de 29.7 % a 28.55 %. Respecto a las otras métricas,
el R? disminuy6 del Modelo 2 al Modelo 3 de 0.431 a 0.420, el error cuadréatico medio
(MSE) aument6 de 1.7840e+11 a 1.821e+11 y el error absoluto medio (MAE) de 259.051
a 259.686. Ahora, si comparamos el Modelo 2 de las 426 variables originales y el Modelo
4 de las 28 variables seleccionadas por Boruta-XGBoost, vemos que este tltimo no logra
alcanzar el porcentaje de éxito del Modelo 2, para ambos intervalos de confianza. Respecto

a las métricas MSE y MAE, estas son mayores para el Modelo 4, superando incluso al Modelo 3.

A pesar de obtener resultados similares entre los Modelos 3 y 4 en comparacién al Modelo 2
en cuanto a porcentajes de éxito, subestimacion y sobrestimacién, vemos que a modo general
el Modelo 3 es el que mejores métricas tiene con respecto a porcentaje de éxito. No obstante,
presenta una disminucion en el R? y mayores errores MSE y MAE en contraste con el Modelo
2. Por esta razon, se eligi6 el Modelo 3 (con 35 variables explicativas) como el modelo final, el

cual seré utilizado para el anélisis de interpretabilidad de las predicciones.

IC Porc. Subestimacion | Porc. Exito | Porc. Sobrestimacion R? MSE MAE
+15% 27.80 33.3 38.9 0.405 | 1.8676e+11 | 263.108
+25% 16.8 54.05 29.15

Tabla 5.2.1: Resultados Modelo 1: 426 variables y pardmetros por defecto.

IC Porc. Subestimacion | Porc. Exito | Porc. Sobrestimacion R? MSE MAE
+15% 26.85 34.15 39.0 0.431 | 1.7840e+11 | 259.051
+25% 16.95 53.35 29.7

Tabla 5.2.2: Resultados Modelo 2: 426 variables y pardmetros por Hyperopt.

Tabla 5.2.3: Resultados Modelo 3: 35 variables y parametros por Hyperopt.

IC Porc. Subestimacion | Porc. Exito | Porc. Sobrestimacion R? MSE MAE
+15% 26.75 35.15 38.1 0.420 | 1.8210e+11 | 259.686
+25% 17.1 54.35 28.55
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IC Porc. Subestimacion | Porc. Exito | Porc. Sobrestimacion R? MSE MAE
+15% 26.4 33.55 40.05 0.412 | 1.8443e+11 | 266.571
+25% 16.3 52.45 31.25

Tabla 5.2.4: Resultados Modelo 4: 28 variables y pardmetros por Hyperopt.

5.2.2. Andlisis de interpretabilidad a partir del método SHAP

El siguiente analisis se realizé con el modelo XGBoost con 35 variables seleccionadas a
partir de BorutaShap (BSHAP), el cual tuvo mejor poder predictivo sobre los otros modelos
entrenados. Como interpretabilidad global de las predicciones, primero analizamos el gréfico
de barras 5.2.2a que muestra el promedio del valor absoluto de los valores Shapley para
cada variable. Inicialmente, observamos que la variable méas influyente para el modelo es
la x143, seguida de las variables £208, 2206 y 2240. A partir de esta variable en adelante, el
promedio de los valores Shapley tiende a estabilizarse. Por otro lado, el SHAP summary plot
5.2.2b se interpreta de la siguiente manera; Dependiendo de los colores que representan el
valor de la variable, se podra ver si dicha variable tiene un efecto positivo o negativo sobre la
variable objetivo RentaPromedio. Vemos tal como en el gréfico anterior que la variable més
influyente es 2143, de la cual notamos que a medida que aumenta el valor de esta variable,
mayor serd la renta estimada de los clientes. Vemos este mismo comportamiento pero en
menor magnitud para las variables 2208, £206. Por otro lado, tenemos variables que tienen
efecto doble, como la variable 2202, la cual si aumenta de valor tiene un efecto negativo
en la renta estimada, y si disminuye su valor tiene un efecto positivo en la renta estimada,
con ambos efectos de igual magnitud. También podemos observar que hay variables que al

aumentar su valor tienen un efecto negativo en la renta estimada, como por ejemplo 2207, 2149.

En lo que respecta el analisis de interpretabilidad local de las predicciones, se consideraron
las predicciones de la renta promedio de cuatro clientes para su anélisis: La namero #5
(5.2.3),la #474 (5.2.4),1a #2412 (5.2.5) y la #5006 (5.2.6). En los 4 gréficos se muestra cémo
contribuyen las principales variables en la prediccién f(z) de cada observacion, a partir
del valor promedio E[f(z)]. Para la observacion #5 vemos que las principales variables que
contribuyen negativamente en la prediccion son 2202, 194, 206, 207, 2213 y x243. A través
de ellas el modelo predice el valor f(x) = 744,878 desde el esperado de E[f(x)] = 904,490.
A su vez, vemos que la suma de las contribuciones de las 26 variables restantes es solo
de $7200.81. Para la observacion #474 vemos el efecto contrario, ya que la totalidad de las
variables tienen un efecto positivo sobre la prediccién del modelo, donde la renta promedio
de este cliente es de f(z) = 2,339,145. Para la observacion #2412 vemos que la renta promedio
del cliente es de f(x) = 1,086,868, donde las variables que contribuyen en mayor magnitud
con la 2143 con $77.244, la 2201 con $63.608 y la 146 con $53.103. Finalmente, vemos que

para la observacion #5006 la mayoria de variables contribuyen negativamente a estimar el
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valor f(z) = 403,634 a partir del promedio E[f(z)] = 904,490.
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Figura 5.2.2: Interpretabilidad global SHAP
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Capitulo 6
Conclusiones

En este trabajo de tesis se entrenaron modelos XGBoost para estimar la renta de clientes
bancarios. También, se abord6 un problema de seleccién de variables, donde se realizé un
estudio de simulacién con el fin de comparar y validar dos métodos comtinmente utilizados,
a saber; Boruta-XGBoost y BorutaShap. Finalmente, al modelo con variables reducidas se le

realiz6 un andlisis de interpretabilidad de los resultados mediante la metodologia SHAP.

De los resultados obtenidos para el estudio de simulacién se concluye que ambos métodos son
eficientes al momento de seleccionar un subconjunto de variables importantes o influyentes
para el modelo. A pesar de que BorutaShap selecciona de mejor manera las variables
influyentes, tiene la desventaja de tomar un tiempo considerablemente mayor cuando se
aumenta el niimero de variables total. Es por esto que en la practica recomendamos el uso
del método Boruta-XGBoost, que tiene una cobertura similar a BorutaShap al momento de
seleccionar variables importantes. En este aspecto, nuestro trabajo representa un aporte con

una comparacion entre dos métodos de seleccién de variables no abordada atin en la literatura.

En lo que respecta a la aplicacién sobre datos reales, podemos concluir que XGBoost es una
herramienta versatil para construir modelos de diversos tipos de aprendizaje, debido a su
rapida implementacién en Python y por la posibilidad de explorar diversas combinaciones
de hiperpardmetros. Por otra parte, se concluye que el encontrar una combinacion 6ptima de
hiperpardmetros ayuda a mejorar el poder preditivo (o disminuir el error) de los modelos, en
comparacion a utilizar los hiperpardmetros incluidos por defecto en la libreria, en términos
de porcentajes de éxito, subestimacion y sobrestimacién. Por dltimo, el modelo XGBoost
entrenado con la base reducida de 35 variables explicativas obtenidas mediante BorutaShap
tuvo mejor poder predictivo en cuanto a porcentaje de éxito en comparacién a los modelos
entrenados con la base original de 426 variables. Esta disminucién en la cantidad de variables

trae consigo una reduccién en la complejidad del modelo, en los tiempos de entrenamiento y
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en el almacenamiento de datos, todo esto sin sacrificar el poder predictivo.

Finalmente, con respecto al anélisis de interpretabilidad de las predicciones, se utiliz6 el
método SHAP para explicitar como y en qué medida las variables tienen contribuciones sobre
las predicciones del modelo. Mediante este analisis, basado en un método con una robusta
base tedrica, la institucion financiera podria ser capaz de conocer la influencia de cada variable
sobre las predicciones de renta promedio de los clientes y serdn capaces de dar seguimiento a

las variables mds influyentes.

6.1. Trabajos Futuros

Tal como vimos en este trabajo, los porcentajes de éxito de los modelos entrenados no
sobrepasan el 35 % con confianza del +15 %. A pesar de que estos valores estan en rangos
aceptables, se pueden desarrollar metodologias basadas en otros algoritmos de ML para
aumentarlos.

Por otrolado, debido a la necesidad de contar con modelos explicables en diversas aplicaciones,
se propone aplicar nuestra metodologia en otras areas del conocimiento, ya que su uso no

estd limitado a predecir ingresos de clientes bancarios.
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