
Universidad de Concepción

Facultad de Ciencias F́ısicas y Matemáticas
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Índice general
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Estimación y predicción en modelos GARCH con parámetros
suavemente variables en el tiempo: Un enfoque no paramétrico

Jorge A. Muñoz Mendoza

a

a

Resumen

Proponemos un enfoque espacio-estado para un modelo tv-GARCH no paramétrico. A trevés de

diversas técnicas no paramétricas estimamos las curvas de coeficientes con cambios suaves a los largo

del tiempo y empleamos un sistema recursivo basado en el Filtro de Kalman para efectuar y evaluar

las predicciones. Emṕıricamente, desarrollamos ejercicios de simulación de Monte Carlo y evaluamos

el modelo con datos efectivos del mercado accionario chileno a través del Indice de Precios Selectivo de

Acciones (IPSA). Nuestros hallazgos demuestran que el modelo tv-GARCH no paramétrico proporcio-

na predicciones más precisas que un modelo GARCH estacionario. Estos resultados tienen implicancias

relevantes para la gestión de riesgos y las estrategias de diversificación de los portafolios.

Clasificación JEL: C14, C15, C53, C58.

Palabras Claves: No estacionarios, GARCH, localmente estacionario, filtro de Kalman.
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Estimation and Prediction of Slowly Time-Varying Parameters in
GARCH models: A Non-parametric Approach

Jorge A. Muñoz Mendoza

a

a

Abstract

We propose a state-space approach for a non-parametric tv-GARCH model. Through various non-

parametric techniques we estimate the coefficient curves with smooth changes over time and we use

a recursive system based on the Kalman Filter to make and evaluate the predictions. Empirically,

we developed Monte Carlo simulation exercises and evaluated the model with actual data from the

Chilean stock market through the Selective Stock Price Index (IPSA). Our findings demonstrate that

the non-parametric tv-GARCH model provides more accurate predictions than a stationary GARCH

model. These results have relevant implications for risk management and portfolio diversification stra-

tegies.

JEL Clasification: C14, C15, C53, C58.

Keywords: Non-stationary, GARCH, Local Stationary, Kalman Filter.



Caṕıtulo 1

Introducción

Modelar la volatilidad se ha transformado en un aspecto de crucial importancia en la

práctica de los mercados financieros internacionales debido a sus implicancias sobre la diversi-

ficación de los portafolios y la gestión de riesgos. Por esta razón, el modelo GARCH propuesto

por Engle (1982) y Bollerslev (1986), se ha convertido en una de las principales herramientas

de estimación y predicción de la volatilidad.

En la literatura existen diversos estudios que han evaluado la precisión de los mode-

los GARCH, tanto simétricos como asimétricos. Chen y Watanabe (2019) demostraron que

los modelos GARCH, particularmente las especificaciones asimétricas, tienen un importante

poder predictivo para la volatilidad financiera, hecho que evidentemente permite una esti-

mación más precisa del Value at Risk (VaR) y otras medidas de incertidumbre. Otros es-

tudios teóricos y emṕıricos también han corroborado las ventajas del modelo GARCH y sus

contribuciones prácticas para la gestión y valoración de riesgos financieros (Chen et al. 2012;

Dias, 2017; Chen et al., 2021; So et al. 2022). Sin embargo, la evidencia también ha adver-

tido que estos modelos subestiman la volatilidad y los riesgos, particularmente en peŕıodos de

crisis y de profundo estrés financiero (Bollerslev y Mikkelsen, 1996; Tsay, 2010). Su menor

capacidad para capturar y modelar la dinámica del segundo momento condicional de las series

financieras radica en la estacionariedad del modelo, hecho que supone parámetros contantes

a lo largo del tiempo para representar la volatilidad.

Para corregir esta rigidez estructural de los modelos GARCH estacionarios, algunos es-

tudios han introducido modelos más sofisticados del tipo time-varying GARCH (en adelante

tv-GARCH) que relajan el supuesto de estacionariedad estricta. Uno de los trabajos pioneros

en esta materia fue el de Dahlhaus y Subba Rao (2006), quienes propusieron un modelo tv-

ARCH a partir de una aproximación localmente estacionaria que calcula los parámetros para

diversos puntos fijos en el tiempo. Más tarde, Amado y Teräsvirta (2008) extendieron del

modelo tv-GARCH utilizando enfoques paramétricos aditivos y multiplicativos. Sus hallaz-

9
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gos establecieron que las predicciones de la volatilidad accionaria del S&P 500 obtenidas a

partir de este modelo fueron más precisas que las estimadas a través de otras especificaciones

GARCH estacionarias.

Estudios posteriores profundizaron en la estimación de modelos tv-GARCH a través de

técnicas paramétricas más complejas. Por ejemplo, Rohan y Ramanathan (2013) and Ro-

han (2013) utilizaron un polinomio local a través de un procedimiento de dos etapas que

permite estimar la función de parámetros de un modelo tv-GARCH. Chen y Hong (2016) uti-

lizaron quasi-máxima verosimilitud local para estimar una estructura tv-GARCH, mientras

que Ferreira et al. (2017) utilizan ecuaciones recursivas del Filtro de Kalman para estimar una

especificación espacio-estado de dicho modelo. Más recientemente, Pourkhanali et al. (2021)

utilizaron polinomios de Chebyshev para estimar los parámetros temporalmente variables, en

donde los coeficientes del polinomio se aproximaron numéricamente mediante el método de

gradiente descendiente. En todos estos casos, el modelo tv-GARCH proporcionó predicciones

más precisas que modelos GARCH estacionarios, tanto a través de simulaciones espećıficas

como para datos reales.

Pese a estos avances, aún existen brechas metodológicas y emṕıricas que no han sido

del todo exploradas en la estimación de modelos tv-GARCH, y que a través de esta investi-

gación pretendemos abordar. Primero, y pese al avance en la implementación de técnicas no

paramétricas a la estimación de modelos de series de tiempo observado en las últimas décadas,

aún no hay un amplio desarrollo de esta materia para modelos tv-GARCH. La ventaja de los

métodos no paramétricos es que los modelos y parámetros están definidos de una forma más

general que no está sujeta a una forma expĺıcita de la función de distribución de los datos.

En esta materia, varios son los trabajos que han estudiado la implementación de técnicas no

paramétricas como funciones splines o regresiones localmente estacionarias a modelos de series

de tiempo (Fryzlewicz, 2005; Moulines et al., 2005; Palma et al., 2013; Bardet y Doukhan,

2018; Van Delft y Eichler, 2018; Navarrete y Viswanath, 2018), aśı como otros que los apli-

can a modelos GARCH estacionarios (Härdle et al., 2003; Linton y Yan, 2011; Meister y

KreiB, 2016; Liu y Yang, 2016; Cassim, 2018; Klemelä, 2020). No obstante, sólo un escaso

número de estudios han implementado métodos no paramétricos a la estimación de mode-

los tv-GARCH. Polzehl y Spokoiny (2006) proporcionan una forma general de tv-GARCH a

través de funciones de cambios espontáneos que permiten variaciones temporales suaves de los

parámetros. Los autores advierten que la estimación a través de técnicas paramétricas es más

compleja que las no paramétricas para el caso de un tv-GARCH debido a que las funciones

que modelan los coeficientes pueden tener discontinuidades. Más tarde, Engle y Rangel (2008)

descomponen la volatilidad en un componente de alta frecuencia y otro slow-moving, el cual se
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representan mediante una función spline. Los autores sostienen que la ventaja del componente

slow-moving es que se puede explicar por variables de baja frecuencia como el crecimiento de

PIB, inflación o tasas de corto plazo; hecho que evidentemente hace más precisa la predicción

de la volatilidad a largo plazo. Más recientemente, Inoue et al. (2021) proponen un modelo

lineal localmente estacionario para estimar tv-GARCH(1,1). Los autores demuestran que los

parámetros de un modelo GARCH estacionario son inestables en el tiempo, y que su perfor-

mance predictiva es significativamente inferior en comparación a un modelo con parámetros

temporalmente variables.

Nuestro trabajo corresponde a una extensión natural del trabajo de Ferreira et al. (2017),

y profundiza el estudio del modelo tv-GARCH a través de métodos no paramétricos. Sus

contribuciones se pueden resumir en dos puntos. Primero, nuestra investigación discute la

implementación de diversos métodos no paramétricos tales como regresiones localmente esta-

cionarias, splines, spline suavisados, para estimar las curvas de los coeficientes en un contexto

de variaciones suaves. Ello permite la comparabilidad tanto del proceso de estimación aśı como

de la precisión de las predicciones a través de las diversas técnicas. Segundo, y a diferencia de

los estudios previos, nuestra investigación propone una adaptación del modelo tv-GARCH no

paramétrico a una representación espacio-estado. Esta representación facilita el cómputo de

predicciones permitiendo el uso de variados algoritmos como el Filtro de Kalman (en adelante

KF ).

1.1. Objetivos de la Investigación

De acuerdo a las brechas emṕıricas y metodólogicas formulamos los siguientes objetivos,

tanto general como espećıficos.

1.1.1. Objetivo general e hipótesis

La hipótesis de la investigación es que a través de técnicas no paramétricas se puede es-

timar un modelo tv-GARCH cuya capacidad predictiva sea superior a los modelos GARCH

tradicionales. Por esta razón, el objetivo general de esta investigación es proponer una ex-

tensión del modelo GARCH bajo una estructura tv-GARCH estimada mediante métodos no

paramétricos y evaluar su precisión predictiva.

1.1.2. Objetivos espećıficos

De acuerdo al objetivo general planteado, se desprenden los siguientes objetivos espećıficos:
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1. Proponer tres formas de estimación no paramétricas para el modelo tv-GARCH (Regre-

sión lineal local, P-splines y splines suavizados).

2. Evaluar la capacidad predictiva fuera de muestra mediante el uso de filtros de Kalman.

1.2. Enfoque y tipo de investigación

El proyecto es del tipo investigación-acción ya que a través de sus contribuciones teóricas

y emṕıricas proporciona nuevo conocimiento en el área de la econometŕıa financiera y sus

potenciales resultados pueden contribuir a la cuantificación de riesgos en la toma de decisiones

de inversión bajo incertidumbre. Por lo señalado, la presente investigación tiene un enfoque

cuantitativo-descriptivo-correlacional-explicativo y está basado en tres aspectos que subyacen

a su estructura y potenciales contribuciones:

Una contribución teórica al proponer nuevos métodos de estimación de modelos tv-

GARCH, particularmente no paramétricos,

Una contribución metodológica que involucra la creación de rutinas en R para el proceso

de estimación, y

Una contribución emṕırica que permita evaluar y comparar las ventajas teóricas-metodológicas

del modelo teórico, aśı como su capacidad predictiva fuera de muestra.

1.3. Datos y recursos

Para estudiar y evaluar los objetivos a través de una aplicación emṕırica, usaremos datos

diarios del Índice de Precios Selectivos de Acciones (IPSA) de la Bolsa de Valores de San-

tiago. Los datos fluctúan entre enero de 2010 y diciembre de 2020. Los modelos y procesos

de estimación-predicción son implementados en rutinas de R y serán gúıados por el profe-

sor Guillermo Ferreira Cabezas (PhD). El cronograma o planificación del trabajo detalla las

siguientes actividades:

Reuniones de trabajo.

Lecturas adicionales

Recepción de feedback de parte del profesor.

Presentación en congresos de especialidad.

Presentación del proyecto y defensa final.



Caṕıtulo 2

Marco metodológico

2.1. Modelo tv-GARCH

El modelo tv-GARCH fue introducido por Dahlhaus y Subba Rao (2006), y Amado y

Teräsvirta (2008). Inspirados en Ferreira et al. (2017), quienes profundizaron en la literatura

de modelos GARCH no estacionarios con parámetros temporalmente variables, establecemos

una extensión natural para esta ĺınea de investigación. Para una serie de tiempoXt,T con media

cero y definida sobre el set de información Ft−1 disponible desde el pasado infinito, denotado

formalmente por {Xt−i,T : i = 1, 2, . . .}, el modelo tv-GARCH tiene la siguiente estructura

general:

Xt,T = σ

(
t

T

)
εt, (2.1)

σ2t,T = c

(
t

T

)
+

p∑
i=1

αi

(
t

T

)
X2
t−i,T+

q∑
j=1

βj

(
t

T

)
σ2t−i,T , (2.2)

Donde σ2t,T = VAR (Xt,T | Ft−1) = E
(
X2
t,T | Ft−1

)
es la varianza condicional de Xt,T y

εt
iid∼ N (0, 1). De acuerdo a la Figura 2.1, definimos u = (t/T) ∈ (0, 1] como los puntos de

tiempo reescalados (Dahlhaus y Subba Rao, 2006; Amado y Teräsvirta, 2008; Rohan, 2013;

Ferreira et al., 2017). Note que cuando la ecuación de la varianza condicional (2.2) no depende

de u se obtiene el tradicional modelo GARCH estacionario. De esta forma, resulta evidente

que el rescalamiento al dominio [0, 1] nos permite obtener una secuencia de puntos temporales

para los cuales podemos estimar los parámetros como funciones que vaŕıan suavemente a lo

largo del tiempo.
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Figure 1. The rescaled time principle.

in!nite past {Xt−i,T : i = 1, 2, . . .}. A tvGARCH is de!ned as follows

Xt,T = σ (t/T)εt , (2a)

σ 2
t,T = c(t/T) +

p∑

i=1
αi(t/T)X2

t−i,T +
q∑

j=1
βj(t/T)σ 2

t−i,T , (2b)

for t = 1, . . . ,T, where σ 2
t,T = Var(Xt,T |Ft−1) = E(X2

t,T |Ft−1) is the conditional variance function,
{εt} is an i.i.d. zero mean Gaussian sequence with unit variance, and c(·), αi(·) and βj(·) are certain
non-negative deterministic functions. The evolution of these functions can be speci!ed in terms of a
general class of functions. For example, let {gj(t/T)}, j = 1, 2, . . ., be a basis for a space of smoothly
varying functions and let c(t/T) be the time-varying parameter in model (2). Thus we can write
c(t/T) in terms of these basis of functions g(t/T) as follows:

cθ ( u) =
k∑

j=0
cjgj( u),

for all u = [0, 1], for unknown values of k and θ = (c0, c1, . . . , ck)" (the same procedure for the
time-varying parameters αi( u) and βj( u)). Important examples of this approach are the classes
of polynomials generated by the basis {gj(u) = uj}, and Fourier expansions generated by the basis
{gj( u) = e{i uj}}, among others. In this situation, estimating θ involves determining k and the type of
functions gj which are determined through a descriptive analysis to the data set, as will be shown in
detail in Section 5.

To deal with these models, many authors have approximated tvGARCH processes with stationary
GARCHmodels at some time point u0 ∈ (0, 1] close to t/T, see [3,7,21,22], among others. The local
stationarity assumption postulates the existence of a deterministic functionσ (u)de!ned foru ∈ [0, 1)
such that the approximation σt ∼ σ (t/T) holds in an appropriate way that we de!ne below. In this
approach, two scales of time are de!ned: the observed time, which is the usual scale of time 0, . . . ,T −
1, and the rescaled time de!ned on the interval [0, 1). The deterministic function σ (u) is de!ned on
the rescaled time. There exists a mapping between these two scales of time (see Figure 1), and since
this mapping depends on the sample size T, the resulting non-stationary process is doubly indexed,

Xt,T = σ (t/T)εt .

The regularity assumptions are now made on the function σ (u) de!ned on [0, 1). Due to the map-
ping between 0, . . . ,T − 1 and [0, 1), the estimation of σ (u) becomes a standard statistical problem.
For instance, if σ (u) is constant on an interval of length τ < 1 in the rescaled time, then it may be
estimated using τ · T observed data in the real time (see Figure 1).

Note that the GARCH stationary model is obtained when the components c(u), α(u) and β(u)
appearing in Equation (2) do not depend on u. Here, and throughout the paper, u = t/T represents a
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Figura 2.1: Principio de reescalamiento del tiempo.

En nuestra investigación, focalizamos la atención sobre un modelo tv-GARCH(1,1), ya

que esta simple estructura ha sido ampliamente utilizada en la práctica de los mercados

financieros para representar la relación riesgo-retorno de los diversos activos. Luego, el modelo

tv-GARCH(1,1) o GARCH localmente estacionario (denotado por LS-GARCH(1,1)) se define

como:

Xt,T = σt,T εt, (2.3)

σ2t,T = c

(
t

T

)
+ α

(
t

T

)
X2
t−1,T + β

(
t

T

)
σ2t−1,T , (2.4)

donde c (u) = α (u) = β (u) = 0 para u < 0 y c (u) > 0, α (u) > 0 y β (u) > 0 para

u ∈ (0, 1]. Estas condiciones garantizan la no negatividad de σ2t,T . La implementación de

la estimación de parámetros temporalmente variables en el dominio del tiempo a través del

sistema espacio-estado indicado en (2.4) asume dos condiciones de regularidad del modelo.

Estas son:

A1. El modelo tv-GARCH satisface las siguientes desigualdades:

0 < α (u) + β (u) ≤ 1− δ,

0 < u ≤ 1,

sup
u
{c (u)} <∞ for some δ > 0.

Estas condiciones sostienen que la varianza condicional tiene un comportamiento de per-

sistencia en el tiempo asociada a los parámetros α (u) y β (u), mientras que la constante

de la ecuación de la varianza condicional c (u), que representa la porción homocedásti-

ca de la dicha varianza, es finita. Estas condiciones iniciales garantizan que el modelo

tv-GARCH está bien definido y tiene una solución única.
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A2. Consideremos la existencia de las constantes finitas M1, M2 y M3 tales que para todo

u1, u2 ∈ (0, 1] tenemos que:

|c (u1)− c (u2)| ≤M1 |u1 − u2| ,

|α (u1)− α (u2)| ≤M2 |u1 − u2| ,

|β (u1)− β (u2)| ≤M3 |u1 − u2| .

Estas condiciones conocidas como Condiciones Continuas de Lipschitz en el intervalo

(0, 1] garantizan que los parámetros temporalmente variables sean funciones suaves.

En relación a la forma funcional de estas funciones suaves, Ferreira et al. (2017) proponen

funciones determińısticas para los parámetros del modelo (2.4), especificando la evolución

temporal de los parámetros en una forma general. Sea gj (u) con j = 1, 2, . . . una base para

el espacio de funciones suavemente variables y θ (u) el parámetro temporalmente variable del

modelo (2.4). De esta forma, podŕıamos escribir θ (u) en términos de la base gj (u) como sigue:

θ (u) =

k∑
j=0

αjgj (u) . (2.5)

Donde αj son los parámetros que relacionan linealmente el set de parámetros θ (u) del

modelo (2.4) con la base gj (u). En estos casos, la forma funcional de la base gj (u) es muy

importante en el proceso de estimación. Algunos ejemplos son los polinomios generados por

la base
(
gj (u) = uj

)
, expansiones de Fourier generadas por la base

(
gj (u) = eiuj

)
y los filtros

de wavelets generados por el sistema de Haar o Daubechies. En nuestro caso, proponemos tres

alternativas de estimación no parámetrica de un modelo GARCH localmente estacionario,

que a diferencia de los métodos paramétricos, no establecen una forma espećıfica para la

distribución de la muestra y no se ven afectados por posibles discontinuidades de las funciones

que representan a los parámetros (Polzehl y Spokoiny, 2006).

2.2. Métodos no paramétricos

En esta sección se presentan y discuten el ajuste no paramétrico mediante curvas carac-

terizadas por un componente semiparamétrico para la función de parámetro variable en el

tiempo indicado en (2.5). Asumiremos que el vector de parámetros θ (u) = [c (·) , α (·) , β (·)]
puede ser modelado en (2.5) a través de la siguiente forma general:

θj = m (tj) + ωj para j = 1, . . . ,M (2.6)
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donde ωj son errores aleatorios iid con media 0, siendo tj el punto medio del j -ésimo bloque,

M el número de bloques (mayores detalles en la sección 3.4) y m (·) es una función desconocida

llamada función de regresión. En este punto, el aspecto clave de la regresión no paramétrica

es un estimador m̂ de m a partir de muestras iid (t1, θ1) , . . . , (tM , θM ). Por ello, a lo largo

de este trabajo definiremos uj =
tj
T como el punto medio del j -ésimo bloque reescalado en el

dominio de tiempo [0, 1].

Por otra parte, en el contexto de la estimación de la función de regresión se han desarro-

llado diferentes métodos a través de trabajos metodológicos y emṕıricos recientes tales como

polinomios, spline suavizadas, suavizamiento de wavelets entre otras técnicas (Fan y Gijbels,

1996; Cristobal y Alcalá, 2000; Ruppert et al., 2003; Rohan y Ramanathan, 2013; Roy y

Karmakar, 2020). En lo siguiente, proporcionaremos una breve revisión y discusión acerca de

los métodos no paramétricos a utilizar en el modelo de parámetros temporalmente variables

indicado en (2.6).

2.2.1. Regresión lineal local

Asumimos que la función de regresión mj tiene p derivadas en un punto u. Luego, a través

del Teorema de Taylor podemos obtener una aproximación para los valores en el entorno de

u. Esto justifica que θj puede ser enfocado localmente por una función polinomial de grado

p que nos permite construir una regresión local en cada punto uj tal que la estimación m̂

minimiza:
M∑
j=1

[
θj−

p∑
i=0

βi (uj − u)i
]2
Kh (uj − u) ,

donde h > 0 es el parámetro de ancho de banda que controla las observaciones que caen

en cada entorno; Kh (x) = h−1K
(
x
h

)
es la función kernel K : R → R la cual satisface las

siguientes condiciones:

+∞w

−∞
K (x) dx = 1,

+∞w

−∞
xK (x) dx= 0, 0 <

+∞w

−∞
x2K (x) dx <∞.

Luego, podemos reescribir la regresión lineal local estimada m̂ (u) como función de (uj , θ (uj)):

m̂ (u) = e>
(
X>uWuXu

)−1
X>uWuθ, (2.7)

donde e> = (1, 0, . . . , 0), Xu es una matriz de dimensión M × (p+ 1) con la i -ésima fila

igual a [1, (uj − u)]>, Wu = diag [Kh (u1 − u) , . . . ,Kh (uM − u)] , Kh es una función kernel

y θ = (θ1, . . . , θM ) ∈ RM .
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2.2.2. Regresiones Splines

La función no paramétrica desconocida m (uj) es modelada usando funciones suavizadas

spline penalizadas (P-spline). Recientemente, las funciones spline penalizadas se han tornado

muy populares dentro de las técnicas de suavizamiento debido a que vinculan funciones suavi-

zadas y modelos lineales mixtos, haciendo más atractivo el proceso de estimación. De acuerdo

con Crainiceanu et al. (2005), este v́ınculo está hecho de una base de splines de p grados, con

lo que la representación de m (uj) estará dada por:

α1g1 (u) + α2g2 (u) + . . .+ αp+1gp+1 (u) +
K∑

s=p+2

αsgp+1+s (u) , (2.8)

donde α0, . . . , αK+p+1 son coeficientes y g1, . . . , gK+p+1 son funciones bases para los splines

de orden p. La forma más natural para estimar (2.8) es usar una base P-spline o una base de

potencia truncada definida como:

g1 (u) = 1,

g2 (u) = u,
...

gp+1 (u) = up,

gp+1+s (u) = (u− κs)p+ ; s = 1, . . .K,

donde x+ denota la parte positiva de x y κ1 ≤ κ2 . . . ≤ κK son nodos fijos, t́ıpicamente

ubicados en cuantilies de la distribución de valores únicos de la covariable u. Luego, definimos

la matriz de bases G ∈ RM×(K+p+1) como:

Gij = gj (ui) , i = 1, . . . ,M ; j = 1, . . . ,K + p+ 1,

ahora podemos usar la regresión lineal para determinar los coeficientes óptimos como:

α̂ = arg min
α∈RK+p+1

‖θ −Gα‖2 ,

lo cual nos lleva a adaptar la siguiente regresión spline:

m̂ (u) =

K+p+1∑
j=1

α̂jgj (u) . (2.9)
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Sin embargo, es necesario mencionar algunas aspectos relevantes. Primero, discutamos algunos

aspectos en relación a la dimensión de K. Es bien conocido que en la regresión spline un

pequeño valor de K podŕıa generar un sobre suavizamiento, mientras que un valor grande de K

podŕıa proveer estimaciones muy aproximadas. Adicionalmente, como el número de funciones

bases aumenta, el problema de la regresión se sobrecondiciona tornando la estimación numérica

menos estable. Segundo, la ubicación de los nodos es un problema complejo en la regresión

no paramétrica. En la literatura no paramétrica de splines, en general y para todo K, los

nodos interiores se colocan en orden estad́ıstico o igualmente espaciados. Para corregir estos

problemas, los nodos son reemplazados por todos los puntos del rescalamiento (u1, . . . , uM )

permitiendo el suavizado de splines.

2.2.3. Splines suavizados

Los splines suavizados evitan el problema de selección de nodos ya que usan los inputs

como nodos y, simultáneamente controlan el sobreajuste del modelo al reducir los coeficientes

de la función estimada en su expansión de base. Con inputs (u1, . . . , uM ) contenidos en el

intervalo [0, 1], el spline de suavizado estimado m̂ de un orden dado k está definido como:

m̂ = arg min
m

M∑
j=1

(θj −m (uj))
2 + λ

1w

0

(
m

(k+1)/2 (u)
)2
du,

donde λ ≥ 0 es el parámetro de ajuste, el cual gobierna la fuerza de cada término en el proceso

de minimización. El valor de k más comúnmente considerado es k = 3, definido como el spline

suavizado cúbico definido como:

m̂ = arg min
m

M∑
j=1

(θj −m (uj))
2 + λ

1w

0

(
m2 (u)

)2
du. (2.10)

2.2.4. Evolución de la función de parámetros del modelo LS-GARCH

Para determinar el comportamiento de la función de parámetros, proponemos un estudio

exploratorio de datos. Para una exposición más ordenada y autocontenida, suponga que es-

tamos interesados en conocer la estructura dinámica de los parámetros variables en el tiempo

para el modelo LS-GARCH (1,1):

Xt,T = σt,T εt,

σ2t,T = c

(
t

T

)
+ α

(
t

T

)
X2
t−1,T + β

(
t

T

)
σ2t−1,T ,
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para t = 1, . . . , T . En este caso, debemos modelar tres curvas usando los procedimientos

descritos en las secciones previas. Luego:

c (tj) = m1 (tj) + ω1 (tj) ,

α (tj) = m2 (tj) + ω2 (tj) ,

β (tj) = m3 (tj) + ω3 (tj) ,

para j = 1, . . . ,M , y M siendo el número de bloques de datos. Espećıficamente, dada una

muestra {X1T , . . . , XTT }, el dominio de la observación {1, . . . , T} es dividida en M bloques

superpuestos de longitud N con S cambios/saltos tal que T = S (M − 1)+N y el punto medio

del j -ésimo bloque es tj = S (j − 1)+N/2 con j = 1, . . . ,M . Una vez determinados los bloques

de datos, se obtienen las estimaciones locales de un modelo GARCH (1,1) estacionario a través

de la función archspec del paquete rugarch de R sobre cada bloque. El comportamiento de

estas estimaciones nos da una pista del tipo de funciones capaces de capturar la variación

de los parámetros variables en el tiempo. Finalmente, estimamos estas curvas utilizando las

técnicas descritas en la secciones anteriores.

2.3. Representación Espacio-Estado y Filtro de Kalman

2.3.1. Representación funcional

Una vez estimadas las curvas utilizando las metodoloǵıas antes mencionadas, utilizaremos

el Filtro de Kalman para realizar las predicciones de las volatilidades del modelo LS-GARCH.

Para ello, siguiendo a Ferreira et al. (2013) y Ferreira et al. (2017), proponemos un filtro para

el modelo tv-GARCH (1,1), e indicamos cómo se puede utilizar la salida de este filtro en la

estimación de parámetros. Para ello definimos la variable auxiliar:

ξt,T = c

(
t

T

)
+ β

(
t

T

)
ξt−1,T + α

(
t

T

)
Ỹt−1,T , (2.11)

donde ξt,T = σ2t,T y Ỹt,T = X2
t,T . Por construcción, ξt,T = E

(
Ỹt,T | Ft−1

)
y Ỹt,T = ξt,T + ηt,

donde {ηt} es una serie martingala en diferencia. Sustituyendo ξt,T = Ỹt,T−ηt en (11) tenemos:

Ỹt,T = c

(
t

T

)
+

[
β

(
t

T

)
+ α

(
t

T

)]
Ỹt−1,T + ηt − β

(
t

T

)
ηt−1

Ahora definimos la media de Ỹt,T by µ
(
t
T

)
= E

(
Ỹt,T

)
, la cual satisface µ

(
t
T

)
= c

(
t
T

)
+[

β
(
t
T

)
+ α

(
t
T

)]
µ [(t−1)/T ]). Note que asumiendo que la condición A2 se mantiene, tenemos
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que
∣∣µ ( tT )− µ ( t−1T )∣∣ = o(1). Luego, la media del proceso Ỹt,T puede ser escrito como µ

(
t
T

)
=

c( t
T )

1−β( t
T )−α( t

T )
+ o(1). Teniendo esto en mente, el modelo tv-GARCH(1, 1) puede ser definido

como:

Yt,T =

[
β

(
t

T

)
+ α

(
t

T

)]
Yt−1,T + ηt − β

(
t

T

)
ηt−1 (2.12)

donde Yt,T = Ỹt,T−µ
(
t
T

)
. Dado lo indicado en (2.12), tenemos que un modelo tv-ARMA(1, 1)

que puede ser representado por un proceso espacio-espado no estacionario de la forma:

Yt,T = Zt,T ξt,T +Gt,TWt,T , (2.13)

ξt+1,T = Tt,T ξt,T +Ht,TVt,T , (2.14)

donde {Yt,T } son las observaciones, Zt,T es un operador de observación, {ξt,T } es el vector

de estado, Tt,T es el operador de transición de estado y Ht,T es un operador lineal. Por otra

parte, los vectores {Wt,T }, {Vt,T } son independientes, cada uno de ellos siendo una secuencia de

vectores aleatorios normales con media cero y varianza uno. Todos los elementos involucrados

en la representación espacio-estado indicada en (2.13) y (2.14) son vectores unidimensionales.

El proceso no estacionario indicado en (2.12) puede ser representado por el siguiente sistema

espacio-estado finito-dimensional:

Yt,T = ξt,T + ηt, (2.15)

ξt+1,T = Tt,T ξt,T +Ht,T ηt, (2.16)

para t = 1, . . . , T , donde Zt,T = 1, Gt,T = 1, Tt,T =
[
β
(
t
T

)
+ α

(
t
T

)]
y Ht,T = α

(
t
T

)
.

Basado en la representación espacio-estado (2.15)-(2.16) de {Yt,T }, KF ecuaciones pueden ser

utilizadas para estimar los parámetros, vectores de estado, futuras observaciones y valores

pérdidos. El KF recursivo está dado por:

ξ̂t+1,T = Tt,T ξ̂t,T + Θt,TΥt,T , (2.17)

Ωt+1,T = Tt,T Ωt,T L
′
t,T +Ht,TJ

′
t,T , (2.18)

donde Υt,T = Yt,T − Gt,T ξ̂t,T es la innovación con varianza ∆t,T = Zt,T Ωt,T Z
′
t,T + Gt,TG

′
t,T ,

Θt,T =
(
Tt,TΩt,TZ

′
t,T +Ht,TG

′
t,T

)
∆−1t,T , Ωt,T = VAR(ξt,T − ξ̂t,T ), Lt,T = Tt,T − Θt,TZt,T y

Jt,T = Ht,T −Θt,TGt,T . Las condiciones iniciales del KF son Y0,T = [0, . . . , 0], ξ̂1 = E(X1) =

[0, . . . , 0], Ω1,T = E(ξ1ξ
>
1 ) = diag{1, . . . , 1}. Por lo tanto, la aproximación para muestra finita
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de la función de la varianza condicional es:

σ̃2t,T = ξ̂t,T +
c
(
t
T

)
1− α

(
t
T

)
− β

(
t
T

) (2.19)

2.3.2. Predicción h-pasos adelante

Consideremos que se disponen de las siguientes observaciones {Y1,T , ..., Yn,T } y, bajo el

enfoque espacio-estado indicado en la sección 4.1, deseamos predecir el valor Yn+k,T . Entonces,

definamos Ỹn+k,T = E(Yn+k,T |Yn,T , Yn−1,T , ..., Y1,T ) como el predictor de k -pasos basado en el

pasado finito de 1 ≤ n + k ≤ T . Siguiendo a Ferreira et al. (2017), el vector Θt,T = 0 y la

matriz Υt,T = 0 para valores t = n+ 1, ..., T , con lo cual la actualización de las ecuaciones del

KF indicadas en (2.17) y (2.18) queda:

ξ̂t+1,T = Tt,T ξ̂t,T , (2.20)

Ωt+1,T = Tt,TΩt,TT
′
t,T +Ht,TH

′
t,T , (2.21)

Luego, la predicción a k -pasos para el vector espacio y su medida de incertidumbre son:

Ŷn+k,T =
k∏
j=0

Tn+j,T ξ̂n,T ,

∆n+k,T =
k−1∏
j=0

Tn+j,TΩn,T

k−1∏
j=0

T ′n+j,T +

k−j∑
j=0

j∏
i=0

(Tn+k−i)
iHn+k−j−1,TH

′
n+k−j−1,T

j∏
i=0

(T ′n+k−i)
i + 1,

para k = 1, ..., T − n. De esta forma, la predicción de la varianza condicional es dado por:

σ̃2t,T =

k∏
j=0

Tn+j,T ξ̂n,T +
ĉNP

(
n+k
T

)
1− α̂NP

(
n+k
T

)
− β̂NP

(
n+k
T

) , (2.22)

donde el vector de curvas (ĉNP , α̂NP , β̂NP ) corresponden a predicciones-estimaciones mediante

a los métodos no paramétricos señalados en la sección 3. Si estas aproximaciones cumplen la

condiciones de regularidad A1 y A2 de la sección 2, entonces la predicción de la varianza es:

σ̃2t,T →
ĉNP

(
n+k
T

)
1− α̂NP

(
n+k
T

)
− β̂NP

(
n+k
T

) cuando k →∞,
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es evidente que las predicciones de Xt,T (retornos) dado Ft−1 son cero y el MSE que es

E(σ2t,T |Ft,T ) = c(t/T )/(1− α(t/T )− β(t/T )) + E(ξt,T |Ft−1) para t = 1, ..., n.



Caṕıtulo 3

Experimentos de Simulaciones

3.1. Amplitud de la ventana

En esta sección implementaremos una simulación de un proceso tv-GARCH(1,1) a través

del Método de Monte Carlo. La estructura del modelo a simular es:

Xt,T = σt,T εt, (3.1)

σ2t,T = c

(
t

T

)
+ α

(
t

T

)
X2
t−1,T + β

(
t

T

)
σ2t−1,T , (3.2)

para t = 1, ..., T . Para incorporar diferentes estructuras lineales y no lineales a los parámetros

temporalmente variables de (3.1) y (3.2) dentro de la escala de tiempo u ∈ { 1T ,
2
T , ..., 1}, nos

enfocamos en las sugerencias de Ferreira et al. (2017): Luego:

Model 1: c(u) = c0, α(u) = a0 + a1u, β(u) = b0 + b1u+ b2u
2,

Model 2: c(u) = c0 + c1u, α(u) = a0cos(2πu) + a1, β(u) = β0u(1− u) + β1u
3,

Model 3: c(u) = 2u(1− u2), α(u) = a0cos(2πu) + a1, β(u) = 2u(1− u) + β0u
3.

Los valores de cada coeficiente de las curvas anteriores son escogidas de tal manera que

cumplan con las condiciones de regularidad A1.

Para la estimación de las curvas en un contexto localmente estacionario utlizaremos una

serie de ventanas superpuestas. Definamos N como la longitud de cada ventana y S como

el largo de la superposición. Luego, analizaremos una serie de valores de estos parámetros

con N∗ ∈ {N1, ..., Nν} tal que Nk−1 < Nk para k ∈ {1, ..., ν} y con S∗ ∈ {S1, ..., Sρ} tal que

Si−1 < Si con i ∈ {1, ..., ρ}. De esta forma, es posible establecer que el número de bloques M

23
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disponibles a lo largo de la serie está asociado a los valores de N∗ y S∗ de la siguiente forma:

Mki =

[
n−Nk

Si + 1

]
. (3.3)

La terna de parámetros θ̂ik = (ĉik, α̂ik, β̂ik)
T para i ∈ {1, ..., ρ} y k ∈ {1, ..., ν} serán

estimados mediante un modelo GARCH(1,1) estacionario para cada ventana y superposición.

Estos valores corresponden a la estructura emṕırica de las curvas que vaŕıan en el tiempo en

la que cada vector θ̂ik tiene largo Mik y particularmente, cada valor de la sucesión representa

el punto medio de cada ventana. Esto es:

tikj = Si(j − 1) +
Nk

2
, j ∈ {1, ...,Mik}.

De esta forma, es posible implementar una simulación de Monte Carlo que minimiza el error

cuadrático medio (MSE) con m iteraciones. Esto es:

(Nopt, Sopt) = arg minik MSE
θijk
m = arg minik E[θj − θ̂ikjm]2,

donde θj y θ̂ikjm representan los valores de estructura fija por simulación y la estimación por

ventana de los parámetros variantes en el tiempo, respectivamente. Note que cada matriz

tiene dimensión 3×Mik. Luego, el número óptimo de bloques queda definido como

Mopt =

[
n−Nopt

Sopt + 1

]
(3.4)

3.2. Simulación de Monte Carlo

En esta sección presentamos los resultados del experimento de Monte Carlo practicado

al modelo tv-GARCH(1,1) indicado en (3.2). Este ejercicio considera m = 50 iteraciones,

n = 4000 observaciones, longitudes de ventana N = {100, 150, 200, ..., 1000} y un vector de

superposición S = {5, 20, 40, 60, ..., 200}. Dentro de cada ventana, también se estimó un pro-

ceso GARCH(1,1) estacionario, obteniendo los coeficientes θLSj = (cLS(j), αLS(j), βLS(j))′.

La Figura 3.1 presenta el log(MSE) de las tres curvas de los modelos 1, 2 y 3. La Figura

3.1(a) corresponde al log(MSE) promedio de las tres curvas del Modelo 1. Se observan valores

altos para una longitud de ventana entre N = [100−150] , con un invariante en el largo de shift

o superposición. El largo óptimo de ventana es Nopt = 750 y un espaciador de superposición
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óptimo Sopt = 160. Por lo tanto, utilizando la fórmula (3.4), el número óptimo de bloques fue

Mopt = 21, los cuales conforman a (x1,T , x2,T , ..., x750,T ), (x161,T , x162,T , ..., x910,T ), ..., (x3201,T , x3202,T , ..., x4000,T )

como el set de observaciones.

La Figura 3.1(b) corresponde al log(MSE) promedio de las tres curvas del Modelo 2. No se

observa una tendencia tanto en valores altos como bajos para N y S. Los resultados entregan

un largo óptimo de la ventana Nopt = 550 y un espaciador de superposición óptimo Sopt = 200,

con lo cual el número óptimo de ventanas es Mopt = 18. Los Mopt bloques forman el set de

observaciones (x1,T , x2,T , ..., x550,T ), (x201,T , x202,T , ..., x750,T ), ..., (x3401,T , x3402,T , ..., x4000,T ).

La Figura 3.1(c) corresponde al log(MSE) promedio de las tres curvas del Modelo 3. El

experimento de Monte Carlo utiliza m = 50 iteraciones y las mismas consideraciones de los

modelos 1 y 2 en el conjunto N∗ y S∗. Para la estructura del modelo 3, los coeficientes fueron

seleccionados de tal forma de satisfacer las condiciones de regularidad A1 y se definieron en

los valores α0 = 0,2 y α1 = 0,25 para la curva α (u) y β0 = 0,2 para la curva de β (u). Tras

analizar los mı́nimos locales de cada curva, el largo de la ventana de estimación N fluctúa entre

[200− 400] y el rango de superposición S oscila entre [80− 120]. Los resultados proporcionan

un largo óptimo de ventana Nopt = 200 y un espaciador óptimo de superposición Sopt = 120,

con el que número óptimo de ventanas es Mopt = 32.

Considerando estas caracteŕısticas estructurales, se estimaron las curvas de parámetros

variables en el tiempo a partir de los modelos señalados y empleando los métodos no pa-

rámetricos discutidos en la sección 3. En estos casos, los MSE de los métodos de regresión

polinomial local (con ancho de banda h = 500 y grado deg = 7), smooth spline (con pará-

metro spar = 0,2) y spline (con grado deg = 3 y puntos knots = 3) fueron 0.3504, 0.3460

y 0.3462, respectivamente. Estos resultados revelan que la técnica de smoothing spline tuvo

mayor precisión predictiva que las otras metodoloǵıas.

La Figura 3.2 presenta las curvas de los parámetros de la especificación tv-GARCH(1,1)

para los modelos 1, 2 y 3. La estimación heuŕıstica está representada por puntos negros, la

ĺınea segmentada representa la estimación del modelo GARCH(1,1) estacionario que consi-

dera toda la muestra, la ĺınea continua azul representa la estructura fija para las curvas de

parámetros (c(u), α(u), β(u)) y la ĺınea continua roja muestra el mejor ajuste del modelo, que

en estos casos fue proporcionada por la técnica Smoothing Spline. La Figura 3.2(a) destaca

que el modelo tv-GARCH (modelo 1) se acopla de mejor forma a la evolución temporal de

los parámetros y marca una clara diferencia con respecto al modelo GARCH estacionario.

Evidentemente, este hecho revela que el modelo GARCH localmente estacionario tiene una

mayor capacidad para capturar la dinámica de la volatilidad en relación al modelo estricta-

mente estacionario. Por otra parte, los modelos 2 y 3 tienen una adherencia comparativamente
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menor y es esperable un pobre desempeño predictivo sobre la volatilidad. Este hecho es atri-

buible a la poca concordancia que existe entre los mı́nimos locales de error cuadrático medio

de cada curva y el mı́nimo del promedio de las tres curvas en la elección de largo de ventana

y parámetro de superposición.

Figura 3.1: MSE de modelos: promedio de parámetros temporalmente variables.

(a) Model 1

(b) Model 2

(c) Model 3



27

Figura 3.2: Curvas suaves para parámetros tv-GARCH(1,1): Simulación de Monte Carlo.

Caṕıtulo 3: Estudio de Simulación 37
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Figura 3.2. Datos simulados modelo 1. Ajuste curvas LSGARCH(1,1) mediante regresión polino-
mial local.
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Ahora definamos la media de Ỹt,T con µ(t/T ) = E(Ỹt,T ), que satisface que µ(t/T ) = c(t/T )(—(t/T )
+–(t/T ))µ(t≠ t/T ). Bajo la condición A2 de la sección (2.4) tenemos que |µ(t/T ) ≠µ(t≠ 1/T )| =
o(1). Bajo esta consideración podemos reescribir la definición del tvGARCH(1,1) en (2.9) como

Yt,T = (—(t/T ) + –(t/T ))Yt≠1,T + ÷t,T ≠ —t≠1,T÷t≠1,T , (3.9)

donde Yt,T = Ỹt,T ≠ µ(t/T ). Note que la ecuación (3.9) luce como un modelo ARMA(1,1) con
parámetros de tiempo variante. Considerando la siguiente representación espacio estado

Ỹt,T = Zt,T ›t,T +Gt,TWt,T , (3.10)
›t+1,T = Tt,T ›t,T +Ht,TVt,T , (3.11)

aqúı agregamos información a la componente de aleatoriedad empleada en la sección(2.5), con las
nuevas matrices no estocasticas Gt,T y Ht,T . Una representación conveniente para la ecuación (3.9)
es de la forma descrita por penzer2007inference (ver ejemplo 2.5.4)
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›t+1,T = Tt,T ›t,T +Ht,T÷t. (3.13)
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Figura 3.3: Predicción 50-pasos-adelante del modelo tv-GARCH(1,1): Simulación de Monte
Carlo.
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A partir del modelo tv-GARCH(1,1) simulado, implementamos el KF para calcular las

predicciones 50 pasos adelante y aśı obtener σ̃23950+j,T para j = 1, ..., 50 con tamaño de muestra

T = 4000. Esto significa que el modelo utiliza las observaciones t = 1, ..., 3950, y deja los

valores t = 3951, ..., 4000 fuera de la muestra para evaluar la precisión de los pronósticos. La

Figura 3.3 presenta las predicciones 50 pasos adelante de la volatilidad. El modelo 1 muestra

una mejor adherencia de la volatilidad (linea roja) respecto de los registros simulados (linea

negra), mientras que los restantes modelos presentan un mayor dispersión.



Caṕıtulo 4

Aplicación emṕırica

4.1. Índice de Precios Selectivos de Acciones

En esta sección analizamos el Índice de Precios Selectivo de Acciones (IPSA) que mide

la dinámica de las 40 acciones de mayor presencia bursátil en el mercado. Este indicador es

elaborado por la Bolsa de Comercio de Santiago y es el principal ı́ndice del mercado bursátil

de Chile. El análisis cubre el peŕıodo diario entre marzo de 2010 y agosto de 2022. El análisis

emṕırico sobre el IPSA se basa en la estimación de las curvas de parámetros del modelo tv-

GARCH para una ventana con extensión N = 600, un parámetro de superposición S = 160,

y por consiguiente, un número de ventanas M = 18.

Figura 4.1: Estimación de curvas modelo tv-GARCH: IPSA.

29
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La Figura 4.1 presenta la estimación a través de modelos GARCH estacionarios por venta-

na. Los puntos negros equiespaciados representan los puntos medios de cada ventana, mientras

que la ĺınea segmentada muestran la estimación estacionaria considerando toda la serie de la

volatilidad condicional del IPSA. Se observa una evidente diferencia entre los puntos medios

y la estimación estacionaria por bloque en la estimación del drift c (u), lo que sugiere que la

volatilidad del mercado chileno tiene un importante componente heterocedástico, además, es

dinámico. Por otra parte, los parámetros α (u) y β (u) muestran una clara disparidad entre

el modelo estacionario y los puntos medios por bloque, lo que hace suponer que la represen-

tación variable en el tiempo es una aproximación más apropiada para modelar la volatilidad

accionaria del mercado chileno. En todo caso, es imporante mecionar que ya no es posible

comparar los MSE, ya que no se dispone de una estructura fija como en los modelos 1, 2 y 3.
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Figura 4.2: Predicción a 20-pasos-adelante para el IPSA.

Dado que la volatilidad de un retorno no es directamente observable, comparar el desem-

peño de los diferentes modelos propuestos presenta cierta dificultad. En la literatura metodo-

lógica, algunos autores dejan una parte de la muestra para fines de predicción, y comparan

esta predicción σ̂T+` con el shock ỸT+` = X2
T+`. Este enfoque a menudo encuentra un coefi-

ciente de correlación bajo entre ỸT+` y σ2T+`. Sin embargo, tal hallazgo no es sorprendente

porque ỸT+` por si sólo no es una medida adecuada de la volatilidad en el tiempo T + `.

Considerando desde un punto de vista estad́ıstico los pronósticos 1-paso adelante, tenemos

que E(ỸT+1|FT ) = σ2T+1, de modo que ỸT+1 es una estimación consistente de la volatilidad

σ2T+1. Pero no es una estimación precisa de σ2T+1 porque una sola observación de una variable

aleatoria con un valor medio conocido no puede proporcionar una estimación precisa de su

varianza. Por esta razón, este enfoque no es apropiado para evaluar el desempeño de los pro-

nósticos de los modelos de volatilidad. En nuestro enfoque, disponemos del vector Ỹ KF
T+` = ξ̂T+`
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de las ecuaciones recursivas del KF, por lo que se considera válida la elección de los modelos

a partir de la mera comparación de los MSE entre los retornos cuadráticos del IPSA y los

retornos cuadráticos estimados mediante KF.

La Figura 4.2 muestra la predicción a 20 pasos adelante para la volatilidad IPSA. Los

puntos negros corresponden a los retornos cuadráticos del IPSA y las ĺıneas de color segmen-

tadas indican las predicciones obtenidas para la volatilidad del IPSA a partir de los métodos

no paramétricos analizados en la sección 3. Los mejores modelos estimados con los métodos

de regresión local polinomial o kernel (con ancho de ventana h = 1440 y un grado deg = 5),

la función B-Spline (con parámetros de grado deg = 1 y grados de libertad df = 17) y el

Smoothing Spline (parámetro spar = 1), registraron un MSE equivalente a 0.00069, 0.00070 y

0.00065, respectivamente. Pese al menor MSE de la estimación basada en Smoothing Spline,

estos resultados no son concluyentes puesto que fueron ajustados en una muestra de entrena-

miento (in-sample). Por lo anterior, la elección del modelo compara la estimación del vector de

estado del KF con los retornos cuadráticos del IPSA. En este caso, el menor MSE a 20 pasos

adelamnte fue registrado por el modelo estimado con B-Spline y cuyo valor alcanzó 0.01301.

Finalmente, la Figura 4.3 muestra la predicción de la volatilidad a 50 pasos tanto a

través del (a) modelo tv-GARCH(1,1) con Smoothing Spline (σ̂23090+k,T ) como para (b) el

GARCH(1,1) estacionario. Note que la volatilidad predicha tiene mayor variablidad que la

exhibida por el modelo estacionario.
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Figura 4.3: Comparacióm de predicciones: LS-GARCH v/s GARCH(1,1).



Caṕıtulo 5

Conclusiones

Los modelos GARCH estacionarios han sido ampliamente utilizados para modelar la vo-

latilidad en los mercados financieros debido a su relevancia para la gestión del riesgo de los

portafolios. No obstante, en peŕıodos de estrés financiero, estos modelos subestiman el riesgo

debido a la rigidez que la propiedad de estacionariedad estricta les impone. En esta materia,

los modelos tv-GARCH han surgido como una herramienta relevante para solucionar esta

limitación.

Pese a los avances de los modelos tv-GARCH, aún existen brechas emṕıricas y metodoló-

gicas que abordar. Primero, los avances en técnicas no paramétricas no han sido incorporados

en profundidad para la estimación de modelos tv-GARCH por los escasos estudios previos.

Estás técnicas ofrecen una ventaja por sobre los métodos paramétricos debido a que no esta-

blecen formas espećıficas para la distribución de los datos. Segundo, los estudios previos no

han combinado estos métodos con una representación espacio-estado que permita implemen-

tar algoritmos como el KF para efectuar predicciones de la volatilidad. Nuestra investigación

cubre estas brechas y extiende de forma natural los avances propuestos por Ferreira et al.

(2017).

Nuestras simulaciones de Monte Carlo, aśı como la aplicación a IPSA index de la Bolsa de

Comercio de Santiago (Chile) demostraron dos aspectos relevantes acerca de la comparativa

entre los modelos GARCH y tv-GARCH. Primero, la estructura de los parámetros presen-

taron curvaturas y quiebres estructurales que los modelos estacionarios no son capaces de

capturar. Este hecho revela que la estructura de los parámetros es evidentemente variable en

el tiempo. Segundo, el modelo tv-GARCH demostró tener una mejor performance predictiva,

particularmente cuando se aplicó el método B-Spline. Este hallazgo revela que los métodos no

paramétricos en la estimación de moslode tv-GARCH pueden ser una importante herramienta

para la gestión del riesgo en los mercados financieros.
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Programa de Maǵıster en Estad́ıstica, que imparte la Facultad de Ciencias F́ısicas y Mate-
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