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Resumen 

La atrición en los datos se define como la pérdida de registros a lo largo del tiempo, presentando 

diferencias sistemáticas en la forma y en la cantidad según la naturaleza de los datos, siendo éste, uno 

de los principales obstáculos a la hora de aplicar métodos estadísticos en estudios longitudinales. 

Carrasco (2022), presenta una primera aproximación sobre el desempeño de empresas chilenas según 

la composición de género, basándose en los resultados de la Encuesta Longitudinal de Empresas 

realizada entre 2007 y 2017. Sin embargo, esta base de datos presenta altos grados de atrición. En la 

presente memoria de título se plantea una extensión de este trabajo, usando métodos correctivos para 

la presencia de atrición en los datos. 

En la literatura, se presentan diversos tipos de modelos para lograr solucionar esta problemática, los 

cuales varían desde el uso del método de máxima verosimilitud, la inyección de registros artificiales, 

el uso de pesos en los coeficientes de estimación, la inclusión de variables dicotómicas, la aplicación 

de modelos de machine learning, entre otros. 

De esta forma, para el presente trabajo se plantearon los métodos de imputación simple e imputación 

múltiple para lograr solucionar el problema de la atrición en los datos. El primero, se realizó en base 

a los criterios de moda, media, regresión lineal y por arrastre de la última observación. Mientras que 

el segundo, se implementó con el algoritmo de ecuaciones concatenadas (multiple imputation by 

chained ecuations, en inglés) junto a estimaciones con Random Forest. 

Los resultados presentan que ambas imputaciones no afectaron la vista general de la base de datos, 

debido a que existe una estabilidad tanto en media, como en moda y composición. Además, se muestra 

que la presencia de mujeres en la gerencia de las empresas tiene un impacto estadísticamente 

significativo y negativo sobre las ventas y la productividad. Mientras que, para el número de 

trabajadores presentes, no hay resultados estadísticamente significativos. 
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1 Introducción 

 

1.1 Antecedentes 

La presente memoria de título se basa en el trabajo realizado por Carrasco (2022), dónde se plantea 

una primera aproximación del impacto de la composición de género en el rendimiento de empresas 

chilenas según los datos de la Encuesta Longitudinal de Empresas entre los años 2007 y 2017.1 La 

motivación de este estudio se basa en extender la literatura que analiza diferencias en productividad 

en las empresas, según su composición de sexo en la gerencia general. De esta forma, se toma el caso 

de Chile que ha sido escasamente estudiado en la literatura de género y desempeño empresarial.2 La 

presente memoria de título sigue manteniendo esta motivación general y particularmente se centra en 

mejorar el análisis estadístico de manera de generalizar los resultados a medida que se levantan ciertos 

supuestos de modelamiento. 

En Carrasco (2022) se realiza un análisis estadístico basado en el uso de 4 regresiones lineales 

múltiples, las cuales buscan explicar el comportamiento de 4 variables dependientes de interés: 

productividad, utilidad de la empresa, número de empleados y cantidad de ventas. Dicha memoria 

concluye que el análisis obtenido tiene margen de mejora, principalmente por la atrición no modelada 

presente en los datos (registros no existentes) junto a la posibilidad de incluir otras variables de interés 

(por ejemplo, políticas impartidas) que podrían explicar también el rendimiento de la empresa. 

Además, tal como detalla Carrasco (2022), si bien existe una tendencia al alza dentro de la 

participación de mujeres en la gerencia general de las empresas, sigue habiendo una diferencia 

substancial entre la participación de hombres y mujeres (78% hombres 22% mujeres, según la ELE 

5). 

De esta forma, el problema de la atrición presente en los datos será tratado en la siguiente 

investigación, con el fin de conseguir un análisis con menores sesgos de estimación. Se utilizarán las 

                                                 
1 Siguiendo la misma caracterización de Carrasco (2022), en esta memoria de título se utiliza el concepto género para 

indicar sexo (hombre o mujeres) pues esa es la única desagregación en información de género que permite la base de 

datos. 
2 Carrasco (2022) hace una revisión detallada de los resultados encontrados en países como Estados Unidos (Adams & 

Ferreira, 2009), Alemania (Gottschalk & Niefert, 2013), Dinamarca (Parrotta & Smith, 2013), España (Campbell & 

Mínguez-Vera, 2008) y en un conjunto de países de Europa (Faccio, Marchica, & Mura, 2016). 
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5 versiones de la Encuesta Longitudinal de Empresas (ELE 1 - 2007, ELE 2 - 2009, ELE 3 - 2013, 

ELE 4 - 2015 y ELE 5 - 2017), incluyendo también las empresas que no hayan participado en alguna 

por diversos motivos (voluntariamente no quisieron responder, quiebra, fallo a la hora de contactar, 

etc.) con su correspondiente ELE. Se considerará también el estudio de las variables dependientes 

ocupadas por Carrasco (2022) y la posibilidad de realizar cambios en las variables de control. 

 

1.2 Justificación del tema 

Si bien los resultados propuestos por Carrasco (2022) son correctos estadísticamente, están basados 

en un escenario ideal, donde sólo se utilizaron los datos de empresas que respondieron las 5 versiones 

de la ELE, generando atrición en los datos.  De esta forma, el realizar una extensión que incluya 

también las empresas que presenten irregularidades dentro de los datos, junto a un análisis de los datos 

que nos permita disminuir el sesgo, entregará una visión más realista y estandarizada del análisis 

planteado inicialmente. 

 

1.3 Objetivos 

1.3.1 Objetivo general 

El objetivo general del tema es analizar el impacto de la composición de género en la gerencia general 

en el desempeño de empresas chilenas utilizando métodos que corrijan atrición y sesgos por selección 

en los datos. 

1.3.2 Objetivos específicos 

 Revisar la literatura que presente la formalización de la atrición y métodos empíricos para 

abordar la atrición y/o sesgo de selección. 

 Analizar la magnitud y características de la atrición en la base de datos conformada por las 

cinco rondas de la ELE. 

 Formular el(los) modelo(s) empíricos apropiados y estimarlos con metodologías que permitan 

controlar por la atrición, utilizando las cinco rondas de la ELE. 
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 Analizar los resultados obtenidos y compararlos con los resultados obtenidos por Carrasco 

(2022). 

 

1.4 Estructura del informe 

La memoria de título consta de 6 capítulos. En el presente, se describen los antecedentes generales, la 

justificación del tema, los objetivos generales y específicos, y, por último, la estructura de la memoria. 

El siguiente capítulo presenta el marco teórico, en el cual se hace una revisión bibliográfica de 

problemáticas y metodologías aplicadas en presencia de atrición y/o datos ausentes. 

El capítulo 3 presenta la descripción de los datos a utilizar por medio de la definición de las variables, 

un análisis general y un análisis sobre datos ausentes. 

En el capítulo 4, son detalladas las metodologías a ocupar para subsanar el problema de la pérdida de 

datos y la atrición, junto con presentar los modelos de estimación de parámetros. 

El capítulo 5 presenta los resultados principales de los métodos correctivos anteriormente descritos 

junto a la comparación de los resultados de los modelos de estimación con los obtenidos por Carrasco 

(2022). 

Finalmente, el capítulo 6 expone las conclusiones principales de la presente memoria de título y su 

margen de mejora. 
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2 Marco Teórico 

La atrición en los datos se define como la pérdida de registros (también llamados individuos u 

observaciones) a lo largo del tiempo, presentando diferencias sistemáticas en la forma y en la cantidad 

según la naturaleza de los datos (Nunan, 2018).  

En esta memoria de título, la atrición se observa en las empresas que, luego de contestar por primera 

vez alguna versión de la ELE, no continuaron su participación en las siguientes versiones de manera 

íntegra. Puede haber diferentes razones que haga que las empresas no continúen su participación: por 

ejemplo, 1) la empresa ya no existe porque cerró, ya sea por motivos financieros u otros, o porque se 

fusionó con otra, 2) la empresa no quiso contestar, 3) el administrador de la encuesta perdió el contacto 

con la empresa (por cambio de lugar, número de teléfono, etc), 4) la empresa no pudo ser contactada 

en el momento de tener que responder la encuesta. 

Si bien la pérdida de datos es una gran amenaza para la integridad de este tipo de análisis, tiene poca 

atención econométrica formal (Fitzgerald, Gottschalk, & Moffitt, 1999), siendo muchas veces 

ignorada y/o usando sólo el caso completo (base de datos sin pérdida de valores/observaciones), que 

dentro de un estudio longitudinal serían los individuos que tienen tasa completa de respuesta desde su 

primera aparición.  

Sin embargo, según lo estudiado por Fitzgerald, Gottschalk, & Moffitt (1998), bajo el contexto de una 

regresión lineal, la presencia de atrición en los datos afecta mayoritariamente en los interceptos 

(constantes), y, en algunos casos, la pendiente. De esta forma, es de suma importancia aplicar algún 

método estadístico que corrija este problema. 

Los primeros acercamientos a la pérdida de datos y su impacto son atribuidos a Szabo (1969), Hoon 

Jr. (1969) y Finley (1972). Éstos, si bien no presentaron modelos para corregir la atrición, la 

describieron como un problema a considerar a futuro, principalmente por el impacto que tenían en el 

peso del total de la base de datos con la que trabajaron. Posteriormente, Rubin (1976) profundizó 

sobre este tema, planteando que los problemas de datos faltantes se pueden clasificar en 3 categorías 

según la probabilidad que tienen las propias observaciones de perderse. Si la probabilidad de que 

falten es la misma para todas las observaciones, se dice que los datos faltan completamente al azar 

(missing completely at random, MCAR). En otras palabras, es el caso cuando no existe relación entre 

los datos y la probabilidad de pérdida. Si la probabilidad de que falten los datos sí se puede explicar 
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por variables presentes en los datos, entonces, éstos faltan al azar (missing at random, MAR), siendo 

el supuesto que se presenta con mayor frecuencia en este tipo de problemas. En el caso de que ni 

MCAR ni MAR se cumplan, entonces se habla pérdida de datos que no es al azar (missing not at 

random, MNAR), el cual plantea que la probabilidad de que falte varía por razones que desconocemos. 

Con respecto a los métodos para la corrección de la atrición, Lehnen & Koch (1974) usaron del método 

de máxima verosimilitud para estimar los parámetros de un modelo de regresión lineal, incluyendo 

también la estimación de un parámetro que indica la presencia o ausencia de sesgo por atrición. 

Comprobaron, a su vez, que el uso de mínimos cuadrados ordinarios para estimar los parámetros 

conduciría a un sesgo en los estimadores. De igual manera, Hausman & Wise (1979), propusieron un 

modelo de regresión lineal para variables categóricas. Sin embargo, éstos presentaron un enfoque 

basado en la comprobación de hipótesis sobre la similitud de los diversos subconjuntos de datos con 

atrición y el cambio neto (marginal) a través de los períodos de tiempo. Por su parte, Little & Rubin 

(1991), proponen un modelo basado en probabilidades y el uso de funciones de verosimilitud, en el 

cual abarcan la mayoría de casos “especiales”, incluyendo tópicos como el análisis de componentes 

de la varianza y el modelado de variables latentes. Abowd, Crepon, & Kramarz (1997) propusieron el 

uso del método de los momentos generalizado para lidiar con este problema, mientras que Fitzgerald, 

Gottschalk, & Moffitt (1999), plantearon un modelo de sesgo de selección en el que solo se observa 

una parte de la población, para explorar la pérdida de los datos desde una perspectiva diferente, la de 

la selección en observables, concluyendo que la integridad del modelo va directamente de la mano 

con la selección de los individuos, y que el método de los mínimos cuadrados ponderados es efectivo, 

siempre y cuando se usen en paralelo ecuaciones relacionadas con la atrición. 

Hasta este punto, los métodos expuestos son presentados bajo la lógica del perfeccionamiento de la 

estimación de parámetros en una regresión lineal para tratar con el problema de la pérdida de datos. 

Sin embargo, Hirano, Imbens, Ridder, & Rubin (2001), presentan dos modelos, en los cuales usan 

muestras de “refresco” (artificiales) para llenar el vacío que dejan los registros que presentan atrición. 

El primer modelo, se basa en el supuesto de falta al azar (MAR), el cual, tal como se detalló al inicio, 

se caracteriza por poseer patrones visibles y que los datos sí lo pueden explicar, en este caso, por las 

variables rezagadas y no por las contemporáneas que tienen valores perdidos. Mientras que, el 

segundo modelo, presenta un caso opuesto, debido a que permite que la probabilidad de atrición 

dependa de las variables contemporáneas, pero no de las antiguas. Ambos modelos poseen inferencias 
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muy diferentes, dependiendo principalmente de la naturaleza de los datos. Por otra parte, Baulch & 

Quisumbing (2011) plantearon el uso del ponderador de probabilidad inversa para el aumento de datos 

en los tramos que presente atrición. Este método, si es correctamente aplicado, tiene tendencia a 

aumentar la eficacia del modelo. Sin embargo, debe ser comprobable su integridad para los datos en 

específico, dado a que, un mal uso, puede empeorar el sesgo por atrición (Vandecasteele & Debels, 

2007). 

En los últimos años, destaca el trabajo de Zhu (2014), el cual presenta cuatro modelos de simulación 

para tratar con el problema de la atrición: caso completo (CC), sustitución media (MS), última 

observación realizada (LOCF) e imputación múltiple (MI), y el trabajo de Hill, Biemer, & Buskirk 

(2020), el cual propone el uso de machine learning para predecir la atrición. 
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3 Descripción de datos 

La base de datos utilizada para esta memoria consta en la unión de las primeras 5 versiones de la 

Encuesta Longitudinal de Empresas (ELE) de propiedad del Ministerio de Economía y el Instituto 

Nacional de Estadísticas (Chile). Esta base de datos tiene rondas publicadas para los años 2007, 2009, 

2013, 2015 y 2017. La ELE tiene como objetivo describir a las empresas de todo Chile, teniendo en 

consideración el tamaño de esta, su propio sector industrial, los años de antigüedad que tenga, etc., 

generando así, análisis generales de las características de las empresas o a nivel de detalle.  

En el presente capítulo se definen las variables a utilizar dentro de la memoria de título y expone en 

detalle la base de datos en dos enfoques: análisis general y análisis de datos ausentes. 

3.1 Definición de variables utilizadas 

La definición de las variables utilizadas se presenta en las Tablas 1, 2 y 3: 

Tabla 1: Descripción de las variables utilizadas 

Nombre de la variable Definición 

ID ID único de empresa (se mantiene a través de las versiones de la 

ELE) 

Año de realización Año en el cual la correspondiente versión de la ELE fue realizada 

Tamaño Asignación de número según tamaño de la empresa (1: Grande, 2: 

Mediana, 3: P1, 4: P2, 5: Micro) 

Tasa de interés por deuda Tasa anual de interés del crédito (en caso de que la empresa tenga 

deuda) 

Ventas Ventas anuales reportadas en dólares de diciembre de 2017 

Edad Edad de la empresa 

Holding 1: si la empresa es parte de un grupo económico, 0: en otros casos 

SRI 1: si la empresa es una sociedad de responsabilidad ilimitada, 0: en 

otros casos 

Extranjeros 1: si la empresa tiene dueños extranjeros, 0: en otros casos 

Porcentaje de participación 

de extranjeros 

Porcentaje de participación de los dueños extranjeros (en caso de 

que los dueños sean extranjeros) 

Familiar 1: si la empresa es un negocio familiar, 0: en otros casos 

Dueño 1: si el CEO de la empresa es el dueño de esta, 0: en otros casos 
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Tabla 2: Descripción de las variables utilizadas (continuación) 

Nombre de la variable Definición 

Propiedad 1: si el CEO es dueño de algún porcentaje de la empresa, 0: en otros 

casos 

Género 1: si el CEO de la empresa es hombre, 0: en otros casos 

Género (mujer) 1: si el CEO de la empresa es mujer, 0: en otros casos 

Exporta 1: si la empresa realiza exportaciones directas, 0: en otros casos 

Porcentaje de exportaciones Porcentaje de las ventas atribuidas a las exportaciones directas (en 

caso de que la empresa realice exportaciones directas) 

Número de trabajadores Número de empleados de la empresa 

Salarios Salarios anuales reportados en dólares de diciembre de 2017 

Externo 1: si la empresa tiene trabajadores subcontratados, 0: en otros casos 

Cantidad de externos Cantidad de trabajadores subcontratados de la empresa (en caso de 

que la empresa tenga trabajadores subcontratados) 

Deuda 1: si la empresa tiene deuda, 0: en otros casos 

IyD 1: si la empresa hace I+D, 0: en otros casos 

Inventario Inventario anual reportado en dólares de diciembre de 2017 

Impuestos Impuestos anuales reportados en dólares de diciembre de 2017 

Utilidades Utilidades anuales reportadas en dólares de diciembre de 2017 

Región Número de la región en la cual se ubica la empresa 

Ventas (en log) Ventas anuales reportadas en dólares de diciembre de 2017, en 

logaritmo 

Productividad laboral de los 

empleados (en log) 

Ventas anuales reportadas en dólares de diciembre de 2017 sobre 

número de empleados, en logaritmo 

Inventario (en log) Inventario anual reportado en dólares de diciembre de 2017, en 

logaritmo 

Impuestos (en log) Impuestos anuales reportados en dólares de diciembre de 2017, en 

logaritmo 

Salarios (en log) Salarios anuales reportados en dólares de diciembre de 2017, en 

logaritmo 

Utilidades (en log) Utilidades anuales reportadas en dólares de diciembre de 2017, en 

logaritmo 

Número de trabajadores (en 

log) 

Número de empleados de la empresa, en logaritmo 
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Tabla 3: Descripción de las variables utilizadas (continuación) 

Nombre de la variable Definición 

ELE 2 1: si la ELE corresponde a la versión 2, 0: en otros casos 

ELE 4 1: si la ELE corresponde a la versión 4, 0: en otros casos 

Empresa grande 1: si la empresa es de tamaño grande, 0: en otros casos 

Margen de utilidad Relación entre las utilidades y las ventas de manera porcentual 

Tasa de crecimiento de la 

utilidad 

Tasa a la cual creció (o decreció) la utilidad de la empresa entre dos 

instantes de tiempo consecutivos 

 

3.2 Análisis general 

Dado a que las empresas viven en un entorno sumamente cambiante, tanto en factores internos 

(quiebra, crecimiento, cambio en el personal, etc.) como factores externos (influencia del entorno en 

el Q de ingresos, demanda de productos, etc.), se han publicado, hasta el año 2022, 5 versiones de la 

encuesta: ELE-1 (2007), ELE-2 (2009), ELE-3 (2013), ELE-4 (2015) y ELE-5 (2017), con el fin de 

que la información sobre las empresas participantes sea la más actualizada posible. Dentro de este 

rango, se han realizado 39.106 encuestas, las cuales, han tenido un comportamiento irregular en torno 

a la participación, tal como se aprecia en la Tabla 4. 

 

Tabla 4: Número de encuestas realizadas para cada tanda de la ELE. 

Versión de la encuesta Número de empresas participantes 

ELE-1 10.213 

ELE-2 7.062 

ELE-3 7.267 

ELE-4 8.084 

ELE-5 6.480 
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En primera instancia la base de datos fue preprocesada para encontrar homología entre las versiones, 

debido a que la estructura de la encuesta en ninguna de estas fue idéntica, por lo que las preguntas 

podían cambiar de orden, enunciado o, incluso, ser eliminadas.  

La composición del tipo de empresas que participaron en cada encuesta, según su tamaño, se puede 

ver en la Figura 1. Si bien, existe una clara baja en la participación, y en su peso con respecto al total, 

de parte de las microempresas, está la opción de que muchas de estas hayan mutado hacia otro tamaño 

de empresa, que hayan quebrado (por ser el escalón más pequeño y, por consiguiente, más inestable) 

o que no hayan contestado siguientes versiones de la ELE (presencia de atrición). Caso similar para 

las empresas de tipo P2, las cuales disminuyeron su participación en más de 60% entre la primera y 

la quinta versión. Por otra parte, las empresas grandes, son las que más han aumentado su peso en las 

versiones de la ELE, pasando de un 18% (con respecto al total) en la ELE-1, a un 54% en la ELE-4 y, 

finalmente, a un 39% en la ELE-5. 

 

 

Figura 1: Cantidad de empresas participantes según la versión de la ELE y su tamaño. 

Fuente: elaboración propia 

 

Por otra parte, una de nuestras variables de interés a estudiar es el género, el cual toma valor igual a 1 

en el caso de que el gerente general (CEO) de la empresa encuestada es hombre, y valor 0 si es mujer. 

Esta, fue la variable principal estudiada por Carrasco (2022), por lo que es de suma importancia tener 
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claridad con respecto a su comportamiento a través de las ELE. En la Figura 2 se presentan los pesos 

según el género del CEO para cada versión de la encuesta. En primera instancia, se aprecia un 

comportamiento irregular (aumenta y disminuye) en cuanto a la proporción de gerentes generales 

hombres, junto a la presencia de datos perdidos en la ELE-1. 

 

 

Figura 2: Pesos según el género del CEO de las empresas según la versión de la ELE. 

Fuente: elaboración propia 

 

Sin embargo, cuando se realiza este mismo análisis (excluyendo las observaciones con este valor 

perdido o null) según el tamaño de la empresa, se pueden observar fuertes tendencias. Esto, se ve 

demostrado en la Figura 3, la cual presenta los pesos para las empresas grandes y medianas, quienes 

muestran un alza en la proporción de las mujeres que son CEO de estas empresas, pasando de un 6% 

de la participación total a un 18% para estos dos tipos de empresas. Este crecimiento, recalca la 

importancia de estudiar el impacto que tiene esta variable sobre el rendimiento de la empresa en 

cuestión, especialmente para el caso de estas empresas, debido a que son las que más influencia tienen 

en el mercado. 
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Figura 3: Pesos según el género del CEO de las empresas según la versión de la ELE para empresas 

grandes y medianas. 

Fuente: elaboración propia 

 

Bajo este concepto, en la Figura 4 y en la Figura 5 podemos observar el impacto del género sobre 

otras dos variables de interés para medir el rendimiento de una empresa: utilidades y deuda, 

utilizándose para la primera variable su versión logarítmica. En ambos casos, el CEO hombre tiene 

más influencia (tanto para la generación de utilidades, como para la creación de deuda).  

 

 

Figura 4: Utilidades promedio (en log) para cada versión de la encuesta según el género del CEO. 

Fuente: elaboración propia 
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Figura 5: Deuda promedio para cada versión de la encuesta según el género del CEO. 

Fuente: elaboración propia 

 

3.3 Análisis de datos ausentes 

La base de datos ya detallada será tema de estudio para nuestro problema central de sesgo por atrición. 

Sin embargo, existe otra fuente de ausencia de datos que no es propia de la tasa de deserción de las 

empresas y que está presente en nuestra base: la pérdida de datos. Esta, corresponde a los registros 

por variables que no están (también valores nulos o null) por algún motivo que no es detallado (como 

la no respuesta de la pregunta, la pérdida del dato a la hora de confeccionar la base original, la 

posibilidad de que ninguna alternativa sea la indicada para responder, información inconclusa, etc.), 

por lo que también se le conoce como ausencia implícita de datos. De esta manera, a continuación se 

presenta el análisis para la ausencia implícita (pérdida de datos) y para la ausencia explícita (atrición), 

con el fin de diferenciar el impacto de cada uno de éstos dentro de nuestra base. 

3.3.1 Datos ausentes implícitos: pérdida de datos 

Para cuantificar el impacto de la ausencia implícita, se presentan en las Tablas 5, 6 y 7 las variables 

que presentan algún grado de pérdida, junto a su frecuencia, porcentaje de pérdida con respecto al 

total y las correlaciones principales con respecto al resto de variables. Dado a que el establecimiento 

de correlaciones tiene como fin la posterior estimación de las variables para los datos perdidos, sólo 

se considerarán las variables que no presenten pérdida, haciendo la excepción para las utilidades, en 
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el cual se incluyen las ventas (en log) por su alta correlación (0,91) y bajo porcentaje de pérdida con 

respecto al total (1,31%). 

 

Tabla 5: Variables con pérdida implícita en la base de datos 

Variable Perdidos 
Perdidos con 

respecto al total 
Correlaciones principales 

Tasa de interés por 

deuda 
28.842 73,75% 

Año de realización (0,16) 

IyD (-0,10) 

Ventas 514 1,31% 

*con Ventas (en log) 

ELE 2 (0,67) 

Tamaño (-0,63) 

Empresa grande (0,50) 

Número de trabajadores (en 

log) (0,42) 

SRI (-0,39) 

Dueño (-0,38) 

Holding (0,32) 

Porcentaje de 

participación de 

extranjeros 

1.115 2,85% 

Exporta (0,22) 

Empresa grande (0,22) 

Holding (0,22) 

Familiar 17.275 44,17% 

Propiedad (0,24) 

Extranjeros (-0,19) 

Holding (-0,12) 

Género 661 1,69% 

Tamaño (-0,20) 

SRI (-0,14) 

Dueño (-0,13) 

Exporta 2 0,01% 

Empresa grande (0,29) 

Tamaño (-0,27) 

Extranjeros (0,26) 
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Tabla 6: Variables con pérdida implícita en la base de datos (continuación) 

Variable Perdidos 
Perdidos con 

respecto al total 
Correlaciones principales 

Porcentaje de 

exportaciones 
4 0,01% 

Empresa grande (0,19) 

Tamaño (-0,18) 

Extranjeros (0,17) 

Salarios 664 1,70% 

*con Salarios (en log) 

Número de trabajadores (en 

log) (0,88) 

Tamaño (-0,65) 

SRI (-0,50) 

Empresa grande (0,49) 

Dueño (-0,48) 

Externo 3.200 8,18% 

Empresa grande (0,32) 

Tamaño (-0,30) 

Número de trabajadores (en 

log) (0,27) 

Cantidad de externos 3.200 8,18% 

Número de trabajadores 

(0,16) 

Tamaño (-0,05) 

Deuda 10.213 26,12% 

Tamaño (-0,41) 

ELE 4 (0,36) 

SRI (0,32) 

Inventario 3.037 7,77% 

*con Inventario (en log) 

Tamaño (-0,48) 

Empresa grande (0,42) 

Número de trabajadores (en 

log) (0,37) 

Dueño (-0,31) 

ELE 2 (0,25) 
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Tabla 7: Variables con pérdida implícita en la base de datos (continuación) 

Variable Perdidos 
Perdidos con 

respecto al total 
Correlaciones principales 

Impuestos 2.521 6,45% 

*con Impuestos (en log) 

ELE 2 (0,69) 

Tamaño (-0,49) 

Empresa grande (0,35) 

Holding (0,30)  

Utilidades 515 1,32% 

*con Utilidades (en log) 

Ventas ̂ (en log) (0,91) 

ELE 2 (0,70) 

Tamaño (-0,51) 

Empresa grande (0,40) 

Holding (0,32) 

SRI (-0,31) 

Región 2.308 5,9% 
Tamaño (-0,20) 

Empresa grande (0,19) 

 

Si bien existen distintos tipos de niveles de pérdida, para nuestras variables de interés como el género, 

ventas, utilidades y salarios, la caída no pasa el 2%, lo que es beneficioso para nuestro análisis 

posterior. Por otra parte, variables como la tasa de interés por deuda, si es una empresa familar o si la 

empresa presenta deuda, poseen pérdidas implícitas muy grandes, por lo que son fuertes candidatos a 

no ser considerados como variables explicativas dentro de los modelos a estudiar. En forma general, 

la mayoría de las variables con pérdida tienen correlaciones muy bajas con el resto de variables, lo 

que se puede deber a que estas variables se explican por otros con pérdida (como impuestos por 

ejemplo) o que tienen independencia del resto por su naturaleza (posible presencia de 

autocorrelación). 
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3.3.2 Datos ausentes explícitos: atrición 

Para observar el impacto de la atrición en nuestra base de datos, se presenta en la Figura 6 la evolución 

en la participación en la ELE de las empresas a través del tiempo. Se puede apreciar, que de las 10.213 

empresas que participaron en la primera versión, sólo 838 respondieron las 5 versiones de la ELE, 

siendo el resto, empresas que no respondieron todas las versiones o empresas que respondieron la 

encuesta por primera vez posterior a la ELE-1 (también llamadas muestras de refresco). 

 

 

Figura 6: Cantidad de empresas según la versión de la ELE y estado de su participación. 

Fuente: elaboración propia 

 

En la Tabla 8 se enseña, de manera más detallada, los patrones formados por las empresas y su 

participación global en la ELE, cuantificando los distintos niveles de impacto de la atrición. Para 

nuestro análisis, más del 60% de las empresas totales participaron en sólo una versión de la encuesta, 

generando altos grados de pérdida en los datos para estas observaciones, desbalanceando así la base 

de datos para un estudio longitudinal. De igual manera, se puede apreciar que, aproximadamente, un 

25% de las empresas presentes en el estudio tuvieron un comportamiento ideal para nuestro análisis 

de atrición (patrones en negrita). En otras palabras, son las empresas en las cuales, después de 

responder por primera vez la encuesta en cualquiera de las versiones de la ELE, no se retiró de esta 

posteriormente. 
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Tabla 8: Cantidad de empresas según su participación global en la ELE. 

ELE-1 ELE-2 ELE-3 ELE-4 ELE-5 Frecuencia Porcentaje 

     6.961 29% 

     2.830 12% 

     2.307 10% 

     2.020 8% 

     1.780 7% 

     1.763 7% 

     839 3% 

     838 3% 

     813 3% 

     789 3% 

     667 3% 

     561 2% 

Otros patrones 1.962 < 10% 

Total 24.130 100% 

 

Por otra parte, con el objetivo de ver la relación entre las variables y el nivel de atrición de los datos, 

se presenta un análisis de cohorte en la Figura 7 y Figura 8. Este análisis presenta la tasa de retención 

de los individuos de cada encuesta con respecto a sus versiones posteriores, estudiando así la 

influencia de las variables sobre la tasa de pérdida. Para el primer caso, se presentan los análisis según 

el tamaño de la empresa, donde se observa que, para empresas más grandes, existe una tasa de atrición 

menor que empresas pequeñas. En la segunda, por su parte, se puede ver esta misma diferencia entre 

los géneros de los CEO, dado a que las empresas con CEO mujer, tienen mayor tasa de no respuesta 

en las siguientes encuestas con respecto a las empresas con CEO hombre. Si bien en ambos casos los 

porcentajes son concluyentes, existen otros factores que pueden influir en la no respuesta, 

especialmente según el tamaño de la empresa (como por ejemplo, la quiebra o cambio de propietario 

mencionados anteriormente). Sin embargo, empíricamente, se puede establecer el supuesto que la 
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pérdida de datos está sujeta a propiedades de las mismas observaciones más que el azar, describiendo 

este problema como uno de tipo MAR (missing at random). 

 

 

 

 

Figura 7: Análisis de cohorte de los participantes en cada versión de la ELE según el tamaño de la 

empresa. 

Fuente: elaboración propia 
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Figura 8: Análisis de cohorte de los participantes en cada versión de la ELE según el género del 

CEO. 

Fuente: elaboración propia 
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4 Metodología 

Tal como se presentó en el capítulo 2, existen muchos métodos para la corrección de los problemas 

relacionados con la atrición presente en los datos. Dentro de ellos, se encuentran los métodos de 

estimación de parámetros, la inyección de registros artificiales, el uso de pesos, machine learning, 

simulación, etc. Para el presente trabajo, en primera instancia se implementarán dos métodos que 

corregirán la ausencia de datos: imputación simple para la pérdida de datos e imputación múltiple para 

la atrición. Posterior, se realizará la elección de las variables dependientes y de control, y, por último, 

se ajustarán 4 modelos de estimación de parámetros para comprobar la significancia de estas variables.  

4.1 Imputación simple 

La imputación simple es uno de los métodos más recurrentes dentro del campo de la minería de datos 

para el caso de valores perdidos, y esto se debe a que su aplicación es simple y de pocos recursos 

computacionales. Si bien, para los casos missing not at random (MNAR) no es recomendado usar este 

método (Fielding, Fayers, McDonald, McPherson, & Campbell, 2008), es efectivo para nuestro caso 

de estudio (missing at random, MAR). 

Si bien hay múltiples métodos de reemplazo de datos, para el presente trabajo se recurrirán a los 

siguientes: 

 Por media: se imputa la media de los valores disponibles de la variable. Este método si bien 

mantiene estabilidad en el modelo, tiende a subestimar la varianza, disminuyendo así la 

aleatoriedad de la muestra. 

 Por moda: se imputa la moda de los valores disponibles de la variable.  

 Por regresión lineal: se imputa el valor perdido como la predicción en base a variables que no 

poseen pérdida. Se ocupa el método de mínimos cuadrados ordinarios para estimar los 

parámetros. Este método tiende a sobreestimar las correlaciones entre las variables. 

 Por el arrastre de la última observación (LOCF en inglés): se imputa el valor a través de la 

copia de la última observación del mismo individuo. Este método se ocupa principalmente en 

modelos longitudinales y asume que la observación no tiene cambios a través del tiempo. 

La imputación simple será ejecutada a través del entorno Google Colab y el lenguaje de programación 

Python. 
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4.2 Imputación múltiple 

Si bien el método planteado de imputación simple de fácil implementación y efectivo para casos 

missing at random (MAR), tiene algunos problemas estadísticos asociados, tales como, la creación de 

sesgo para variables poco correlacionadas o la reducción en la eficiencia del modelo (Barnard & 

Meng, 1999). Este error crece según el peso de los datos faltantes con respecto al total de la muestra, 

debido a que el dato faltante es reemplazado directamente por otro (estimación única), para ser tratado 

como un dato real, sin considerar la variabilidad que puede tener este para distintos escenarios, 

subestimando así la varianza. Por lo que, según lo visto en el capítulo 3, el uso de este método no es 

el más recomendado para enfrentar el problema de la atrición dado a su alto porcentaje de pérdida. 

El método de imputación múltiple (Rubin, Multiple Imputation for Nonresponse in Surveys, 1987), 

soluciona el problema de la poca variabilidad de las variables, dado a que, en lugar de hacer una sola 

estimación, se consideran múltiples valores “posibles”. De este modo, el propósito central de este 

método no es asumir estimaciones como verdaderas, sino modelar los datos faltantes para llegar a una 

inferencia estadística válida en el global (Schafer, 1997). 

4.2.1 Algoritmo MICE 

La principal adaptación del método de imputación múltiple es el de ecuaciones encadenadas (también 

conocido como MICE: multiple imputation by chained ecuations en inglés). Este, plantea como 

supuesto principal que los datos ausentes correspondan al tipo missing at random (MAR) y que las 

variables tienen algún tipo de dependencia con las demás. De esta manera, las n estimaciones propias 

del método de imputación múltiple, serán una serie de estimaciones donde cada variable se turna para 

establecer una relación sobre el resto de variables. Este procedimiento proporciona una gran 

flexibilidad ya que a cada variable se le puede asignar un modelo de predicción único según sus 

características. El procedimiento del algoritmo MICE es el siguiente: 

 

1) En primer lugar, se realizan n estimaciones puntuales para los valores faltantes, derivando en n sets 

de datos distintos. Al inicio, la primera estimación normalmente es muy alejada de la realidad, debido 

a que puede tomar valores aleatorios o algún estadístico de tendencia central. Sin embargo, como se 
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trata de un método iterativo (una iteración para cada set de datos), progresivamente las estimaciones 

se van acercando al valor buscado sin perder la variabilidad deseada. El número de set de datos (n) se 

define previamente. Si bien no hay un consenso con respecto a este número (depende de la estructura 

de los datos, porcentaje de pérdida, etc.), se plantea n = 10 como un valor aceptable para aplicar este 

algoritmo. 

2) Los n conjuntos de datos resultantes son analizados (en media, varianza, etc.) para realizar 

estimaciones en cada variable con datos ausentes. 

3) Las estimaciones de parámetros de cada conjunto de datos imputados se combinan para obtener un 

solo conjunto final de estimaciones de parámetros. 

Como se mencionó anteriormente, el método más usado para la predicción de los parámetros es el de 

regresión lineal múltiple. Sin embargo, no es el único existente, y esto se debe a que la estimación por 

MCO tiende a sobreestimar las correlaciones entre variables, lo que no es beneficioso si se tiene una 

base de datos con relaciones complejas o mucha atrición (como nuestro caso). Debido a esto y a que 

nuestra base de datos posee una alta dimensionalidad, se presenta Random Forest como uno de los 

métodos más recomendados (Wulff & Ejlskov, 2017), siendo este el método que será usado para 

estimar los parámetros del modelo. 

4.2.2 Random Forest 

Random Forest (o bosques aleatorios) es un método basado en machine learning que consta en un 

conjunto de árboles de decisión independientes, los cuales, si bien van entrenando con distintas 

muestras, lo realizan con igual distribución. En un final, estos árboles de decisión comparan sus 

predicciones para cada variable, compensando así los errores y generalizando los valores finales. Si 

bien los árboles predictores son ampliamente usados para variables de decisión, también son usados 

para variables continuas. 

Para el caso del algoritmo MICE y Random Forest, está demostrado que las imputaciones que se 

intentan producir poseen un componente aleatorio por sobre la elección de la "mejor" predicción 

(Doove, van Buuren, & Dusseldorp, 2014), lo que ayuda en un modelo que presenta altos niveles de 

atrición. 
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Este método será ejecutado a través del entorno Google Colab y el lenguaje de programación Python, 

en el cual, para la implementación del algoritmo iterativo descrito se hará uso de la biblioteca 

importada miceforest. 

 

4.3 Elección de variables 

Posterior a la ejecución de la imputación simple y la imputación múltiple, dispondremos de una base 

de datos que no presenta pérdida, por lo que, previo a la elección de las variables (dependientes y de 

control), dispondremos de estadísticos más estables para todas las variables. En primera instancia, se 

usarán de base las variables propuestas por Carrasco (2022), para posteriormente evaluar posibles 

candidatos que tengan consistencia en su origen (bajo nivel de pérdida previo a la imputación simple) 

y alta correlación con las variables dependientes. 

La correlación entre dos variables estadísticas (1) indica la fuerza y la dirección (creciente o 

decreciente) de una relación lineal (Kenney & Keeping, 1951). De esta forma, nos usaremos de este 

estadístico para medir la dependencia entre dos variables y, por consiguiente, la probabilidad de que 

las variables dependientes sean explicadas por los candidatos. 

 𝑟𝑥𝑦 =
 𝑛 ∑ 𝑥𝑦 − (∑ 𝑥)(∑ 𝑦)

√𝑛 ∑ 𝑥2 − (∑ 𝑥)2 ∗  √𝑛 ∑ 𝑦2 − (∑ 𝑦)2
 (1) 

Donde: 

𝑟𝑥𝑦: Índice de correlación entre variables x e y 

n: Número de observaciones 

 

4.4 Modelos de estimación de parámetros 

4.4.1 Mínimos Cuadrados Ordinarios 

El método de mínimos cuadrados ordinarios (MCO) es uno de los métodos más populares para estimar 

los parámetros de un modelo de regresión lineal (Gujarati, 1978). MCO realiza esta la estimación de 

un conjunto de variables explicativas por el principio de mínimos cuadrados: se minimiza la suma de 

los cuadrados de las diferencias entre la variable dependiente observada en el conjunto de datos dado 

y los predichos por la función lineal de la variable de control (2).  
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 𝑆 =  ∑(𝑌𝑖 − 𝑌�̂�)
2

𝑁

𝑖=1

 (2) 

Donde: 

𝑆: Suma de los errores cuadráticos 

𝑌𝑖: Variable dependiente observada 

𝑌�̂�: Variable dependiente predicha 

N: Número de observaciones 

 

Generalizando a través de la ecuación de predicción del modelo de regresión lineal simple (3): 

 𝑌�̂� =  �̂�0 +  ∑ �̂�𝑘𝑋𝑘𝑖

𝐾

𝑘=1

 ∀𝑖, 𝑖 ∈ {1, … , 𝑁} (3) 

Donde: 

�̂�0: Estimador de la constante de la regresión 

�̂�𝑘: 
Estimadores de los parámetros k-ésimos que estima la pendiente entre la variable 𝑋𝑘𝑖 e 𝑌𝑖 

para todo i 

𝑋𝑘𝑖: k-ésima variable de control para todo i 

K: Número de variables de control 

 

Así, combinando (2) y (3), se obtiene la función a minimizar con el fin de encontrar los mejores 

estimadores (4). 

 𝑆 =  ∑(𝑌𝑖 − �̂�0 − ∑ �̂�𝑘𝑋𝑘𝑖

𝐾

𝑘=1

)2

𝑁

𝑖=1

 (4) 

 

4.4.2 Mínimos Cuadrados Ordinarios Agrupados 

El modelo de mínimos cuadrados ordinarios agrupados (MCA) presenta la misma premisa que el 

modelo de MCO, con la diferencia de que en este se incluye la presencia de la temporalidad (5). De 

esta forma, se nutre el modelo anterior con un enfoque más adecuado a un estudio longitudinal. 
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 �̂�𝑖𝑡 =  �̂�0 +  ∑ �̂�𝑘𝑋𝑘𝑖𝑡 

𝐾

𝑘=1

 
∀𝑖, 𝑖 ∈ {1, … , 𝑁} 

∀𝑡, 𝑡 ∈ {1, … , 𝑇} 
(5) 

Donde: 

�̂�𝑖𝑡: Variable dependiente predicha para todo i y todo t 

𝑋𝑘𝑖𝑡: k-ésima variable de control para todo i y todo t que incluye además efectos fijos de tiempo 

T: Número de períodos 

 

Así, adaptando (2) y combinándolo con (5), se obtiene la función a minimizar para este modelo (6). 

 𝑆 =  ∑(𝑌𝑖𝑡 − �̂�0 −  ∑ �̂�𝑘𝑋𝑘𝑖𝑡 

𝐾

𝑘=1

)2

𝑁

𝑖=1

 (6) 

 

 

4.4.3 Efectos Fijos 

El modelo de efectos fijos (FE) es un modelo estadístico que representa las cantidades observadas en 

las variables explicativas que son tratadas como si las cantidades fueran no-aleatorias, teniendo como 

fin eliminar el sesgo que puede causar una variable que sea constante dentro de un mismo grupo. De 

forma generalizada con respecto a una base de datos de panel, se tiene que (7): 

 

 �̂�𝑖𝑡 =  �̂�0 +  ∑ �̂�𝑘𝑋𝑘𝑖𝑡  + 𝑌𝑖  ∑ 𝐷𝑢𝑚𝑚𝑦𝑖  

𝐾−1

𝑘=1

𝐾

𝑘=1

 (7) 

Donde: 

𝐷𝑢𝑚𝑚𝑦𝑖: Variable dummy para todo i hasta n-1 

 

Por lo que, combinando (2) con (7), se obtiene la función para minimizar este modelo (8). 
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 𝑆 =  ∑(𝑌𝑖𝑡 − �̂�0 −  ∑ �̂�𝑘𝑋𝑘𝑖𝑡 − 𝑌𝑖  ∑ 𝐷𝑢𝑚𝑚𝑦𝑖  

𝐾−1

𝑘=1

𝐾

𝑘=1

)2

𝑁

𝑖=1

 (8) 

 

4.4.4 Matching DID 

El método de diferencias en diferencias, tiene como premisa inicial la creación de dos grupos: 

tratamiento y control. Luego, se realizan dos diferencias a las variaciones promedio, una para cada 

grupo, con el fin de poder eliminar las características no observables, constantes y no constantes, en 

el tiempo, respectivamente (Angrist & Pischke, 2009). Esto busca aislar todos los efectos exógenos 

que se pueden presentar en el modelo, dejando sólo variables netamente explicativas. Por su parte, el 

método de matching, crea un grupo de control que busca ser lo más similar al grupo de tratamiento, 

algo que se puede dificultar según la cantidad de variables que tenga (Rubin, 1973). Para este caso, la 

variante del propensity score matching, es la más efectiva para la presencia de muchas variables a 

estudiar (Rubin, 1997). Este método, se basa en el análisis de las variables disponibles y no en el 

trazado de reglas previas de correlación, por lo que podría haber relaciones entre variables que, por 

premisa, no existen (Rosenbaum & Rubin, 1983). 

De esta manera, el método conjunto de matching con diferencias en diferencias, plantea la creación 

de estos grupos de control y tratamiento a través de la técnica de matching, para la posterior aplicación 

de las dos diferencias del método DID (Herreros, 2021). Uno de los principales motivos para la 

aplicación de este método, es debido a que la creación de los grupos en el método DID está 

directamente ligada a que deben existir observaciones que tengan efecto con y sin tratamiento. Caso 

contrario para el matching, el cual no plantea necesario ese requisito, haciendo que el modelo sea 

mucho más flexible y nutrido. Además, el método de matching se preocupa netamente de las variables 

observables, por lo que también el método de DID se ocupa como un corrector del modelo, eliminando 

la influencia no observable en este. 

El estimador principal del modelo presenta que: 

 �̂�𝑀𝐷𝐼𝐷 =
1

𝑛1
∑  

𝑖∈𝐼1∩𝑆𝑃

{(𝑦𝑖𝑠𝑡1

1 − 𝑦𝑖𝑠𝑡0

0 ) − ∑  

𝑗∈𝐼0∩𝑆𝑃

𝑊(𝑖, 𝑗)(𝑦𝑗𝑠𝑡1

0 − 𝑦𝑗𝑠𝑡0

0 )} (9) 
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Los 4 métodos anteriormente descritos se aplicaron para cada una de las variables dependientes a 

escoger e implementados a través del software Stata. 
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5 Resultados 

 

5.1 Imputación simple 

En primer lugar, se ejecutó la imputación simple para solucionar el problema de la ausencia implícita 

de datos. En las Tablas 9, 10 y 11 se detallan los métodos ocupados para cada variable que presentaba 

pérdida. 

 

Tabla 9: Variables con pérdida implícita en la base de datos y sus métodos de corrección 

Variable Método 

Tasa de 

interés por 

deuda 

Si ya existe con el mismo ID: Media de la tasa de interés por deuda del ID 

Si no existe con el mismo ID: Media de la tasa de interés por deuda según su año 

de realización 

Ventas 

Regresión Lineal Múltiple 

Variable Dependiente: Ventas (en log) 

Variables de Control: ELE 2, Tamaño, Empresa grande, Número de trabajadores 

(en log), SRI, Dueño, Holding 

Ver Anexo 2 para más detalles. 

Porcentaje de 

participación 

de 

extranjeros 

Si Extranjeros = 0:  Porcentaje de participación de extranjeros = 0 

Si Extranjeros = 1: 

- Si ya existe con el mismo ID: LOCF del porcentaje de participación de 

extranjeros del ID 

- Si no existe con el mismo ID: Media del porcentaje de participación de 

extranjeros según variable Exporta 

Familiar 
Si ya existe con el mismo ID: LOCF de Familar del ID 

Si no existe con el mismo ID: Moda de Familar según variable Propiedad 

Género 
Si ya existe con el mismo ID: LOCF del género del ID 

Si no existe con el mismo ID: Moda del género según tamaño de empresa 

Exporta 
Si ya existe con el mismo ID: LOCF de Exporta del ID 

Si no existe con el mismo ID: Moda de Exporta según variable Empresa grande 
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Tabla 10: Variables con pérdida implícita en la base de datos y sus métodos de corrección 

(continuación) 

Variable Método 

Porcentaje de 

exportaciones 

Si Exportâ  = 0:  Porcentaje de exportaciones = 0 

Si Exportâ  = 1: 

- Si ya existe con el mismo ID: LOCF del porcentaje de exportaciones del 

ID 

- Si no existe con el mismo ID: Media del porcentaje de participación de 

extranjeros según variable Empresa grande 

Salarios 

Regresión Lineal Múltiple 

Variable Dependiente: Salarios (en log) 

Variables de Control: Número de trabajadores (en log), Tamaño, SRI, Empresa 

grande, Dueño 

Ver Anexo 2 para más detalles. 

Externo 
Si ya existe con el mismo ID: LOCF de Externo del ID 

Si no existe con el mismo ID: Moda de Externo por variable Empresa grande 

Cantidad de 

externos 

Si Externô  = 0:  Cantidad de externos = 0 

Si Externô  = 1: 

- Si ya existe con el mismo ID: LOCF de la cantidad de externos del ID 

- Si no existe con el mismo ID: Media de la cantidad de externos según 

tamaño de empresa 

Deuda 
Si ya existe con el mismo ID: LOCF de deuda del ID 

Si no existe con el mismo ID: Moda de la deuda según tamaño de empresa 

Inventario 

Regresión Lineal Múltiple 

Variable Dependiente: Inventario (en log) 

Variables de Control: Tamaño, Empresa grande, Número de trabajadores (en 

log), Dueño, ELE 2 

Ver Anexo 2 para más detalles. 
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Tabla 11: Variables con pérdida implícita en la base de datos y sus métodos de corrección 

(continuación) 

Variable Método 

Impuestos 

Regresión Lineal Múltiple 

Variable Dependiente: Impuestos (en log)* 

Variable de Control: ELE 2, Tamaño, Empresa grande, Holding 

Ver Anexo 2 para más detalles. 

*Si bien los impuestos pueden tomar valores negativos, éstos son 

aproximadamente un 0,5% de la base total, por lo que se toma el riesgo de 

estimar con su versión logarítmica y la posterior aplicación de la función 

exponencial. 

Utilidades 

Si ya existe con el mismo ID: Media de las utilidades del ID 

Si no existe con el mismo ID: Regresión Lineal Múltiple 

Variable Dependiente: Utilidades (en log)* 

Variables de Control: 𝑉𝑒𝑛𝑡𝑎𝑠̂  (𝑒𝑛 log)**, ELE 2, Tamaño, Empresa grande, 

Holding, SRI 

Ver Anexo 2 para más detalles. 

*Si bien las utilidades pueden tomar valores negativos, siendo representados por 

aproximadamente un 22% de los totales, se elige utilizar, en primera instancia, la 

media de las utilidades para un mismo ID, debido a que, una estimación positiva 

(con regresión lineal) para una empresa que tenga sólo utilidades < 0 no haría 

correspondencia. Así, si es que el ID no posee datos de utilidades en toda la base, 

se procederá a realizar la estimación en base al logaritmo de éste, asumiendo que 

este valor será positivo. A modo de comparación, en Anexo 3 se presenta una 

metodología distinta a la hora de estimar esta variable. Esta, se basa en la 

transformación previa de las utilidades para que sean todas positivas con el fin de 

no haber pérdida por negativos y poder estimar todos en base a utilidades (en 

log). Si bien el ajuste es mejor en este nuevo modelo de regresión, se presentan 

resultados muy similares tanto en media como en varianza para la muestra total. 

**Todas las estimaciones anteriores se han realizado en base a variables sin 

pérdida. Sin embargo, para el caso de las utilidades (en log), existe una fuerte 

correlación con el estimado de las ventas (en log), y no así con otras variables. Si 

bien habrá un error sobre estimado, este será menor al que se incurriría en el caso 

de estimar las utilidades (en log) sólo con variables sin pérdida (como ELE 2, 

Tamaño, etc.) 

Región 
Si ya existe con el mismo ID: Moda de la región del ID 

Si no existe con el mismo ID: Moda de la región según tamaño de empresa 
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En la Tabla 12 se presenta el impacto del método anteriormente descrito para la media y la varianza 

de estas variables. 

 

Tabla 12: Variables con pérdida implícita junto a sus estadísticos de media-varianza antes y después 

de la aplicación de la imputación simple 

Variables 
Media 

antes 

Media 

después 
Dif % 

Varianza 

antes 

Varianza 

después 
Dif % 

Tasa de 

interés por 

deuda 

9,51 8,79 -7,6% 105,43 47,74 -54,7% 

Ventas 6,7 x 10
6
 6,6 x 10

6
 -1,2% 3,1 x 10

16
 3,1 x 10

6
 -1,3% 

Porcentaje de 

participación 

de 

extranjeros 

4,58 6,84 +49,2% 411,61 578,39 +40,5% 

Familiar 0,39 0,36 -8,1% 0,24 0,23 -3,2% 

Género 0,82 0,82 +0,3% 0,15 0,14 -1,3% 

Exporta 0,11 0,11 0% 0,10 0,10 0% 

Porcentaje de 

exportaciones 
4,27 4,27 +0,1% 316,71 316,79 0% 

Salarios 3574,06 3521,51 -1,5% 8,7 x 10
8
 8,6 x 10

8
 -1,6% 

Externo 0,13 0,15 +14,9% 0,11 0,13 +12,3% 

Cantidad de 

externos 
208,26 242,64 +16,5% 1,7 x 10

7
 1,6 x 10

7
 -4,7% 

Deuda 0,71 0,78 +10,% 0,20 0,17 -18,3% 

Inventario 1,3 x 10
7
 1,2 x 10

7
 -7,8% 4,5 x 10

18
 4,2 x 10

18
 -7,8% 

Impuestos 2,1 x 10
5
 2,0 x 10

5
 -6,4% 2,7 x 10

14
 2,5 x 10

14
 -6,4% 

Utilidades 1,9 x 10
6
 1,9 x 10

6
 -1,3% 5,4 x 10

16
 5,3 x 10

16
 -1,3% 

Región 10,4 10,1 -2,5% 13,52 14,39 +6,4% 

 

Tal como se tenía de premisa, el método de imputación simple presenta estabilidad en torno a la media 

para las variables con datos ausentes (exceptuando el porcentaje de participación de extranjeros, quien, 
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a través de LOCF es muy probable que haya arrastrado datos outliers, sesgando la media total para la 

variable). Por otra parte, también se planteó que una de las desventajas principales que posee este 

método es la subestimación de la variabilidad. Sin embargo, para la mayoría de las variables 

(exceptuando la tasa de interés por deuda que presentaba una pérdida muy grande) la varianza se 

mantiene muy estable en comparación a su estado previo a la imputación. De esta forma, la aplicación 

del método de imputación simple no afectó de manera sustancial la base de datos, manteniendo a los 

estadísticos de tendencia central dentro de un rango aceptable para la aplicación del posterior método.  

 

5.2 Imputación múltiple 

Para solucionar el problema de la atrición se ejecutó el método de imputación múltiple con 10 

iteraciones (sets de datos) bajo el algoritmo MICE y Random Forest para la estimación. 

Como resultado, se imputaron 49.948 registros, los cuales se distribuyen de la siguiente manera: 

 

Tabla 13: Comparación entre la cantidad de registros originales e imputados para cada tanda de la 

ELE. 

Versión de la encuesta Registros originales Registros imputados 

ELE-1 10.213 0 

ELE-2 7.062 7.546 

ELE-3 7.267 11.013 

ELE-4 8.084 13.739 

ELE-5 6.480 17.650 

 

Con respecto al detalle, en la Figura 9, se presentan las empresas participantes según su tamaño, 

posterior a la realización de la imputación múltiple. Lo cual, comparando con la Figura 1, demuestra 

que los pesos de cada una de las clasificaciones se mantienen muy estables en torno a la base original, 

sólo cambiando la cantidad de encuestas respondidas. 

 



 

34 

 

 

Figura 9: Cantidad de empresas participantes según la versión de la ELE y su tamaño, posterior a la 

imputación múltiple 

Fuente: elaboración propia 

 

5.3 Elección de variables 

5.3.1 Variables dependientes 

Carrasco (2022), planteó el uso de 4 variables dependientes que miden el performance de una empresa: 

productividad laboral de los empleados (ventas divido sobre número de empleados, en logaritmo), 

número de empleados o trabajadores (en logaritmo), ventas anuales (en logaritmo) y utilidades 

anuales. El uso de las utilidades tiene el problema que, al estar expresado en términos monetarios, hay 

alta dispersión de datos. Además, es posible que una empresa tenga pérdidas, y en este caso, la utilidad 

es negativa, imposibilitando la aplicación de logaritmo.  

Para la sustitución de esta variable, se propone la inclusión del margen de utilidad de una empresa, 

llamado para nuestra base de datos como margen de utilidad (10):  

 Margen de utilidad = 
Utilidad

Ventas
 * 100 (10) 
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Dado a que existen outliers muy influyentes en esta variable creada, se realizará la estimación para 

los registros que se exclusivamente se encuentren dentro del rango [-4.000%, 4.000%], excluyendo 

de este modelo 804 registros (0,9% del total). 

Además, para evaluar la robustez de la base, se propone la inclusión de la tasa de crecimiento de las 

utilidades (11):  

 Tasa de crecimiento de la utilidad = 
Utilidadt

Utilidadt-1
-1 (11) 

Dado que para t = 1 no existen predecesores para realizar la comparación, se prescindirán de esos 

registros para este modelo, y, al igual que en la variable pasada, también se excluirán los registros que 

no se encuentren dentro del rango [-40, 40]. 

Si bien la elección del rango para excluir outliers se planteó bajo la sensibilidad de los límites con 

respecto a la media (con el fin de no perder muchos registros), en el Anexo 4, se plantea el método 

1,5 IQR para la eliminación de estos datos atípicos. Este análisis muestra que la media se mantiene 

relativamente cercana a la actual, pero la desviación estándar es mucho menor. 

De esta forma, en la Tabla 14 se presentan las variables dependientes a estudiar. 

 

Tabla 14: Variables dependientes de los modelos de estimación 

Variable Frecuencia Media Desv. Std. Mín. Max 

Productividad laboral de los 

empleados (en log) 
89.054 4,331 4,248 -16,466 27,836 

Número de trabajadores (en log) 89.054 4,051 3,597 -4,605 13,461 

Ventas (en log) 89.054 8,383 3,466 -6,812 23,737 

Margen de utilidad 88.520 4,005 127,126 -3.569,963 3.889,286 

Tasa de crecimiento de la utilidad 53.328 -0,153 5,873 -39,769 39,982 

 



 

36 

 

5.3.2 Variables de control 

Carrasco (2022), planteó el uso de las siguientes variables de control: Género (mujer), Edad, 

Extranjera, IyD, Exporta y Deuda, las cuales, debido a que todas mostraron algún nivel de 

significancia según la variable dependiente, se mantendrán para este trabajo. 

Además, teniendo la base de datos con la corrección de ambas problemáticas, se realiza un análisis a 

través de sus correlaciones para observar la fuerza de los candidatos con respecto a las variables 

dependientes, tal como se ve en la Figura 10. 

 

Figura 10: Correlaciones entre las variables dependientes y el total de variables 

 

Fuente: elaboración propia 
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Se puede apreciar relación medianamente considerable entre la presencia de holding y las ventas (en 

log), holding y el número de trabajadores (en log), y la presencia de externos y el número de 

trabajadores (en log), todas positivas. Por otra parte, el tamaño de la empresa (variable donde 1 es 

empresa grande y 5 es microempresa) tiene una relación muy fuerte con las ventas (en log) y el número 

de trabajadores (en log), pero de manera inversa. De esta manera, se incluirán estas 4 variables como 

variables explicativas, siendo presentadas, junto a las planteadas por Carrasco (2022), en la Tabla 15. 

 

Tabla 15: Variables de control a usar en los modelos de estimación 

Variable 

Para la base de datos completa (n = 89.054) 

Frecuencia Media Desv. Std. Mín. Max 

Género (mujer) 89.054 0,241 0,428 0 1 

Edad 89.054 16,963 11,340 0 190 

Extranjera 89.054 0,155 0,362 0 1 

IyD 89.054 8,383 3,466 0 1 

Exporta 89.054 0,200 0,400 0 1 

Deuda 89.054 0,729 0,444 0 1 

Holding 89.054 0,269 0,443 0 1 

Externo 89.054 0,241 0,428 0 1 

Tamaño 89.054 2,390 1,373 1 5 

 

5.4 Modelos de estimación de parámetros 

Para cada una de las variables dependientes anteriormente explicadas, se implementarán los 4 modelos 

econométricos descritos en el capítulo 4 (MCO, MCA, FE y Matching DID). En el caso del modelo 

de Matching DID, los grupos de control y tratamiento se definen de la siguiente manera: 
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 Grupo de control: No hay cambio de Género (mujer) entre dos períodos de tiempo (0 a 0, 1 a 

1). 

 Grupo de tratamiento: Hay cambio de Género (mujer) desde 0 a 1 entre dos períodos de tiempo. 

Además, con el acrónimo DIFF, se hará referencia a la diferencia de la variable correspondiente entre 

dos períodos de tiempo (DID). 

 

5.4.1 Productividad laboral de los empleados 

En primer lugar, se utilizó la productividad laboral de los empleados (en log) como variable 

dependiente. En las Tablas 16 y 17, se pueden ver los resultados de manera resumida. La principal 

desigualdad a la hora de comparar los resultados, es la abismal diferencia entre los R2. Carrasco (2022) 

obtuvo 0,57 a la hora de ajustar el modelo, mientras que los efectuados en el presente trabajo no 

superan el 0,10 de ajuste. Dado esto, se puede plantear como hipótesis, que el algoritmo de imputación 

múltiple afectó negativamente en la estimación puntual de las variables relacionadas con las ventas y 

el número de trabajadores. A pesar de esto, los modelos de MCO, MCA y FE son significativos y 

poseen la mayoría de las variables como buenos predictores de la productividad laboral de los 

empleados (en log). Al igual como afirmó Carrasco (2022), la variable Género (mujer), tiene una 

influencia negativa dentro de la productividad de la empresa, pero, para nuestros modelos, con menos 

porcentaje. 

 

Tabla 16: Comparación de modelos para la productividad laboral de los empleados (en log) 

Variable 

Carrasco (2022), 

Regresión Lineal 

Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 

-0,631* 

[0,238] 

-0,318** 

[0,033] 

-0,318** 

[0,033] 

-0,356** 

[0,049] 
- 

Edad 
-0,048** 

[0,006] 

-0,059** 

[0,001] 

-0,059** 

[0,001] 

-0,207** 

[0,002] 

0,000 

[0,001] 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Tabla 17: Comparación de modelos para la productividad laboral de los empleados (en log) 

(continuación) 

Variable 

Carrasco (2022), 

Regresión Lineal 

Múltiple 

MCO MCA FE 
Matching 

DID 

Extranjera 
-3,586** 

[0,104] 

-0,340** 

[0,039] 

-0,340** 

[0,039] 

-0,501** 

[0,047] 

0,051** 

[0,017] 

IyD 
-5,744** 

[0,079] 

-0,866** 

[0,033] 

-0,866** 

[0,033] 

-1,120** 

[0,041] 

0,002 

[0,016] 

Exporta 
0,320** 

[0,188] 

-0,100** 

[0,035] 

-0,100** 

[0,035] 

-0,314** 

[0,042] 

0,037** 

[0,016] 

Deuda 
-0,306 

[0,112] 

-0,499** 

[0,032] 

-0,499** 

[0,032] 

-0,776** 

[0,037] 

0,050** 

[0,015] 

Holding - 
0,236** 

[0,033] 

0,236** 

[0,033] 

-0,249** 

[0,046] 

0,015 

[0,015] 

Externo - 
-0,388** 

[0,033] 

-0,388** 

[0,033] 

-0,725** 

[0,039] 

0,016 

[0,015] 

Tamaño - 
0,071** 

[0,011] 

0,071** 

[0,011] 

0,006 

[0,015] 

0,029** 

[0,006] 

R2 0,572 0,046 0,046 0,040 0,001 

n 16.425 89.054 89.054 89.054 60.586 

Prueba F 257,59** 475,43** 475,43** 1303,95** - 

LR chi2  - - - - 45,96** 

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

Para el modelo de Matching DID, se aprecia que las variables de control son menos explicativas para 

la variable de tratamiento (en comparación de los modelos anteriores). Sin embargo, tal como se 

aprecia en la Tabla 18, el ajuste Matching a la diferencia en la productividad laboral de los empleados 

(en log) es significativo al 5%, lo que quiere decir, que los grupos tratamiento-control tienen 

diferencias lo suficientemente significativas entre sí (con respecto a esta variable) como para ser 

influyentes en él. En este caso, la diferencia de los coeficientes para los grupos es de 1,198 (ATE, 
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efecto promedio del tratamiento), lo que se interpreta como una mayor influencia del grupo de 

tratamiento por sobre el de control (> 0). En este caso, como nuestro grupo de tratamiento es el cambio 

de gerencia de hombre a mujer entre dos períodos, se puede afirmar que existe una relación positiva 

entre este suceso y la productividad laboral de los empleados (en log), contrastando con lo obtenido 

por Carrasco (2022) y los modelos ya estimados (MCO, MCA y FE).  

 

Tabla 18: Modelo de Matching DID para la productividad laboral de los empleados (en log) 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de 

productividad 

laboral de los 

empleados 

Unmatched 0,071 -1,179 1,250 
16,02** 

[0,078] 

ATT 0,071 -0,560 0,630 
3,42** 

[0,184] 

ATU -1,179 0,088 1,268  

ATE   1,198  

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

5.4.2 Número de trabajadores 

Posteriormente, se utilizó el número de trabajadores (en log) como variable dependiente. En la Tabla 

19, se pueden ver los resultados de manera resumida. Nuevamente existe una desigualdad marcada 

dentro de los R2, sin embargo, no es alarmante. De igual manera, los modelos de MCO, MCA y FE 

son significativos y tienen todas sus variables como buenos predictores del número de trabajadores 

(en log). Para la variable Género (mujer) existe una diferencia con respecto a lo visto por Carrasco 

(2022), debido a que, tanto MCO como MCA estiman su influencia como negativa (-3,9%). Sin 

embargo, el modelo de FE, concuerda muy cercano a lo que estimó Carrasco (2022), afirmando que 

la influencia de la mujer dentro de una gerencia es positiva en torno a la cantidad de trabajadores 

(14,5%). 
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Tabla 19: Comparación de modelos para el número de trabajadores (en log) 

Variable 

Carrasco (2022), 

Regresión Lineal 

Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 

0,188* 

[0,087] 

-0,039* 

[0,023] 

-0,039* 

[0,023] 

0,145** 

[0,030] 
- 

Edad 
0,012** 

[0,002] 

0,035** 

[0,001] 

0,035** 

[0,001] 

0,085** 

[0,001] 

0,000 

[0,001] 

Extranjera 
-0,297** 

[0,038] 

0,247** 

[0,027] 

0,247** 

[0,027] 

0,369** 

[0,030] 

0,051** 

[0,017] 

IyD 
1,984** 

[0,029] 

0,566** 

[0,023] 

0,566** 

[0,023] 

0,403** 

[0,026] 

0,002 

[0,016] 

Exporta 
-0,008 

[0,072] 

0,246** 

[0,024] 

0,246** 

[0,024] 

0,367** 

[0,026] 

0,037** 

[0,016] 

Deuda 
-0,010 

[0,040] 

0,105** 

[0,022] 

0,105** 

[0,022] 

-0,091** 

[0,023] 

0,050** 

[0,015] 

Holding - 
0,134** 

[0,023] 

0,134** 

[0,023] 

0,323** 

[0,029] 

0,015 

[0,015] 

Externo - 
0,513** 

[0,023] 

0,513** 

[0,023] 

0,601** 

[0,024] 

0,016 

[0,015] 

Tamaño - 
-1,409** 

[0,008] 

-1,409** 

[0,008] 

-1,257** 

[0,009] 

0,029** 

[0,006] 

R2 0,652 0,3707 0,3707 0,3441 0,001 

n 16.425 89.054 89.054 89.054 60.586 

Prueba F 380,60** 5.827,68** 5.827,68** 3620,92** - 

LR chi2 

(modelo) 
- - - - 45,96** 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Para el modelo de Matching DID, se aprecia que las variables de control son menos explicativas para 

la variable de tratamiento (en comparación de los modelos anteriores). Sin embargo, tal como se 

aprecia en la Tabla 20, el ajuste Matching a la diferencia en el número de trabajadores (en log) es 

significativo al 5%, lo que quiere decir, que los grupos tratamiento-control tienen diferencias lo 

suficientemente significativas entre sí (con respecto a esta variable) como para ser influyentes en él. 

En este caso, la diferencia de los coeficientes es de -0,241 (ATE), lo que se interpreta como una mayor 

influencia del grupo de control por sobre el de tratamiento (< 0). En este caso, como nuestro grupo de 

control es el status-quo en el género de la gerencia entre dos períodos, se puede afirmar que existe una 

relación positiva entre este suceso y el número de trabajadores (en log). En otras palabras, este modelo 

concluye que el cambio de gerencia desde CEO hombre a CEO mujer no es más beneficioso que una 

continuidad del género en la gerencia, alineándose a lo comprobado con MCO y MCA.  

 

Tabla 20: Modelo de Matching DID para el número de trabajadores (en log) 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de 

número de 

trabajadores 

(en log) 

Unmatched 0,548 0,943 -0,396 
-8,57** 

[0,046] 

ATT 0,548 0,928 -0,380 
-3,32** 

[0,114] 

ATU 0,943 0,719 -0,224  

ATE   -0,241  

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

5.4.3 Ventas 

Para analizar las ventas por separado de la productividad, se utilizaron las ventas (en log) como 

variable dependiente. En las Tablas 21 y 22, se pueden ver los resultados de manera resumida. 

Nuevamente existe una desigualdad marcada dentro de los R2, sin embargo, no es alarmante. De igual 

manera, los modelos de MCO, MCA y FE son significativos y tienen todas sus variables como buenos 
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predictores de las ventas (en log). Al igual como afirmó Carrasco (2022), la variable Género (mujer) 

tiene una influencia negativa dentro de las ventas de la empresa, acercándose a lo estimado 

posteriormente (-44% vs. -35%). 

 

Tabla 21: Comparación de modelos para las ventas (en log) 

Variable 

Carrasco (2022), 

Regresión Lineal 

Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 

-0,442* 

[0,194] 

-0,357** 

[0,023] 

-0,357** 

[0,023] 

-0,211** 

[0,035] 
- 

Edad 
-0,035** 

[0,004] 

-0,024** 

[0,001] 

-0,024** 

[0,001] 

-0,122** 

[0,002] 

0,000 

[0,001] 

Extranjera 
-3,884** 

[0,091] 

-0,093** 

[0,028] 

-0,093** 

[0,028] 

-0,132** 

[0,034] 

0,051** 

[0,017] 

IyD 
-3,759 

[0,068] 

-0,300** 

[0,023] 

-0,300** 

[0,023] 

-0,796** 

[0,030] 

0,002 

[0,016] 

Exporta 
0,311 

[0,166] 

0,147** 

[0,025] 

0,147** 

[0,025] 

0,052* 

[0,030] 

0,037** 

[0,016] 

Deuda 
-0,317* 

[0,166] 

-0,394** 

[0,023] 

-0,394** 

[0,023] 

-0,866** 

[0,027] 

0,050** 

[0,015] 

Holding - 
0,370** 

[0,023] 

0,370** 

[0,023] 

0,074** 

[0,034] 

0,015 

[0,015] 

Externo - 
0,125** 

[0,023] 

0,125** 

[0,023] 

-0,123** 

[0,028] 

0,016 

[0,015] 

Tamaño - 
-1,339** 

[0,037] 

-1,339** 

[0,037] 

-1,251** 

[0,052] 

0,029** 

[0,006] 

R2 0,473 0,2904 0,2904 0,185 0,001 

n 16.425 89.054 89.054 89.054 60.586 

Prueba F 151,04** 4.048,39** 4.048,39** 1950,65** - 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Tabla 22: Comparación de modelos para las ventas (en log) (continuación) 

Variable 

Carrasco (2022), 

Regresión Lineal 

Múltiple 

MCO MCA FE 
Matching 

DID 

LR chi2 

(modelo) 
- - - - 45,96** 

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

Para el modelo de Matching DID, se aprecia que las variables de control son menos explicativas para 

la variable de tratamiento (en comparación de los modelos anteriores). Además, tal como se ve en la 

Tabla 23, el ajuste Matching a las ventas (en log), es no significativo al 5% (en los tratados por 

matching, ATT), lo que quiere decir, que los grupos tratamiento-control no tienen diferencias lo 

suficientemente significativas entre sí (con respecto a esta variable) como para ser influyentes en él. 

De esta forma, este modelo no es lo suficientemente explicativo.  

 

Tabla 23: Modelo de Matching DID para las ventas (en log) 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de 

ventas (en 

log) 

Unmatched 0,618 -0,236 0,854 
13,32** 

[0,064] 

ATT 0,618 0,368 0,250 
1,59 

[0,157] 

ATU -0,236 0,807 1,043  

ATE   0,956  

Nota: (*): significativo al 10%, (**): significativo al 5% 
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5.4.4 Margen de utilidad 

Como primera variable propuesta, se utilizó el margen de utilidad como variable dependiente. En las 

Tablas 24 y 25, se pueden ver los resultados de manera resumida. Si bien todos los modelos presentan 

un R2 muy bajo, tienen una prueba F significativa. Tanto MCO, MCA y FE, poseen muy pocas 

variables explicativas para esta variable, entre los cuales no se encuentra Género (mujer), siendo no 

significativo para todos los casos al 5% y 10%. 

 

Tabla 24: Comparación de modelos para la variable margen de utilidad 

Variable 

Carrasco (2022), 

Regresión 

Lineal Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 
- 

-0,940 

[1,007] 

-0,940 

[1,007] 

-1,298 

[1,469] 
- 

Edad - 
0,038 

[0,038] 

0,038 

[0,038] 

-0,220** 

[0,070] 

0,000 

[0,001] 

Extranjera - 
-3,176** 

[1,207] 

-3,176** 

[1,207] 

-1,301 

[1,417] 

0,051** 

[0,017] 

IyD - 
1,101 

[1,020] 

1,101 

[1,020] 

1,131 

[1,244] 

-0,002 

[0,016] 

Exporta - 
-2,120* 

[1,088] 

-2,120* 

[1,088] 

-0,387 

[1,266] 

0,038** 

[0,016] 

Deuda - 
-1,826* 

[0,988] 

-1,826* 

[0,988] 

-1,698 

[1,122] 

0,053 

[0,016] 

Holding - 
-0,437 

[1,018] 

-0,437 

[1,018] 

-2,886** 

[1,390] 

0,011 

[0,015] 

Externo - 
4,355** 

[1,023] 

4,355** 

[1,023] 

-4,138** 

[1,170] 

0,014 

[0,015] 

Tamaño - 
-3,059** 

[0,343] 

-3,059** 

[0,343] 

-2,327** 

[0,455] 

0,027** 

[0,006] 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Tabla 25: Comparación de modelos para la variable margen de utilidad (continuación) 

Variable 

Carrasco (2022), 

Regresión 

Lineal Múltiple 

MCO MCA FE 
Matching 

DID 

R2 - 0,0012 0,0012 0,0060 0,0010 

n - 88.520 88.520 88.520 59.973 

Prueba F - 12,15** 12,15** 5,41** - 

LR chi2 

(modelo) 
- - - - 42,47** 

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

Para el modelo de Matching DID, se aprecia que las variables de control son menos explicativas para 

la variable de tratamiento (en comparación de los modelos anteriores), debido a que son muy pocos 

los que intentan predecir dentro de un modelo con muy poco ajuste. Además, tal como se ve en las 

Tablas 26 y 27, el ajuste Matching al margen de utilidad, es no significativo al 5% (en los tratados y 

no matcheados), lo que quiere decir, que los grupos tratamiento-control no tienen diferencias lo 

suficientemente significativas entre sí (con respecto a esta variable) como para ser influyentes en él. 

De esta forma, este modelo no es lo suficientemente explicativo.  

 

Tabla 26: Modelo de Matching DID para el margen de utilidad 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de 

margen de 

utilidad 

Unmatched -1,010 -1,054 0,044 
0,02 

[2,206] 

ATT -1,010 -7,933 6,923 
1,12 

[6,155] 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Tabla 27: Modelo de Matching DID para el margen de utilidad (continuación) 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de 

margen de 

utilidad 

ATU -1,054 8,719 9,773  

ATE   9,462  

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

5.4.5 Tasa de crecimiento de la utilidad 

Por último, como segunda variable propuesta, se utilizó la tasa de crecimiento de la utilidad como 

variable dependiente. En las Tablas 28 y 29, se pueden ver los resultados de manera resumida. Si bien 

todos los modelos presentan un R2 muy bajo, tienen una prueba F significativa (al 10% para MCO y 

MCA, y al 5% para FE). Tanto MCO, MCA y FE, poseen muy pocas variables explicativas para esta 

variable, entre los cuales, nuevamente, no se encuentra Género (mujer), siendo no significativo para 

todos los casos al 5% y 10%. 

 

Tabla 28: Comparación de modelos para la variable tasa de crecimiento de la utilidad 

Variable 

Carrasco (2022), 

Regresión 

Lineal Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 
- 

0,028 

[0,058] 

0,028 

[0,058] 

0,005 

[0,104] 
- 

Edad - 
-0,002 

[0,002] 

-0,002 

[0,002] 

0,019** 

[0,006] 

0,001 

[0,001] 

Extranjera - 
0,025 

[0,065] 

0,025 

[0,065] 

-0,025 

[0,088] 

0,050** 

[0,024] 

Nota: (*): significativo al 10%, (**): significativo al 5% 
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Tabla 29: Comparación de modelos para la variable tasa de crecimiento de la utilidad (continuación) 

Variable 

Carrasco (2022), 

Regresión 

Lineal Múltiple 

MCO MCA FE 
Matching 

DID 

Género 

(mujer) 
- 

0,028 

[0,058] 

0,028 

[0,058] 

0,005 

[0,104] 
- 

Edad - 
-0,002 

[0,002] 

-0,002 

[0,002] 

0,019** 

[0,006] 

0,001 

[0,001] 

Extranjera - 
0,025 

[0,065] 

0,025 

[0,065] 

-0,025 

[0,088] 

0,050** 

[0,024] 

IyD - 
-0,033 

[0,059] 

-0,033 

[0,059] 

-0,099 

[0,092] 

-0,046** 

[0,022] 

Exporta - 
-0,117 

[0,060] 

-0,117 

[0,060] 

-0,212** 

[0,081] 

0,059** 

[0,023] 

Deuda - 
-0,042 

[0,058] 

-0,042 

[0,058] 

0,226** 

[0,078] 

0,056** 

[0,023] 

Holding - 
-0,107 

[0,057] 

-0,107 

[0,057] 

0,063 

[0,097] 

0,025 

[0,021] 

Externo - 
0,045 

[0,057] 

0,045 

[0,057] 

-0,005 

[0,076] 

0,025 

[0,022] 

Tamaño - 
-0,069 

[0,022] 

-0,069 

[0,022] 

-0,195** 

[0,039] 

-0,002 

[0,009] 

R2 - 0,0003 0,0003 0,0001 0,0013 

n - 53.328 53.328 53.328 27.852 

Prueba F - 1,87* 1,87* 6,80** - 

LR chi2 

(modelo) 
- - - - 26,60** 

Nota: (*): significativo al 10%, (**): significativo al 5% 

 

Para el modelo de Matching DID, se aprecia que las variables de control son menos explicativas para 

la variable de tratamiento (en comparación de los modelos anteriores), debido a que son muy pocos 
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los que intentan predecir dentro de un modelo con muy poco ajuste. Además, tal como se ve en la 

Tabla 30, el ajuste Matching a la tasa de crecimiento de la utilidad, es no significativo al 5% (en los 

tratados y no matcheados), lo que quiere decir, que los grupos tratamiento-control no tienen 

diferencias lo suficientemente significativas entre sí (con respecto a esta variable) como para ser 

influyentes en él. De esta forma, este modelo no es lo suficientemente explicativo.  

 

Tabla 30: Modelo de Matching DID para la tasa de crecimiento de la utilidad 

Variable Sample 
Grupo de 

Tratamiento 

Grupo de 

Control 

Diferencia 

entre grupos 

Prueba T 

[Error 

estándar] 

DIFF de tasa 

de 

crecimiento 

de la utilidad 

Unmatched 0,059 0,098 -0,039 
-0,24 

[0,165] 

ATT 0,059 -0,261 0,320 
0,87 

[0,367] 

ATU 0,098 -0,083 -0,181  

ATE   -0,121  

Nota: (*): significativo al 10%, (**): significativo al 5% 
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6 Conclusiones 

En este trabajo, se emplearon métodos para la corrección de la atrición de la base de datos de las 5 

versiones de la Encuesta Longitudinal de Empresas, basado en el trabajo realizado por Carrasco 

(2022). 

Para el caso de ambos métodos correctivos (imputación simple e imputación múltiple), se obtuvieron 

resultados que no cambiaron de mayor forma los pesos y la composición de la base de datos. Esto se 

debe, a que, para el caso de la imputación simple, mantuvieron en la mayoría de las variables la media 

y la varianza. Mientras que para la imputación múltiple, hubo, de igual forma, estabilidad en torno a 

la composición de la muestra (actividades, tamaño de empresa, etc.). Así, se comprobó empíricamente 

que el algoritmo basado en árboles de decisión con un componente aleatorio evita el sesgo excesivo 

al imputar datos. 

En torno a los resultados obtenidos al adaptar los 4 modelos de estimación de parámetros, se puede 

afirmar que la imputación múltiple provocó bajas en las correlaciones y mayor dispersión en la base 

de datos (caída generalizada en los R2), especialmente para la productividad laboral de los empleados 

(en log). A pesar de esto, los modelos de estimación para la productividad laboral de los empleados 

(en log), al número de trabajadores (en log) y ventas (en log) fueron significativos. De esta forma, si 

bien la imputación múltiple tuvo un correcto desempeño, existe la hipótesis que puede haber afectado 

a variables como ventas (en log) o el número de trabajadores (en log) en demasía, tema en el cual 

existe una opción de mejora a futuro. 

En comparación con lo trabajado por Carrasco (2022), hay bastante similitud en torno a afirmar la 

influencia negativa (a excepción de Matching DID) de Género (mujer) dentro de la productividad 

laboral de los empleados (en log) y ventas (en log). Mientras que para el número de trabajadores (en 

log), las estimaciones fueron irregulares en torno al signo, no lográndose una afirmación con respecto 

a la influencia de Género (mujer) sobre éste. 

Por otra parte, tal como lo había descrito Carrasco (2022), las utilidades son uno de los principales 

reflectores del status de una empresa, pero que, para términos de ajuste de regresión, no tenían buen 

rendimiento. De esta manera, en el presente trabajo se planteó el uso de la variable margen de utilidad 

y tasa de crecimiento de la utilidad, quienes otorgaban una visión proporcional de las utilidades, más 

que neta. Sin embargo, al igual que lo comprobado por Carrasco (2022) con utilidades, estas variables 
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presentaron niveles de ajuste muy bajos, pudiéndose deber a que el rango de utilidades crece de 

manera exponencial para las empresas con mayores ingresos (incluso habiendo eliminado outliers). 

Por lo que, se puede afirmar, que el margen de utilidad, la tasa de crecimiento de la utilidad y las 

utilidades poseen la suficiente dispersión y poca linealidad que provocan que, al seleccionarlos como 

variables dependientes dentro de un modelo lineal, torne éstos a no significativos, siendo no 

recomendado su uso para efectos de predicción de performance de una empresa. 

Por último, otras oportunidades de mejora radican en la experimentación de uso de nuevos métodos 

de corrección con respecto a los usados en la presente memoria. Para imputación simple, por ejemplo, 

evaluar el uso de regresión estocástica, hot-deck o cold-deck para variables contínuas, análisis 

discriminante o regresión logística para variables categóricas, etc. Mientras que para los casos de 

imputación múltiple, se propone la posibilidad de incurrir en mayor cantidad de iteraciones para el 

algoritmo MICE u ocupar métodos de machine learning distintos, como lo son el k vecino más cercano 

(k-nearest), simulación bayesiana o redes neuronales (datawig para python), entre otros. También, 

para el caso del tratamiento de outliers, se propone el uso de métodos más eficientes para la detección 

de datos atípicos, con el fin de profundizar el estudio sobre la significancia que pueden tener las 

utilidades para este tipo de modelos. 
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Anexo 1: Variables de la base de datos 

 

Variable Tipo Descripción 

ID Entero ID único de la empresa N.I. 

(se mantiene a través de las 

versiones de la ELE) 

Year Entero Año en el cual la 

correspondiente versión de la 

ELE fue realizada 

Tamaño Entero Asignación de número según 

tamaño de la empresa (1: 

Grande, 2: Mediana, 3: P1, 

4: P2, 5: Micro) 

Actividad Categórico Asignación de letra según 

actividad de la empresa 

Tasa Flotante (%) Tasa anual de interés del 

crédito 

Ventas Flotante Ventas en dólares nominales 

(dic. 2017) 

Año_inicio Entero Año de fundación de la 

empresa 

Edad Entero Edad de la empresa 

Holding Entero 1: si es parte de un grupo 

económico, 0: en otros casos 

SRI Entero 1: si es una sociedad de 

responsabilidad ilimitada, 0: 

en otros casos 

Extranjeros Entero 1: si la empresa tiene dueños 

extranjeros, 0: en otros casos 

P_extranjeros Flotante (%) Porcentaje de participación 

de los dueños extranjeros (en 

caso de que Extranjeros = 1) 

Familiar Entero 1: si la empresa es un 

negocio familiar, 0: en otros 

casos 
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Dueño Entero 1: si el CEO de la empresa es 

el dueño de esta, 0: en otros 

casos 

Propiedad Entero 1: si el CEO es dueño de 

algún porcentaje de la 

empresa, 0: en otros casos 

Género Entero 1: si el CEO de la empresa es 

hombre, 0: en otros casos 

Género_mujer Entero 1: si el CEO de la empresa es 

mujer, 0: en otros casos 

Exporta Entero 1: si la empresa realiza 

exportaciones directas, 0: en 

otros casos 

P_exporta Flotante (%) Porcentaje de las ventas 

atribuidas a las 

exportaciones directas (en 

caso de que Exporta = 1) 

Trabajadores Entero Número de trabajadores 

Salarios Flotante Salario en dólares nominales 

(dic. 2017) total pagado a los 

trabajadores 

Externo Entero 1: si la empresa tiene 

trabajadores subcontratados, 

0: en otros casos 

W_externo Entero Cantidad de trabajadores 

subcontratados de la empresa 

(en caso de que Out = 1) 

Deuda Entero 1: si la empresa tiene deuda, 

0: en otros casos 

Fomento Entero 1: si la empresa recibe 

financiación pública, 0: en 

otros casos 

IyD Entero 1: si la empresa hace I+D, 0: 

en otros casos 

Inventario Flotante Inventario en dólares 

nominales (dic. 2017) 

Impuestos Flotante Impuestos pagados en 

dólares nominales (dic. 

2017) 
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Utilidades Flotante Utilidades en dólares 

nominales (dic. 2017) 

Región Entero Región en la cual se ubica la 

empresa 

Log_ventas Flotante Logaritmo de Ventas 

Ventas_pp  Ventas nominales por 

trabajador (dic. 2017) 

Log_ventas_pp Flotante Logaritmo de Ventas_pp 

Log_inventario Flotante Logaritmo de Inventario 

Log_impuestos Flotante Logaritmo de Impuestos 

Log_salarios Flotante Logaritmo de Salarios 

Log_utilidades Flotante Logaritmo de Utilidades 

Salario_pp Flotante Salario nominal por 

trabajador (dic. 2017) 

Log_salario_pp Flotante Logaritmo de Salario_pp 

Log_trabajadores Flotante Logaritmo de Trabajadores 

Y_2009 Entero 1: si la ELE corresponde a la 

versión 2, 0: en otros casos 

Y_2013 Entero 1: si la ELE corresponde a la 

versión 3, 0: en otros casos 

Y_2015 Entero 1: si la ELE corresponde a la 

versión 4, 0: en otros casos 

Y_2017 Entero 1: si la ELE corresponde a la 

versión 5, 0: en otros casos 

Reg_met Entero 1: si la región en la cual se 

ubica la empresa es la 

Metropolitana, 0: en otros 

casos 

Sec_agr Entero 1: si la actividad de la 

empresa es la agricultura, 

ganadería y/o pesca, 0: en 

otros casos 

Sec_min Entero 1: si la actividad de la 

empresa es la minería, 0: en 

otros casos 
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Sec_man Entero 1: si la actividad de la 

empresa es la manufactura, 

0: en otros casos 

Sec_ele Entero 1: si la actividad de la 

empresa es sobre la 

electricidad, gas y/o agua, 0: 

en otros casos 

Sec_con Entero 1: si la actividad de la 

empresa es la construcción, 

0: en otros casos 

Sec_tra Entero 1: si la actividad de la 

empresa es el transporte, 0: 

en otros casos 

Sec_hot Entero 1: si la actividad de la 

empresa es el alojamiento y 

comidas, 0: en otros casos 

Sec_inf Entero 1: si la actividad de la 

empresa es sobre la 

información y comunicación, 

0: en otros casos 

Sec_fin Entero 1: si la actividad de la 

empresa es en el sector 

financiero, 0: en otros casos 

Sec_pro Entero 1: si la actividad de la 

empresa es de profesionales, 

científicas y técnicas, 0: en 

otros casos 

Sec_ser Entero 1: si la actividad de la 

empresa es de servicio, 0: en 

otros casos 

Sec_art Entero 1: si la actividad de la 

empresa es artística, 0: en 

otros casos 

Tam_grande Entero 1: si la empresa es grande, 0: 

en otros casos 

Tam_med Entero 1: si la empresa es mediana, 

0: en otros casos 

Tam_p1 Entero 1: si la empresa es pequeña 

1, 0: en otros casos 
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Tam_p2 Entero 1: si la empresa es pequeña 

2, 0: en otros casos 

Margen_utilidad Flotante Utilidad por ventas 

Fuente: elaboración propia 
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Anexo 2: Regresión Lineal Múltiple dentro de imputación simple 

 

Variable dependiente: Ventas (en log) 

 

 

Fuente: Google Colab 
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Variable dependiente: Salarios (en log) 

 

 

Fuente: Google Colab 
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Variable dependiente: Inventario (en log) 

 

 

Fuente: Google Colab 
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Variable dependiente: Impuestos (en log) 

 

 

Fuente: Google Colab 
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Variable dependiente: Utilidades (en log) 

 

 

Fuente: Google Colab 
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Anexo 3: Regresión Lineal Múltiple dentro de imputación simple (variante para 

utilidades) 

 

Dado que para la base original, el menor valor de las utilidades es – 244.369.760, se propone: 

 

Utilidades’ = Utilidades + 244.369.761 

 

De esta manera, todo valor de esta transformada de utilidades, será positivo, siendo posible la 

aplicación global de la función logarítmica y exponencial. 

 

Variable dependiente: Utilidades’ (en log) 

 

 

Fuente: Google Colab 
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Comparando esta nueva estimación con la base original, se tiene que: 

 

Variables 
Media 

antes 

Media 

después 
Dif % 

Varianza 

antes 

Varianza 

después 
Dif % 

Utilidades 1,9 x 10
6
 1,9 x 10

6
 -1,3% 5,4 x 10

16
 5,3 x 10

16
 -1,3% 
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Anexo 4: Detección de outliers bajo criterio 1,5 IQR  

 

Para la detección de outliers del margen de utilidad y de la tasa de crecimiento de la utilidad, se 

utilizó el criterio 1,5 IQR, el cual establece límites de aceptación de los datos: 

 

Rango intercuartílico (IQR): Q3 – Q1 

Límite inferior (mínimo de la nueva muestra): (Q1 - 1.5 * IQR) 

Límite superior (máximo de la nueva muestra): (Q3 + 1.5 * IQR) 

 

Con los nuevos límites establecidos, y, en base a la base original, se tiene que: 

Variable Frecuencia Media Desv. Std. Mín. Max 

Margen de utilidad 74.779 6,969 10,360 -21,436 36,868 

Tasa de 

crecimiento de la 

utilidad 

46.335 -0,536 1,176 -4,185 4,304 
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Anexo 5: MCO para variables dependientes 

 

Variable dependiente: Productividad laboral de los empleados (en log) 

 

 

Fuente: stata 
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Variable dependiente: Número de trabajadores (en log) 

 

 

Fuente: stata 
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Variable dependiente: Ventas (en log) 

 

 

Fuente: stata 
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Variable dependiente: Margen de utilidad 

 

 

Fuente: stata 
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Variable dependiente: Tasa de crecimiento de la utilidad 

 

 

Fuente: stata 

 

 

 

 

 

 

 

 

 

 



 

74 

 

Anexo 6: MCA para variables dependientes 

 

Variable dependiente: Productividad laboral de los empleados (en log) 

 

 

Fuente: stata 
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Variable dependiente: Número de trabajadores (en log) 

 

 

Fuente: stata 
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Variable dependiente: Ventas (en log) 

 

 

Fuente: stata 
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Variable dependiente: Margen de utilidad 

 

 

Fuente: stata 
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Variable dependiente: Tasa de crecimiento de la utilidad 

 

 

Fuente: stata 
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Anexo 7: Efectos Fijos para variables dependientes 

 

Variable dependiente: Productividad laboral de los empleados (en log) 

 

 

Fuente: stata 
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Variable dependiente: Número de trabajadores (en log) 

 

 

Fuente: stata 
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Variable dependiente: Ventas (en log) 

 

 

Fuente: stata 
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Variable dependiente: Margen de utilidad 

 

 

Fuente: stata 
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Variable dependiente: Tasa de crecimiento de la utilidad 

 

 

Fuente: stata 
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Anexo 8: Matching DID para variables dependientes 

 

Variable dependiente: DIFF de productividad laboral de los empleados (en log) 

 

 

Fuente: stata 
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Variable dependiente: DIFF de número de trabajadores (en log) 

 

 

 

Fuente: stata 
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Variable dependiente: DIFF de ventas (en log) 

 

 

 

Fuente: stata 
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Variable dependiente: DIFF de margen de utilidad 

 

 

 

Fuente: stata 
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Variable dependiente: DIFF de tasa de crecimiento de la utilidad 

 

 

 

Fuente: stata 
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Resumen 

La atrición se define como la pérdida de registros a lo largo del tiempo en estudios longitudinales. 

Carrasco (2022), presenta una primera aproximación sobre el desempeño de empresas chilenas 

según la composición de género, basándose en los resultados de la Encuesta Longitudinal de 

Empresas. Sin embargo, esta base de datos presenta altos grados de atrición. En la presente 

memoria de título se plantea una extensión de este trabajo, usando métodos correctivos para la 

atrición. 

En la literatura, se presentan diversas soluciones a esta problemática, las cuales varían desde el 

uso del método de máxima verosimilitud, la inyección de registros artificiales, la aplicación de 

modelos de machine learning, entre otros. 

Para subsanar este problema, se utilizaron los métodos de imputación simple (moda, media, 

regresión lineal y por arrastre de la última observación) e imputación múltiple (ecuaciones 

concatenadas y Random Forest) para solucionar el problema de la atrición. 

Los resultados presentan que ambas imputaciones no afectaron significativamente en la media, 

moda y composición de la base. Además, la presencia de mujeres en gerencia general tiene un 

impacto estadísticamente significativo y negativo sobre las ventas y la productividad. Mientras 

que, para el número de trabajadores presentes, no hay resultados estadísticamente significativos. 

 


