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Resumen

La similitud entre genomas es un concepto fundamental en bioinformática. Esta se utiliza
para determinar relaciones evolutivas o filogenéticas entre diferentes especies, para identificar
regiones similares en genomas, o para organizar genomas con características genéticas similares
en grupos o clústeres. Existen diversas métricas de comparación utilizadas en la literatura,
las cuales utilizan diferentes principios para medir la similitud. Una de las más utilizadas en
genómica es la similitud de Jaccard, la que se basa en teoría de conjuntos y evalúa la presencia o
ausencia de elementos en los dos conjuntos a comparar para indicar qué tan similares son. Otra
métrica utilizada es la divergencia de Jensen-Shannon, que usa información estadística asociada
a la distribución de probabilidad de un genoma, que puede estar representado por más de una
secuencia. En general, el procesamiento de genomas se realiza describiéndolos como un conjunto
de substrings de largo k, llamados k-mers. Tanto el proceso de extracción de k-mers como el
cálculo de similitud, son tareas computacionalmente desafiantes, debido al alto uso de memoria
requerida por el volumen de datos asociado a datos genómicos y a la complejidad cuadrática
del cálculo de similitud entre pares.

Este trabajo presenta el diseño de algoritmos y aceleradores usando el paradigma de FPGA-
as-a-service para calcular la similitud entre genomas utilizando estructuras de datos probabilís-
ticas o sketches. El primer acelerador realiza el cálculo de similitud Jaccard entre genomas,
pudiendo calcular todas las similitudes entre los elementos de una base de datos o solo aquellos
que tengan la posibilidad de superar cierto umbral, permitiendo así reducir significativamente la
cantidad de operaciones a realizar. Después de la construcción de sketches, el acelerador puede
calcular más de 96 millones de coeficientes Jaccard por segundo en una instancia f1.2xlarge de
Amazon Web Services (AWS) con un FPGA XCVU9P, lo que presenta una aceleración de 58

veces sobre el estado del arte en software corriendo en una instancia c5.9xlarge. El acelerador
es 27 veces más rápido que una implementación directa en GPU y 4 veces más rápido que una
implementación optimizada en GPU, correspondiente a una adaptación del algoritmo diseñado
para el FPGA. Ambas implementaciones en GPU fueron evaluadas en una instancia g5.4xlarge
que cuenta con una GPU NVIDIA A10G. El segundo acelerador implementa el cálculo de simili-
tud usando divergencia de Jensen-Shannon. El acelerador utiliza una estructura llamada arreglo
de colas de prioridad (PQA), la cual almacena los elementos más frecuentes de un conjunto para
el cálculo de entropía. Esta implementación alcanza una aceleración de 1, 9 veces comparada
con la implementación del mismo algoritmo en GPU, en ambos casos usando las instancias
f1.2xlarge y g5.4xlarge respectivamente.
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“Los mejores libros son los que nos dicen lo que ya sabemos.”

- Winston.
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Capítulo 1. Introducción

1.1. Introducción general

La genómica es el estudio y análisis de genomas, que corresponden al conjunto de bases
de ADN que representan a un organismo. La genómica comprende el estudio de función, or-
ganización y evolución de genes, entre otros. Usualmente en bioinformática, los genomas son
representados como un conjunto de k-mers, que corresponden a subcadenas de k bases de ADN,
donde cada base es un nucleótido descrito por un carácter ‘A’, ‘C’, ‘G’ o ‘T’. La cantidad máx-
ima de k-mers que se pueden obtener de una secuencia son L− k + 1, donde L es el largo de la
secuencia. Los k-mers pueden ser utilizados en algoritmos para obtener cuentas, realizar com-
paraciones, o agruparlos bajo algún criterio. En secuencias de ADN, el valor de k tiene relación
con el nivel filogenético que representa dicha secuencia. De acuerdo con Koslicki y Falush [1]
con k = 21 es posible encontrar similitudes a nivel género, con k = 31 al nivel de especies y con
k = 51 en cepas. Esto se basa en que k-mer más largos describen características más específicas
de un organismo.

Las tecnologías de secuenciación modernas, como secuenciación de próxima generación (Next
Generation Sequencing, NGS), han habilitado la producción de una gran cantidad de datos
genómicos accesibles de forma pública. Por ejemplo, la base de datos Reference Sequence (Ref-
Seq) del Centro Nacional para la Información Biotecnológica (National Center for Biotechnology
Information, NCBI), el cual provee de un “conjunto de secuencias bien anotadas, completo, in-
tegrado y no redundante”, ha tenido un crecimiento lineal en los últimos años. En junio del
2022 esta base de datos contenía secuencias de 119 373 organismos diferentes, con más de 6 TiB
de datos descomprimidos [2]. Otras bases de datos disponen de aún más datos, como los datos
unificados de proteínas gastrointestinales humanas (Unified Human Gastrointestinal Protein,
UHGP) [3], que tiene un catálogo de 204 938 genomas de referencia. El mapa de variación
genómica (Genome Variation Map, GVM) [4] creció desde 8884 muestras en septiembre de 2017
a 69,004 muestras en enero de 2022, siendo compuesto por 977 482 968 variantes de 43 especies.
Las estimaciones muestran que solo los datos genómicos de humanos van a requerir entre 2 y
40 exabytes de almacenamiento para el 2025 [5].

Con el objetivo de reducir el tiempo de ejecución, en la literatura se han propuesto arquitec-
turas que explotan el paralelismo de los datos a nivel de hebras y procesos, usando Unidades de
Procesamiento Gráfico (Graphic Processing Unit, GPU), Arreglos de Compuertas Lógicas Pro-
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gramables (Field Programmable Gate Arrays, FPGA) y procesamiento en la nube [6]. Incluso las
implementaciones en software [7, 8, 9] utilizan paralelismo a nivel hebras e instrucciones SIMD
(Single Instruction, Multiple Data) para reducir el tiempo de ejecución. Las implementaciones
que utilizan el paradigma SIMD en aceleradores GPU se han vuelto comunes en el último tiem-
po. En la literatura es posible encontrar implementaciones de alineadores de secuencias [10, 11],
conteo de k-mers [12] y clasificación de datos metagenómicos [13] con aceleraciones mayores
a dos órdenes de magnitud [13] comparados con arquitecturas tradicionales. Los aceleradores
basados en FPGA han sido utilizados para acelerar procesos como generación de semillas en
alineadores de secuencias [14, 15, 16], conteo de k-mers [6, 17] y superposición de pares [18]
en el proceso de ensamblaje. Recientemente, la disponibilidad de FPGA en las plataformas de
cómputo en la nube como AWS [19] ha facilitado el uso de estos aceleradores en aplicaciones
de genómica [14, 18, 20, 21]. Estas plataformas han introducido un nuevo paradigma conocido
como FPGA como servicio o FPGA-as-a-service, el que ha sido utilizado en genómica y áreas
relacionadas [22, 23]. Este paradigma hace referencia al acceso a aceleradores bajo un esque-
ma de servicio, lo que elimina el costo inicial de adquisición de los dispositivos físicos para el
desarrollo en estas plataformas.

El cálculo de la similitud entre genomas es una métrica de comparación que indica el grado
de semejanza entre dos cadenas de ADN. Este es un proceso esencial en diferentes aplicaciones
en biología y biomedicina, como clustering [24, 25], ensamblaje de genomas [26, 27, 28] o tax-
onomía metagenómica [29, 30]. Existen muchas métricas para el cálculo de similitud [31], una de
las más populares es el coeficiente de Jaccard, también conocido como similitud Jaccard. Esta
métrica se utiliza para comparar dos conjuntos usando la relación entre la cardinalidad de la
intersección y la unión de los dos conjuntos. En los últimos años, se han publicado herramientas
como Mash [24] y Dashing [7], que utilizan algoritmos eficientes y técnicas de paralelismo para
estimar la similitud de Jaccard. Otras métricas, como la divergencia de Jensen-Shannon que uti-
liza información estadística de los elementos, se han utilizado para discriminar entre muestras
de ADN [32] de distintos conjuntos y como medida de similitud en procesos de comparación de
genomas genomas [33] y estudios de asociación de genomas completos (Genome-Wide Associa-
tion Study, GWAS) [34].

El crecimiento continuo de los datos genómicos presenta un desafío para los sistemas infor-
máticos de cómputo general. Para afrontar este problema, algunas soluciones de procesamiento
de datos genómicos utilizan algoritmos de uso eficiente de espacios basados en sketches, los que
son estructuras de datos probabilísticas que pueden estimar características de un conjunto de
datos, tales como cardinalidad, frecuencia o pertenencia, con un uso de memoria sublineal al
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tamaño de los datos de entrada [24, 7]. Además, sketches del mismo tamaño pueden representar
conjuntos de diferente tamaño, y los algoritmos pueden extraer propiedades de los conjuntos
directamente desde los sketches [24, 35, 36, 37, 7].

En la literatura se presentan diversas implementaciones para el cálculo de similitud. Sin
embargo no se han explorado implementaciones en hardware de ellas, lo que puede ocurrir
por la complejidad y tiempos de desarrollo que requieren. La similitud de Jaccard posee im-
plementaciones eficientes en software, utilizando paralelismo a nivel de hebras e instrucciones
vectoriales [7]. Esto no se ve en el caso de como la divergencia de Jensen-Shannon, que no tiene
trabajos dedicados enteramente a su cálculo. En ninguno de estos casos existen implementaciones
en GPU o FPGA para acelerar estos algoritmos, cuya disponibilidad ha aumentado gracias a las
plataformas de cómputo en la nube, siendo una de sus aplicaciones la aceleración de algoritmos
para problemas de genómica.

Esta tesis presenta el diseño de algoritmos y arquitecturas para el cálculo de similitud entre
genomas, usando dos métodos populares, como lo son la similitud de Jaccard y la divergencia
de Jensen–Shannon. Los algoritmos y arquitecturas propuestas tienen un enfoque en aceler-
adores hardware, reutilizando la mayor cantidad de datos para explotar el paralelismo de ellos,
reduciendo al mismo tiempo la cantidad de transacciones con memoria externa. Para ambos
métodos se propuso una arquitectura en GPU y FPGA, evaluando el desempeño en cada una
de ellas en contraste con implementaciones en software. Las arquitecturas propuestas en esta
tesis hacen uso de estructuras probabilísticas de datos o sketches, con el fin de cumplir con las
restricciones de memoria presente en los aceleradores utilizados. Todo el desarrollo de esta tesis
se hizo usando los servicios en la nube de Amazon (Amazon Web Services, AWS).

1.2. Hipótesis

Los algoritmos de streaming y las estructuras de datos probabilísticas habilitan el uso de
aceleradores hardware en genómica, ya que permiten desarrollar aplicaciones en plataformas
atractivas por sus altas capacidades de paralelismo, pero con fuertes restricciones de memoria.
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1.3. Objetivo general

El objetivo principal de esta tesis es el diseño de algoritmos y arquitecturas para aceleradores
hardware, usando estructuras de datos probabilísticas y algoritmos de streaming, para acelerar
el cálculo de similitud entre secuencias genómicas.

1.4. Objetivos específicos

1. Identificación de métricas de similitud entre genomas con potencial de aceleración en
hardware.

2. Diseño de algoritmos de streaming para el manejo eficiente de grandes volúmenes de datos.

3. Diseño de arquitecturas para implementar estructuras probabilísticas en hardware.

4. Implementación de arquitecturas y algoritmos diseñados en aceleradores GPU y FPGA.

5. Diseño de software para manejo de lectura de genomas, escritura de resultados y control
del acelerador.

6. Evaluación y comparación del desempeño de diferentes soluciones en infraestructura en la
nube.

1.5. Temario

El temario de este trabajo se describe a continuación:

1. El Capítulo 2 presenta la revisión del estado del arte correspondiente a desarrollos en
hardware para procesamiento de datos genómicos y cálculo de similitud entre genomas.

2. El Capítulo 3 describe las estructuras de datos sobre las que se basó el trabajo desarrollado.

3. El Capítulo 4 presenta el desarrollo de un acelerador en hardware para el cálculo de
similitud Jaccard entre un conjunto de genomas.
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4. El Capítulo 5 presenta el desarrollo de un acelerador en hardware para el cálculo de la
divergencia de Jensen-Shannon como indicador de similitud entre genomas.

5. El Capítulo 6 presenta los resultados de ambos trabajos y el marco sobre el cual fueron
validados.

6. El Capítulo 7 recopila las conclusiones alcanzadas durante el desarrollo de esta tesis y
delinea el trabajo a futuro en este tema.
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Capítulo 2. Estado del arte

2.1. Similitudes genómicas

El cálculo de similitud es un proceso con muchas aplicaciones en genómica y con requerim-
ientos de cómputo altos, ya que implica mediciones de métricas entre pares, lo que tiene una
complejidad O(n2) cuando se requiere calcular todas las posibles similitudes. La similitud de
Jaccard se usa de forma recurrente en aplicaciones con genomas. Ésta está relacionada con la
identidad promedio de nucleótidos (Average Nucleotide Identity, ANI), donde un valor de ANI
de 97 % es considerado como un umbral de similitud válido para una correcta clasificación de
procariontes [38].

Mash, presentado por Ondov et al. [24], es un software para el cálculo de similitud, que
utiliza el índice de Jaccard como métrica. Mash extiende el sketch MinHash [39] para estimar
la similitud Jaccard entre pares de conjuntos. Zhao [35] presentó BinDash, un sketch MinHash
que usa una función hash de una permutación o rolling hash. BinDash solo almacena 14 bits
por hash, por lo que usa la mitad de la memoria que Mash y es un 10 % más rápido. Reciente-
mente, Baker y Langmead [7] presentaron Dashing, una alternativa a Mash que utiliza sketches
HyperLogLog para estimar la similitud de Jaccard usando las cardinalidades de los conjuntos y
el principio de inclusión-exclusión. Dashing es una implementación que explota el paralelismo
presente en procesadores actuales, hace un uso intensivo de múltiples hebras e instrucciones
SIMD, alcanzando un alto rendimiento comparado con otras alternativas como Mash, sobre el
cual obtiene aceleraciones entre 2, 3 y 9, 4 veces, dependiendo del tamaño del sketch. En un
servidor con cuatro procesadores Intel E7-4830 y 112 hebras físicas, Dashing puede procesar
87 000 genomas en 6 minutos [7].

Dashing y Mash son herramientas importantes en la comparación de genomas y predic-
ción funcional [40]. Algunas aplicaciones que usan Dashing incluyen la investigación de enfer-
medades [40, 41], computo de distancias evolutivas [42], y similitud de genomas [43]. Moustafa
et al. [40] incluyó Dashing y Mash como herramientas para el cálculo de distancias en comparati-
vas genómicas para descifrar la propagación y patogenia de enfermedades infecciosas. Lipworth
et al. [41] usa Dashing para identificar potenciales factores genéticos patógenos involucrados
en el incremento de infecciones relacionadas con las bacterias Escherichia coli y Klebsiella.
Criscuolo [42] usa la similitud entre pares para estimar la inferencia filogenética entre genomas,
sugiriendo que herramientas como Dashing y Mash son fundamentales para definir una métrica
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de distancia evolutiva.

Otra métrica de similitud usada es la divergencia de Jensen-Shannon (JSD), la cual usa
la distribución de dos conjuntos para calcular el grado de similitud entre ellos. La divergencia
de Jensen-Shannon se utiliza dentro de otros procesos [33, 34], como comparación de genomas
usando perfiles de frecuencia para lecturas sin alineamiento [33], o análisis de interacciones entre
enfermedades y genes, en estudios de asociación de genomas completos [34]. Ramakrishnan y
Bose [32], utilizaron Jensen-Shannon como medida de distancia en el análisis de distribuciones
de muestras de ADN sanos y ADN de tumores de carcinoma renal. En este trabajo se utilizó esta
métrica como base para entrenar un clasificador para la predicción temprana de cáncer renal.
Inward et al. [44] evaluaron múltiples estrategias para estimar los parámetros epidemiológicos
del virus SARS-CoV-2, utilizando Jensen-Shannon para comparar los parámetros estimados con
los datos genéticos y epidemiológicos.

2.2. Estructuras de datos en genómica

Las estructuras de datos probabilísticas son métodos que permiten representar grandes con-
juntos de datos utilizando una cantidad relativamente pequeña de espacio de memoria, propor-
cionando estimaciones aproximadas de ciertas propiedades o características de los datos. Estas
estructuras han sido ampliamente utilizadas en diversas áreas de la informática, como minería
de datos, recuperación de información y análisis de grandes conjuntos de datos.

El uso de sketches en genómica es muy extendido [45] y se ha aplicado con éxito para abordar
problemas como la búsqueda rápida de similitud entre secuencias genéticas [24, 7], la identifi-
cación de variantes genéticas [46] o análisis de abundancia [47]. Bovee and Greenfield [47] pro-
pusieron Finch, una herramienta de manipulación de sketches MinHash permitiendo la creación
y filtrado de sketches con datos genómicos. Joudaki et al. [48] propusieron un algoritmo para la
etapa de seed-and-extend en el proceso de alineamiento usando coincidencias inexactas, permi-
tiendo reducir el tiempo de ejecución y manteniendo un acierto dentro de márgenes aceptables.
Este algoritmo usa un Tensor sketch para contar k-mers y crear un espacio tensorial. Kockan
et al.[49] diseñaron SkSES, un framework para realizar análisis estadísticos de datos genómicos
usando sketches para almacenar las estimaciones de frecuencia de los elementos más frecuentes
o top-K. Breitwieser et al. [50] presentaron KrakenUniq, un algoritmo de taxonomía para datos
metagenómicos. En este trabajo se usa un sketch HyperLogLog para representar los taxones de
una base de datos de referencia y luego contabilizar la cantidad de k-mers distintos por taxón
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generados por los datos de entrada, con lo cual se realiza la clasificación. Otros trabajos [17, 51]
utilizan sketches para reducir el uso de memoria y habilitar el uso de aceleradores hardware
en genómica. Mcvicar et al. [17] utilizaron un sketch Bloom filter para el conteo de k-mers
en FPGA. Mientras Saavedra et al. [51] usaron un sketch de frecuencia Countmin-CU para
la detección de los elementos más frecuentes o Heavy-Hitters, diseñando una arquitectura en
FPGA.

Mohamadi et al. [52] presentaron ntCard, un algoritmo de streaming para la estimación
de las frecuencias de k-mers en un genoma. Este trabajo presentó una estructura de datos
capaz de almacenar información suficiente para estimar el histograma de un genoma. ntCard
logra esto haciendo un muestreo de los datos y almacenando información relativa a la cantidad
de variaciones por bit vistas en cada k-mer nuevo. La implementación en C++ del algoritmo
propuesto alcanzó aceleraciones de 15 veces en tiempo de ejecución sobre el estado del arte.

2.3. Aceleración en hardware

Las aplicaciones de genómica han sido siempre atractivas para los algoritmos paralelos y la
aceleración por hardware, debido al rápido crecimiento del volumen de datos. Los aceleradores
en plataformas hardware como GPU y FPGA pueden explotar el paralelismo de grano fino a
una escala superior a las capacidades de las instrucciones SIMD tradicionales y los múltiples
hilos de hardware disponibles en los procesadores de propósito general. Las GPU explotan
principalmente el paralelismo SIMD con datos de ancho fijo y aritmética de punto flotante a
un nivel masivo utilizando hilos gestionados por hardware. Los FPGA permiten adaptar la
arquitectura del acelerador al algoritmo para explotar el paralelismo de grano grueso y fino. El
diseño para FPGA consume más tiempo que la programación de GPU, pero puede lograr un
rendimiento y una eficiencia energética significativamente mayores [6].

Los algoritmos de genómica acelerados en GPU incluyen: ensamblaje [11], remoción de dele-
ciones [53] y alineadores de lecturas [54, 55]. En algunos ejemplos, Zeni et al. [55] presentaron
un alineador de lectura larga de alto rendimiento utilizando un acelerador de seis GPU, que
logra un aumento de velocidad de 30, 7 veces sobre una implementación de software de última
generación. Goenka et al. [54] presentan un enfoque similar para la alineación del genoma, im-
plementado en una instancia de AWS de 8 GPU, logrando un aumento de velocidad de 14 veces
y una reducción de costes de 2,3 veces en comparación con una implementación de software
tradicional.
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Los FPGA se han utilizado como aceleradores de algoritmos de streaming en aplicaciones
que requieren un alto rendimiento y flujo de datos [56, 57, 51, 36, 58]. Debido a su arquitectura
configurable de grano fino con restricciones de memoria, los aceleradores basados en FPGA
favorecen el uso de algoritmos basados en sketches, que pueden exhibir un gran paralelismo de
datos y una pequeña huella de memoria. McVicar et al. [17] diseñaron un acelerador basado
en FPGA para contar k-mers utilizando un Bloom fliter, que logra una aceleración de hasta
17, 6 veces sobre una implementación de software multihebra. Asimismo, Saavedra et al. [51]
presentaron un acelerador que utiliza un sketch Countmin-CU para detectar los elementos más
frecuentes en datos genómicos y de tráfico de red, consiguiendo un aumento de velocidad de más
de 700 veces en comparación con un ordenador de escritorio. Otras aplicaciones de aceleradores
FPGA basados en sketches son las de Tong y Prasanna [56], que combinan sketches Count-Min
y K-ary para detectar heavy hitters y heavy changes en el tráfico de red, y Soto et al. [59],
que estiman la entropía del flujo de red a más de 204 Gbps utilizando Countmin-CU, sketches
HLL y un arreglo de colas de prioridad, solución que usa sketches y algoritmos de streaming
previamente utilizados en aplicaciones de red y genómica.

En los últimos años, se han desarrollado muchas implementaciones de algoritmos relaciona-
dos a genómica en FPGA, la mayoría de ellos usando Amazon Web Services. Fujiki et al. [20]
diseñaron una arquitectura para acelerar la etapa de extensión de semilla (seed-extension) en el
proceso de alineamiento. Ellos probaron su implementación en una instancia f1.2xlarge con el
algoritmo de alineamiento BWA-MEM2, alcanzando una aceleración de 2, 3 veces sobre la imple-
mentación en software. Subramaniyan et al. [14] diseñaron un acelerador hardware para la misma
etapa de extensión de semilla. En este trabajo utilizaron una instancia f1.4xlarge, reduciendo
el tiempo de la etapa 3, 3 veces y el proceso de completo de alineamiento en 2, 1 veces. Ham et
al. [23] usaron una f1.2xlarge para acelerar etapas del flujo de análisis genómico GATK4, alcan-
zando una aceleración de 19, 3 veces sobre una implementación multihebra en software. Saavedra
et al. [36] propusieron un algoritmo y un acelerador en FPGA para obtener k-mers discrimina-
tivos, alcanzando una aceleración de 78 veces comparado con una implementación en software
que utilizaba instrucciones SIMD y múltiples hebras en un procesador con 12 núcleos. Wu et
al. [21] presentaron un acelerador para el proceso de realineamiento, el que representa un tercio
del tiempo de ejecución en el diagnóstico genómico de cáncer agudo, alcanzando una aceleración
de 81 veces sobre la implementación en software del mismo algoritmo. En otro trabajo, Guo
et at. [18] presentaron un detector de superposición entre pares para lecturas largas en FPGA
y GPU. Este trabajo aceleró la primera etapa del proceso de ensamblaje, que frecuentemente
utiliza un paradigma Overlap-Layout-Consensus [60] (OLC). Las implementaciones alcanzan
una aceleración de 7 y 28 veces para GPU y FPGA respectivamente, respecto al software de
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referencia.

2.4. Discusión

La similitud Jaccard es muy usada para comparar genomas, por esto existen varios trabajos
que se han centrado específicamente en esta tarea, buscando distintos algoritmos para estimar
esta métrica y usando distintas estrategias de aceleración en software. Por otro lado, la diver-
gencia de Jensen-Shannon se ha utilizado principalmente con distribuciones de datos, por lo
que ha sido útil en tareas donde existen varias muestras disponibles de un mismo genoma o gen
y se requiere realizar comparaciones entre ellos. Aun así, Jensen-Shannon puede ser utilizado
en distancia de genomas completos [31] y su uso presenta una oportunidad, pues no ha sido
objeto de implementaciones eficientes en software ni en hardware, ni tampoco de estudios de su
cómputo usando sketches.

El uso de sketches en genómica es muy extendido. Las principales aplicaciones de cálculo
de distancia y taxonomía utilizan estas estructuras para reducir los requerimientos de memoria
asociados al procesamiento. El uso de estructuras de datos probabilísticas está muy relacionado
con la aceleración en hardware [61], ya que estas estructuras habilitan el desarrollo de acel-
eradores para genómica, permitiendo realizar ciertas operaciones en plataformas con memoria
interna muy limitada.

Los aceleradores revisados en las secciones anteriores se enfocan en etapas de algoritmos de
genómica, presentando aceleraciones de hasta dos órdenes de magnitud [62]. Estos resultados
se deben al alto potencial de paralelización que presenta el procesamiento de k-mers, elemento
común en muchos de los algoritmos revisados, cuya extracción y uso puede ser paralelizado
de forma eficiente. En este punto, un FPGA presentan ventajas sobre una GPU, ya que estos
últimos están diseñados para trabajar con operaciones en punto flotante, además solo exponen
paralelismo espacial y no es posible definir pipelines internos, sin intervención del CPU, como
sí lo es un FPGA. Un punto en contra de los FPGA es la escasez de memoria interna, la que
llega a cerca de 60 MiB en las gamas altas [63]. Esta limitante se puede sobrellevar de varias
formas [64]: utilizando memorias externas, dividiendo el procesamiento en múltiples FPGA o
particionando los problemas para procesarlos por parte, en cualquier caso esto implica una
complicación adicional en el diseño. Otra posibilidad para reducir el uso de memoria es utilizar
estructuras de datos probabilísticas o sketches, los cuales presentan un uso de memoria sublineal
respecto a los datos de entrada y pueden ser utilizados para cuentas [65], cardinalidad [66] o
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detección de presencia [67]. También es posible utilizar datos comprimidos con la transformada
de Burrows-Wheeler [68] o FM-Index [69].

Aunque las estructuras de datos probabilísticas ofrecen ventajas significativas en términos de
eficiencia computacional y ahorro de memoria, también presentan limitaciones en la precisión de
las estimaciones. Al ser aproximaciones, las respuestas proporcionadas por los sketches pueden
no ser exactas, lo que requiere un cuidadoso diseño y calibración según el contexto de aplicación.
El uso de estas técnicas en una aplicación como el cálculo de similitud genómica es un buen
punto de inicio para el desarrollo de aceleradores hardware en el ámbito de genómica. Al ser un
proceso acotado y tener trabajos existentes en el estado del arte, es posible comparar tanto el
tiempo de ejecución como los errores asociados a las estimaciones y aproximaciones necesarias
para su implementación.
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Capítulo 3. Estructuras de datos

3.1. Introducción

Una estructura de datos es una forma de almacenar u organizar datos de forma eficiente en
un sistema informático. Estas se caracterizan por tener un tiempo de respuesta rápido y escalar
de forma lineal a los datos que almacenan. Un ejemplo común son las tablas hash, que reducen o
eliminan (dependiendo de la implementación [70]) el tiempo asociado a la búsqueda de una llave
en la tabla. Como el crecimiento de estas estructuras es lineal a los datos, requieren de una gran
cantidad de memoria en aplicaciones con grandes volúmenes de datos, resultando prohibitivos
o difíciles de utilizar en estas aplicaciones.

Por otro lado, las estructuras probabilísticas o sketches son estructuras de datos que pueden
estimar características de un conjunto [71], como cardinalidad [72, 66], frecuencia [73, 65] o
pertenencia [74], con una alta precisión y utilizando un espacio sublineal al tamaño del conjunto.
Estas estructuras tienen aplicaciones en todas las áreas que manejan grandes volúmenes de datos
como: bases de datos [75, 76], redes [77, 78] o genómica [36, 79]. Las estructuras probabilísticas
de datos utilizan menos espacio del necesario para almacenar todos los datos de los conjuntos de
entrada. Debido a esto es frecuente que ocurran colisiones entre los elementos. Para reducir el
efecto de estas colisiones es común utilizar funciones hash universales [80], con el fin de distribuir
los datos de manera uniforme en la estructura.

Este capítulo revisa el marco teórico asociado a las estructuras de datos utilizadas en el resto
del trabajo que sirven como base de los algoritmos e implementaciones diseñadas.

3.2. Funciones hash

Las funciones hash tienen un rol fundamental en las estructuras de datos probabilísticas,
aleatorizando el contenido y representándolo en un tamaño fijo, obteniendo una cantidad de-
terminada de bytes para una entrada de datos de cualquier tamaño. Una buena función hash
cumple con tres propiedades: (1) que la salida esté completamente determinada por los datos
de entrada, (2) que utilice todos los bits de la entrada para el cálculo de la salida y (3) que la
distribución de la salida sea uniforme. Las funciones hash que cumplen estas características se
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conocen como funciones hash universales.

Las funciones hash universales fueron propuestas por Carter y Wegman [80], y son aquellas
en las que la probabilidad de colisión para un par de elementos es menor a 1/B donde B es el
tamaño del codominio o la cantidad de hashes posibles. Las funciones hash universales están
diseñadas para reducir el número de colisiones generando valores de salida con una distribución
uniforme ante datos de entrada aleatorios. Algunas de las funciones hash utilizadas en genómica
son: MurmurHash [81], ntHash [82] y WangHash [83].

3.3. Estimación de cardinalidad

El problema de estimación de cardinalidad es la tarea de encontrar la cantidad de elementos
distintos presentes en un conjunto de datos. Esta tarea se puede resolver de forma exacta
utilizando estructuras como un arreglo de datos o una tabla hash, requiriendo en ambos casos
una memoria lineal a la cantidad de elementos distintos. Una alternativa es utilizar estructuras
probabilísticas como LogLog o HyperLogLog, las cuales almacenan información en un espacio
sublineal con el que es posible estimar la cantidad de elementos distintos con un bajo error.

3.3.1. LogLog

El sketch LogLog fue propuesto por Marianne Durand y Philippe Flajole [72] en el año
2003. Este es una estructura probabilística que almacena información suficiente para estimar la
cardinalidad de un conjunto de datos. LogLog se basa en un principio sencillo para estimar la
cardinalidad, el cual es que si el conjunto tiene suficientes datos y éstos se distribuyen de forma
uniforme, el mayor número observado será una buena estimación de la cantidad de elementos
diferentes. Como este enfoque sobreestimará el resultado, LogLog aplica una función hash a los
elementos de entrada y utiliza múltiples registros o buckets, distribuyendo los datos de entrada
entre m = 2p buckets, donde p es la cantidad de bits del resultado de la función hash utilizados
para direccionar la estructura. Cada bucket almacena la cantidad de ceros a la izquierda del
sufijo de la función hash como un indicador del número visto, generando una estimación de la
magnitud de cada elemento en los diferentes buckets. El proceso de inserción se ilustra en la
Figura 3.1. En LogLog la cardinalidad está definida como:

C = αm m 2R (3.1)
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Figura 3.1: Ilustración de inserción a HyperLogLog.

donde C es la cantidad de elementos diferentes, m es la cantidad de buckets, R es la media
geométrica de los buckets y αm =

(
Γ(−1/m) 1−21/m

log2

)m
. El error asociado a la estimación es

δ ≈ 1, 3√
m
. (3.2)

3.3.2. HyperLogLog

HyperLogLog presentado por Flajolet et al. [66] presenta una mejora en la estimación re-
specto a LogLog. HyperLogLog mantiene el proceso de inserción (Algoritmo 1), pero cambia
la forma en que se calcula la estimación, utilizando una media armónica normalizada, definida
como:

n̂ = αmm
2

(
m∑
j=1

2−bucket[j]

)−1

, (3.3)

donde

αm =

(
m

∫ ∞

0

(
log2

(
2 + u

1 + u

))m

du

)−1

, (3.4)

m es la cantidad de buckets y u son los elementos del conjunto. Para valores de m mayores o
iguales a 27, αm puede ser aproximado a 0,7216 m

m+1,079
. Con esto, HyperLogLog reduce el error de

estimación a
δ ≈ 1,04√

m
. (3.5)

De acuerdo a lo anterior, el proceso de consulta a la estructura que se describe en el Algo-
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Algoritmo 1: Inserción HyperLogLog
Input: Elemento x
Input: Sketch HyperLogLog A
Output: Sketch HyperLogLog A

1 h← hash(x)
2 v1 ←< h63, h64−p >2

3 v2 ←< h63−p, h0 >2

4 A[v1]← max{A[v1], ldz(v2) + 1}

ritmo 2, calcula la media armónica de todos los buckets como:

Z =
m−1∑
j=0

2−A[j], (3.6)

donde m = 2p y A es el arreglo de datos donde se almacenan los buckets. Luego la cardinalidad
es estimada como:

CHLL = αA
m2

Z
, (3.7)

donde αA es una constante asociada al tamaño del sketch. La estimación que obtiene Hyper-
LogLog presenta buenos resultados en los casos donde el conjunto es lo suficientemente grande
para que la ocupación de los buckets sea cercana al 100 %. En los casos donde hay un número
significativo de buckets no ocupados, el error se incrementa. Heule et al. [84] propusieron una
corrección a la estimación para estos casos, recalculando CHLL como:

CHLL = m log

(
m

nz

)
, (3.8)

donde nz es el número de buckets en no utilizados y que almacenan un valor igual a cero.

Otra de las características de HyperLogLog es que define una operación de unión o merge, con
la que es posible combinar dos estructuras, siempre y cuando tengan las mismas dimensiones, tal
como describe el Algoritmo 3. Esta característica es particularmente útil para el procesamiento
de streams en paralelo o para el cálculo de ciertos indicadores, como el índice Jaccard.

3.3.3. HyperLogLog++

La estimación de HyperLogLog, incluso con la corrección de la Ecuación (3.8), sigue presen-
tando un error alto en sketches con baja ocupación. Por esto, Heule et al. [84] propusieron una
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Algoritmo 2: Consulta HyperLogLog
Input: Sketch HyperLogLog A
Output: Estimación cardinalidad CHLL

1 Let
2 m = 2p

3 αA = 0,7213/(1 + 1,079
m

) asumiendo p ≥ 7

4 Z ←
∑m−1

i=0 2−A[i]

5 CHLL ← αA
m2

Z

6 if CHLL ≤ 2,5m then
7 nz ← ldz(A)

8 CHLL ← m log
(

m
nz

)
9 return CHLL

Algoritmo 3: Unión HyperLogLog
Input: Sketches HyperLogLog A, B
Output: Sketch HyperLogLog C

1 Let
2 m = 2p

3 for i = 0 to m− 1 do
4 C[i]← máx(A[i], B[i])

5 return C

variante de HyperLogLog, denominada HyperLogLog++. La cual compensa la estimación con
base en datos obtenidos de forma empírica [84]. Para esto se obtiene la cantidad de buckets no
utilizados (Paso 4 del Algoritmo 4), y, de ser mayor a cero, se utiliza la misma corrección de la
estimación de HyperLogLog (Paso 5). Si esta estimación es menor a un umbral definido por el
algoritmo y dependiente del tamaño del sketch, se retorna la estimación con esta corrección. En
caso contrario se calcula el estimador original (Pasos 8 a 10 del Algoritmo 4), si esta estimación
es menor a cinco veces el tamaño del sketch, ésta es compensada por un bias dependiente del
valor de la estimación y del tamaño del sketch. HyperLogLog++ presenta una mejora en la
estimación respecto al operador original, manteniendo sus características y uso de memoria.
Es importante destacar que en casos de ocupación normal HyperLogLog++ y HyperLogLog
presentan una estimación idéntica.
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Algoritmo 4: Consulta HyperLogLog++
Input: Sketch HyperLogLog++ A
Output: Estimación cardinalidad CHLL

1 Let
2 m = 2p

3 nz ← zeros_counter(A)
4 if nz > 0 then
5 CHLL ← m log

(
m
nz

)
6 if CHLL ≤ thresholdp then
7 return CHLL

8 αA = 0,7213/(1 + 1,079
m

) asumiendo p ≥ 7

9 Z ←
∑m−1

i=0 2−A[i]

10 CHLL ← αA
m2

Z

11 if CHLL ≤ 5m then
12 CHLL ← CHLL − biasp(CHLL)

13 return CHLL

3.4. Estimación de frecuencia

Las estructuras de frecuencia están diseñadas para mantener una tabla con información con
la cual es posible estimar la cantidad de veces que un elemento se ha insertado. Esta tabla
utiliza una fracción de la memoria necesaria para obtener la frecuencia exacta, y tiene un
crecimiento sublineal respecto a la cantidad de elementos insertados. Estas estructuras utilizan
funciones hash para distribuir los elementos de entrada de forma uniforme dentro de los límites
de memoria utilizados, pudiendo generar colisiones, las que son resueltas de diferente forma
según la implementación. Estas estructuras suelen utilizarse en aplicaciones con alto flujo de
datos como cálculo de entropía [79] o detección de heavy hitters [36].

3.4.1. Count Sketch

Count Sketch [73] es un algoritmo de estimación de frecuencia con un uso eficiente de memo-
ria. Este algoritmo utiliza una matriz de p×m contadores para almacenar la frecuencia de los
elementos de entrada. Para cada elemento a añadir en la estructura se aplican 2p funciones
hash, dos por cada fila de la matriz de contadores. Como muestra la Figura 3.2, la primera
función hash h selecciona el contador o bucket asociado al elemento de entrada en cada una de
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S1(x)

S2(x)

Sp(x)

Figura 3.2: Ilustración inserción Count Sketch.

Algoritmo 5: Inserción Count Sketch
Input: Elemento x
Input: Count Sketch CS de dimensiones p×m
Output: Count Sketch CS

1 for i = 0 to p− 1 do
2 j ← hi(x)
3 if si(x) ̸= 0 then
4 CS[i][j]← CS[i][j]− 1

5 else
6 CS[i][j]← CS[i][j] + 1

7 return CS

las filas de la matriz. La segunda función hash s indica si el bucket debe ser incrementado o
decrementado. El proceso de inserción, detallado en el Algoritmo 5, puede generar contadores
con valores negativos. Es por esto que en el proceso de consulta, definido en el Algoritmo 6,
se utiliza la mediana de los p contadores como la estimación de la frecuencia del elemento de
entrada.

Este sketch puede generar una sub o sobre estimación de la frecuencia de un elemento debido
al algoritmo de inserción que utiliza. La selección de los parámetros está asociada al error de
estimación ε y a la probabilidad de mala estimación que tiene un error estándar δ. A mayor
número de filas, el estimador tiene más contadores, por lo que δ se reduce, así, la recomendación
de número de filas del sketch es:

p =

⌈
ln
1

δ

⌉
. (3.9)

De igual forma, al aumentar el número de contadores se reduce el error de estimación ε por la
reducción de colisiones entre los contadores. Luego, la recomendación de número de contadores
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Algoritmo 6: Consulta Count Sketch
Input: Elemento x
Input: Count Sketch CS de dimensiones p×m
Output: Estimación de frecuencia f(x)

1 Let
2 f = {fi}p−1

0

3 for i = 0 to p− 1 do
4 j ← hi(x)
5 fi ← CS[i][j]

6 return mediana (f0, f1..., fp−1)

o buckets es:
m ≈

⌈
2,71828

ε2

⌉
. (3.10)

3.4.2. Count-Min Sketch

Count–Min Sketch [65] fue propuesto por Graham Cormode y Shan Muthukrishnan. Al igual
que el Count Sketch, Count-Min Sketch utiliza una matriz de p×m contadores para almacenar
la frecuencia de los elementos de entrada, pero en lugar de incrementar o decrementar estos
contadores dependiendo de una función hash, estos siempre se incrementan en una unidad. El
proceso de inserción, detallado en el Algoritmo 7 e ilustrado en la Figura 3.3, solo puede generar
una sobreestimación de la frecuencia de los elementos de entrada, dado por las colisiones en
los contadores. Producto de lo anterior, la mejor estimación de la frecuencia de un elemento
corresponde al mínimo de los contadores asociado a él, como se detalla en el Algoritmo 8. Las
dimensiones recomendadas para Count-Min Sketch son:

p =

⌈
ln
1

δ

⌉
(3.11)

y

m ≈
⌈
2,71828

ε

⌉
. (3.12)

De lo que se puede deducir que Count-Min Sketch tiene un uso de memoria menor a Count
Sketch para un mismo error.
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Figura 3.3: Ilustración inserción Count–Min Sketch.

Algoritmo 7: Inserción Count-Min Sketch
Input: Elemento x
Input: Count-Min Sketch CM de dimensiones p×m
Output: Count-Min Sketch CM

1 for i = 0 to p− 1 do
2 j ← hi(x)
3 CM [i][j]← CM [i][j] + 1

4 return CM

3.4.3. Count-Min Sketch con actualizaciones conservadoras (CU)

Count-Min Sketch con actualizaciones conservadoras [85] (o Count-Min CU) es una variante
de Count-min Sketch donde se aplica el concepto de actualización conservadora o conservative
updates (CU) [86], en la cual solo se incrementan los contadores asociados a un flujo de red
que no han sobrepasado un umbral definido, reduciendo los falsos positivos en dicha aplicación.
Count-Min CU utiliza esta idea en el proceso de inserción, incrementando solo el contador con
menor valor, tal como muestra el Algoritmo 9. La cota de error máxima de este sketch es la

Algoritmo 8: Consulta Count-Min Sketch
Input: Elemento x
Input: Count-Min Sketch CM de dimensiones p×m
Output: Estimación de frecuencia f(x)

1 Let
2 f = {fi}p−1

0

3 for i = 0 to p− 1 do
4 j ← hi(x)
5 fi ← CM [i][j]

6 return mı́n (f0, f1..., fp−1)
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Algoritmo 9: Inserción Count-Min Sketch CU
Input: Elemento x
Input: Count-Min Sketch CU CU de dimensiones p×m
Output: Count-Min Sketch CU CU

1 Let
2 f = {fi}p−1

0

3 for i = 0 to p− 1 do
4 j ← hi(x)
5 fi ← CU [i][j]

6 m← mı́n(f0, f1..., fp−1)
7 for i = 0 to p− 1 do
8 j ← hi(x)
9 if CU [i][j] == m then

10 CU [i][j]← CU [i][j] + 1

11 return CU

Algoritmo 10: Consulta Count-Min Sketch CU
Input: Elemento x
Input: Count-Min Sketch CU CU de dimensiones p×m
Output: Estimación de frecuencia f(x)

1 Let
2 f = {fi}p−1

0

3 for i = 0 to p− 1 do
4 j ← hi(x)
5 fi ← CU [i][j]

6 return mı́n (f0, f1..., fp−1)

misma que para Count-Min Sketch [87], pero en la práctica se ha visto que presenta un error
inferior para las mismas dimensiones [85, 36]. Al igual que Count-Min Sketch, Count-Min CU
usa un arreglo de p ×m contadores para almacenar la frecuencia de los elementos de entrada
y, como muestra el Algoritmo 10, genera una estimación encontrando el valor mínimo de los
contadores asociados a un elemento de entrada.
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Capítulo 4. Similitud usando índice Jaccard

4.1. Introducción

Uno de los métodos más utilizados para el cálculo de similitud entre genomas es el índice
Jaccard, el cual presenta una forma sencilla de calcular la similitud usando teoría de conjuntos
y la cardinalidad entre ellos.

En este trabajo se diseñó un algoritmo y acelerador en GPU y FPGA para el cálculo del
índice de Jaccard utilizando un sketch HyperLogLog. Este acelerador está dividido en dos etapas:
la construcción de sketches y el cómputo de la matriz de similitud. La primera etapa realiza la
construcción de sketches de diferentes genomas en múltiples hebras en hardware, escribiendo el
contenido final en el dispositivo de almacenamiento del host. La segunda etapa lee el contenido de
los sketches y realiza una operación de unión entre todos las posibles combinaciones de genomas.
El producto final de ambas etapas es la matriz triangular superior con todas las similitudes o
todos los índices Jaccard. Un ejemplo de este proceso se muestra en la Figura 4.1, donde se
ilustran las dos etapas del proceso, con un enfoque en los algoritmos y su implementación en el
acelerador.

Las contribuciones de este trabajo son:

Un algoritmo de streaming que utiliza paralelismo para construir sketches de genomas en
aceleradores en hardware.

La arquitectura del acelerador y el algoritmo de comunicación de datos entre el acelerador
y el host.

El uso de un criterio de selección para reducir la cantidad de similitudes calculadas uti-
lizando las cardinalidades individuales de los conjuntos.

Una comparación del desempeño de las implementaciones sobre infraestructura en la nube
de costo similar entre ellas.
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Figura 4.1: Ejemplo simplificado de la construcción de sketches y cálculo de matriz de similitud
para 4 genomas, usando k-mers de largo 3. Por simplicidad, las cardinalidades se muestran
como calculadas completamente en el FPGA, en la implementación el último paso se realiza en
el host.

4.2. Métodos

En esta sección se presentan los métodos para el cálculo de la matriz de similitud y los
algoritmos utilizados en ambas etapas de procesamiento. Además, se presentan los flujos de
datos entre el host y el acelerador.

4.2.1. Índice Jaccard

El índice Jaccard o similitud de Jaccard fue propuesta por Paul Jaccard [88] y es una
métrica popular en el cálculo de similitud entre genomas. Esta similitud se define con base en
la cardinalidad de dos conjuntos X e Y , y más específicamente como:

J(X, Y ) =
|X ∩ Y |
|X ∪ Y |

, (4.1)

donde | · | es la cardinalidad de un conjunto. Usando el principio de inclusión-exclusión es posible
definir la similitud como:

J(X, Y ) =
|X|+ |Y | − |X ∪ Y |

|X ∪ Y |
, (4.2)

evitando el cómputo de la intersección y permitiendo que el índice sea calculado utilizando una
estructura de cardinalidad como HyperLogLog. En este trabajo, cada genoma es representado
como un conjunto de k-mers canónicos.
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Figura 4.2: Flujo de datos en la etapa de construcción. En el host T hebras productoras leen y
descomprimen datos de genomas en paralelo. Una hebra consumidora empaqueta los datos en
chunks, combinando secuencias de todas las hebras productoras, y transfiriéndolos a la memoria
del acelerador. El acelerador tiene T módulos de construcción de sketch, que leen los datos y
construyen un sketch HLL en paralelo para cada genoma. Internamente, esta construcción se
realiza con B sketches para maximizar el flujo de datos. Después de leer todo el contenido
de los archivos, el módulo de construcción de sketch calcula las características necesarias para
estimar la cardinalidad del genoma al genoma (media armónica y el número de buckets en cero),
transfiriéndolas al host junto al contenido del sketch.

4.2.2. Etapa de construcción

La etapa de construcción corresponde a la populación de los sketches HyperLogLog utilizando
los genomas de la base de datos, donde cada genoma es tratado como un conjunto de k-mers
canónicos. La Figura 4.2 muestra el flujo de datos entre el host y el acelerador. En el lado
de host se utiliza un proceso multi-hebras utilizando un patrón consumidor/productor para
solapar la lectura de genomas desde el archivo de entrada con la transferencia de estos al
acelerador, y el procesamiento en el acelerador. El host utiliza T hebras productoras para leer y
descomprimir los genomas desde el sistema de archivos en formato FASTA/FASTQ utilizando
zlib [89], y, en el caso de la implementación en FPGA, una hebra consumidora que se encarga
de empaquetar las lecturas de los productores en bloques y enviarlas al acelerador. En el caso de
la implementación en GPU, debido al modelo de programación dispuesto por CUDA, las hebras
productoras están encargadas de hacer la transferencia al acelerador, ya que cada hebra en
hardware utiliza su propio CUDA stream. La implementación del patrón productor/consumidor
en el host fue realizada utilizando la librería Jiffy [90], que permite la inserción desde diferentes
hebras productoras con una sola hebra consumidora.

El Algoritmo 11 muestra el procedimiento realizado en las hebras productoras en la imple-
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Algoritmo 11: Hebra productora en implementación con FPGA
Input: índice de hebra t, tamaño de bloque K, cola q, pila de archivos files

1 while len(files) > 0 do
2 f ← files.pop();
3 while not end_of_file(f) do
4 data← f.read(K);
5 q.push(t, data);

6 q.push(t, eof_mark);

Algoritmo 12: Hebra consumidora en implementación con FPGA
Input: número de hebras T, tamaño de bloque K, bloques en chunk por hebra C, cola q

1 Let
2 offset = 0
3 Inicializa chunk como un arreglo de tamaño C × T ×K
4 for i← 0 to T − 1 do
5 Inicializa queue[i] como una cola de bloques

6 while reading files do
7 if not q.empty () then
8 t, data← q.pop()
9 queue[t].push(data)

10 if all_nonempty(queue) then
11 for i← 0 to T − 1 do
12 chunk[offset + i×K]← queue[i].pop()

13 offset← offset + T ×K
14 if offset == C × T ×K then
15 parallel_sketch_kernel (chunk)

mentación en FPGA. Cada hebra obtiene un archivo FASTA/FASTQ de un genoma desde la
lista de genomas, lee y descomprime este archivo y encola cada uno de los bloques en la cola
compartida con el consumidor. Posterior a cada archivo, la hebra productora encola un bloque
constante que le indica al acelerador que el archivo ha terminado. El Algoritmo 12 muestra el
procedimiento realizado en la hebra consumidora. Esta lee los bloques de la cola compartida y
los distribuye en T colas individuales, una para cada hebra productora. Posteriormente, cuando
cada cola individual posee al menos un bloque, la hebra consumidora escribe los bloques en
el chunk de datos (Pasos 10 a 13 en Algoritmo 12), hasta completar el chunk, que luego es
enviado al acelerador para su procesamiento. El Algoritmo 13 describe el proceso de lectura en
la implementación en GPU, la que difiere levemente de la vista previamente. En este caso, cada
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Algoritmo 13: Hebra del host en implementación con GPU
Input: índice de hebra t, tamaño de bloque K, cola q, pila de archivos files

1 while len(files) > 0 do
2 f ← files.pop();
3 while not end_of_file(f) do
4 data← f.read(K);
5 q.push(t, data);

6 q.push(t, eof_mark);

Algoritmo 14: Acelerador: construcción de sketches en paralelo
Input: bloque de datos chunk

1 Let
2 largo k-mer k = 31
3 número de hebras T = 8
4 número de sketches HLL internos B = 64/T
5 for i← 0 to T − 1 do
6 Inicializa line_buffer[i] como un arreglo de bits de tamaño 2(k +B − 1)
7 Inicializa sketch[i] como un sketch HLL de tamaño B

8 foreach chunk_word in stream do
9 for t← 0 to T − 1 do in parallel

10 c← chunk_word[64t : 64(t+ 1)− 1]
11 sketch_builder(B, k, t, c, line_buffer[t], sketch[i])

hebra en el host se comunica con un CUDA stream, por lo que no es necesario dedicar una
hebra a empaquetar los chunks.

Las implementaciones en GPU y FPGA son equivalentes. En ambas plataformas se utiliza
una hebra hardware para cada hebra productora, realizando la lectura de los datos correspondi-
entes e insertándolos al sketch según lo visto en el Capítulo 3. Como describe el Algoritmo 14,
para cada chunk de datos, el acelerador extraerá los k-mers asociados a cada base, luego cada
k-mer es canonizado e insertado al sketch. En el caso de la implementación en FPGA, se con-
struyen 64/T sketches en paralelo para un mismo archivo. Esto se debe a un límite físico en el
bus entre la memoria externa del FPGA y el chip, el cual es de 512 bits y, como cada base está
codificada en caracteres ASCII de 8 bits, cada transferencia tiene un máximo de 64 bases. En
este caso posterior a la inserción de todos los elementos se debe calcular la unión entre todos
los sketches con información del mismo archivo, tal como se describe en los Pasos 9 y 10 del
Algoritmo 15. En el caso de la implementación en GPU, se construye un solo sketch por archivo,
por lo que no es necesario este último paso.
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Algoritmo 15: Acelerador: sketch builder
Input: número de HLL B, largo k-mer k, índice de hebra t, sección de 64-bit chunk c,

buffer de línea line_buffer, arreglo de 8 sketches HLL sketch
1 b← two_bit_encode(c)
2 line_buffer← (line_buffer≪ 2B) | b
3 if line_buffer ̸= eof_mark then
4 for i← 0 to B − 1 do in parallel
5 k-mer← line_buffer[2i : 2i+ 2k − 1]
6 k-mercanon ← canonical_kmer(k-mer)
7 sketch[i].insert(k-mercanon)

8 else
9 for i← 0 to B − 1 do reduction in parallel

10 o_sketch← union(o_sketch, sketch[i])

11 hmean← harmonic_mean (o_sketch)
12 nempty← count_zeros (o_sketch)
13 store_in_memory (hmean, nempty, o_sketch)

En ambas implementaciones el acelerador construye los sketches de todos los genomas indi-
cados en la lista de entrada. Finalmente, una vez que todos los sketches son almacenados en la
memoria externa del acelerador respectivo, estos son transferidos al host y escritos al sistema
de archivos junto con la cardinalidad asociada a cada uno de ellos, para que la siguiente etapa
pueda procesarlos.

4.2.3. Algoritmo paralelo para cómputo de matriz similitud

La similitud entre pares en un conjunto de N genomas es generalmente representada por
una matriz triangular superior, con dimensiones N ×N y valores normalizados entre 0 y 1. Una
solución directa en una aplicación en software usando una sola hebra necesita de dos bucles
anidados. Una solución utilizando múltiples hebras puede reducir el tiempo procesando varias
filas de la matriz en paralelo. En ambos casos, cada hebra selecciona un genoma, o pivote, y
calcula la similitud entre éste y todos los demás de forma secuencial. El diseño de acelerador
propuesto utiliza un enfoque similar a la solución multihebra, realizando el cálculo de V filas de
la matriz, o pivotes, en paralelo. El número máximo de pivotes está limitado por los recursos
disponibles en hardware.

El Algoritmo 16 muestra el cómputo de la matriz de similitud para un conjunto de N

genomas. Antes de invocar al kernel de cómputo de la matriz, el host transfiere todos los
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Algoritmo 16: Acelerador: matriz de similitud
Input: número de pivotes V, número de genomas N, número de sketches a leer en

paralelo D, conjunto de sketches s
Output: matriz de similitud M

1 Let
2 Inicializa P como un arreglo de sketches de tamaño V
3 Inicializa M como la matriz de similitud de N ×N

4 for i← 0 to N/V − 1 do
// Carga V pivotes y calcula
// las similitudes entre ellos

5 for j ← 0 to V − 1 do
6 x← i× V + j
7 do in parallel
8 P [j]← stream(s[x])
9 for k ← j to 0 do in parallel

10 y ← i× V + k
11 M [x, y]←Jaccard (stream(s[x]), P [k])

// Itera sobre el stream de entrada leyendo D sketches
// en paralelo y calculando las similitudes

12 for x← ((i+ 1)× V )/D to N/D − 1 do
13 for k ← 0 to V − 1 do in parallel
14 y ← i× V + k
15 for n← 0 to D − 1 do in parallel
16 z ← x×D + n
17 M [x, y]←Jaccard(stream(s[z]), P [k])

18 return M

sketches de los genomas, construidos en la etapa anterior, a la memoria externa del acelerador.
El acelerador puede almacenar V pivotes en la memoria local del chip, los que pueden ser
utilizados varias veces en una misma llamada del kernel. El resto de los sketches son leídos
desde la memoria externa del acelerador.

En cada iteración, el acelerador usa V pivotes para producir V filas de la matriz de similitud.
Cada iteración realiza dos procesos. El primero, descrito en los Pasos 5 a 11 del Algoritmo 16,
consiste en copiar los pivotes a la memoria local del acelerador, calculando en el proceso la
similitud entre ellos. La similitud es calculada utilizando la Ecuación (4.2), donde |X| e |Y |
fueron calculados en la etapa de construcción de sketches y la cardinalidad de la unión |X ∪ Y |
es calculada mientras se realiza la operación de unión de ambos sketches. Como resultado, el
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primer proceso calculará las V (V − 1)/2 similitudes entre los V pivotes. El segundo proceso,
descrito en los Pasos 12 a 15 del Algoritmo 16, consiste en el cálculo de las similitudes entre los V
pivotes y el resto de los sketches. Los sketches son leídos desde la memoria externa del acelerador.
En el caso de la implementación en FPGA se leen D sketches en paralelo, utilizando un único
bus de 512 bits de ancho, por lo que se calculan V × D similitudes Jaccard en paralelo en el
kernel, este proceso no almacena datos de los sketches en memoria interna. En la implementación
en GPU, el modelo de programación no expone las interfaces de lectura a la memoria global,
por lo que no es posible tener información de cómo se realiza esto.

La Figura 4.3 ilustra el proceso de cálculo de la matriz de similitud descrito en el Algo-
ritmo 16, con los parámetros N = 12, V = 4 y D = 2. En la figura los rectángulos naranjos
representan las similitudes que están siendo calculadas en ese momento, los rectángulos verde-
azulados representan las similitudes calculadas en pasos anteriores, y los rectángulos grises en
la diagonal corresponden a las similitudes entre el mismo genoma, por lo que no se calculan.
La Figura 4.3a muestra la transferencia de los primeros 4 pivotes a la memoria local del acel-
erador, junto al cálculo de las similitudes respectivas. La Figura 4.3b muestra las iteraciones
sobre todos los sketches que no son pivotes, leyendo D simultáneamente y calculando V × D

similitud en paralelo. La Figura 4.3c muestra el resto del proceso: iniciando cada llamada desde
el host, transfiriendo los V pivotes a la memoria local del acelerador, calculando las V (V − 1)/2

similitudes entre ellos, y procesando el resto de los sketches asociados a cada llamada, hasta
completar la matriz.

4.2.4. Criterio para selección de pares en cómputo de matriz similitud

En la mayoría de los casos, el cómputo de similitud entre genomas se realiza con el fin de
buscar los genomas más parecidos dentro de una conjunto de datos. Comúnmente esto se realiza
construyendo la matriz de similitud completa y luego filtrando los datos obtenidos, calculando
un total de N × (N − 1)/2 similitudes, donde N es el número de genomas.

Para reducir la cantidad de similitudes que se calculan, en este trabajo se propuso utilizar
un criterio de descarte, evitando calcular pares que no pueden producir similitudes sobre cierto
umbral, lo cual es típicamente el criterio de búsqueda en las matrices de similitud [38]. El
algoritmo selecciona los pares de genomas que son candidatos para cumplir el criterio utilizando
las cardinalidades individuales de cada genoma, las que ya están disponibles desde la primera
etapa, descrita en la sección anterior.
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(a) Primera iteración del bucle principal: lectura de pivotes y computo de sus similitudes.

(b) Primera iteración: stream de sketches y computo de similitud.

(c) Segunda (primeros tres diagramas) y tercera (cuarto diagrama) iteraciones.

Figura 4.3: Ejemplo de ejecución del Algoritmo 16 para una matriz de similitud de 12 × 12
genomas. El ejemplo usa V = 4 pivotes y lecturas de D = 2 sketches de forma simultánea desde
la memoria externa. Los cuadrados naranjos representan el cálculo de la etapa ejemplificada.
Los cuadrados verde-azulados son las similitudes calculadas en pasos previos y los cuadrados
grises en la diagonal son las similitudes de un genoma consigo mismo. En (a) el acelerador carga
secuencialmente los primeros V pivotes y calcula las similitudes entre ellos (Pasos 5 a 11 del
Algoritmo 16). En (b) el acelerador lee el stream de sketches desde la memoria externa y calcula
las similitudes entre ellos y los pivotes residentes en memoria interna, calculando V filas de la
matriz (Pasos 12 a 17 del Algoritmo 16). En (c) el acelerador lee un nuevo conjunto de pivotes
y el stream de sketches correspondientes, finalmente el acelerador lee los últimos V pivotes,
completando la matriz de similitud.
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El criterio se basa en los valores posibles que puede tomar el índice de Jaccard. Como se ve
en la Ecuación (4.1), el índice de Jaccard entre dos conjuntos X e Y alcanza su valor mínimo
cuando la intersección entre ambos conjuntos |X ∩ Y | es igual a cero, lo que ocurre cuando
ambos conjuntos no tienen valores en común. En este caso, la cardinalidad unión de ambos
conjuntos será |X|+ |Y |. Además, la Ecuación (4.1) tendrá su valor máximo cuando la unión de
ambos conjuntos es mínima, lo que ocurre cuando un conjunto contiene completamente al otro,
por lo que |X ∩ Y | = máx(|X|, |Y |). Por lo anterior, el valor del índice Jaccard estará entre:

0 ≤ J(X, Y ) ≤ |X|+ |Y | −máx(|X|, |Y |)
máx(|X|, |Y |)

. (4.3)

Nótese que cuando X e Y son iguales, |X| = |Y | y el índice de Jaccard será igual a uno. Si
asumimos que |X| ≤ |Y |, la Ecuación (4.3) puede reducirse a:

J(X, Y ) ≤ |X|
|Y |

. (4.4)

Solo conociendo las cardinalidades de X e Y , la Ecuación (4.4) define un límite superior
para el índice de Jaccard entre ellos J(X, Y ). Si solo se está interesado en aquellos conjuntos
para los cuales J(X, Y ) ≥ h, donde h es un umbral predefinido, solo es necesario calcular los
índices cuando:

h ≤ J(X, Y ) ≤ |X|
|Y |

, (4.5)

lo que equivale a que J(X, Y ) ≥ h solo si

|Y | ≤ |X|
h

. (4.6)

La Ecuación (4.6) indica que cuando |Y | > |X|/h, el índice de Jaccard será J(X, Y ) < h y, por
lo tanto, los conjuntos X e Y respectivos no podrán producir una similitud mayor o igual al
umbral h.

En este trabajo utilizamos el criterio para reducir la cantidad de similitudes calculadas en el
Algoritmo 16. Para utilizar el criterio, el host ordena los sketches de menor a mayor cardinalidad
antes de subirlos al acelerador, asegurando que |Y | > |X|. Así, después de la lectura de los
pivotes (Pasos 5 a 11 en el Algoritmo 16), el acelerador no necesita leer todos los sketches desde
memoria externa, solo necesita leer aquellos que cumplan el criterio de selección definido en la
Ecuación (4.6). Por lo anterior, el límite del ciclo del Paso 12 del Algoritmo 16, ya no estará
definido por el número total de genomas N , sino que variará en cada llamada al kernel.
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Figura 4.4: Flujo de datos de la implementación en FPGA. En la etapa de construcción, el host
utiliza múltiples hilos para leer y descomprimir los archivos de genomas, para luego empaque-
tarlos y subirlos al FPGA, el que construye los sketches HLL para cada genoma y calcula las
características usadas para la estimación de cardinalidad. Los sketches y las características son
enviadas al host para calcular la cardinalidad y almacenar los sketches en memoria persistente.
En la solicitud de cálculo de la matriz completa, el host sube todos los sketches al FPGA, quien
calcula las características de cardinalidad para todas las uniones entre los pares de sketches, en-
viándolas al host para calcular la similitud de Jaccard de cada una de ellas. En la solicitud de la
matriz parcial, usando el criterio de selección, el host ordena los sketches por cardinalidad antes
de subirlos al FPGA. Además, para cada llamada al kernel el host evalúa el criterio indicándole
al kernel hasta que columna de la matriz se debe realizar el cálculo de uniones, reduciendo el
cómputo solo a los genomas capaces de cumplir el criterio.

4.3. Arquitectura en FPGA

La implementación en FPGA incluye dos kernel RTL, uno para cada una de las etapas de
procesamiento descritas en la Sección 4.2. El primer kernel realiza la construcción de sketches
y el cálculo de las características para la estimación de cardinalidad. El segundo kernel realiza
la unión entre un conjunto de V sketches pivotes y un número de genomas definido por el host,
que en caso de no utilizar el criterio es igual a N . La Figura 4.4 presenta el flujo de datos
entre el host y el FPGA, en el proceso de construcción de sketches y el cálculo de la matriz de
similitud. En este último se presentan las dos posibles consultas que puede realizar el host. La
primera para el cálculo de la matriz de similitud completa, y la segunda para el uso del criterio.
Es importante notar que el kernel soporta ambas consultas, por lo que, como se muestra en la
Figura 4.4, es el host el que realiza pasos adicionales para el uso del criterio.
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4.3.1. Kernel de construcción de sketches

En la etapa de construcción de sketches, el host configura el FPGA utilizando el runtime de
Vitis, indicando el archivo binario que contiene la descripción del kernel. Luego, el host ejecuta
los algoritmos 11 y 12 para leer, descomprimir y transferir secuencias de genomas al FPGA en
sucesivas llamadas al kernel. Cuando el marcador de fin de archivo es detectado, el acelerador
guarda el sketch en la memoria externa mientras calcula la suma armónica y el número de
buckets en cero, que también son almacenados en la memoria externa. El host lee los sketches,
calcula las cardinalidades, los ordena y almacena los resultados en el sistema de archivos.

La Figura 4.5 muestra la arquitectura del acelerador y el proceso visto desde el host. Como se
discute en la Sección 4.2.2, el host utiliza T hebras paralelas para leer y descomprimir los archivos
FASTQ/FASTA de cada genoma, construyendo chunks de datos con los caracteres ASCII que
representan a las bases de los T archivos de genomas. El host envía los datos al acelerador en
múltiples llamadas al kernel copiando un chunk de datos a la memoria externa del FPGA antes
de cada llamado. A su vez, el FPGA tiene T módulos de construcción de sketches que operan en
paralelo leyendo datos desde la memoria externa. El kernel lee palabras de 512 bits, limitadas
por el ancho máximo del bus del acelerador. Esto corresponde a 64 bases diferentes, por lo que
cada módulo recibe B = 64/T bases en cada ciclo durante la lectura. El módulo k-mer buffer,
representado con azul en la Figura 4.5, transforma cada base a una representación de 2 bits,
ignorando cualquier carácter diferente a ‘A’, ‘C’, ‘G’, ‘T’, y sus versiones en minúscula. Esto
nos permite evitar el procesamiento de los archivos para extraer las secuencias de ADN en el
host, ya que el acelerador ignora las cabeceras, saltos de líneas y otros metadatos de los archivos
FASTQ/FASTA. De acuerdo al Algoritmo 14 el módulo k-mer buffer implementa un buffer de
línea de 2(k + B − 1) bits, que actúa como un registro de desplazamiento, donde k es el largo
de un k-mer. En cada ciclo de reloj, el buffer recibe 2B bits nuevos, correspondientes a las B

bases obtenidas desde el chunk de datos, y calcula B nuevos k-mers, que son utilizados para
actualizar el sketch, siguiendo lo descrito en el Algoritmo 1 del Capítulo 3. Lo anterior debido
a que dos k-mers adyacentes tienen k − 1 bases solapadas.

Para procesar los B k-mers que recibe un módulo de construcción de sketch en cada ciclo,
el acelerador construye B sketches en paralelo, uno para cada uno de los k-mers de entrada.
Cada k-mer es traducido a su versión canónica antes de insertarlo en el sketch, utilizando un
módulo diseñado para este propósito, siguiendo el Algoritmo 18. Toda esta conversión está
implementada usando un pipeline para maximizar la frecuencia de reloj del diseño.
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Figura 4.5: Arquitectura del kernel de construcción de sketches, incluyendo la parte del host y
del acelerador. La parte gris en lado del host indica el bucle del Algoritmo 12, el cual transfiere
chunks de datos al acelerador previo a cada llamada al kernel. El bloque de post-procesamiento
en el host, almacena el contenido de los sketches y calcula las cardinalidades de los genomas.
En el lado del hardware, el acelerador usa T módulos de construcción de sketches en paralelo,
cada uno procesa B k-mers en paralelo. Durante la construcción, cada módulo lee bases desde la
memoria externa al buffer de k-mers, posteriormente cada pipeline de procesamiento calcula el
k-mer canónico y lo inserta a un sketch HLL. Al finalizar la lectura de un genoma completo, cada
módulo hace una operación de unión entre el contenido de los B sketches HLL. El gateway de
escritura recibe el resultado del estimador y el contenido del sketch para escribirlos en memoria
externa del acelerador.

Cuando el módulo de construcción de sketches detecta el marcador de fin de archivo añadido
por el host, envía el contenido de los B sketches a un módulo de unión que calcula el valor
máximo entre los B buckets respectivos. Esta operación está completamente implementada en
un pipeline, usando un árbol de log2(B) niveles comparadores, con una latencia de log2(B) ciclos
y un flujo de un resultado por ciclo. Los sketches están implementados en memoria interna del
chip, usando dos memorias de 1k × 32 bits, para una configuración de 1k × 64 bits, lo que
implementa un sketch de 1k × 16 buckets, con 4 bits por bucket. Como la configuración de
memoria permite acceder a 16 buckets por ciclo, el módulo de unión realiza la operación de
estos en paralelo, por lo que el tiempo de lectura se reduce en un factor de 16. El resultado de la
unión de los sketches internos se envía al módulo de estimación y al gateway de escritura para
copiar el contenido a la memoria externa del acelerador.
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Algoritmo 17: MurmurHash3 64 bits
Input: k-mer
Output: valor hash h

1 k0 ← k-mer≫ 33
2 k1 ← k0 ⊕ k-mer
3 k2 ← 0xff51afd7ed558ccd× k1
4 k3 ← k2 ≫ 33
5 k4 ← k3 ⊕ k2
6 k5 ← 0xc4ceb9fe1a85ec53× k4
7 k6 ← k5 ≫ 33
8 h← k6 ⊕ k5
9 return h

El módulo de estimación calcula la media armónica de la unión de sketches, según la
Ecuación (3.6), y la cantidad de buckets vacíos. Para el cálculo de la media armónica, el mó-
dulo usa aritmética de punto fijo con 14 bits para la parte entera y 15 para la parte fraccional
(Q14.15), lo que es suficiente para capturar la información por el tamaño del sketch (214×4 bits)
usando en esta implementación. Los valores de media armónica y número de ceros son escritos
en la memoria externa utilizando el gateway de escritura de la Figura 4.5. El host utiliza estos
valores para calcular la cardinalidad de cada conjunto utilizando las Ecuaciones (3.7) y (3.8).

En la implementación actual, el host soporta un máximo de T = 8 hebras paralelas, por
lo que el kernel de construcción procesa 8 genomas en paralelo utilizando 8 módulos de con-
strucción de sketches, cada uno con B = 8 módulos de construcción internos de construcción
de HyperLogLog.

4.3.1.1. Módulo extracción de k-mers canónicos

La Figura 4.6 muestra la arquitectura del módulo de extracción de k-mers. En cada ciclo de
reloj, el módulo recibe B nuevas bases desde el chunk leído desde memoria externa. El módulo
codifica las bases usando dos bits y almacenándolas en el buffer de línea de k-mers. Este buffer
opera como un registro de desplazamiento, que desplaza B bases en cada ciclo de reloj. El buffer
de línea puede almacenar k + B − 1 elementos, donde k es un parámetro de diseño y define
el largo de k-mers. Después de cada actualización, el módulo entrega B k-mers solapados por
k − 1 bases entre ellos. Cada k-mer es convertido a su versión canónica en paralelo, usando
una secuencia de operaciones binarias y una comparación como se muestra en el Algoritmo 18.
Todas las operaciones se ejecutan en un pipeline para maximizar el flujo de salida.
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Algoritmo 18: Cálculo de k-mer canónico
Input: k-mer
Output: k-mer canónico kcanon

1 Let
2 C1 = 0x3333333333333333

3 C2 = 0x0F0F0F0F0F0F0F0F

4 C3 = 0x00FF00FF00FF00FF

5 C4 = 0x0000FFFF0000FFFF

6 k0 ← ((k-mer≫ 2) ∧ C1) ∨ ((k-mer ∧ C1)≫ 2)
7 k1 ← ((k0 ≫ 4) ∧ C2) ∨ ((k0 ∧ C2)≫ 4)
8 k2 ← ((k1 ≫ 8) ∧ C3) ∨ ((k1 ∧ C3)≫ 8)
9 k3 ← ((k2 ≫ 16) ∧ C4) ∨ ((k2 ∧ C4)≫ 16)

10 k4 ← (k3 ≫ 32) ∨ (k2 ≫ 32)
11 k5 ← ¬k4
12 k6 ← k5 ≫ 2
13 kcanon ← min{k6, k-mer}
14 return kcanon

El buffer de línea también implementa un conjunto de bits de estado que indican la validez
de un k-mer y el fin del procesamiento de un genoma.

4.3.1.2. Módulo HyperLogLog

La Figura 4.7 muestra la arquitectura de un módulo de HyperLogLog, perteneciente al
módulo de construcción de sketches. En cada ciclo de reloj, el módulo recibe un k-mer canónico
de 2k bits como entrada y calcula la hash asociada usando una función MurmurHash3, siguiendo

Extracción de k-mers

. . . 

. . . 

. . . 

. . .

base

canónico

canónico

Buffer de línea

canónico

canónico k-mer0

k-mer1

k-mer2

k-merB-1

Figura 4.6: Módulo de extracción de k-mer. Cada módulo de construcción de sketches usa un
buffer de línea de k−B − 1 bases de dos bits. En cada ciclo de reloj, el buffer de línea es actu-
alizado con B bases, mientras el módulo entrega B k-mers nuevos. Cada k-mer es transformado
a su versión canónica usando un pipeline que implementa el Algoritmo 18.
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Figura 4.7: Arquitectura del módulo HLL. El componente principal es el bloque de memoria
(BRAM), el módulo MurmurHash3 y el detector leading ceros. El módulo implementa lo descrito
por el Algoritmo 1.

el Algoritmo 17. Los p bits menos significativos de los 64 bits de salida del módulo de función
hash, se utilizan como índice del arreglo de 2p buckets, correspondientes a la memoria del sketch.

Siguiendo el Algoritmo 1, la posición del uno más significativo de los 64−p bits de la hash es
usada para actualizar el sketch. La Figura 4.8 muestra el circuito combinacional diseñado para
obtener la posición del uno más significativo en palabras de 6 bits. La salida es un uno solo si
la entrada correspondiente es uno y no hay otros unos más significativos. La salida de seis bits
es codificada a un entero de tres bits con valores entre cero y cinco. El módulo HLL utiliza
múltiples módulos de detección del uno más significativo en paralelo, usando un multiplexor
con prioridad para obtener la posición global del uno más significativo. Luego, este valor es
comparado con el presente en la memoria y, en caso de ser mayor, sobreescribe el valor del
bucket.

4.3.2. Kernel de cálculo de similitud

La Figura 4.9 muestra la arquitectura del sistema heterogéneo diseñado para el cómputo de
la matriz de similitud, donde el host realiza llamadas al kernel en el acelerador para procesar
secciones de la matriz de similitud. El mismo kernel puede procesar las solicitudes de cálculo
completo o parcial, usando el umbral del criterio de selección descrito en la Sección 4.2.4. El
host controla qué solicitud realizar mediante los parámetros de ejecución del kernel.

Antes de hacer una llamada al kernel, el host sube los sketches a la memoria externa del
acelerador. Para habilitar el criterio de selección, el host debe ordenar los sketches según su
cardinalidad, de menor a mayor, tal como se discutió en la Sección 4.2.4. Para el cálculo de
la matriz completa, el host llama al kernel con los parámetros del número de pivotes (V ) y el
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Figura 4.8: Circuito combinacional de obtención del uno más significativo. El circuito usa com-
puertas lógicas OR para obtener un valor en código termómetro. Luego, una etapa de compuertas
AND para obtener una codificación one-hot. Finalmente, se utiliza una tabla de traducción para
obtener el número binario asociado a la codificación.

puntero al primer pivote (i × V en el Algoritmo 16). El acelerador carga los pivotes desde la
memoria externa, de uno en uno, copiando su contenido en memorias internas, llamadas Pivote
en la Figura 4.9. Mientras se cargan los datos de los pivotes, los bloques de unión asociados
a cada pivote calculan la unión entre éste y los datos de entrada, correspondientes a otros
pivotes en esta etapa, calculando V × (V − 1)/2 similitudes entre ellos, como se ilustra en la
Figura 4.3a. El módulo de unión es el mismo utilizado en la etapa de construcción, descrita
en la Sección 4.3.1. La unión de sketches no es almacenada; ésta es transmitida a un módulo
de estimación para calcular la media armónica y la cantidad de buckets en cero. El kernel
escribe ambas características en la memoria externa y estas son leídas al final de cada llamada
por el host para calcular la similitud de Jaccard usando la Ecuación (4.2) y las cardinalidades
individuales calculadas en la etapa de construcción.

Para acelerar el cómputo de similitud entre pivotes, el kernel debe leer la mayor cantidad
posible de buckets de un mismo sketch de forma simultánea. Los sketches son almacenados en
memoria interna, la que tienen una dimensión máxima de 512× 64 bits en FPGA UltraScale+
de Xilinx. Como se discute en el Capítulo 6, el tamaño del sketch HyperLogLog utilizado en
esta implementación es de 214 × 4-bit, por lo que es posible leer 16 buckets en paralelo al usar
memorias de 64-bits de ancho. Para almacenar un sketch completo de 214 buckets, se utilizan
dos memorias en paralelo, pudiendo leer o escribir 32 buckets en paralelo. Por esto, el kernel
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Figura 4.9: Arquitectura del kernel de cálculo de similitud. El host inicializa el kernel subiendo
los datos de los sketches ordenados a la memoria externa del acelerador, los que fueron calculados
en la etapa de construcción de sketches. Para cada iteración del bucle principal del Algoritmo 16,
el host ejecuta la llamada al kernel, el que copia V pivotes al acelerador, guardándolos en una
memoria interna del chip (etiquetada como Pivote en la figura) y calculando las uniones entre
los pivotes. Posteriormente, el kernel lee un stream de sketches desde la memoria externa,
calculando las similitudes entre ellos y los pivotes, calculando V filas de la matriz de similitud.
Por simplicidad, la figura solo muestra un módulo de unión por pivote, aun cuando el kernel lee
D sketches de forma simultánea, por lo que para cada pivote se calculan D uniones en paralelo.

tiene una interfaz de lectura de memoria externa de 128 bits para los pivotes, que permite leer
32 buckets cada ciclo y calcular la unión entre éste y los pivotes anteriores. La implementación
actual soporta un máximo de V = 80 pivotes, limitados por los recursos de ruteo disponibles
en el FPGA.

En la segunda parte de una llamada al kernel, éste calcula las uniones entre un conjunto de
sketches con los pivotes previamente almacenados en memoria interna, calculando V filas de la
matriz de similitud, como se muestra en la Figura 4.3b. Esta parte de una llamada al kernel
implementa el bucle de los Pasos 12 a 17 del Algoritmo 16, leyendo D sketches en paralelo en
cada iteración, calculando la unión entre todos ellos y los V pivotes residentes en el chip. La
Figura 4.3b ilustra una ejecución de esta parte de la llamada. A diferencia de los pivotes, estos
sketches no son almacenados en memoria interna y solo son utilizados para calcular las uniones
con los pivotes. Por simplicidad, la Figura 4.9 solo muestra un módulo de unión por pivote, pero
realmente para cada pivote se realizan D uniones en paralelo. En cada llamada al kernel, el host
entrega un puntero al primer sketch y la cantidad de sketches a leer desde memoria externa. Para
calcular la matriz de similitud completa, el host debe indicar la cantidad de sketches faltantes
para completar las filas de la matriz correspondientes a los pivotes, como se muestra en el Paso
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12 del Algoritmo 16. Cuando se usa el criterio de selección para solo calcular las similitudes
sobre un umbral h, el número de sketches a leer es determinado por la Ecuación (4.6) por lo
que el último sketch debe tener a lo más una cardinalidad de |X|/h, donde X es el pivote con
mayor cardinalidad almacenado en el acelerador.

El valor de D está limitado por los recursos lógicos y de ruteo del FPGA, y por el ancho
máximo del bus de comunicación con memoria externa, que es de 512 bits en la plataforma
donde se implementó este trabajo. Como es posible leer 32 buckets de los pivotes por ciclo, el
acelerador puede leer hasta 128 bits de un mismo sketch, así, el acelerador utiliza el bus de
512 bits para leer D = 4 sketches en paralelo desde la memoria externa.

Los resultados de las implementaciones descritas en esta sección se presentan en la Sec-
ción 6.4.

4.4. Implementación en GPU

La implementación en GPU incluye las mismas dos etapas de procesamiento que la im-
plementación en FPGA. Por el modelo de programación, cada etapa tiene más de un kernel
CUDA para realizar el procesamiento. La etapa de construcción de sketches utiliza un kernel
para extraer los k-mers asociados a cada base de un genoma, posteriormente un segundo kernel
mantiene en memoria un sketch HyperLogLog insertando cada k-mer válido en él. La segun-
da etapa calcula la similitud entre un conjunto de genomas pivotes y el resto de genomas del
conjunto de prueba. Al igual que en la implementación en FPGA, la implementación en GPU
puede utilizar el criterio de selección para reducir el número de cálculos de similitud. Adicional-
mente, para la segunda etapa se presentan dos implementaciones: una versión naif que lee los
pivotes desde la memoria externa, y una versión usando memoria compartida para almacenar
los pivotes, de forma similar al kernel de cálculo de similitud de la implementación en FPGA.

4.4.1. Etapa de construcción de sketches

La implementación en GPU utiliza dos kernel de CUDA para insertar elementos a un sketch
HyperLogLog, tal como muestra la Figura 4.10. El primer kernel recibe un chunk de datos de
un genoma (c en Algoritmo 19) desde el host, codifica cada base en dos bits y genera un k-
mer canónico asociado a cada una de las bases. Este proceso, descrito en el Algoritmo 19, se
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Figura 4.10: Flujo de datos en la etapa de construcción. En el host T hebras leen y descomprimen
los datos de genomas en paralelo. Cada hebra envía los datos a la GPU y encola las operaciones
para ejecutar en un stream CUDA los kernels necesarios para insertar los elementos al sketch
HyperLogLog. Un kernel de estimación calcula las características para calcular las cardinalidades
de cada genoma y las envía al host para su procesamiento.

ejecuta en paralelo en n hebras CUDA, escribiendo los resultados de cada k-mer en memoria
externa, junto con un indicador de validez, usado para descartar k-mers asociados a cabeceras
o caracteres diferentes a una base genómica.

El segundo kernel lee, en n hebras CUDA, los k-mers canónicos con el indicador de validez
respectivo desde memoria externa, como describe el Paso 2 del Algoritmo 20. Cada hebra aplica
la función hash al k-mer correspondiente, calculando el índice y número de ceros a la izquierda.
Estos datos son utilizados para insertar el elemento al sketch HyperLogLog, según el Algoritmo 1.
Como todas las inserciones de k-mers van a un único sketch, es posible que existan colisiones
entre ellos. Para manejar esto, la modificación del contenido del sketch se realiza con la operación
atómica atomicMax, modificando el valor solo si éste es mayor al almacenado previamente.

En la ejecución de esta etapa, el host lee datos de los archivos de genomas en un bucle, tal
como describe el Algoritmo 13, iterando sobre el contenido y realizando múltiples llamadas a los
dos kernels anteriores. Una vez que todo el contenido del genoma fue procesado, el acelerador
llama al tercer kernel.

El tercer kernel, llamado Estimador en la Figura 4.10, lee el sketch HyperLogLog desde la
memoria externa del GPU y lo recorre para calcular la media armónica y el número de buckets
en cero. Este proceso se realiza usando un árbol de reducción donde solo un hilo calcula el
valor final y lo escribe en memoria externa para que el host pueda leerlo. Al igual que en la
implementación en FPGA, el host escribe en el almacenamiento persistente el contenido de los
sketches y las cardinalidades de cada uno de los genomas.
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Algoritmo 19: Pseudocódigo kernel extracción de k-mers
Input: chunk de datos c, tamaño chunk n, largo k-mer k
Output: valor k-mer output, k-mer valido valid

1 for idx = 0 to n− k do
2 v ← true
3 o← 0
4 for i = 0 to k do
5 d← c[idx+ i]
6 oi ← 0
7 if d == ‘A’ then
8 oi ← 0

9 else if d == ‘C’ then
10 oi ← 1

11 else if d == ‘G’ then
12 oi ← 2

13 else if d == ‘T’ then
14 oi ← 3

15 else
16 v ← 0

17 o← (o≪ 2) + oi

18 output[idx]← canonical(o)
19 valid[idx]← v

4.4.2. Etapa de cálculo de similitud

La etapa de cálculo de similitud realiza un proceso similar al visto en la Sección 4.3.2 para la
implementación en FPGA. En este caso, se presentan dos soluciones, ambas realizan el cálculo
de la matriz de similitud por partes. En la primera implementación a cada hebra CUDA se le
asigna una fila de la matriz de similitud y se itera sobre el resto de la matriz para calcular la
fila completa. Este enfoque no es eficiente, ya que hay muchas operaciones de copia de memoria
repetidas. Para disminuir el tiempo de ejecución, en este trabajo se planteó una implementación
basada en el mismo algoritmo propuesto para la implementación en FPGA, el que utiliza pivotes
y está descrito en el Algoritmo 21. En este caso, cada bloque de CUDA lee un pivote asociado
a una fila de la matriz de similitud. El pivote es almacenado en la memoria compartida del
bloque, que es accesible por todas las hebras del bloque. Posteriormente, las hebras que son
parte del bloque calculan en paralelo las similitudes entre el pivote y el resto de los genomas,
descrito en el Algoritmo 21 como el bucle del Paso 5. La naturaleza del cómputo de la suma
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Algoritmo 20: Pseudocódigo kernel inserción HLL
Input: chunk de datos c, tamaño chunk n, largo k-mer k, valor k-mer kmers, k-mer

válido valid, sketch HLL mem, bits precisión sketch HLL p
Output: sketch HLL mem

1 for idx = 0 to n− k do
2 if valid[idx] then
3 h← hash(kmers[idx])
4 v1 ←< h63, h64−p >2

5 v2 ←< h63−p, h0 >2

6 z ← ldz(v2)
7 mem[idx]← atomicMax{mem[idx], z}

armónica y la cantidad de ceros es secuencial. Para acelerar esto en CUDA, el sketch HLL
se divide entre las hebras del bloque, calculando ambos valores para cada segmento, indicado
como parallel_merge en el Algoritmo 21. Este cálculo se realiza para el sketch unión y para
ambos sketches originales (A y B). Posteriormente, el kernel realiza una reducción en paralelo,
sumando los valores parciales de las sumas armónicas y la cantidad de ceros. En el paso final,
indicado por los Pasos 12 a 15 del Algoritmo 21, solo una de las hebras del bloque CUDA calcula
la estimación de cardinalidad para cada sketch HLL y el índice Jaccard asociado a ellos. Esta
implementación sigue el Algoritmo 16, siendo una implementación en GPU del mismo algoritmo
implementado en FPGA.

En paralelo al producto de la unión generado por este kernel, se calculan las cardinalidades
individuales de cada sketch. Así, una vez obtenida la cardinalidad de la unión, el acelerador cal-
cula la similitud de Jaccard, escribiéndola en la memoria externa. Finalmente, el host almacena
los resultados parciales en el almacenamiento persistente.

Los resultados de las implementaciones descritas en esta sección se presentan en la Sec-
ción 6.4.
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Algoritmo 21: Pseudo código kernel de cálculo de similitud usando pivotes según
Algoritmo 16
Input: número de sketches n, offset sketch m, índice bloque b_idx, sketches HLL mem
Output: memoria escritura resultados output

1 Let
2 pivot as HLL sketch

3 pivot← mem[b_idx]
4 if b_idx < n then
5 for j = 0 to m do
6 r ← parallel_merge(mem[j], pivot)
7 sincronización de hebras
8 {summ, zerosm} ← parallel_reduction(r)
9 {sumA, zerosA} ← parallel_reduction(mem[j])

10 {sumB, zerosB} ← parallel_reduction(pivot)
11 sincronización de hebras
12 Cm ← cardinality(summ, zerosm)
13 CA ← cardinality(sumA, zerosA)
14 CB ← cardinality(sumB, zerosB)
15 output[m ∗ b_idx+ j]← jaccard(Cm, CA, CB)
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Capítulo 5. Similitud usando JSD

5.1. Introducción

La divergencia de Jensen-Shannon (JSD) es una métrica utilizada para calcular la similitud
entre genomas dentro de otras etapas de procesamiento, como comparación de genomas [33] o
estudios de asociación de genomas completos [34]. Esta métrica utiliza la distribución de dos
conjuntos de datos, o genomas en este caso, para medir la similitud entre ellos mediante el
cálculo de sus entropías individuales y conjuntas.

En este trabajo se diseñó un acelerador en GPU y FPGA para estimar la divergencia de
Jensen-Shannon entre pares de genomas. Para esto, se utilizaron sketches de estimación de
frecuencia, además de un arreglo de colas de prioridad basado en los algoritmos y aceleradores
propuestos por Soto et al. [59]. Este trabajo sigue el patrón de la implementación para cálculo de
similitud de Jaccard descrita en el Capítulo 4, utilizando dos etapas: una de construcción y una
de cálculo de similitud. En la etapa de construcción, el acelerador puebla los arreglos de colas de
prioridad con los k-mers más frecuentes de cada genoma, almacenando el contenido de cada una
de estas estructuras en el almacenamiento persistente. En la segunda etapa, de la misma forma
que en el Capítulo 4, se utilizan pivotes para construir la matriz de similitud, realizando una
operación de unión entre los pares de colas y calculando las entropías individuales y conjuntas
para estimar la divergencia de Jensen-Shannon asociada a cada par.

Las contribuciones presentes en este trabajo son:

Estudio de la contribución de los elementos más frecuentes a la entropía de un genoma.

Estudio del efecto de muestreo o sampling en genomas para el cálculo de similitud.

Un algoritmo de streaming para la captura de los elementos más frecuentes de genomas
en hardware.

Implementación en GPU y FPGA de estructuras de datos probabilísticas para cálculo de
entropía.

Operación de unión en arreglos de colas de prioridad.
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5.2. Métodos

En esta sección se presentan los métodos utilizados para el cálculo de la matriz de similitud
usando la divergencia de Jensen-Shannon.

5.2.1. Divergencia de Jensen–Shannon

La divergencia de Jensen-Shannon es una métrica de similitud basada en la divergencia de
Kullback-Leibler (KLD) [91], la cual evalúa la semejanza entre las distribuciones de probabilidad
de dos conjuntos. A diferencia de Kullback-Leibler, la divergencia de Jensen-Shannon es simétri-
ca, por lo que es posible utilizarla como una medida de similitud. Así, dada dos distribuciones
de probabilidad P y Q, la divergencia de Jensen-Shannon será:

JSD(P∥Q) =
1

2
KLD(P∥M) +

1

2
KLD(Q∥M), (5.1)

donde M = P+Q
2

y KLD corresponde a la divergencia de Kullback-Leibler. Además,

KLD(P∥Q) =
∑
x∈X

p(x) log
1

q(x)
−
∑
x∈X

p(x) log
1

p(x)
= H(P,Q)−H(P ), (5.2)

por lo tanto, es posible definir la divergencia de Jensen-Shannon con base en la entropía de P

y P , junto a la entropía de la unión de ambos conjuntos como:

JSD(P∥Q) = H(P,Q)− 1

2
(H(P ) +H(Q)) . (5.3)

5.2.2. Entropía de Shannon

La entropía es una medida de incertidumbre que indica la cantidad de información que
contiene una distribución de datos. Ésta se define con base en la probabilidad que cada estado
dentro de la distribución como:

H = −
N∑
i=1

pi log pi, (5.4)

donde N es la cantidad de estados. En una muestra de datos, como lo es un genoma, la proba-
bilidad de cada elemento depende de la disponibilidad de datos, los que se pueden asociar a una
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distribución empírica, de la cual se puede obtener una entropía empírica. La entropía empírica
está dada por:

H = −
N∑
i=1

mi

M
log

mi

M
, (5.5)

donde mi es el número de ocurrencias del i-ésimo elemento del conjunto y M es número total de
elementos en la muestra. Como es posible observar de la ecuación anterior, cada elemento único
aporta mi

M
a la entropía total, lo que significa que el mayor aporte estará dado por los elementos

más frecuentes de todo el conjunto. Es por esto que Soto et al. [92] propusieron el uso de los
elementos más frecuentes, o Top-K, para calcular una entropía representativa del conjunto. En
este caso, la entropía es dividida en dos términos,

H = −

[
K∑
i=1

mi

M
log

mi

M
+

N∑
i=K+1

mi

M
log

mi

M

]
, (5.6)

donde el primer término corresponde al aporte de los elementos más frecuentes a la entropía
del conjunto. Así, es posible estimar la entropía del conjunto de datos como la entropía de los
elementos más frecuentes [37] de la siguiente forma:

Ĥ = −
K∑
i=1

mi

L
log

mi

L
, (5.7)

donde L =
∑K

i=1mi.

5.2.3. Muestreo de k-mers

Los genomas, representados como un conjunto de k-mers, tienen una gran cantidad de
elementos distintos. La base de datos utilizada en este trabajo tiene una media de 12 925 647

k-mers, para k = 31, lo que implica un alto uso de memoria para almacenar la frecuencia de
cada elemento distinto. Además, como se ve en la Sección 6.5, el cálculo de la entropía solo
usando los elementos más frecuentes no genera una buena aproximación de ésta. Para esto, en
este trabajo se propuso hacer un muestreo aleatorio de los k-mers, reduciendo el número de
elementos distintos, pero manteniendo la distribución de los genomas. Un enfoque que ya ha
sido utilizado en genómica en trabajos como ntCard [52] o KmerStream [93].

El muestreo utiliza una función hash para distribuir de forma uniforme los k-mers. Luego,
aquellos k-mers que generen una salida de la función hash con s bits iguales a cero, son utilizados,
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Algoritmo 22: Muestreo de k-mer
Input: k-mer x
Output: flag validez v

1 h← hash(x)
2 if < hs, h0 >2== 0 then
3 v ← 1

4 else
5 v ← 0

6 return v

mientras el resto se descarta, lo que corresponde a un muestreo en un factor de 2s. Esta lógica
se ve en el Algoritmo 22, usando un flag para indicar la validez de un k-mer y el posterior uso
o no de este.

5.2.4. Arreglo de colas de prioridad (PQA)

El arreglo de colas de prioridad (Priority Queue Array, PQA), propuesto por Soto et al. [59]
es una estructura que reemplaza una cola de prioridad, por una tabla hash con una cola de
prioridad de tamaño fijo en cada bucket. Esta estructura reduce el tiempo de inserción en un
factor igual a la cantidad de colas a usar. El error introducido por esta alternativa es pequeño
y permite calcular la entropía del conjunto de forma efectiva [59]. El Algoritmo 23 describe el
proceso de inserción, donde se aplica una función hash al elemento de entrada y se usan los
R bits menos significativos para seleccionar la cola a usar en el arreglo, tal como se ilustra
en la Figura 5.1. El resto de los bits se usa como un identificador del elemento y es usado
para diferenciar los elementos presentes dentro de la cola. El par identificador-frecuencia es
comparado con los elementos de la cola seleccionada, reemplazando, insertando o descartandolo
según corresponda, como indica el Algoritmo 23 entre los Pasos 2 y 6. Este proceso tiene un
tiempo de O(n), ya que es necesario comparar el par de entrada con los n elementos presentes
en la cola. En una implementación en hardware, dependiendo de la cantidad de elementos por
cola, es posible realizar la inserción en solo un ciclo, reduciendo la complejidad temporal a O(1).

El PQA es utilizado para almacenar los elementos más frecuentes de un conjunto. Como
la estructura almacena un identificador de cada elemento ingresado, es posible realizar una
operación de unión entre PQA. Lo anterior permite el cálculo de características conjutas entre
estructuras, como la entropía. El Algoritmo 24 describe la operación de unión, donde se genera
un PQA de hasta 2R × 2n elementos, lo que ocurre cuando ambos PQA no comparten ningún
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Figura 5.1: Ilustración de inserción a arreglo de colas de prioridad.

elemento, ejecutando solo los Pasos del 7 al 12 del Algoritmo 24.

5.2.5. Algoritmo de construcción de colas

La etapa de construcción corresponde a la creación de un arreglo de colas de prioridad para
cada genoma, almacenando las frecuencias de los elementos más frecuentes de cada genoma, los
cuales son necesarios para estimar la entropía. La Figura 5.2 muestra el flujo de datos entre el
host y el acelerador, incluyendo la extracción de archivos en paralelo en T hebras del host y su
procesamiento en el acelerador con T módulos de construcción independientes. Cada módulo
de construcción también realiza el cálculo de entropía.

En el host, cada hebra lee y descomprime un genoma utilizando zlib [89]. En la imple-
mentación en FPGA, el host usa una hebra consumidora para empaquetar los bloques de lectura
en un único bloque de datos para transferir al FPGA. En la implementación en GPU, cada he-
bra se comunica de forma independiente con un CUDA stream, por lo que no hay necesidad de
empaquetar los datos. La lectura de datos en ambas implementaciones, sigue el proceso descrito
en el Capítulo 4 en los Algoritmos 11, 12 y 13. El procesamiento en el acelerador difiere del
Capítulo 4, por la diferencia en los sketches a utilizar.

En el FPGA, el flujo de datos de entrada se divide en T módulos de procesamiento diferentes.
Cada módulo realiza una inserción al sketch de frecuencia, una actualización al arreglo de
colas de prioridad y una actualización parcial de los acumuladores necesarios para el cálculo de
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Algoritmo 23: Inserción arreglo de colas de prioridad (PQA)
Input: Elemento x, frecuencia elemento e
Input: Arreglo colas de prioridad PQ de dimensiones 2R × n
Output: Arreglo colas de prioridad PQ

1 h← h(x)
2 idx←< hR−1, h0 >2

3 tag ←< h31, hR >2

4 if tag ∈ PQ[idx] then
5 for j = 0 to n− 1 do
6 if PQ[idx][j].tag == tag then
7 PQ[idx][j].value← e

8 else if x > mı́n(PQ[idx]) then
9 PQ[idx][n− 1]← x

10 sort(PQ[idx])
11 return PQ

entropía. Este proceso, ejemplificado en la Figura 5.2, se repite hasta que el módulo detecta una
marca de fin de archivo, tras lo cual se escribe el contenido del arreglo de colas a la memoria
del acelerador. En paralelo a la escritura en memoria, el módulo calcula la entropía asociada,
la cual se escribe en memoria en una posición siguiente a la última dato del arreglo de colas.

En GPU, cada stream CUDA procesa un archivo, aplicando un kernel de codificación sobre
los datos, luego un kernel de inserción al sketch de frecuencia y finalmente uno de actualización
al arreglo de colas. Al término del procesamiento de un archivo, se copia el contenido del arreglo
de colas a la memoria del host. En esta implementación no se calcula la entropía en la etapa de
construcción, pues requeriría leer todos los elementos del arreglo de colas nuevamente.

Los Algoritmos 25 y 26 muestran una descripción en alto nivel de las operaciones realizadas
por los aceleradores, indicado que el cálculo de entropía solo se realiza en FPGA con el flag
isFPGA. El Algoritmo 25 muestra la etapa de división por genoma de las palabras de 512 bits
de entrada al acelerador (Paso 10) y el envío de estas al módulo de construcción de PQA
en el Paso 11. El Algoritmo 26 muestra en detalle las operaciones que realiza el módulo de
construcción de PQA, realizando la extracción de k-mers canónicos (Pasos 4 y 5), el muestreo
(Paso 6) y la inserción al sketch de cuentas y posteriormente al PQA en los Pasos 7 y 8. La
escritura a memoria y el cálculo de entropía se realizan en los Pasos 10 a 14 del Algoritmo 26. Las
Secciones 5.3 y 5.4 detallan la arquitectura e implementación en FPGA y GPU respectivamente.
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Algoritmo 24: Unión de PQA
Input: Arreglo colas de prioridad PQ1 y PQ2 de dimensiones 2R × n
Output: Unión de arreglos uPQ de dimensiones 2R × 2n

1 for i = 0 to 2R − 1 do
2 for j = 0 to n− 1 do
3 for k = 0 to n− 1 do
4 if PQ1[i][k].tag == PQ2[i][j].tag then
5 uPQ[i][j].value← PQ1[i][k].value+ PQ2[i][j].value
6 uPQ[i][j].tag ← PQ1[i][k].value

7 if PQ1[i][j].tag /∈ uPQ[i] then
8 uPQ[i][j].tag ← PQ1[i][j].tag
9 uPQ[i][j].value← PQ1[i][j].value

10 if PQ2[i][j].tag /∈ uPQ[i] then
11 uPQ[i][n+ j].tag ← PQ2[i][j].tag
12 uPQ[i][n+ j].value← PQ2[i][j].value

13 return uPQ

5.2.6. Algoritmo paralelo para cómputo de matriz de similitud

En la similitud usando JSD, el cálculo de la matriz de similitud requiere del cálculo de la
entropía de las uniones de PQA, necesarias para evaluar la Ecuación (5.3). Este proceso se
realiza usando el enfoque de pivotes descrito en el Capítulo 4, el que permite paralelizar el
cómputo de las uniones al almacenar un número de PQA en memoria interna del acelerador
y calcular uniones en paralelo. El enfoque de pivotes para el cálculo de similitud Jaccard no
puede ser utilizado de forma directa en este caso, debido a que los arreglos de colas de prioridad
son de mucho mayor tamaño que los sketches de cardinalidad. De esta forma, en esta sección se
describe la estrategia de pivotes para similitud con JSD usando submatrices en GPU y múltiples
instancias de un kernel en FPGA.

En la implementación en GPU, la matriz de similitud es dividida en submatrices debido a
restricciones de memoria. En este caso, el acelerador recibe dos conjuntos de arreglos de colas,
uno para utilizar como pivotes y el otro para hacer las operaciones de unión contra esos pivotes.
Este enfoque aumenta la cantidad de copias a memoria, pero habilita el uso de conjuntos de
datos de mayor tamaño. El Algoritmo 27 describe este proceso en alto nivel del cálculo de una
submatriz, donde se realiza la carga de pivotes y el cálculo de JSD entre ellos en los Pasos 4
a 7 del Algoritmo 27, para luego procesar el resto de los PQA que son leídos desde memoria
externa y guardar el resutado en la posición correspondiente de la matriz (Pasos 8 a 11). El uso
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Figura 5.2: Flujo de datos en la etapa de construcción. En el host T hebras productoras leen y
descomprimen datos de genomas en paralelo. Una hebra consumidora empaqueta los datos en
chunks, combinando secuencias de todas las hebras productoras, y transfiriéndolos a la memoria
del acelerador. El acelerador tiene T módulos de construcción de colas, que leen los datos, extraen
los k-mers de las secuencias y los insertan en un sketch de frecuencia en paralelo. Cada inserción
en el sketch tiene como salida la estimación de frecuencia, la cual es insertada al arreglo de colas
correspondiente. Al finalizar el proceso de construcción del arreglo de colas, el kernel transfiere
el contenido a la memoria externa del acelerador para ser leídos desde el host al final de esta
etapa.

de submatrices requiere de la coordinación del host, el cual debe realizar las copias de memoria
necesarias y las llamadas al kernel con los punteros correspondientes. El procesamiento interno
de cada submatriz es equivalente al presentado en el Capítulo 4 para el cálculo de similitud
Jaccard, donde cada bloque de CUDA lee un pivote de la submatriz y calcula las uniones y
divergencias de Jensen-Shannon entre dicho pivote y los arreglos de colas correspondientes.

Los aceleradores con FPGA presentan una configuración de memoria diferente a las GPU,
ya que en éstos es posible acceder de forma paralela e independiente a las interfaces de memoria
disponibles. Por esto, es posible realizar el cálculo de la matriz de similitud usando submatrices
en paralelo con múltiples instancias de un kernel procesando datos desde diferentes interfaces,
lo que es explicado con mayor detalle en la Sección 5.3.2. En alto nivel, el host distribuye los
arreglos de cola de prioridad entre las memorias del acelerador, y llama a los kernels indicando
un grupo de pivotes a usar. En cada llamada, cada instancia del kernel copia los mismos pivotes
a memoria interna (Pasos 5 a 10 de Algoritmo 28) y lee un conjunto de arreglos de colas de
prioridad distinto en cada instancia, eso se muestra en los Pasos 11 a 14 del Algoritmo 28. Este
enfoque es similar al implementado en GPU, pero realizando el cálculo de múltiples submatrices
en paralelo. El Algoritmo 28 detalla este proceso, incluyendo el cálculo de la divergencia de
Jensen-Shannon para cada par y la escritura en la posición correspondiente de la matriz (Paso
14).
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Algoritmo 25: Acelerador: construcción de sketches en paralelo
Input: bloque de datos chunk

1 Let
2 largo k-mer k = 31
3 número de hebras T = 8
4 for i← 0 to T − 1 do
5 Inicializa line_buffer [i] como un arreglo de bits de tamaño 2k
6 Inicializa sketch[i] como un sketch de frequencia de tamaño p×m
7 Inicializa pq[i] como un arreglo de colas de prioridad de tamaño n× 2R

8 foreach chunk_word in stream do
9 for t← 0 to T − 1 do in parallel

10 c← chunk_word[64t : 64(t+ 1)− 1]
11 queue_builder(k, c, line_buffer[t], sketch[i], pq[i])

En ambas implementaciones la salida del acelerador es una lista de similitudes, la cual es
leída desde el host y escrita en el medio de almacenamiento.

5.3. Arquitectura en FPGA

La implementación en FPGA para cálculo de similitud usando divergencia de Jensen-Shannon
(JSD) consta de dos etapas de procesamiento, cada una con un kernel de procesamiento princi-
pal. En la primera etapa, se definieron tres kernels, uno de lectura desde memoria externa, uno
de escritura de resultados y uno de procesamiento. El kernel de procesamiento implementa el
algoritmo de alto nivel descrito en los Algoritmos 25 y 26. La segunda etapa corresponde al cál-
culo de la matriz de similitud, la que utiliza tres kernels para lectura, escritura y procesamiento.
En este caso se utilizan cuatro instancias de cada kernel para mejorar la distribución del uso de
recursos en el acelerador. El Algoritmo 28 describe el procesamiento en alto nivel del kernel.

5.3.1. Kernel de construcción de arreglos de colas

En la etapa de construcción de colas, el host descomprime los genomas, los empaqueta y
transfiere a la memoria externa del acelerador, añadiendo una marca de fin de cada archivo. La
transferencia y ejecución de los kernels en el acelerador se realizan usando el framework Vitis
de Xilinx, el cual utiliza OpenCL para la comunicación con el acelerador.
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Algoritmo 26: Acelerador: construcción de arreglo de colas (queue builder)
Input: largo k-mer k, sección de 64-bit chunk c, buffer de línea line_buffer, sketch

frecuencia sketch, arreglo de colas de prioridad pq
1 b← two_bit_encode(c)
2 line_buffer← (line_buffer≪ 2B) | b
3 if line_buffer ̸= eof_mark then
4 k-mer← line_buffer[2i : 2i+ 2k − 1]
5 k-mercanon ← canonical_kmer(k-mer)
6 if sample(k-mer_canon) then
7 fest ← sketch.insert(k-mercanon)
8 pq.insert(fest)

9 else
10 if isFPGA then
11 entropy ← compute_entropy(pq)
12 store_in_memory (pq, entropy)
13 else
14 store_in_memory (pq)

La implementación en el acelerador se divide en tres kernels comunicados por AXI-Streams :

Kernel HLS de lectura: controla la lectura desde memoria externa y la separación en flujos
de 64 bits cada uno.

Kernel RTL de procesamiento: ocho instancias para procesar los datos de entrada llenando
los arreglo de colas de prioridad.

Kernel HLS de escritura: ocho instancias, una por cada kernel de procesamiento, para
escribir el contenido de las colas a memoria externa.

El kernel de procesamiento realiza la construcción de un arreglo de colas de prioridad para
ocho bases en paralelo (64 bits), tal como es descrito en el Algoritmo 26. El kernel implementa
la construcción de k-mers, el muestreo usando una función hash, la inserción a un sketch Count-
Min (seleccionado según los resultados presentados en el Capítulo 6), la inserción al arreglo
de colas y el cálculo de entropía. La Figura 5.3 describe el flujo de datos en el sistema y la
interacción con el host usando un pivote por kernel y cuatro interfaces a memoria externa. El
módulo de construcción de k-mers sigue los lineamientos descritos en la Sección 4.3 para el
cálculo de similitud Jaccard, pero usando una función hash MurmurHash3 de 32 bits, descrita
en el Algoritmo 29. El módulo de muestreo corresponde a una función hash que marca un k-mer
como válido solo si se cumple que los N bits menos significativos son iguales a cero, como se
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Algoritmo 27: Matriz de similitud JSD en GPU
Input: número de pivotes V, número de genomas N, conjunto de sketches s, conjunto

de pivotes p
Output: matriz de similitud M

1 Let
2 Inicializa P como un arreglo de sketches de tamaño V
3 Inicializa M como la matriz de similitud de V ×N

// Carga V pivotes y calcula las similitudes entre ellos
4 for x← 0 to V − 1 do
5 P [x]← stream(p[x])
6 for y ← 0 to x do in parallel
7 M [x, y]←JSD (stream(p[x]), P [y])

// Itera sobre el stream de entrada
8 for i← 0 to N − 1 do
9 x← i+ V

10 for y ← 0 to V − 1 do in parallel
11 M [x, y]←JSD(stream(s[x]), P [y])

12 return M

indica en la Sección 5.2.3, esto reduce los datos en un factor de 2N aproximadamente. El resto
de los módulos diseñados para este kernel se describen a continuación.

5.3.1.1. Módulo Count-Min (CMS)

El módulo que implementa el sketch Count-Min, puede recibir hasta ocho k-mers válidos por
ciclo, el realizar más de una inserción en paralelo incrementa los recursos de memoria asociados
al sketch, ya que es necesario usar memorias espejo para permitir este acceso múltiple. En
este trabajo, en la mayoría de los ciclos no será necesario insertar los ocho k-mers, porque,
debido al muestreo, muchos de ellos no serán válidos. Por esta razón, el acceso al módulo fue
serializado, añadiendo un buffer de entrada y la lógica asociada para detener el pipeline, hasta
que todos los datos en el buffer sean insertados. La Figura 5.3 ilustra esto con la señal ready.
Para cada dato de entrada al módulo se aplican d funciones hash, una por fila del sketch. El
módulo usa los m bits menos significativos para indexar el bloque de memoria o BlockRAM
(BRAM) correspondiente a la fila. La escritura se realiza en un pipeline de tres ciclos, en el
primero realiza la lectura del contador, en el segundo se incrementa este valor en uno según lo
descrito en el Capítulo 3, y en el tercer ciclo se realiza la escritura en la BRAM. Este proceso
genera una actualización errónea cuando el mismo dato es insertado en dos ciclos consecutivos,
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Algoritmo 28: Matriz de similitud JSD en FPGA
Input: número de pivotes V, número de genomas N, conjunto de sketches s
Output: matriz de similitud M

1 Let
2 Inicializa P como un arreglo de sketches de tamaño V
3 Inicializa M como la matriz de similitud de N ×N

4 for i← 0 to N/V − 1 do
// Carga V pivotes y calcula las similitudes entre ellos

5 for j ← 0 to V − 1 do
6 x← i× V + j
7 P [j]← stream(s[x])
8 for k ← 0 to j do in parallel
9 y ← i× V + k

10 M [x, y]←JSD (stream(s[x]), P [k])

// Itera sobre el stream de entrada
11 for x← (i+ 1)× V to N do
12 for k ← 0 to V − 1 do in parallel
13 y ← i× V + k
14 M [x, y]←JSD(stream(s[x]), P [k])

15 return M

ya que la lectura de memoria se realiza antes de que la primera actualización se escriba. Esto
se subsana adelantando la lectura, lo que se traduce en la implementación como un multiplexor
para seleccionar la fuente a incrementar entre la salida de la memoria (ciclo 1) o el registro que
contiene el incremento (ciclo 2), eso se omitió en la Figura 5.4 por simplicidad. Una vez que
cada contador es incrementado, las estimaciones de cada fila, son comparadas en un árbol de
reducción para encontrar el mínimo, que corresponde a la estimación del sketch. Esto último
ilustrado en el lado derecho de la Figura 5.4.

5.3.1.2. Módulo arreglo de colas de prioridad (PQA)

El módulo PQA o de arreglo de colas de prioridad, implementa la estructura PQA descrita
en la Sección 5.2.4. Este módulo almacena los elementos de mayor frecuencia estimados por el
sketch Count-Min. Cada estimación de frecuencia válida es acompañada por un identificador
del elemento, que corresponde a la hash utilizada en la primera fila del módulo de Count-Min.
El módulo utiliza los R bits menos significativos de la hash para seleccionar la cola de prioridad
donde se insertará la estimación. El resto de los bits son almacenados para identificar el elemento
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Algoritmo 29: MurMurHash3
Input: Elemento de entrada x
Input: Número de bytes de elemento de entrada len
Input: Semilla seed
Output: Hash h

1 Let
2 c1 = 0xcc9e2d51

3 c2 = 0x1b873593

4 r1 = 15

5 r2 = 13

6 m = 5

7 n = 0xe6546b64

8 h = seed

9 for k in four_bytes_chunk(x) do
10 k ← k × c1
11 k ← (k ≪ r1)|(k ≫ (32− r1))
12 k ← k × c2
13 h← h⊕ k
14 h← (h≪ r2)|(h≫ (32− r2))
15 h← h×m+ n

16 h← h⊕ len
17 h← h⊕ (h≫ 16)
18 h← h× 0x85ebca6b

19 h← h⊕ (h≫ 13)
20 h← h× 0xc2b2ae35

21 h← h⊕ (h≫ 16)
22 return h

dentro de la cola, permitiendo la actualización de elementos ya existentes. La Figura 5.5 muestra
el flujo de datos en el módulo, indicando las memorias y la selección de la cola a utilizar. La
actualización de la cola de prioridades requiere de un ordenamiento de los elementos. Para esto,
el módulo diseñado lee todos los datos de la cola seleccionada, luego compara el identificador
y contador de cada uno de ellos con los de entrada. Un circuito combinacional analiza las
comparaciones de igualdad y menor que, activando las señales de escritura de cada una de las
memorias, seleccionando como fuente el dato actual, el de la derecha (de mayor frecuencia) o el de
entrada. De esta forma, cada inserción es atendida en un ciclo de reloj. La Figura 5.6 muestra
la arquitectura del submódulo de inserción, donde mux ctrl es el circuito combinacional que
realiza la selección de la entrada a escribir en cada uno de los elementos de la cola seleccionada.

Al final de la inserción de k-mers válidos, el arreglo de colas pasa al estado de lectura,
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donde cada una de las filas es empaquetada y transferida al kernel de escritura en memoria. En
paralelo, los datos son enviados al módulo de cálculo de entropía, el cual escribe su resultado
en la posición de memoria siguiente a la última fila del PQA.

5.3.1.3. Módulo entropía

El cálculo de entropía se realiza durante el proceso de escritura a memoria del contenido del
arreglo de colas. En cada ciclo de reloj el módulo de entropía recibe ocho elementos, correspondi-
entes a una fila del arreglo. Cada elemento ingresa a un módulo de cálculo de logaritmo en base
dos. El que se implementó siguiendo lo descrito en el Algoritmo 30. Este módulo usa un módulo
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Algoritmo 30: Algoritmo cálculo logaritmo base 2
Input: frecuencia e
Output: valor logaritmo v

1 Let
2 Inicializa LUT como un arreglo de N
3 for i← 0 to N − 1 do
4 LUT [i]← log2(i/N)

5 vint ← ldz(c)
6 idx← int(c ∧ ((1≪ vint)− 1))
7 vfrac ← LUT [idx]
8 vfrac ← vfrac + (c− idx) (LUT [idx+ 1]− LUT [idx])
9 return {vint, vfrac}

Algoritmo 31: Algoritmo cálculo recíproco multiplicativo con Newton-Raphson
Input: cuenta c, iteraciones it
Output: salida v

1 Let
2 Inicializa LUT como un arreglo de N
3 for i← 1 to N − 1 do
4 LUT [i]← 1/i

5 v ← ldz(c)
6 x0 ← LUT [(c≫ v) + 1]
7 for i← 0 to it− 1 do
8 xi ← 2− (b x0)
9 x0 ← x0 xi

10 return x0

ldz para detectar el número de ceros a la izquierda en la entrada, lo que también corresponde
a la parte entera del logaritmo (Paso 5 del Algoritmo 30). Con el número de ceros, la entrada
se normaliza a un número entre uno y dos, con este valor se obtiene la parte fraccionaria desde
la LUT (Paso 7). Luego, con los bits descartados en el paso anterior, el módulo realiza una
interpolación lineal para mejorar el resultado de la parte fraccionaria, como se describe en el
Paso 8 del Algoritmo 30. El resultado final es la concatenación entre la parte entera y la parte
fraccionaria del logaritmo.

Las salidas de los módulos de logaritmo son multiplicadas por la entrada de los mismos y
acumuladas usando un árbol de reducción para calcular la Ecuación (5.7). La que se reescribe
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para reducir el número de operaciones como:

Ĥ = − 1

M

K∑
i=1

mi logmi + logM. (5.8)

La división final se realiza calculando el inverso multiplicativo de M con Newton-Raphson,
descrito en el Algoritmo 31. Newton-Raphson fue implementado usando una LUT para obtener
la suposición inicial, descrita en los Pasos 5 y 6 del Algoritmo 31. Seguido del proceso iterativo
para mejorar la estimación, descrito en los pass 8 y 9 del Algoritmo 31. La Figura 5.7 ilustra
el flujo de datos entre los módulos descritos y las operaciones necesarias para el cálculo de la
Ecuación (5.8).

5.3.2. Kernel de cálculo de similitud

El kernel de cálculo de similitud realiza la operación de unión entre arreglos de colas de
prioridad, para esto el kernel tiene dos estados, los cuales se ejecutan de forma secuencial en
cada llamada. El primer estado es la lectura de los pivotes, donde cada PQA es copiado a
una memoria interna junto a la entropía correspondiente, la que está en la posición de memoria
siguiente al último elemento del arreglo. En paralelo a la lectura desde memoria externa, el kernel
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calcula la unión estas colas con los pivotes que residen en memoria interna en ese momento.
Este proceso se repite hasta completar la lectura de los V pivotes. En el segundo estado se lee
un conjunto de arreglos de colas desde memoria externa, calculando la unión de las colas con
los pivotes residentes, la entropía asociada a esta unión y la divergencia de Jensen-Shannon. El
módulo envía como salida al kernel de escritura la divergencia y un identificador del pivote y
número de cola que generaron ese resultado. La Figura 5.8 muestra la arquitectura del kernel,
indicando los módulos de procesamiento y el flujo de datos asociado. El módulo de entropía es
el mismo presentado en la Sección 5.3.1.3, pero utilizando 16 entradas en lugar de 8.

Con el objetivo de mejorar el ruteo, cada instancia del kernel está conectada a un kernel de
lectura de memoria externa, con cuatro interfaces de lectura. El kernel utiliza una interfaz de
lectura a memoria externa para la copia de pivotes. En el segundo estado, el kernel utiliza las
cuatro interfaces para calcular la unión entre colas en distintas memorias externas con los pivotes
residentes en memoria interna. Esta decisión de diseño reduce los recursos de ruteo internos,
permitiendo una mejor distribución de los módulos en el posicionamiento en el acelerador.
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5.3.2.1. Módulo unión PQA

El módulo de unión de PQA, realiza la operación de unión entre los contadores de las colas
que sean equivalentes en dos PQA. El tamaño de la unión varía entre 2R × n, cuando los
PQA tienen una coincidencia perfecta entre sus elementos y 2R × 2n cuando no hay ninguna
coincidencia entre ellas.

En cada ciclo el módulo recibe dos colas, de ocho elementos cada una, realiza una búsqueda
de identificadores de una cola en otra, acumulando los contadores en caso de coincidencias.
Este proceso se implementó con un pipeline de ocho etapas, una por cada elemento de la cola
de prioridad, como se ve en la Figura 5.9 en un ejemplo de cuatro elementos. Después de 16
ciclos, el resultado es un arreglo de entre 8 y 16 elementos, el cual es utilizado como entrada al
módulo de entropía. Para cada unión parcial se acumula el término mi logmi para evaluar la
Ecuación (5.8) una vez que se reciban todas las colas del PQA. Posteriormente, el módulo de
unión utiliza las entropías individuales asociadas a cada PQA y la entropía de la unión para
calcular la divergencia de Jensen-Shannon según la Ecuación (5.3).

Los resultados de las implementaciones descritas en esta sección se presentan en la Sec-
ción 6.5.
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5.4. Implementación en GPU

Al igual que en la implementación en FPGA, la implementación en GPU se divide en dos
procesos: la construcción de colas de prioridad y el cálculo de similitud usando JSD. Cada
uno de ellos fue implementado como un proceso separado, siguiendo una lógica similar a la
utilizada en el cálculo de similitud Jaccard presentada en el Capítulo 4. En la primera etapa,
un kernel realiza la extracción de k-mers, otro kernel inserta estos k-mers al sketch Count-Min,
generando una estimación asociada a cada k-mer. Posteriormente, un tercer kernel inserta cada
estimación en el arreglo de colas de prioridad. En la etapa de cálculo de similitud, un kernel
calcula las divergencias de Jensen-Shannon para un subconjunto de los genomas. Esto se debe a
las limitaciones de memoria del acelerador y el tamaño de los PQA. Esta etapa realiza el cálculo
de la matriz completa procesando submatrices y usando el enfoque de pivotes propuesto en el
Capítulo 4.

5.4.1. Etapa de construcción de arreglos de colas

La implementación de la etapa de construcción de arreglos de colas en GPU se realizó con tres
kernel CUDA. El primer kernel es para extraer los k-mer desde el conjunto de bases de entrada.
Este kernel realiza el mismo procedimiento descrito en el Algoritmo 19 de la Sección 4.4, donde
cada hebra lee los k valores siguientes a cada base, codificando cada base en dos bits y calculando
el k-mer canónico asociado. Posteriormente, el kernel escribe cada k-mer en memoria externa,
además de un flag por k-mer que indica la validez del mismo, con el fin de poder identificar
aquellos caracteres de los datos de entrada que no corresponden a una codificación de bases de
ADN.

El segundo kernel lee cada uno de los k-mer junto al flag de validez por k-mer. Si el k-mer
es válido, se aplican las d funciones hash y se incrementa el contador asociado en cada línea
del sketch de cuentas, usando la operación atómica atomicAdd, lo que se describe en los Pasos
2 a 7 del Algoritmo 32. Cada estimación del sketch es almacenada en un bloque de memoria
asociado a un conjunto de colas, que serán la fuente del próximo kernel. Esta operación se realiza
manteniendo un puntero asociado a cada bloque e insertando las estimaciones de forma atómica
usando la operación atomicCAS, descrito en el Paso 10 del Algoritmo 32. Esta operación ordena
las inserciones en siguiente kernel, permitiendo reducir el tiempo de ejecución asociado a la
lectura de datos. El Algoritmo 32 muestra el pseudocódigo de la implementación de este kernel
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Algoritmo 32: Pseudo código kernel inserción Count-Min sketch
Input: tamaño chunk n, largo k-mer k, valor k-mer kmers, k-mer valido valid, sketch

CM cm, número filas CM d, log2 número buckets por fila CM w, bloque de
estimaciones para arreglo de colas pq_block

Output: sketch CM cm, bloque de estimaciones para arreglo de colas pq_block
1 for idx = 0 to n− k do
2 if valid[idx] then
3 min← 0xFFFFFFFF
4 for j = 0 to p− 1 do
5 hj ← hashj(kmers[idx])
6 bucket←< hw, h0 >2

7 cm[j, bucket]← atomicAdd(cm[j, bucket], 1)
8 if min < cm[j, bucket] then
9 min← cm[j, bucket]

// Inserta estimación a bloque de colas
10 pq_block[h0].append(value : min, tag : h0)

11 return cm, pq_block

en GPU.

El tercer kernel realiza la inserción de las estimaciones según lo descrito en el Algoritmo 33.
Para esto, cada hebra CUDA lee una cola de prioridad a memoria interna (Pasos 3 y 4 del
Algoritmo 33), luego lee cada una de las estimaciones en el bloque de memoria escrito por el
kernel anterior, insertando todas las estimaciones a la cola correspondiente, según la descripción
indicada en los Pasos 5 a 9 el Algoritmo 23. En cada inserción, el kernel verifica si el identificador
del elemento ya está en la cola, en cuyo caso actualiza la estimación, o lo inserta si la estimación
es mayor al mínimo ya almacenado. Una vez que el kernel procesa todas las estimaciones, la
cola de prioridad es copiada a la posición de memoria correspondiente.

Tras esto, el host copia el arreglo de colas a su memoria, continuando el proceso con otro
genoma. Este proceso se realiza en ocho streams CUDA, donde cada uno procesa genomas en
paralelo.

5.4.2. Etapa de cálculo de similitud

El cálculo de la matriz de similitud se realiza con un kernel que realiza la operación de unión
entre dos conjuntos de arreglos de colas. En cada llamada al kernel el host pasa dos punteros
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Algoritmo 33: Pseudocódigo kernel inserción arreglo de colas de prioridad
Input: arreglo de colas de prioridad pq, número elementos por cola n, bloque de

estimaciones para arreglo de colas pq_block, número de estimaciones en bloque
s, índice bloque b_idx

Output: arreglo de colas de prioridad pq
1 Let
2 Inicializa LPQ como una cola de prioridad de n elementos

// Copia cola de prioridad a memoria interna
3 for i = 0 to n do
4 LPQ[i]← pq[b_idx, i]

// Inserción de estimaciones
5 for idx = 0 to s do
6 if pq_block[idx, i].value > pqmin then
7 for i = 0 to n do
8 LPQ.insert(pq_block[idx, i])
9 pqmin ← mı́n(pq_block[idx, i])

10 return pq

como argumentos, los que indican los conjuntos de pivotes y de datos a utilizar. Cada bloque
CUDA copia a memoria interna uno de los pivotes, y luego procesa la totalidad de los datos
del otro conjunto, calculando las uniones entre cada pivote y los datos de entrada. Como indica
el Algoritmo 34, este proceso se realiza comparando cada elemento del pivote con elementos
en la cola de entrada, combinando los contadores en caso de coincidencia (Pasos 19 a 21 del
Algoritmo 34) o considerándolos de forma individual (Pasos 22 a 24 del Algoritmo 34). Durante
este proceso se acumulan los componentes

∑
mi logmi y

∑
mi, utilizados para el cálculo de las

entropías individuales y conjuntas, descritas en los Pasos 30 a 32 que evaluan la Ecuación (5.8).
Finalmente, el Paso 33 del Algoritmo 34 realiza el cálculo de la divergencia de Jensen-Shannon
según la Ecuación (5.3).

Este kernel fue diseñado para recibir punteros diferentes para pivotes y datos de entrada,
permitiendo su uso para el cálculo de submatrices, que luego son concatenadas para generar la
matriz completa de similitud.

Los resultados de las implementaciones descritas en esta sección se presentan en la Sec-
ción 6.5.
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Algoritmo 34: Pseudocódigo kernel cálculo de similitud
Input: número de arreglos de colas de entrada N, conjunto de sketches s, conjunto de

pivotes p, número elementos por cola n, número de colas 2R, matriz de similitud
M, índice bloque b_idx

Output: matriz de similitud M
1 Let
2 Inicializa P como un arreglo de n elementos

// Copia de cola de prioridad a memoria interna
3 for i = 0 to 2R do
4 for j = 0 to n do
5 P [i, j]← p[b_idx][i, j]

6 for h = 0 to N do
7 milogmim ← 0
8 milogmip ← 0
9 milogmil ← 0

10 mim ← 0
11 mip ← 0
12 mil ← 0
13 for i = 0 to 2R do
14 for j = 0 to n do
15 overwrite← False
16 for k = 0 to n do
17 if P [i, j].tag == s[h][i, k].tag then
18 overwrite← True

19 if overwrite then
20 countm ← P [i, j].value+ s[h][i, k].value
21 milogmim ← milogmim + countm log2(countm)

22 else
23 milogmim ← milogmim + P [i, j].value log2(P [i, j].value)
24 milogmim ← milogmim + s[h][i, k].value log2(s[h][i, k].value)

25 milogmip ← milogmip + P [i, j].value log2(P [i, j].value)
26 milogmil ← milogmil + s[h][i, k].value log2(s[h][i, k].value)
27 mim ← mim + P [i, j].value+ s[h][i, k].value
28 mip ← mip + P [i, j].value
29 mil ← mil + s[h][i, k].value

30 Hm ← log2(mim)− milogmim
mim

31 Hp ← log2(mip)− milogmip
mip

32 Hl ← log2(mil)− milogmil
mil

33 M [b_idx, h]← Hm − Hp+Hl

2

34 return M
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Capítulo 6. Resultados

6.1. Introducción

Este capítulo muestra la base de datos utilizada, la infraestructura de pruebas, las métricas
para evaluar el desempeño de las implementaciones y los resultados logrados en cada uno de
los trabajos presentados en este informe. La implementación en FPGA de ambos trabajos fue
diseñada utilizando la plataforma Vitis de Xilinx, que habilita el desarrollo de aplicaciones
heterogéneas con componentes en software y hardware, utilizando un FPGA Virtex UltraScale+
de Xilinx. Las implementaciones en GPU fueron desarrolladas usando el Software Development
Kit (SDK) de CUDA. Todas las pruebas se realizaron utilizando instancias EC2 de Amazon
Web Services (AWS).

6.2. Amazon Web Services

Amazon Web Services es un servicio de cómputo en la nube que ofrece diferentes configu-
raciones para múltiples aplicaciones, desde almacenamiento de grandes volúmenes de datos, a
instancias con aceleradores hardware para algoritmos de High Performance Computing (HPC).
Dentro del servicio de cómputo elástico en la nube (Elastic Compute Cloud, EC2), AWS usa un
sistema de instancias de máquinas con diferentes configuraciones. Esto posibilita realizar prue-
bas del mismo software en diferentes configuraciones de hardware. Las características y precios
de las instancias utilizadas en este trabajo se muestran en la Tabla 6.1. En todos los casos se
seleccionaron instancias con un precio similar, para poder realizar una comparación del costo
de cómputo en cada implementación. Las implementaciones aceleradas en FPGA se realizaron
en instancias F1 de AWS EC2 (f1.2xlarge). Estas instancias equipan un FPGA XCVU9P Ul-
trascale+ de Xilinx con 64 GiB de memoria externa. El host tiene un procesador Intel Xeon
con 8 hebras físicas. Para las implementaciones en GPU se utilizó una instancia G5 (g5.4xlarge)
equipada con una GPU NVIDIA Ampere A10G y un procesador AMD EPIC de 16 hebras
físicas en el host. Para la comparación en software se utilizó una instancia C5 (c5.9xlarge), las
que tienen procesadores Intel Xeon Platinum de 36 hebras físicas. También, a modo de com-
paración, se usó una instancia c5.2xlarge que tiene un precio menor y la misma cantidad de
hebras que una instancia f1.2xlarge. Todas las instancias usan un almacenamiento GP3 [94] con
un límite de 20 000 operaciones de entrada/salida por segundo. Además, con el fin de hacer una
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Tabla 6.1: Instancias de AWS EC2 utilizadas en este trabajo. Todas las instancias utilizan
procesadores virtualizados y el número de vCPUs indicado se refiere a la cantidad de hebras en
paralelo que puede utilizar una máquina. La instancia f1.2xlarge usa un FPGA Xilinx XCVU9P
UltraScale+. La instancia g5.4xlarge usa una GPU A10G de NVIDIA. Los precios y caracterís-
ticas son válidos en junio del 2022.

Instancia Familia CPU vCPUs RAM Acelerador Precio
(GiB) hardware (USD/hour)

f1.2xlarge Intel Xeon 8 122 XCVU9P 1,65

g5.4xlarge AMD EPYC 16 24 A10G 1,62

c5.9xlarge Intel Xeon Platinum 36 72 – 1,53

c5.2xlarge Intel Xeon Platinum 8 16 – 0,34

comparación válida, el ancho de banda se limitó a 212 MiB/s, el cual es el límite soportado por
las instancias f1.2xlarge [95]. Esto último se analizó con más detalle en la Sección 6.4.3.

6.3. Base de datos RefSeq de NCBI

El Centro Nacional para la Información Biotecnológica (National Center for Biotechnology
Information, NCBI) posee una base de datos de genomas secuenciados llamada Reference Se-
quence o RefSeq. Esta base de datos es pública y está disponible para descargar desde su sitio
web [96]. Ésta está compuesta por 128 110 genomas al primero de junio de 2022, donde el más
pequeño consta de 220 bases de ADN y el más grande tiene 40 054 341 269 bases. La media y
mediana son 12 925 678 y 4 158 070 respectivamente.

6.4. Similitud usando Jaccard

El desempeño de las etapas de construcción de sketches y computo de la matriz de similitud,
fue evaluado usando cuatro algoritmos e implementaciones diferentes:

Dashing [7]: Una implementación del estado del arte para cálculo de similitud entre genomas.
Dashing utiliza una implementación multihebras e instrucciones SIMD para alcanzar un
alto desempeño en procesadores multi núcleo actuales. En este trabajo se utilizó la versión
1.0 de Dashing, disponible en https://github.com/dnbaker/dashing.

https://github.com/dnbaker/dashing
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SF-GPU: Es una implementación directa de la etapa de construcción de sketches y del cálculo
de similitud utilizando la plataforma CUDA de NVIDIA. La etapa de construcción utiliza
el Algoritmo 11 para leer los genomas en el host, el cual se implementa con dos kernel
CUDA, uno para extraer y codificar k-mers, y otro para calcular las hashes e insertar los
elementos al sketch HLL. Un tercer kernel calcula la suma armónica y el número de ceros
desde la memoria del sketch, almacenándolos en memoria global para que el host pueda
leerlos y calcular la cardinalidad de cada uno de ellos. En esta implementación cada hebra
del host se comunica con un stream CUDA diferente. En la etapa de cálculo de similitud,
cada línea de la matriz es ejecutada por una hebra de CUDA, leyendo los sketches desde
la memoria global, calculando las uniones de ellos y los coeficientes de Jaccard para cada
par de la matriz.

JACC-GPU: Es una implementación optimizada de SF-GPU, la que utiliza el algoritmo de
cómputo de la matriz de similitud con pivotes descrito en el Algoritmo 16. Esta imple-
mentación disminuye la cantidad de transferencias a la memoria global, reduciendo el
tiempo de cómputo al compararlo con SF-GPU. En esta implementación cada bloque de
CUDA lee un pivote a la memoria interna y, posteriormente, todas las hebras del bloque
respectivo calculan en paralelo las uniones entre el sketch y el resto de la línea de la matriz.
Esta implementación se describe en más detalle en la Sección 4.4.

JACC-FPGA: Es la implementación principal de este trabajo. Esta implementa los Algorit-
mos 11-16 en FPGA, siguiendo lo descrito en la Sección 4.3.

6.4.1. Parámetros HLL

El primer experimento evalúa el impacto del tamaño del sketch en la estimación de los co-
eficientes de Jaccard, comparado con el valor real. El tamaño del sketch depende del número
de buckets, que es 2p, y del número de bits por bucket. Esta evaluación compara los resultados
obtenidos con Dashing y con la implementación presentada en este trabajo. Es importante notar
que SF-GPU, JACC-GPU y JACC-FPGA son numéricamente equivalentes, por lo que son eval-
uadas en conjunto en esta subsección. El algoritmo de HLL implementado usa la corrección de
estimación por baja ocupación vista en el Capítulo 3. Además, los resultados fueron comparados
con la misma implementación usando el estimador de HLL++, el cual es más complejo, pero
entrega mejores resultados que HLL [84].

La Figura 6.1 muestra el error cuadrático medio (Root-Mean-Square Error, RMSE) de la
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Figura 6.1: Error cuadrático medio (Root-mean-square error, RMSE) de la similitud Jaccard
usando cardinalidades estimadas con sketches HLL y usando la cardinalidad exacta como refer-
encia. Las pruebas presentadas incluyen 5 valores de p entre 10 y 18 para los sketches. El error
fue calculado usando los mismos 400 pares de genomas utilizados por Dashing [7].
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estimación de similitud Jaccard versus la real, para Dashing y para la implementación propues-
ta. Esta comparación se realizó con 5 valores de p entre 10 y 18, considerando los 400 pares de
genomas utilizados por los autores de Dashing para sus propias evaluaciones [7]. Este conjunto
de genomas abarca todo el rango de posibles similitudes, entre 0 y 1. Los gráficos en la Figu-
ra 6.1 muestran el RMSE para los diferentes valores de p, con 5 rangos de valores Jaccard. La
Figura 6.1a muestra el error obtenido usando Dashing, el cual, al ser una implementación en
software, utiliza 8 bits por bucket. En una implementación en hardware, como la propuesta en
este trabajo, la cantidad de bits por bucket es configurable, donde uno de los objetivos de la
implementación es utilizar el mínimo tamaño posible, para reducir el uso de memoria y posi-
bilitar el acceso a la mayor cantidad de buckets en paralelo, como se discutió en el Capítulo 4.
Las Figuras 6.1b y 6.1c muestran los errores de la implementación propuesta para buckets de 4
y 5 bits. Como es esperable, el error de estimación disminuye al aumentar el valor de p. Para
valores de p ≤ 12 el uso de menos bits por bucket incrementa el error, en p > 12 los resultados
en 4, 5 bits y Dashing son equivalentes, siendo menor a 0.01 en todo el rango de similitudes
Jaccard. Por esto seleccionamos sketches de 214 buckets con 4 bits por bucket. Tanto el diseño
en GPU como en FPGA están parametrizados, por lo que es sencillo modificar el tamaño de los
sketches.

6.4.2. Número de pivotes

El número de pivotes usados por el kernel indica el paralelismo alcanzado por el kernel
durante la etapa de cálculo de la matriz de similitud usando el algoritmo propuesto en este
trabajo, lo que afecta directamente el tiempo de ejecución. Cuando se calculan V filas de la
matriz de similitud, cada llamada al kernel calcula V ×L+V × (V − 1)/2 similitudes, donde V

es el número de pivotes y L el número de sketches restantes en las líneas de la matriz. Como la
implementación del algoritmo en FPGA realiza V uniones en paralelo, el tiempo de ejecución de
una llamada al kernel es proporcional a V +L. Además, en el cálculo global, un valor mayor de
V reduce el número de llamadas necesarias para completar el cálculo de la matriz de similitud.

Teóricamente, el valor máximo de pivotes en la implementación en FPGA es de 128, que
corresponde al número de ciclos necesarios para leer un sketch completo desde memoria de
214 × 4 bits, usando un bus de 512 bits. Sin embargo, el incremento de pivotes conlleva un
incremento en la memoria interna y lógica necesaria, lo que reduce la frecuencia del reloj máxima
a la que puede operar el acelerador. Además, como el incremento de pivotes aumenta el número
de uniones realizadas en paralelo, se incrementa el uso de recursos lógicos y de memoria, por lo
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(a) Frecuencia de reloj del kernel de cálculo de similitud.
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(b) Tiempo de ejecución del kernel de cálculo de similitud.

Figura 6.2: Desempeño del kernel de cálculo de similitud versus el número de pivotes usando la
base de datos RefSeq completa. Para (a) Frecuencia de reloj en MHz, y (b) tiempo de ejecución
del kernel en segundos.

que el ruteo entre ellos se vuelve más complejo. Con un número mayor a 80 pivotes, el software
de síntesis Vitis, es incapaz de rutear el diseño para un FPGA XCVU9P, el cual está presente
en las instancias f1.2xlarge de AWS.

La Figura 6.2 muestra el desempeño de la implementación en FPGA en la etapa de cálculo
de similitud para un número de pivotes entre 16 y 80. La figura muestra la frecuencia de reloj y
el tiempo de ejecución en una instancia f1.2xlarge. Idealmente, al duplicar el número de pivotes,
el tiempo de ejecución debería reducirse a la mitad. Sin embargo, como se explicó anteriormente,
el incremento en el número de pivotes, aumenta la complejidad del diseño, lo que se traduce en
una reducción de la frecuencia máxima de reloj que puede alcanzar el acelerador. La Figura 6.2a
muestra una reducción consistente en la frecuencia de reloj, comenzando en 500 MHz para 16 y
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Tabla 6.2: Tiempo de ejecución de las etapas de construcción de sketches y computo de similitud
con la base de datos RefSeq completa. Usando diferentes algoritmos e instancias de AWS. El
reporte de desempeño para JACC-FPGA fue en una instancia f1.2xlarge y para SF-GPU/JACC-
GPU en una instancia g5.4xlarge. El reporte de desempeño de Dashing se realizó en una in-
stancia c5.2xlarge y c5.9xlarge, ambas optimizadas para cómputo intensivo, además, a modo
de comparación en las instancias f1.2xlarge y g5.4xlarge. El tiempo de ejecución reportado es
en segundos. En la etapa de cálculo de similitud, el tiempo incluye el cálculo de la matriz de
similitud completa.

Implementación Instancia Construcción
de sketches (s)

Cálculo de
similitud (s)

JACC-FPGA f1.2xlarge 2388 85

JACC-GPU g5.4xlarge
2257

340
SF-GPU g5.4xlarge 2315

Dashing c5.9xlarge 2257 4954

Dashing f1.2xlarge 6847 23 571

Dashing g5.4xlarge 2452 8325

Dashing c5.2xlarge 4756 15 517

24 pivotes y llegando a 276 MHz para 80 pivotes. Aun así, la Figura 6.2b muestra que impacto
en el tiempo de ejecución, dado por el incremento en el paralelismo y por el aumento del número
de pivotes, es mayor al de la reducción en la frecuencia de reloj. La reducción en el tiempo de
ejecución no es lineal al incremento en el número de pivotes, pero el menor tiempo se alcanza
al usar 80 pivotes. Como no es posible probar el diseño con un número de pivotes mayor a 80,
la implementación reportada corresponde a la que utiliza 80 pivotes.

6.4.3. Desempeño de implementaciones

En esta sección se presenta el desempeño de la solución propuesta en GPU y FPGA, com-
parada con la implementación en software.

El primer experimento corresponde a la medición del tiempo transcurrido en el host (wall
clock) para correr ambas etapas del algoritmo de forma separada. Este experimento incluye la
construcción de los sketches para la base de datos RefSeq completa, y el cálculo de la totalidad de
la matriz de similitud. Al comienzo de la etapa de construcción de sketches, el host ordena la lista
de genomas por peso, para mejorar el balance de carga entre las hebras productoras, descritas
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en el Algoritmo 11. Dashing también fue ejecutado en las instancias f1.2xlarge y g5.4xlarge,
para entregar una mejor comparación entre la relación de los host y los aceleradores conectados
a ellos.

La Tabla 6.2 reporta la mediana del tiempo de 10 ejecuciones de cada etapa. En todos
los casos la desviación absoluta de la mediana (median absolute deviation, MAD) es menor al
0, 2% del valor de la mediana en la etapa de construcción y menor al 0, 1% en la etapa de
cálculo de similitud. En la primera etapa, JACC-FPGA, corriendo en una instancia f1.2xlarge,
construye los sketches HLL para todos los genomas del conjunto y calcula sus cardinalidades en
aproximadamente 39,8 minutos, lo que es 2,9 veces más rápido que Dashing ejecutándose en el
mismo host. También, es el doble de rápido que Dashing sobre una instancia c5.2xlarge, la que
tiene el mismo número de hebras que la f1.2xlarge, pero en una serie optimizada para cómputo.
Al ejecutar Dashing en una instancia c5.9xlarge con 36 hebras físicas, la etapa de construcción
tarda 37,6 minutos, lo que representa una reducción del 10% del tiempo frente a JACC-FPGA.
De la misma forma, ST-GPU y JACC-GPU en una instancia g5.4xlarge, completan la etapa de
construcción en 37,6 minutos. En la misma instancia (g5.4xlarge) Dashing tarda un 10% más
que las implementaciones en GPU.

En la segunda etapa, tanto Dashing como las implementaciones en GPU y FPGA leen los
sketches y las cardinalidades calculados en la primera etapa desde el dispositivo de almace-
namiento, para posteriormente calcular las uniones entre ellos y luego las similitudes Jaccard.
Como se muestra en la Tabla 6.2, JACC-FPGA calcula la matriz de similitud en solo 85 segun-
dos. En el mismo proceso, Dashing tarda más de 6,5 horas en el host de la instancia f1.2xlarge,
más de 4,3 horas en la instancia c5.2xlarge y casi 1,4 horas en la instancia c5.9xlarge. Esto
corresponde a una aceleración de 58 veces sobre Dashing en la instancia más rápida consider-
ada, y más de 277 veces sobre Dashing en el mismo host. La implementación SF-GPU tarda
38,6 minutos en una instancia g5.4xlarge, mientras que JACC-GPU, que utiliza el mismo algo-
ritmo de JACC-FPGA, calcula la matriz de similitud en 5,7 minutos en la misma instancia. Así,
JACC-FPGA es cuatro veces más rápido de JACC-GPU y 27 veces más que ST-GPU. La alta
aceleración alcanzada por JACC-FPGA está dada por el alto nivel de paralelismo temporal y
espacial alcanzado por la arquitectura, el cual permite calcular 320 uniones de sketch en paralelo
(80 pivotes con 4 sketches de entrada en paralelo).

Una observación importante, que explica el tiempo transcurrido en la etapa de construcción
de sketches en las implementaciones más rápidas (JACC-FPGA, JACC-GPU y Dashing en la
instancia c5.9xlarge), es el tamaño total de la base de datos, que asciende a 464,4 GiB. A una
velocidad de lectura máxima de 212 MiB/s, el tiempo mínimo de lectura es de 2243 segundos, el
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Figura 6.3: Desempeño de las etapas de construcción de sketches y cálculo de similitud versus
la velocidad de lectura/escritura del dispositivo de almacenamiento conectado al host. Durante
la construcción de sketches, el tiempo de ejecución de JACC-GPU y Dashing en la instancia
c5.9xlarge disminuyen al incrementar la velocidad de transferencia. El tiempo de ejecución de
JACC-FPGA no disminuye porque está limitado a 212 MiB/S para las instancias f1.2xlarge.
En la etapa de cálculo de similitud, el tiempo de ejecución de las tres implementaciones está
limitado por la capacidad de cómputo, por lo que es independiente de la velocidad de acceso al
dispositivo de almacenamiento.
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cual es cercano a los tiempos reportados en la Tabla 6.2. Esto permite inferir que el desempeño de
estas implementaciones está limitado por el tiempo de entrada y salida, y que el procesamiento
está casi completamente solapado con la lectura de datos. El tiempo de ejecución ligeramente
superior de JACC-FPGA se explica por la limitación en la velocidad de lectura de 212 MiB/s de
las instancias f1.2xlarge, mientras que en las instancias g5.4xlarge y c5.9xlarge es de 594 MiB/s
y 1187 MiB/s respectivamente, lo que las permite operar a la máxima velocidad de lectura
configurada.

Para validar la hipótesis anterior, en este trabajo se realizó un experimento donde gradual-
mente, se incrementó la velocidad de lectura del dispositivo de almacenamiento desde 200 MiB/s
hasta 500 MiB/s, lo que también aumento el costo de almacenamiento [95]. La Figura 6.3a mues-
tra el tiempo de ejecución para la etapa de construcción de sketches en las tres implementaciones
más rápidas en función de la velocidad de lectura. Como era esperado, el tiempo de ejecución de
JACC-FPGA permanece constate, debido a la limitación en el ancho de banda de la instancia.
Las otras dos implementaciones (JACC-GPU y Dashing) reducen su tiempo de ejecución junto
al incremento de la velocidad de lectura. Sobre los 400 MiB/s, Dashing comienza a ser limitado
por la capacidad de cómputo de la instancia c5.9xlarge, alcanzando un tiempo de ejecución
mínimo de 1100 segundos. Por otro lado, JACC-GPU continúa disminuyendo el tiempo de eje-
cución con el incremento de la velocidad de lectura durante todo el experimento. La Figura 6.3b
muestra un gráfico semilogarítmico del tiempo de ejecución de la etapa de cálculo de la matriz
de similitud versus la velocidad de lectura. En este caso, el tiempo de ejecución permanece
constante en todas las implementaciones, ya que el tamaño de los archivos a leer es menor a
2 GiB, por lo que todas las implementaciones están limitadas por capacidad de procesamiento.

La Figura 6.4 muestra un perfil del tiempo de ejecución de JACC-FPGA en la instancia
f1.2xlarge. En la etapa de construcción de sketches, el tiempo fue medido en la hebra consum-
idora. Se utilizaron llamadas asincrónicas al kernel, permitiendo que casi el 100 % del tiempo
de procesamiento en el FPGA esté solapado con el tiempo de procesamiento en el host. Como
muestra la Figura 6.4, solo el 0,2 % del tiempo es utilizado en llamadas al kernel, que incluyen
copias de memoria y espera de resultados. A pesar de que la implementación solapa la lectura
de los archivos con el empaquetamiento, la hebra consumidora pasa el 32 % del tiempo esperan-
do por nuevos datos de las hebras productoras, lo que confirma que el tiempo de esta etapa
está limitado por la velocidad de lectura del dispositivo de almacenamiento. En la etapa de
cálculo de la matriz de similitud, el tiempo fue medido en el hilo principal. En este caso, el host
pasa el 10,8 % del tiempo leyendo los sketches desde el dispositivo de almacenamiento y 26,5 %
almacenando la matriz de similitud. Del 62,7 % restante, un 14,3 % se utiliza en llamadas al
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Figura 6.4: Perfil del tiempo de ejecución en el host para las dos etapas de procesamiento con
JACC-FPGA. En la etapa de construcción el tiempo fue medido en la hebra consumidora y en
la de cálculo de similitud en la hebra principal. Las llamadas al kernel incluyen la copia de los
datos hacia y desde los buffers del acelerador y el tiempo de espera al finalizar la ejecución de
una llamada al kernel. Las llamadas al kernel son asíncronas, por lo que el tiempo de ejecución
en el acelerador está mayoritariamente solapado con las tareas del host.

kernel y un 48,4 % en el host. Esto último es relevante, ya que a pesar de que la mayor parte
del procesamiento se realiza en el acelerador, el host sigue utilizando un gran porcentaje del
tiempo total, demostrando el bajo poder de cómputo de en el host de las instancias F1, com-
parados con las instancias C5 y G5. También se puede ver esto en la Tabla 6.2, donde el tiempo
de procesamiento de Dashing en la instancia f1.2xlarge es significativamente mayor que en la
instancia c5.2xlarge, a pesar de ambas tener 8 vCPUs.

6.4.4. Desempeño del criterio de selección

En esta sección se evalúa el impacto del uso del criterio presentado en el Capítulo 4 para
reducir el número de similitudes a calcular, centrándose solo en aquellos pares que pueden
generar similitudes Jaccard sobre cierto umbral. El impacto del criterio de selección se midió en
JACC-GPU, JACC-FPGA y una implementación multi-hebra en software del Algoritmo 16 en
una instancia c5.9xlarge. Esta implementación se desarrolló en C++ usando la implementación
de HyperLogLog acelerada en SIMD de la librería Bonsai, desarrollada por los mismos autores de
Dashing, y disponible en https://github.com/dnbaker/bonsai. Como el concepto de pivotes

https://github.com/dnbaker/bonsai
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Figura 6.5: Tiempo de ejecución del Algoritmo 16 usando el criterio de selección descrito en
el Capítulo 4, en función del umbral de similitud. Para la versión en software se creó una
implementación propia usando la librería de HLL de Dashing, llamada Bonsai, que explota el
paralelismo usando múltiples hebras e instrucciones de vectorización. La implementación en
software corre en una instancia c5.9xlarge, JACC-GPU en una instancia g5.4xlarge y JACC-
FPGA en una instancia f1.2xlarge. El tiempo no incluye el tiempo inicial, asociado a lectura,
ordenamiento de sketches y carga de datos al acelerador en el caso de JACC-GPU y JACC-
FPGA

solo es válido en aceleradores hardware y solo es posible leer un sketch a la vez por hebra, esta
implementación utiliza V = D = 1, mientras paraleliza el procesamiento con OpenMP usando
las 36 hebras disponibles. En todos los casos se utilizó el criterio para limitar el número de
iteraciones en el Algoritmo 16.

La implementación en software lee las cardinalidades y los sketches HLL generados por
Dashing para cada genoma de la base de datos RefSeq, luego los ordena de acuerdo a sus
cardinalidades y luego ejecuta múltiples consultas para calcular las similitudes Jaccard para los
pares de interés, variando el umbral entre 0 y 0, 9. La lectura y ordenamiento de los sketches
tarda 81 segundos en la instancia c5.9xlarge. En el caso de las implementaciones en GPU y
FPGA el host lee todos los sketches de un único archivo, generado en la etapa de construcción,
el cual ya se encuentra ordenado. En estas implementaciones, el host sube el archivo y en cada
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llamada al kernel se calcula la cantidad de sketches que cumplen el umbral, indicándole al
acelerador hasta que punto debe realizar comparaciones. El proceso de lectura y subida de los
datos al acelerador toma cerca de 11 segundos en las instancias f1.2xlarge y g5.4xlarge.

La Figura 6.5 muestra el tiempo de ejecución para las tres implementaciones en función del
umbral h usado en el criterio de selección, definido en la Ecuación (4.6). En el gráfico, un umbral
h = 0 significa que no se realiza una selección de pares, por lo que se calcula toda la matriz.
En todas las implementaciones, el tiempo disminuye al aumentar el umbral, lo que es esperable
debido a la reducción de pares a calcular, siguiendo el Algoritmo 16. Para umbrales superiores
a h = 0, 4, la implementación en software es más lenta que Dashing procesando la matriz de
similitud completa, esto se debe a las optimizaciones a nivel de hebras que utiliza Dashing que
no están incorporadas en esta implementación. Para umbrales mayores, el criterio de selección
alcanza un mejor desempeño, para h = 0, 8, la implementación en software es 2,5 veces más
rápida que Dashing y 4 veces mayor que sí misma para h = 0.

El impacto en el tiempo de ejecución de JACC-GPU y JACC-FPGA es similar al de la
implementación en software, pero los beneficios disminuyen en umbrales mayores a 0,7. Una
razón es que el criterio se aplica sobre el conjunto de sketches que procesa el acelerador, por
lo que es posible que pares que no cumplen el criterio sean incluidos por la granularidad de
procesamiento en el acelerador. La segunda razón es que la reducción de operaciones solo está
asociada al procesamiento, por lo que los tiempos fijos de llamadas y transferencias de datos
comienzan a ser más relevantes en umbrales altos, por ejemplo para umbrales mayores a h > 0, 7

el tiempo en JACC-FPGA es menor a 30 segundos y en JACC-GPU es menor a 100 segundos.
Aun así, para un umbral h = 0, 8 JACC-FPGA calcula el conjunto de pares en 25 segundos,
alcanzando una aceleración de 2,9 veces sobre el cálculo de la matriz completa. De forma similar,
JACC-GPU tarda 80 segundos cuando h = 0, 8, lo que representa una aceleración de 3,7 veces
sobre el cálculo de la matriz de similitud completa.

6.4.5. Uso de recursos en FPGA

La Tabla 6.3 muestra los recursos usados por los kernels que implementan las dos etapas
de procesamiento en FPGA. Para el kernel de construcción de sketches, los recursos con mayor
utilización son los bloques DSP, que son usados en operaciones aritméticas como multiplicaciones
y sumas. El kernel instancia 64 módulos de cálculo de MurmurHash3, 8 constructores de sketches
con ocho módulos HLL cada uno, cada módulo MurmurHash3 utiliza 24 DSP: 10 por cada
multiplicación de 64-bits y 4 en otras operaciones. En total se utiliza un 22,4 % de los DSP
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Tabla 6.3: Utilización de recursos en FPGA para cada kernel del proceso de cálculo de similitud
de Jaccard.

Recurso Construcción de sketches Cálculo de similitud Disponibilidad

LUTs 92 077 349 315 1 180 984

Registers 111 800 354 420 2 364 480

BRAMs 324 179 2160

DSP slices 1536 0 6840

disponibles en el FPGA XCVU9P. Este kernel usa 256 bloques de memoria interna (BRAM)
para implementar los sketches y 68 BRAMs en memorias FIFO para las interfaces de lectura y
escritura a memoria externa. El kernel utiliza un total de 15 % de las BRAMs disponibles en el
FPGA. El resto de los recursos presenta un uso menor al 8 %.

El kernel de cálculo de similitud utiliza un 29,5 % de las LUTs, principalmente en lógica y
operaciones aritméticas en las entradas de los módulos de unión entre sketches HLL. El kernel
usa el 15 % de los registros, mayoritariamente en pipelines y buffers para aumentar el fan out
de los buckets de entrada. Solo se utiliza un 8 % de las memorias disponibles, siendo necesarias
dos BRAM por pivote y 19 como memorias FIFO en las interfaces de lectura y escritura a la
memoria externa. A pesar de la baja utilización de memoria, no fue posible aumentar la cantidad
de pivotes sobre 80 por limitaciones en los recursos disponibles para ruteo, tal como se discutió
en la Sección 6.4.2.

6.5. Similitud usando Jensen–Shannon

Para el trabajo de estimación de similitud usando divergencia de Jensen-Shannon, se evalúan
dos implementaciones, una en GPU y una en FPGA. No se realizó una comparativa con una
versión en software debido a la ausencia de implementaciones eficientes en este ámbito. Las
implementaciones utilizas son:

JSD-GPU: Implementación en dos etapas en la plataforma CUDA de NVIDIA según lo detal-
lado en la Sección 5.4. En la etapa de construcción, la implementación extrae los k-mers
asociados a cada base de ADN, insertándolos en un sketch de cuentas y luego en el ar-
reglo de colas de prioridad. En la etapa de cálculo de similitud se realiza la unión de los
arreglos de colas de prioridad, realizando el cálculo en submatrices debido a restricciones
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de memoria y al gran tamaño de los arreglos de colas de prioridad.

JSD-FPGA: Implementación en FPGA utilizando la plataforma Vitis de Xilinx y una de-
scripción RTL de dos kernels de procesamiento, según lo descrito en la Sección 5.3. Esta
implementación realiza la construcción de arreglos de colas de prioridad en la primera
etapa, usando un sketch de cuentas y serializando su acceso. En la etapa de cálculo de
similitud se utilizan varias instancias para procesar datos desde diferentes interfaces de
memoria en paralelo.

6.5.1. Selección de parámetros

Siguiendo el modelo propuesto por Soto et al. [92] y descrito en la Sección 5.2.2, es posi-
ble calcular la entropía de un conjunto usando una buena estimación de los elementos más
frecuentes. La estimación de los elementos más frecuentes se puede realizar con un sketch de
cuentas y una cola de prioridad para almacenar las estimaciones. En el mismo trabajo se puede
ver cómo un arreglo de colas de prioridad (PQA) puede ser utilizada para este fin, introduciendo
un error bajo y disminuyendo notablemente el tiempo de inserción. En el primer experimento,
evaluamos el tamaño del PQA necesario para obtener un error tolerable considerando los 400
pares de genomas usados en la evaluación de la similitud de Jaccard. En conjunto, evaluamos el
comportamiento usando un muestreo de datos con un valor de s entre 4 y 14 bits, siguiendo lo
descrito en la Sección 5.2.3. Como se ve en la Figura 6.6a, a mayor muestreo el error converge
en una cantidad de elementos en el PQA menor. De este resultado se infiere que los menores
errores se obtienen cuando, independientemente del muestreo, la mayor parte de los elementos
se encuentran en la cola de prioridad. De esta forma buscamos un rango tolerable de errores, con
tamaños de PQA posibles de utilizar en una implementación en hardware. La Figura 6.6b mues-
tra los errores en múltiplos de 4096 (4k) elementos en una cola de prioridad perfecta, mientras
la Figura 6.6c muestra el mismo rango pero usando un PQA. Con esta información se decidió
utilizar un PQA de 32K o 8× 4K elementos.

Posteriormente, evaluamos el error de estimación de JSD introducido al usar un sketch de
cuentas. La Tabla 6.4 muestra la comparativa de tres sketches: Count sketch (CS), Count-Min
(CM) y Count-Min CU (CM-CU), con parámetros d ∈ [5, 7, 9] y w ∈ [4K, 8K, 16K]. Es posible
ver que los errores son muy pequeños, confirmando la acción del muestreo y la elección de
realizar la estimación de la entropía usando solo los elementos más frecuentes. De igual forma,
siguiendo los errores presentados en la Tabla 6.4, se utilizó un sketch Count-Min de 5 × 16K

con un muestreo de 10 bits.
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(c) Arreglo de colas de prioridad con 4K colas de 1 a 10 elementos cada una.

Figura 6.6: Error cuadrático medio (RMSE) de similitud usando divergencia de Jensen-Shannon
(JSD). Las Figuras (a) y (b) usan estructuras exactas, la Figura (c) utiliza un arreglo de colas
construido con una función MurmurHash3. Cada prueba fue realizada con un muestreo s entre
4 y 14 bits. Los errores fueron calculados respecto a la similitud JSD exacta de cada par de
genomas, considerando los 400 pares utilizados por Dashing [7].
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Tabla 6.4: Error cuadrático medio (Root-mean-square error, RMSE) de la similitud usando
Jensen-Shannon con muestreo entre 8 y 12 bits; sketches Count sketch, Count-Min sketch y
Count-Min CU de diferentes dimensiones; PQA de 8 × 4K elementos. El error fue calculado
usando los mismos 400 pares de genomas utilizados por Dashing [7]. El cálculo de la entropía
solo considera los elementos más frecuentes, según la Ecuación (5.7).

s w

RSME
CS CM CM-CU

d = 5 d = 7 d = 9 d = 5 d = 7 d = 9 d = 5 d = 7 d = 9

8 4K 0,1733 0,1695 0,1623 0,1366 0,1355 0,1340 0,1147 0,1119 0,1101
8K 0,1502 0,1407 0,1321 0,1102 0,1060 0,1018 0,0986 0,0963 0,0943

16K 0,1174 0,1078 0,1009 0,0851 0,0801 0,0770 0,0834 0,0797 0,0774

9 4K 0,1298 0,1176 0,1070 0,0645 0,0564 0,0505 0,0477 0,0429 0,0404
8K 0,0875 0,0725 0,0605 0,0293 0,0217 0,0168 0,0273 0,0209 0,0165

16K 0,0464 0,0321 0,0248 0,0118 0,0093 0,0086 0,0118 0,0094 0,0086

10 4K 0,0855 0,0703 0,0573 0,0253 0,0172 0,0120 0,0231 0,0164 0,0117
8K 0,0428 0,0293 0,0199 0,0076 0,0048 0,0042 0,0070 0,0047 0,0042

16K 0,0153 0,0093 0,0058 0,0041 0,0041 0,0041 0,0041 0,0041 0,0041

11 4K 0,0437 0,0300 0,0215 0,0078 0,0055 0,0051 0,0077 0,0055 0,0051
8K 0,0170 0,0100 0,0071 0,0051 0,0050 0,0050 0,0051 0,0050 0,0050

16K 0,0068 0,0053 0,0051 0,0050 0,0050 0,0050 0,0050 0,0050 0,0050

12 4K 0,0223 0,0111 0,0088 0,0078 0,0077 0,0079 0,0078 0,0078 0,0079
8K 0,0089 0,0079 0,0079 0,0078 0,0079 0,0079 0,0078 0,0079 0,0079

16K 0,0079 0,0078 0,0079 0,0081 0,0079 0,0079 0,0079 0,0079 0,0079

6.5.2. Desempeño de implementaciones

El desempeño de las implementaciones es evaluado en el tiempo que tarda cada una de ellas
en conseguir el resultado. En esta sección se evalúan las dos implementaciones descritas con
anterioridad: JSD-GPU y JSD-FPGA. En todos los casos se muestra la mediana del tiempo en
10 ejecuciones. En la primera etapa, ambas implementaciones tardan un tiempo similar: 2390
segundos en GPU y 2520 en FPGA, según lo presentado en la Tabla 6.5. Como se evaluó en
la Sección 6.4.3, el tiempo de procesamiento en la etapa de construcción está dominado por el
tiempo de acceso al dispositivo de almacenamiento. En este caso, el tiempo es mayor al tiempo
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Tabla 6.5: Tiempo de ejecución de las etapas de construcción de colas de prioridad y computo
de divergencia de Jensen-Shannon para la base de datos RefSeq completa. Usando diferentes
algoritmos e instancias de AWS. El reporte de desempeño para JSD-FPGA es en una instancia
f1.2xlarge y para JSD-GPU en una instancia g5.4xlarge. El tiempo reportado es en segundos y
la etapa de cálculo de JSD incluye la matriz completa.

Implementación Instancia Construcción
de colas (s)

Cálculo de
JSD (s)

JSD-FPGA f1.2xlarge 2520 1240

JSD-GPU g5.4xlarge 2390 2385

de construcción del otro método, presentado en la Tabla 6.2, debido al mayor tamaño de los
arreglos de colas, que alcanzan los 31, 28 GiB, con un tiempo asociado de escritura de 151
segundos.

Como muestra la Tabla 6.5, en la etapa de cálculo de la matriz de similitud la implementación
en GPU, JSD-GPU, tarda 2385 segundos, mientras la implementación en FPGA tarda 1240

segundos, cerca de la mitad del tiempo de la implementación en GPU. Este tiempo se explica por
el grado de paralelismo presente en el diseño, usando múltiples instancias del módulo principal
y el diseño en pipeline del algoritmo de unión entre colas, ilustrado en la Figura 5.9.

Las implementaciones en FPGA usaron un reloj de 250MHz para la comunicación con memo-
ria externa. El kernel de construcción de arreglos de colas usó un reloj de 308MHz, mientras el
kernel de similitud uno de 320MHz.

6.5.3. Uso de recursos en FPGA

La Tabla 6.6 muestra los recursos utilizados por la implementación en FPGA para ambas
etapas de procesamiento. En el kernel de construcción de arreglos de colas de prioridad, el recurso
con mayor uso son las BRAM, utilizadas en interfaces de memorias, pero principalmente en los
sketches Count-Min. Cada sketch necesita de 5 × 16 BRAM, cada módulo fue implementado
como un doble buffer, duplicando sus recursos para permitir una inserción continua de datos. Así,
cada kernel usa 160 BRAMs, con total para la implementación de 1280, lo que sumado al resto
de memorias utilizan el 73, 42% de las memorias disponibles en el chip. De igual forma, cada
arreglo de colas de prioridad utiliza ocho UltraRAMs (URAM), con un total de 16 por kernel y
128 para la implementación completa. El uso de DSPs alcanza un 14, 04% del total disponible
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Tabla 6.6: Utilización de recursos en FPGA para los dos kernels utilizados en el proceso de
cálculo de divergencia de Jensen-Shannon.

Recurso Construcción de colas Cálculo de JSD Disponibilidad

LUTs 75 219 757 827 1 180 984

Registers 105 181 108 353 2 364 480

BRAMs 1586 750 2160

URAMs 128 192 960

DSP slices 960 4032 6840

y está dado principalmente por las operaciones necesarias para el cálculo de las funciones hash,
donde cada una utiliza 24 DSPs. Cada kernel instancia cinco módulos de MurmurHash3, uno
por cada fila del sketch Count-Min, con un total 960 DSP en la implementación. La utilización
del resto de los recursos es bajo el 7%.

El kernel de cálculo de similitud utiliza un 64, 17% de LUTs disponible, este uso se da
principalmente por el módulo de cálculo de entropía y los 16 módulos de logaritmo que éste
instancia. El uso de registros alcanza un 4, 58% debido a los buffers de entrada para distribuir
los datos en el kernel y en los pipelines internos de cada módulo. Esta implementación tiene
un uso intensivo de memoria, llegando a usar 20% de las URAM y un 34, 72% de las BRAM
disponibles en el chip. El número de URAM está directamente relacionado a la cantidad de
pivotes utilizada, donde cada uno de ellos requiere de ocho URAM, por lo que para los seis
pivotes utilizados por interfaz se requieren 192 memorias. En el caso de las BRAM, el uso está
distribuido entre las memorias FIFO de entrada y salida de los módulos de lectura y escritura,
respectivamente, y en las tablas de cálculo de los logaritmo en el módulo de entropía. Además, el
módulo tiene un uso de un 58, 95% de los DSPs disponibles, dado por las operaciones necesarias
para el cálculo de entropía.

En esta implementación, a diferencia de la implementación del cálculo de similitud usando
Jaccard, el número de pivotes está limitado por el uso de recursos, en particular por el uso de
LUTs y la complejidad del ruteo que implica un uso alto de recursos. Debido a esta razón, el
número de pivotes máximo que se puedo alcanzar en este chip fue de seis por interfaz, con un
total de 24 pivotes.
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Capítulo 7. Conclusiones

Este trabajo presenta el diseño de dos aceleradores para el cálculo de similitud entre genomas
usando el paradigma de FPGA como servicio (FPGA-as-a-service). Incluyendo el diseño de
algoritmo para el procesamiento y transferencia eficiente de datos genómicos. Las soluciones
propuestas tratan los genomas como conjuntos de k-mers y, utilizando estructuras de datos
probabilísticas, permiten estimar métricas de similitud como la similitud Jaccard o la similitud
basada en la divergencia de Jensen-Shannon. Las arquitecturas propuestas utilizan los recursos
disponibles en FPGA actuales, explotando el paralelismo de grano grueso y fino, haciendo uso
extensivo de pipelines para acelerar las operaciones de inserción y consulta en las estructuras de
datos, y en las estimaciones respectivas. Se utilizaron algoritmos de streaming para maximizar
el desempeño, para poder explotar la alta capacidad de cómputo que tiene como contra la
reducida cantidad de memoria interna en los aceleradores, principalmente en FPGAs. Además,
en la similitud Jaccard, este trabajo propuso un criterio de descarte rápido de pares que, por
su cardinalidad, no pueden generar cierta similitud, permitiendo reducir el tiempo de cómputo
en los casos de uso más habituales para este tipo de aplicaciones.

En la similitud Jaccard, los resultados experimentales muestran que la aceleración en hard-
ware es efectiva, acelerando la construcción y el cálculo de la matriz de similitud. Comparado
con el estado del arte en la misma instancia de AWS, la implementación en FPGA es 2,9 veces
más rápida en la etapa de construcción y 277 veces en el cálculo de la matriz de similitud. Sin
embargo, debido a limitaciones físicas en la capacidad de cómputo y ancho de banda del medio
de almacenamiento en las instancias f1.2xlarge, el desempeño en la etapa de construcción está
limitado. Por esto, la etapa de construcción en la implementación en FPGA es 10% más lenta
que Dashing corriendo en una instancia con un costo por hora similar (g5.4xlarge). Igualmente,
en la etapa de cálculo de la matriz de similitud, el acelerador es 58 veces más rápido que Dash-
ing y cuatro veces más rápido que la implementación en GPU optimizada. Es esperado que
esta diferencia aumente al aumentar la cantidad de genomas analizados, ya que el cálculo de
similitud entre pares tiene una complejidad cuadrática.

En la similitud usando divergencia de Jensen-Shannon, los resultados muestran una acel-
eración de 1, 9 veces entre la implementación en FPGA y GPU para el cálculo de similitud. En
esta solución no existe una implementación de referencia en el estado del arte, por lo que la
implementación de la similitud de Jaccard puede ser utilizado como una referencia. En la etapa
de construcción el tiempo está dominado por el tiempo de lectura de datos desde el medio de
almacenamiento, con un componente adicional de escritura de los arreglos de cola, los cuales
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son un 1600% mayores que los sketches HLL utilizados para estimar la similitud Jaccard. En la
etapa del cálculo de la matriz de similitud, la implementación en FPGA es casi dos veces más
rápida que su equivalente en GPU, debido a las diferencias en el modelo de programación y al
mayor paralelismo alcanzado en la implementación en FPGA.

Las implementaciones se ejecutan sobre un FPGA UltraScale+ XCVU9P de Xilinx, pre-
sentes en las instancias F1 de AWS EC2. La implementación de Jaccard utiliza menos de un
30% de los recursos del chip, permitiendo la inclusión de más unidades de procesamiento para
datos genómicos. En el caso de la similitud usando Jensen-Shannon, el uso de recursos supera
el 60%. Ambas implementaciones presentan un error de estimación bajo. Sin embargo, la im-
plementación usando similitud Jaccard es más rápida y tiene un menor uso de memoria en
resultados intermedios entre etapas. Por esto, debería ser la implementación utilizada por de-
fecto, exceptuando aquellos casos donde sea necesario contrastarlo con otra métrica, o donde
Jaccard no sea tan efectivo, como en aquellos genomas muy grandes [31].

De los resultados obtenidos, es posible afirmar que el uso de aceleradores como FPGA y
GPU es efectivo en aplicaciones de genómica, ayudando a reducir los tiempos de procesamiento
con un nivel de costo similar. Sin embargo, del análisis realizado, es posible notar que el foco de
las plataformas de cloud computing, particularmente AWS, está en plataformas de aceleración
basadas en GPU, dificultando el desarrollo de aplicaciones heterogéneas con coprocesadores
en FPGA por las limitaciones descritas anteriormente en el host. Esto último se ve en las
limitaciones en ancho de banda en instancias F1, estudiadas en la Sección 6.4.3, y los múltiples
lanzamientos de nuevos tipos de instancias con GPU [97].

Una conclusión importante de este trabajo es la validación del uso de algoritmos de streaming
basados en sketches para el diseño de aceleradores en hardware. Estos algoritmos permiten
aprovechar el paralelismo disponible en un FPGA, sin la necesidad de almacenar todos los
datos a procesar. Un ejemplo de esto es el arreglo de colas de prioridad o PQA, el que se
diseñó para mantener los elementos más frecuentes en memoria con un tiempo de inserción
bajo. Esta estructura permitió el cálculo de la entropía de un genoma a una alta velocidad, al
permitir la inserción de un dato por ciclo. Las alternativas a esto eran implementar un algoritmo
de ordenamiento con el que el acelerador habría tardado varios ciclos de reloj en insertar un
elemento, o usar un arreglo sistólico con un alto uso de recursos que habría limitado enormemente
la cantidad de elementos a mantener en la estructura y la cantidad de genomas procesados en
paralelo.

La continuación de este trabajo puede ser el desarrollo de una plataforma en la nube para
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el uso de los aceleradores diseñados usando el paradigma FPGA-as-a-service. Esto permitiría
contrastar de forma rápida secuencias provistas por usuarios con una base de datos, lo que podría
ser útil en aplicaciones de clustering, mapeo de secuencias, o búsqueda de los genomas más
parecidos en la base de datos. También sería posible evaluar el desempeño de los aceleradores al
usar datos metagenómicos, lo que podría ser útil para acelerar aplicaciones de taxonomía. Otros
trabajos derivados son la combinación de Jaccard y Jensen-Shannon en un mismo acelerador
permitiendo combinar ambas métricas para hacer más robusto el cálculo de similitud. O la
creación de una biblioteca de algoritmos con aceleración en hardware para habilitar la creación de
pipelines de procesamiento, lo que sumado a la capacidad de reconfiguración dinámica que posee
la plataforma Vitis de Xilinx, podría ayudar en aplicaciones relacionadas con genómica y en
otras áreas que requieran procesamiento de grandes volúmenes de datos. Adicionalmente, sería
interesante evaluar el desempeño de aceleradores descritos en lenguajes de alto nivel como HLS o
OpenCL, con los que se podría reducir el tiempo de desarrollo. Por último, diseñar arquitecturas
multilenguaje para concentrar los esfuerzos de diseño en las etapas más importantes.
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Anexo A. Publicaciones

JACC-FPGA: A hardware accelerator for Jaccard similarity estimation using
FPGAs in the cloud
Publicado el 2023 en la revista Future Generation Computer Systems, presenta el diseño de
algoritmos y aceleradores para el cálculo de la similitud de Jaccard en genomas. Este trabajo
incluyó lo descrito en el Capítulo 4 y los resultados presentados en el Capítulo 6.

A high-throughput hardware accelerator for network entropy estimation using
sketches
Publicado el 2021 en IEEE Access, presenta la estimación de la entropía de flujos de red usando
una buena estimación de los elementos más frecuentes y asumiendo una distribución uniforme en
el resto de los datos. En este trabajo se diseñó un acelerador capaz de funcionar a una frecuencia
de reloj de 400 MHz, usando sketches de cuenta y un arreglo de colas de prioridad (PQA). El
método propuesto en este trabajo presentó un error del 1,5%.

A hardware accelerator for entropy estimation using the top-k most frequent
elements
Presentado en 2020 en Euromicro Conference on Digital System Design y seleccionado como
el “Outstanding paper of the DSD 2020 Programme”. Este trabajo presentó la estructura PQA,
evaluando su desempeño en el almacenamiento de los elementos más frecuentes de un flujo de
red. Esto se acompañó con el diseño de un acelerador capaz de funcionar con una frecuencia de
reloj de 354 MHz y obteniendo un error de estimación del 17%.

Hardware acceleration of k-mer clustering using locality-sensitive hashing
Presentado el 2019 en Euromicro Conference on Digital System Design, presenta un acelerador
para clustering de motif de ADN. Este trabajo implementa sketch MinHash usando un arreglo
sistólico, procesando un k-mer por ciclo a una frecuencia de 350 MHz.
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