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Resumen

El problema de la detección de bordes en imágenes digitales en escala de grises se puede
dividir en localización e identificación, en donde la localización es la búsqueda de pixeles en una
imagen y la identificación es la forma de saber si un pixel es borde o no. Un método tradicional,
como Canny, realiza una detección de bordes con una identificación eficaz, pero localización poco
eficiente al analizar todos los pixeles de una imagen. La detección de bordes tiene el propósito de
reducir y filtrar los datos de una imagen, entregando su estructura de bordes representativa, lo
que implica que en la imagen probablemente hay gran cantidad de datos o pixeles no realmente
necesarios de analizar y que son solo ruido para la detección.

El algoritmo ABC es una metaheuŕıstica del área de inteligencia de enjambre introducido el
año 2005, el cual trata de simular el comportamiento natural de las abejas de miel en su recolección
de comida o néctar. Las abejas de miel tienen un buen balance entre explotación y exploración,
y usan mecanismos de comunicación como la danza de la abeja (waggle dance) para localizar de
forma óptima nuevas y mejores fuentes de comida.

Luego, una identificación eficaz, como la de Canny, y una localización o búsqueda eficiente,
como el algoritmo ABC, pueden ser integradas para lograr una eficiente detección de bordes, con
el fin de que no sea necesario analizar todos los pixeles de una imagen para obtener su estructura
de bordes representativa. Esta integración, se logró en la creación del modelo ABC-ED realizado
en este trabajo, en donde un pixel de una imagen detectado como borde por el modelo, puede ser
considerado como una flor en la naturaleza. Aśı, ABC-ED detecta con una búsqueda eficiente las
flores dentro de un ambiente, simulando a las abejas en su recolección de néctar para la colonia.

Para la creación del modelo ABC-ED, se establecieron definiciones necesarias para explicar
mediante argumentación y pseudo-algoritmos su funcionamiento, siendo el núcleo necesario para
plasmar el modelo en su prototipo implementado, del cual se describe su diseño y ambiente de
trabajo usado.

Se realizó una experimentación del modelo ABC-ED usando su prototipo, resultando que
el modelo es más preciso en su detección de bordes a menor cantidad de análisis de pixeles que
realice; puesto que tiene un mejor desempeño en las imágenes con menos regiones de objetos y
más focalizadas que en imágenes más complejas con gran cantidad de contornos distribuidos, sin
embargo, el modelo necesita un promedio de 25.35 % de análisis de pixeles para detectar el 95 % de
lo que detecta Canny, el cual requiere de analizar siempre toda la imagen, teniendo una diferencia
promedio entre las salidas del modelo y Canny de 0.22 %. Logrando aśı una buena aproximación
visual con una leve diferencia a la salida de Canny, en donde ya se presenta la estructura de bordes
representativa de la imagen de entrada.
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1.2. Hipótesis . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2
1.3. Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.3.1. Objetivo General . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2
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18. Imágenes de salida pertenecientes a {% Fit Group = 100}. Fuente: Elaboración

propia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
19. Muestra de salidas de ABC-ED. En orden: la imagen de entrada I, la salida del

modelo al obtener el 95 % y 100 % de eficacia y el terreno de verdad de I. Fuente:
Elaboración propia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40

20. Análisis de comportamiento de ABC-ED para TM Mean y Median. Fuente: Elabo-
ración propia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

21. Análisis de comportamiento de ABC-ED para TM Matlab y Otsu. Fuente: Elabo-
ración propia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51

22. Análisis de métricas de ABC-ED para TM Mean y Median. Fuente: Elaboración
propia. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

23. Análisis de métricas de ABC-ED para TM Matlab y Otsu. Fuente: Elaboración propia. 53



iv
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Glosario

Heuŕıstica := Es una técnica diseñada para resolver un problema más eficientemente cuan-
do métodos clásicos no lo son, o para encontrar una solución aproximada cuando los métodos
clásicos no encuentran ninguna solución exacta. Esto se logra por un intercambio entre op-
timalidad, completitud, exactitud y precisión, y tiempo de ejecución.

Metaheuŕıstica := Es un método heuŕıstico para resolver un tipo de problema computacio-
nal general, usando los parámetros dados por el usuario sobre unos procedimientos genéricos
y abstractos de una manera que se espera eficiente.

ABC := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre. Sigla
en inglés por Artificial Bee Colony (Colonia Artificial de Abejas).

ACO := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre. Sigla
en inglés por Ant Colony Optimization (Optimización de Colonia de Hormigas).

GA := Es una metaheuŕıstica de búsqueda. Sigla en inglés por Genetic Algorithm (Algorit-
mos Genéticos).

PSO := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre. Sigla
en inglés por Particle Swarm Optimization (Optimización de Enjambre de Part́ıculas).

DE := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre. Sigla en
inglés por Differential Evolution (Evolución diferencial).

EA := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre. Sigla en
inglés por Evolutiany Algorithms (Algoritmos Evolutivos).

PS-EA := Es una metaheuŕıstica de la rama de algoritmos de inteligencia de enjambre.
Sigla en inglés por Particle Swarm Inspired Evolutionary Algorithms (Algoritmos evolutivos
inspirados en enjambre de part́ıculas).

Cohesión := Medida de fuerza o relación funcional existente entre las sentencias de un
mismo módulo. Un módulo cohesionado ejecutará una única tarea sencilla interactuando
muy poco o nada con el resto de módulos del programa. Se desea que los módulos tengan
una alta cohesión.

Acoplamiento := Grado de interdependencia que hay entre los distintos módulos de un
programa. Se desea que esta interdependencia sea lo menor posible, es decir, un bajo acopla-
miento.

Marco de imagen := Pixeles extremos de una imagen que conforman su peŕımetro.
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1. Introducción

En visión artificial y procesamiento de imágenes, la detección de bordes se preocupa de la
localización e identificación de significativas variaciones de niveles de grises en una imagen digital.
Esta información es muy útil en aplicaciones para imágenes en reconstrucción, movimiento, re-
conocimiento, mejoramiento, restauración, compresión, etc. Durante la historia del procesamiento
de imágenes, una gran variedad de detectores de bordes se han ideado donde se diferencian en
sus propiedades matemáticas y algoŕıtmicas [7]. La detección de bordes debe ser eficiente y eficaz,
detectando solo los verdaderos bordes de la imagen con bajo costo computacional, con el fin de
capturar los requerimientos de las etapas de procesamiento subsecuentes en una aplicación. Sin
embargo, esto es una tarea muy dif́ıcil de hacer. Generalmente hay un intercambio entre eficiencia
y eficacia. Un detector de bordes que sea más eficaz que otro, requiere de un mayor costo compu-
tacional, por lo que se necesita “quebrar” de alguna forma este intercambio para poder usar una
detección de bordes más eficaz en aplicaciones de tiempo real.

Hay una tendencia en la comunidad cient́ıfica de modelar y resolver problemas de optimiza-
ción complejos usando como inspiración la vida natural. Esto es principalmente debido a la baja
eficiencia de algoritmos clásicos de optimización para resolver a gran escala problemas altamente
no lineales o combinatorios. Una de las principales caracteŕısticas de las soluciones clásicas es la
baja adaptación que tienen de poder ser modelados para obtener una solución de un problema de
optimización. Con el fin de superar esta limitación, se requiere de algoritmos con mayor flexibilidad
y adaptabilidad para poder modelar un problema más cercano a la realidad.

Basado en esta motivación, muchos algoritmos han sido desarrollados inspirándose en la
naturaleza, e.g.: Algoritmos Genéticos (GA), Optimización de Colonia de Hormigas (ACO), Op-
timización de Enjambre de Part́ıculas (PSO), Algoritmos Evolutivos (EA), Algoritmos Evolutivos
inspirados en Enjambre de Part́ıculas (PS-EA), Evolución Diferencial (DE), etc. Estos algoritmos
son metaheuŕısticas que imitan o simulan la habilidad de seres o fenómenos en la naturaleza para
solucionar problemas de optimización. Hay una rama conocida como inteligencia de enjambre, en-
focada en el comportamiento colectivo descentralizado y auto-organizado de sistemas naturales o
artificiales. Colonia de Abejas Artificiales (ABC) es un algoritmo relativamente nuevo en inteligen-
cia de enjambre, introducido el año 2005 [6]. El algoritmo ABC trata de modelar el comportamiento
natural de las abejas de miel en su recolección de comida. Las abejas de miel tienen un buen ba-
lance entre explotación y exploración [8] y usan mecanismos de comunicación como la danza de
la abeja (waggle dance) para localizar de forma óptima nuevas y mejores fuentes de comida. Se
ha comparado el algoritmo ABC con varios de los algoritmos mencionados anteriormente [9–13].
Los experimentos indican que el ABC es mejor o al menos similar que los otros algoritmos. Es
flexible, adaptable y tiene la ventaja de usar menos parámetros de control. Además, el algoritmo
ABC se ha adaptado exitosamente para solucionar varios problemas en el área de procesamiento
de imágenes digitales [14].

Por lo anterior, el algoritmo ABC, es un buen candidato para adaptarlo y generar soluciones
eficientes a problemas que requieran nuevos algoritmos inteligentes de búsqueda. En particular,
para la detección de bordes en imágenes digitales.
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1.1. Descripción del Problema

Los bordes son una discontinuidad en los valores de intensidad de una imagen. Estos carac-
terizan ĺımites, y por ende, son un problema de fundamental importancia en procesamiento de
imágenes. La detección de bordes reduce significativamente la cantidad de datos filtrando infor-
mación inútil, mientras que preserva importantes propiedades estructurales de una imagen [15].

La detección de bordes se preocupa de la localización e identificación de significativas varia-
ciones de niveles de grises en una imagen digital, siendo un paso fundamental y de los primeros
en procesamiento de imágenes [16], por lo que es crucial que la detección de bordes sea eficaz
y eficiente. Un método eficaz de detección de bordes, como Canny, tiene la desventaja de tener
un alto costo computacional, siendo poco eficiente al realizar cálculos para todos los pixeles de
una imagen, puesto que la detección de bordes con un método tradicional se realiza mediante una
localización e identificación en todos los pixeles de la imagen; lo que hace dif́ıcil poder usar estos
métodos para aplicaciones de tiempo real.

La detección de bordes tiene el propósito de reducir y filtrar los datos a procesar en pasos
subsiguientes, entregando solo la información relevante de una imagen. Lo anterior implica, que
en una imagen probablemente hay una gran cantidad de datos o pixeles que no son necesarios
de analizar en la detección. Por ende, se busca una forma de poder hacer más eficiente
la localización o búsqueda en la detección de bordes de Canny, con el fin de que no
sea necesario analizar todos los pixeles de una imagen para obtener su estructura de
bordes representativa.

1.2. Hipótesis

Es posible desarrollar un modelo que integre el detector de bordes de Canny y el algoritmo
ABC, con el fin de lograr una detección de bordes eficiente y eficaz en imágenes digitales en escala
de grises, sin la necesidad de analizar todos los pixeles de una imagen para obtener su estructura
de bordes representativa.

Esta hipótesis está fundamentada en los resultados obtenidos en el trabajo de memoria de
t́ıtulo desarrollado [17].

1.3. Objetivos

1.3.1. Objetivo General

Desarrollar un modelo y un prototipo que de solución eficiente al problema de localización
en detección de bordes en imágenes digitales en escala de grises, integrando el detector de bordes
de Canny para la identificación, con el algoritmo ABC para la localización.

1.3.2. Objetivos Espećıficos

1. Revisar el estado del arte de métodos tradicionales de detección de bordes en imágenes
digitales en escala de grises.

2. Revisar el estado del arte del algoritmo ABC.
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3. Desarrollar un modelo que de solución eficiente al problema de localización en detección de
bordes en imágenes digitales en escala de grises, integrando el detector de bordes de Canny
para la identificación, con el algoritmo ABC para la localización.

4. Desarrollar prototipo acorde al modelo mencionado en punto 3.

5. Evaluar modelo usando su prototipo mencionado en punto 4.

1.4. Metodoloǵıa

Para llevar a cabo está tesis, se utiliza una metodoloǵıa iterativa, en donde en cada iteración,
si es que corresponde, se aplica:

Investigación:

1. Revisión y discusión bibliográfica sobre:

a) Detección de bordes en imágenes digitales. Los métodos tradicionales principales.

b) Algoritmo ABC, desde su inicios, qué es, en qué fue inspirado y basado. Usos en la
trayectoria del tiempo y trabajos relacionados al problema.

Desarrollo del Modelo:

1. Desarrollar un modelo que de solución eficiente al problema de localización en detección
de bordes en imágenes digitales en escala de grises, integrando el detector de bordes de
Canny para la identificación, con el algoritmo ABC para la localización.

2. Implementación del modelo desarrollado, resultando en un prototipo. Para lo anterior:

a) Definir herramientas necesarias para implementación y ambiente de trabajo.

b) Implementar el detector de bordes de Canny.

c) Implementar modelo desarrollado mencionado en punto 1.

Evaluación del Modelo:

1. Diseñar plan de prueba para el modelo:

a) Declarar y definir métricas de evaluación para el modelo.

b) Declarar experimentación con su propósito.

2. Aplicar plan de prueba diseñado. Para experimentación declarada:

a) Definirla y llevarlo a cabo.

b) Presentar resultados obtenidos.

c) Realizar análisis de resultados obtenidos.

Discusión y Conclusiones:

1. Śıntesis general del trabajo de tesis.

2. Śıntesis del modelo desarrollado.

3. Trabajo a futuro.

Elaboración informe de tesis: durante todo el transcurso de la tesis.
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1.5. Estructura de Informe

En caṕıtulo 2 se describe la detección de bordes y el algoritmo ABC, en caṕıtulo 3 se pre-
senta el modelo desarrollado que da solución al problema descrito. En caṕıtulo 4 se muestra la
experimentación hecha al modelo desarrollado. Por último, en caṕıtulo 5 se realiza una discusión
de śıntesis del trabajo y se presentan las conclusiones.
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2. Marco Teórico

En este caṕıtulo se describe el estado del arte de los métodos tradicionales principales de
detección de bordes, las propiedades fundamentales de la inteligencia de enjambre, el algoritmo
ABC y los trabajos relacionados al problema usando ABC.

2.1. Detección de Borde en Imágenes

La detección de bordes es el primer paso en muchas aplicaciones de visión artificial. Esta
reduce significativamente la cantidad de información a procesar filtrando datos no deseados o in-
significantes; mientras mantiene las propiedades estructurales importantes de una imagen [16].

El principal objetivo de la detección de bordes es localizar e identificar fuertes discontinui-
dades de los valores de los pixeles en una imagen. Estas discontinuidades son debidas a cambios
abruptos en la intensidad desde un pixel a otro, lo que caracteriza potenciales ĺımites entre objetos
o regiones en una imagen.

En el proceso de detección de bordes, se presentan problemas de falsos bordes detectados,
desacierto de verdaderos bordes, localización de bordes, alto tiempo computacional, problemas
debido a la presencia de ruido, etc.

Existen múltiples métodos para realizar la detección de bordes, pero la mayoŕıa se puede
agrupar en dos categoŕıas: detección de bordes basada en la derivada de primer orden (Métodos de
Gradiente) y detección de bordes basada en la derivada de segundo orden (Basados en Laplaciano).
Además, está el método de detección de bordes de Canny, que es un procedimiento que usa métodos
o conceptos de ambas categoŕıas.

2.1.1. Metodos de Gradiente

Los métodos clásicos de gradiente basados en la derivada de primer orden son: Cruz de
Robert [1], Sobel [2, 18] y Prewitt [3]. En estos métodos, se hace convolución entre la imagen y
sus respectivas máscaras o kernels para generar una imagen de gradiente en donde los bordes son
detectados mediante la búsqueda del valor máximo y mı́nimo de intensidad en la vecindad de un
pixel. Se determina si el pixel es un borde mediante el parámetro umbral µ. Esto se hace para cada
pixel de la imagen.

Cruz de Robert: El operador consiste en un par de máscaras de convolución de 2x2 (Figura
1), para detectar el gradiente en la dirección horizontal “x” y vertical “y”. Este operador es
más rápido que Sobel y Prewitt debido a que el tamaño de sus máscaras es menor, pero es
más sensible al ruido. La máscara “x” es la máscara “y” rotada 90o.

Figura 1: Máscaras de Robert. Fuente: [1].
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Sobel: Fue desarrollado para obtener una estimación del gradiente más eficaz que la Cruz
de Robert. El operador consiste en un par de máscaras de convolución de 3x3 (Figura 2),
para detectar el gradiente en la dirección horizontal “x” y vertical “y”. Este operador tiene
una vecindad más uniforme que la vecindad de 2x2 de Robert, lo que lo hace más isotrópico
y robusto, pero con un mayor costo computacional [18]. La máscara “x” es la máscara “y”
rotada 90o.

Figura 2: Máscaras de Sobel. Fuente: [2].

Prewitt: Es muy similar al operador de Sobel. Prewitt le da la misma relevancia a la vecindad
diagonal, horizontal y vertical de un pixel cuando combina sus dos componentes de gradiente.
En cambio, Sobel le da mayor peso a la vecindad horizontal y vertical. El operador Prewitt
consiste en un par de máscaras de convolución de 3x3 (Figura 3), para detectar el gradiente
en la dirección horizontal “x” y vertical “y”. La máscara “x” es la máscara “y” rotada 90o.

Figura 3: Máscaras de Prewitt. Fuente: [3].

Para cada método, sus máscaras pueden ser aplicadas separadamente a la imagen de entrada
para producir medidas separadas del gradiente en cada orientación, ya sea horizontal o vertical.

Sea I(x, y) la intensidad de un pixel de la imagen de entrada I en la posición (x, y); Gx(x, y)
la magnitud del gradiente en la dirección horizontal de I(x, y), formado por la convolución entre
la vecindad de I(x, y) y la máscara “x”; Gy(x, y) la magnitud del gradiente en la dirección vertical
de I(x, y) formado por la convolución entre la vecindad de I(x, y) y la máscara “y”.

Ambos componentes del gradiente Gx(x, y) y Gy(x, y) pueden ser combinados para calcular
la magnitud del gradiente (usando expresión (1)) y orientación en cada pixel de la imagen.

∇I(x, y) = G(x, y) =
√
Gx(x, y)2 +Gy(x, y)2 (1)

Está la opción de calcular la magnitud del gradiente de una forma más rápida computacio-
nalmente, pero menos precisa usando la expresión (2).

|G(x, y)| = |Gx(x, y)|+ |Gy(x, y)| (2)

El ángulo de orientación o dirección del gradiente para Sobel y Prewitt está dado por la
expresión (3). Para la Cruz de Robert, la expresión (3) tiene una modificación presentada por la
expresión (4).

Θ(x, y) = arctan(
Gy(x, y)

Gx(x, y)
) (3)
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Θ(x, y) = arctan(
Gy(x, y)

Gx(x, y)
)− 3π

4
(4)

El operador convolución “ ∗ ” define a Gx(x, y) y Gy(x, y) para cada método, en base a sus
máscaras respectivas y la vecindad de un pixel de la imagen de entrada definida en la Figura 4, con
pi el valor de intensidad del pixel i. Para cada método, los componentes del gradiente se definen
como sigue:

Cruz de Robert:

Gx(x, y) = x ∗ v1 =

[
+1 0

0 −1

]
∗
[
p1 p2
p3 p4

]
= p1 − p4

Gy(x, y) = y ∗ v1 =

[
0 +1
−1 0

]
∗
[
p1 p2
p3 p4

]
= p2 − p3

Sobel y Prewitt: con a = 2 para Sobel y a = 1 para Prewitt.

Gx(x, y) = x ∗ v2 =

−1 0 +1
−a 0 +a
−1 0 +1

 ∗
p1 p2 p3
p4 p5 p6
p7 p8 p9

 = p3 + a× p6 + p9 − p1 − a× p4 − p7

Gy(x, y) = y ∗ v2 =

−1 −a −1
0 0 0

+1 +a +1

 ∗
p1 p2 p3
p4 p5 p6
p7 p8 p9

 = p7 + a× p8 + p9 − p1 − a× p2 − p3

Figura 4: Vecindades para un pixel en una imagen. v1 es la vecindad para el operador de Cruz
de Robert centrado en p1. v2 es la vecindad para el operador de Sobel y Prewitt centrado en p5.
Fuente: Elaboración propia.

2.1.2. Metodos basados en Laplaciano

El Laplaciano es una medida bidimensional isotrópica basado en la derivada de segundo orden
de una imagen. Este operador se puede aproximar en forma discreta por el kernel en la Figura 5.
El Laplaciano para I(x, y) con vecindad v2 de la Figura 4 se define por la convolución dada en la
expresión (5).

Figura 5: Máscara de Laplaciano. Fuente: [4].

Laplaciano[I(x, y)] = 4× p5 − p2 − p4 − p6 − p8 (5)
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El Laplaciano de Gauss (LoG) [4] combina un filtro de suavizado gaussiano con el Laplaciano.
LoG se puede aproximar en forma discreta por la máscara de la Figura 6. Luego, LoG para I(x, y)
con vecindad v2 de la Figura 4 se define por la convolución presentada en la expresión (6).

Figura 6: Máscara de Laplaciano de Gauss (LoG). Fuente: [4].

LoG[I(x, y)] = 4× p5 + (p1 + p3 + p7 + p9)− 2× (p2 + p4 + p6 + p8) (6)

2.1.3. Detector de Bordes de Canny

El detector de bordes de Canny [19] fue desarrollado con la intención de mejorar los detec-
tores de bordes ya desarrollados en ese tiempo. Pese a su antigüedad, es considerado un detector
de bordes estándar. El procedimiento de Canny tiene el propósito de satisfacer tres objetivos
principales:

1. Baja tasa de error: buena detección de solo bordes realmente existentes.

2. Buena localización: la distancia entre los pixeles de borde detectados y pixeles de borde
reales tiene que ser mı́nima.

3. Respuesta mı́nima: solo una respuesta de detección por cada borde.

El procedimiento de Canny sigue la siguiente serie de pasos:

1. Suavizado: usando un filtro de suavizado gaussiano se quita el ruido de la imagen. La másca-
ra del filtro guassiano con una desviación estandar de σ = 1.4 es presentada en expresión
(7). El efecto de suavizado con este filtro para la imagen de entrada Lenna (Figura 7a) es
mostrado en Figura 7b.

1

159
∗


2 4 5 4 2
4 9 12 9 4
5 12 15 12 5
4 9 12 9 4
2 4 5 4 2

 (7)

2. Cálculo de gradiente y dirección: se calcula la magnitud del gradiente y su dirección por
cada pixel de la imagen. Generalmente es usado el operador Sobel descrito en sección 2.1.1.
El efecto de cálculo de gradiente para la imagen suavizada es mostrado en Figura 7c.

3. Adelgazamiento de bordes: se aplica la técnica no-máxima supresión (non-maximum
suppression o NMS) para adelgazar los bordes dados por la salida de gradiente magnitud.
Para lo anterior, por cada pixel de la imagen:

Se redondea su dirección de gradiente a uno de los cuatro posibles ángulos: 0o (hori-
zontal), 45o (diagonal derecho), 90o (vertical) o 135o (diagonal izquierdo). Los cuales
corresponden a una dirección posible dentro de la vecindad de Moore de 8 vecinos
alrededor de un pixel central.
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Se compara su magnitud con la de los pixeles vecinos en su dirección de gradiente
positiva y negativa. Por ejemplo, si su dirección de gradiente es vertical, se hace la
comparación con el pixel de arriba y abajo. Si la magnitud del pixel central es mayor
que la de ambos pixeles vecinos, la magnitud se conserva. En caso contrario, se suprime.

El efecto de aplicar NMS para la salida de gradiente magnitud es mostrado en Figura 7d.

4. Doble umbralización: Bordes potenciales son determinados por umbralización usando dos
umbrales, el umbral mı́nimo µmin y el umbral máximo µmax de la siguiente forma:

Si G(x, y) > µmax : I(x, y) se marca como borde fuerte.

Si µmin ≤ G(x, y) ≤ µmax : I(x, y) se marca como borde débil.

Si G(x, y) < µmin : I(x, y) se suprime.

El efecto de aplicar doble umbralización para la salida con bordes adelgazados usando como
µmin = 46 y µmax = 116 es mostrado en Figura 7e, en donde los bordes fuertes son de color
blanco y los bordes débiles son de color gris.

5. Seguimiento de bordes por histéresis: bordes finales son determinados suprimiendo
todos los bordes que no estén conectados a un borde fuerte, ya sea directamente o indirec-
tamente. Para lo anterior, se usa un algoritmo recursivo o iterativo que permita hacer un
seguimiento para detectar todos los bordes débiles conectados a algún borde fuerte. El efecto
de aplicar histéresis a la salida con doble umbralización, generando la imagen de salida final
de Canny, es mostrado en Figura 7f.

2.2. Inteligencia de Enjambre

En años recientes, la inteligencia de enjambre ha atráıdo a muchos investigadores cient́ıficos
de áreas relacionadas. Boneabeu et al. definieron inteligencia de enjambre como “...cualquier in-
tento de diseñar algoritmos o dispositivos para solucionar problemas distribuidos inspirados por el
comportamiento colectivo de colonias de insectos sociales y otras sociedades animales...” [20].

Dos conceptos fundamentales: autoorganización y división del trabajo son propiedades nece-
sarias y suficientes para obtener un comportamiento inteligente de enjambre.

1. La autoorganización es un conjunto de mecanismos dinámicos, que dan lugar a estructuras
al nivel global del sistema por medio de interacciones entre sus componentes de menor nivel.
Estos mecanismos establecen reglas básicas para las interacciones entre los componentes
del sistema. Las reglas aseguran que estas interacciones sean ejecutadas sobre la base de
sólo información local sin ninguna relación con el diseño global. La autoorganización se
basa en cuatro propiedades básicas: retroalimentación positiva, retroalimentación negativa,
fluctuaciones e interacciones múltiples.

a) Retroalimentación positiva: es un comportamiento simple de “regla de oro”que pro-
mueve la creación de estructuras convenientes, e.g: colocación de rastro de feromona en
hormigas y bailes en las abejas.
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b) Retroalimentación negativa: contrapesa la retroalimentación positiva y ayuda a es-
tabilizar el diseño colectivo. Ayuda a salir de ciertas soluciones locales encontradas.

c) Fluctuaciones: la aleatoriedad es a menudo crucial para estructuras emergentes, ya
que permite el descubrimiento de nuevas soluciones.

d) Interacciones múltiples: en general, se requiere de una densidad mı́nima de indivi-
duos mutuamente tolerantes, permitiéndoles hacer uso de los resultados de sus propias
actividades aśı como de otros.

2. La división del trabajo es un fenómeno creado por la acción de diferentes tareas dentro de
un sistema, que son realizadas simultáneamente mediante la cooperación de individuos espe-
cializados. Esto se cree que es más eficiente que tareas secuenciales realizadas por individuos
no especializados [21].

2.3. Algoritmo ABC

Se describe a continuación el comportamiento de las abejas de miel, el algoritmo ABC y sus
usos en la historia. Luego, los trabajos relacionados al problema usando el algoritmo ABC.

(a) Entrada. (b) Suavizada. (c) Gradiente magnitud.

(d) No-máxima supresión. (e) Doble umbralización. (f) Histéresis.

Figura 7: Serie de imágenes procedas por Canny. Fuente: Elaboración propia.
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2.3.1. Comportamiento de las abejas de miel

Tereshko considera una colonia de abejas de miel como un sistema dinámico recolectando
información desde un ambiente y ajustando su comportamiento acorde a éste [21].

Tereshko et al. desarrollaron un modelo mı́nimo del comportamiento de una colonia de abejas
de miel en su recolección de comida, que lleva al surgimiento de inteligencia colectiva de estas
[21–23]. Consiste de tres componentes esenciales: fuentes de comida, obreras empleadas y obreras
desempleadas. Y define dos modos destacados de comportamiento: reclutamiento para una fuente
y el abandono de ésta. Los componentes esenciales son explicados como sigue:

Fuente de comida: el valor de la fuente de comida para un insecto depende de varios
factores, entre los que se incluye su cercańıa a la colmena, riqueza o concentración de enerǵıa,
y la facilidad de extraer esta enerǵıa. Por simplicidad, se describe el “beneficio” de una fuente
como un solo atributo. Se ha demostrado que las abejas prefieren una fuente con mayor
riqueza que otra sin importar que tenga una mayor distancia con respecto de la colmena [24],
por lo que siempre encontraŕıan la mejor fuente de comida dentro de un ambiente cambiante.

Obrera empleada: está asociada con una fuente de comida en particular que está actual-
mente explotando o que está “empleada” en ésta. La empleada lleva consigo la información
sobre esta fuente, tales como la distancia, dirección respecto de la colmena y el beneficio. La
empleada comunica en el área de baile de la colmena la información de su fuente a través de
la danza (waggle dance) con cierta probabilidad, dependiendo del beneficio de su fuente en
la cual está empleada. Observar que la empleada solo sabe de la fuente que está actualmente
explotando, por lo que solo posee información de forma local. Una vez que la fuente se haya
“empobrecido”, la empleada pasaŕıa a ser una obrera desempleada.

Obrera desempleada: está continuamente buscando fuentes de comida para explotar. Hay
dos tipos de obrera desempleada: la exploradora y la espectadora. La exploradora busca
aleatoriamente en el ambiente alrededor de la colmena (hasta un radio de 14 km aprox.)
nuevas fuentes de comida. La espectadora espera en el área de baile de la colmena y es
reclutada para una fuente a través de la información comunicada por obreras empleadas. El
porcentaje de obreras que son exploradoras vaŕıa desde un 5 % hasta un 30 % (depende de
la cantidad de información hacia la colmena), con respecto al número total de abejas de la
colmena. El promedio es de un 10 % [24].

El intercambio de información entre abejas es el acontecimiento más importante en la forma-
ción de un conocimiento colectivo. Cada obrera empleada comparte su información de la fuente en
que está empleada con una probabilidad que es proporcional al beneficio de su fuente, danzando
en el área de baile de la colmena donde se encuentran las espectadoras con el fin de reclutarlas
a la fuente que se está comunicando. Luego, la cantidad de información circulando a través de
la colmena sobre una fuente será proporcional al beneficio de ésta, debido a que una fuente con
mayor beneficio tendrá más espectadoras que decidieron emplearse en esta fuente, y por ende,
tendrá más obreras comunicando mediante danza esta fuente. Por lo tanto, el reclutamiento para
una fuente es proporcional al beneficio de esta [23].

Por simplicidad, el abandono de una fuente de comida es igualmente probable para todas las
fuentes de comida [23].

Las propiedades básicas (mencionadas de forma general en sección 2.2) en que se basa la
autoorganización de las abejas de miel son las siguientes:
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1. Retroalimentación positiva: si el beneficio en fuentes de comida aumenta, el número de
espectadoras visitando estas fuentes también aumentará.

2. Retroalimentación negativa: la explotación de fuentes de comida con pobre beneficio es
detenido por las propias obreras.

3. Fluctuaciones: las exploradoras realizan procesos de búsqueda aleatorios para descubrir
nuevas fuentes de comida.

4. Interacciones múltiples: las obreras comparten su información sobre las fuentes de comida
con sus compañeras de colmena en el área de danza.

2.3.2. Algoritmo de Colonia de Abejas Artificiales (ABC)

El algoritmo ABC está basado en el comportamiento inteligente de enjambre de abejas de
miel en su recolección de comida. Fue introducido por Dervis Karaboga, en base a los componentes
esenciales de Tereshko et al., con el propósito de resolver problemas de optimización multidimen-
sionales y multimodales [6].

En el algoritmo ABC, se simula que la mitad de la colonia de abejas está compuesta por
obreras empleadas y la otra mitad por obreras espectadoras. Una obrera empleada es la que
explota o se emplea en una fuente de comida. Una obrera espectadora se emplea estocásticamente
en una fuente. Por cada fuente, solo hay una obrera empleada asociada al mismo tiempo. Una
fuente representa una posible solución del problema a optimizar. En el algoritmo ABC, solo se
manejan fuentes de comida para simular el comportamiento de las obreras. Los pasos generales del
algoritmo ABC están descritos en Algoritmo 1.

Algoritmo 1 Pseudo-algoritmo ABC. Los pasos generales. Fuente: [6].

Input: Establecer los parámetros: SN , MCN y limit.
Output: Fuente de comida con mayor fitness.

1: procedure ABC
2: Inicialización;
3: ciclo← 0;
4: while ciclo < MCN do
5: Fase Obreras Empleadas;
6: Calcular Probabilidades;
7: Fase Obreras Espectadoras;
8: Fase Obrera Exploradora;
9: Memorizar la fuente de comida con mayor fitness;

10: ciclo← ciclo+ 1;
11: end while
12: end procedure

Hay tres parámetros de control en el algoritmo ABC básico. SN es el número de fuentes
de comida, el cual es igual al número de obreras empleadas y al número de obreras espectadoras.
MCN es el número máximo de ciclos, que es la condición de parada del ABC básico. limit es el
ĺımite de pruebas para abandonar una fuente en caso de que ésta no haya podido ser mejorada.
Observar que por cada ciclo del algoritmo ABC, se consideran las SN fuentes por cada paso.



13

En la Inicialización, los valores de los parámetros son establecidos y una población de SN
fuentes es creada aleatoriamente. A cada fuente x(s), con f [x(s)] la función de evaluación del
problema a optimizar; se calcula su beneficio/fitness, el cual se asigna a fit[x(s)], y su contador
de pruebas se inicializa a cero (Algoritmo 2).

Algoritmo 2 Pseudo-algoritmo ABC detallado. Parte 1: Inicialización. Fuente: [6].

Input: Establecer los parámetros de control.
1: SN : número de fuentes de comida.
2: MCN : máximo número de ciclos.
3: limit : máximo número de pruebas para abandonar una fuente.

Output: Fuente de comida con mejor posición.
4: procedure ABC
5: // Inicialización
6: for s = 1 to SN do
7: x(s)← solución aleatoria;
8: fit[x(s)]← f [x(s)];
9: pruebas[x(s)]← 0;

10: end for

En la Fase de Obreras Empleadas, para cada fuente, se genera una fuente candidata v(s)
en el vecindario de la fuente actual x(s) mediante expresión (8) (Algoritmo 3).

v(s)j = x(s)j + φ[x(s)j − x(k)j] (8)

Donde k ∈ {1, 2, ..., SN}, con k 6= s, y j ∈ {1, 2, ..., D} son ı́ndices escogidos aleatoriamente.
D es la dimensión del problema (e.g.: bidimensional, D = 2). φ ∈ R, es un número aleatorio entre
[−1, 1] que controla la producción de una fuente en el vecindario de x(s). La posición de la fuente
x(s) es establecida mediante un conjunto de D elementos, en donde cada elemento x(s)j es la
posición de x(s) en la dimensión j respectiva. El conjunto de D elementos de v(s) es igual al de
x(s), con la excepción de la posición calculada v(s)j mediante expresión (8).

Luego, se calcula el fitness de v(s) y se realiza una selección greedy entre la fuente actual
x(s) y la fuente candidata v(s) detallada a continuación:

Si fit[v(s)] > fit[x(s)] : se reemplaza la fuente actual x(s) por la nueva fuente v(s).

Si fit[v(s)] ≤ fit[x(s)] : se mantiene la fuente actual x(s), pero se incrementa en uno su
contador de pruebas.

En Calcular Probabilidades, se calcula la probabilidad p[x(s)] de cada fuente x(s) en base
a su fitness mediante la expresión (9), con el fin de que cada obrera espectadora pueda elegir una
fuente mediante su fitness (Algoritmo 4).

p[x(s)] =
fit[x(s)]

SN∑
s=1

fit[x(s)]

(9)
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Algoritmo 3 Pseudo-algoritmo ABC detallado. Parte 2: Fase Obreras Empleadas. Fuente: [6].

11: ciclo← 0;
12: while ciclo < MCN do
13: // Fase Obreras Empleadas
14: for s = 1 to SN do
15: v(s)← solución vecina de x(s) calculada por exp. 8;
16: fit[v(s)]← f [v(s)];
17: if fit[v(s)] > fit[x(s)] then
18: x(s)← v(s);
19: fit[x(s)]← fit[v(s)];
20: pruebas[x(s)]← 0;
21: else
22: pruebas[x(s)]← pruebas[x(s)] + 1;
23: end if
24: end for

De esta forma, se simula el intercambio de información entre la obrera empleada y
espectadora, al codificar la información de cada fuente de comida asociada a cada obrera em-
pleada, para ser transmitida mediante danza hacia las espectadoras.

Algoritmo 4 Pseudo-algoritmo ABC detallado.
Parte 3: Calcular Probabilidades y Fase Obreras Espectadoras. Fuente: [6].

25: // Calcular Probabilidades
26: Se calcula la probabilidad p[x(s)] de cada fuente por exp. 9;
27: // Fase Obreras Espectadoras
28: s← 1; t← 0;
29: while t < SN do
30: r ← rand(0, 1); // r ∈ R, un número aleatorio.
31: if r < p[x(s)] then
32: t← t+ 1;
33: v(s)← solución vecina de x(s) calculada por exp. 8;
34: fit[v(s)]← f [v(s)];
35: if fit[v(s)] > fit[x(s)] then
36: x(s)← v(s);
37: fit[x(s)]← fit[v(s)];
38: pruebas[x(s)]← 0;
39: else pruebas[x(s)]← pruebas[x(s)] + 1;
40: end if
41: end if
42: s← (s mod SN) + 1
43: end while

En la Fase de Obreras Espectadoras, se elige estocásticamente SN fuentes de comida,
dependiendo del valor de la probabilidad p[x(s)]. De tal forma, que es más probable que se elija
una fuente con mayor fitness. Por cada fuente elegida se actúa igual que en la Fase de Obreras
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Empleadas. Se genera una fuente vecina candidata de la fuente actual para luego hacer selección
greedy entre ambas (Algoritmo 4).

Observar que para elegir SN fuentes, se hacen t intentos (con t ≥ SN), en donde es más
probable que se elijan estocásticamente las SN fuentes con mayores fitness, incluyendo las fuentes
candidatas que hicieron reemplazo por selección greedy en el mismo proceso de la fase. Esto hace
que el algoritmo ABC pueda converger más eficientemente hacia la solución final al simular el
reclutamiento para una fuente.

En la Fase de Obrera Exploradora, por cada fuente, se revisa su contador de pruebas y
se compara con el valor del parámetro limit (Algoritmo 5).

Si pruebas[x(s)] > limit : se abandona la fuente de comida x(s), reemplazándola por una
solución aleatoria, a la cual se calcula su fitness.

Si pruebas[x(s)] ≤ limit : la fuente x(s) se mantiene para el siguiente ciclo del algoritmo.

Algoritmo 5 Pseudo-algoritmo ABC detallado. Parte 4: Fase Obreras Exploradoras. Fuente: [6].

44: // Fase Obrera Exploradora
45: for s = 1 to SN do
46: if pruebas[x(s)] > limit then
47: x(s)← solución aleatoria;
48: fit[x(s)]← f [x(s)];
49: pruebas[x(s)]← 0;
50: end if
51: end for
52: Memorizar la fuente de comida con mejor posición;
53: ciclo← ciclo+ 1;
54: end while
55: end procedure

Durante el transcurso del tiempo, se han hecho algunas modificaciones en el algoritmo ABC
básico en las condiciones de parada del algoritmo (Algoritmo 1, punto 4). Sobre todo para poder
compararlo con otros algoritmos de forma justa e imparcial, se ha introducido un nuevo parámetro
de control llamado MFE que es el número máximo de evaluaciones de fitness que se realizan. Se
usa un contador global de número de evaluaciones de fitness que se incrementa cada vez que se
realiza una evaluación, y este es comparado con MFE en la condición de parada del algoritmo, en
vez de comparar metaheuŕısticas por la cantidad de ciclos ejecutados [8], debido a que cada uno
de estos algoritmos realiza procesos internos diferentes en cada ciclo, pero la cantidad de cálculos
de fitness indica cuantas evaluaciones y análisis de soluciones tuvo que hacer una metaheuŕıstica
en sus procesos internos para converger a la solución final encontrada.

2.3.3. Historia del Algoritmo ABC

Karaboga et al. describieron formalmente el algoritmo ABC para resolver problemas de opti-
mización de funciones numéricas. El ABC fue comparado usando un limitado número de problemas
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de testeo, con otros algoritmos: GA [9], PSO y PS-EA [10] y DE, PSO y EA [11]. En donde ABC
superó a los otros algoritmos. Se concluye que el algoritmo ABC tiene la habilidad de salir de
soluciones locales y puede ser usado eficientemente para funciones de optimización multivariables
y multimodales.

Karaboga et al. extendió el algoritmo ABC para resolver problemas de optimización con res-
tricciones [12]. Con el fin de hacer frente a las restricciones, se reemplazó el mecanismo de selección
de fuente de comida original del ABC. Se experimentó con trece problemas de restricción bien co-
nocidos y se comparó con PSO y DE. Se concluyó que el algoritmo ABC puede ser eficientemente
usado para éste tipo de problema.

Karaboga et al. comparó el desempeño del algoritmo ABC con los algoritmos GA, DE, PSO
y ES en un gran conjunto de funciones multidimensionales y multimodales de testing sin restriccio-
nes para su optimización [13]. Los experimentos indican que el algoritmo ABC es mejor o similar
que los algoritmos comparados, y tiene la ventaja de que usa menos parámetros de control que los
otros algoritmos.

El algoritmo ABC se ha aplicado para el problema del vendedor viajero [25], entrenar redes
neuronales [26,27], para el problema de árbol de cobertura mı́nima limitado de hojas [28] y muchos
otros problemas [29].

2.3.4. Trabajos detectando bordes en imágenes usando ABC

Desde el 2009, el algoritmo ABC ha sido exitosamente usado para varios problemas en las
áreas de procesamiento de señales, imágenes y video. Akay y Karaboga realizaron un estudio de
los problemas en estas áreas en que el algoritmo ABC ha sido aplicado [14]. Los métodos tra-
dicionales del estado del arte dedicados a los problemas en estas áreas tienen desventajas, como
un alto costo computacional, tener que afinar bien parámetros, baja velocidad de procesamien-
to, etc. Esto ha llevado a que los investigadores usen herramientas alternativas de optimización,
como el algoritmo ABC para resolver eficientemente problemas de optimización dif́ıciles en estas
áreas. En [14] se estudió 133 publicaciones entre 2009 y 2014, en donde se ve que la cantidad de
publicaciones crece cada año. De los 133 trabajos, 110 han sido sobre procesamiento de imágenes
en una gran cantidad de sus subáreas. En detección de bordes, se han publicado 4 trabajos [30–33].

Para una mejora en la calidad de los bordes de imágenes, en [30] se usó filtros h́ıbridos de
suavizado de imagen y el algoritmo ABC. Los resultados se compararon con Algoritmos genéticos
(GA). Se demuestra que ABC es la técnica de optimización más potente para muestras con un es-
pacio de solución grande, debido a su búsqueda en la muestra de forma estocástica e imparcial; por
lo que es rápidamente adaptable a procesamiento de imagen, por ende, a detección y mejoramiento
de bordes. Además, para poder evaluar localmente la solución, mediante fitness, se midió por la
suma de los valores de intensidades de bordes en una imagen mejorada, debido a que una imagen
en escala de grises con un buen contraste visual incluye varios bordes intensivos. La intensidad de
un borde es calculada usando el operador Prewitt.

En [31] se presenta un mecanismo para diseñar plantillas de sensores de imágenes basados en
redes celulares neurales (CNNs, sigla en inglés) usando el algoritmo ABC para la detección de bor-
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des. Primero se realizó una evaluación estad́ıstica para inspeccionar la conveniencia de usar ABC
para el problema, resultando que ABC es un algoritmo estable y robusto, por ende, es apropiado
utilizarlo. En el mecanismo, la imagen de salida dada por CNN converge a una imagen con bordes
ideales ajustando las plantillas de CNN por medio del algoritmo ABC. Lo anterior es realizado com-
parando ambas imágenes con una función objetivo de similitud que entrega el valor del fitness. El
algoritmo ABC evalúa mediante el fitness con el fin de obtener un mejor resultado, produciendo
un conjunto de plantillas que son enviadas a CNN, el cual usa este conjunto y la imagen con bor-
des ideales para generar la imagen de salida final. Los resultados del método son comparados con
resultados de métodos bien conocidos: Canny, Robert, Sobel y Prewitt. Además de otros métodos
particulares enfocados a solucionar el problema con CNNs sin el algoritmo ABC. La comparación
entre los resultados dados en imágenes en escala de grises y binarizadas son evaluados mediante las
métricas C (correlación), MSE (error cuadrático medio) y SSIM (similitud estructural), dando co-
mo resultado que el método CNN basado en ABC se desempeña mejor que todos los otros métodos.

En [32] se presenta un modelo h́ıbrido entre el algoritmo de atención visual basada en la
prominencia (saliency-based visual attention) y el algoritmo ABC para la detección de bordes
para un veh́ıculo aéreo de combate no tripulado (UCAV) con el fin de que pueda reconocer obje-
tivos. Primero, con la atención visual basada en la prominencia, se hace un preprocesamiento a la
imagen de entrada. Se hace extracción de caracteŕısticas (color, intensidad y orientación) en las
cuales se realizan operaciones centro-envolventes y normalización para luego hacer combinación a
través de diferentes escalas con el fin de obtener regiones prominentes de la imagen y poder redu-
cir en gran cantidad la información irrelevante a procesar de la imagen original. Luego, en estas
regiones prominentes, el algoritmo ABC es usado para detectar los bordes, evitando los efectos
del ambiente y ruido. Para obtener el fitness, se usa el valor de la intensidad de gris, donde para
un pixel o fuente de comida actual, se suman las diferencias absolutas de vecinos opuestos en la
vecindad de la fuente, donde la vecindad son los 8 pixeles alrededor del pixel central, incluyen-
do el vecino horizontal y vertical de cada pixel diagonal de la vecindad de la fuente actual, lo
que forma una vecindad clique. Los resultados obtenidos demuestran la factibilidad y eficacia del
método propuesto, garantizando una eficiente localización de un objetivo con una precisa detección
de bordes en ambientes complejos con ruido. Los resultados son presentados solo pictográficamente.

En [33], se presenta un modelo que usa para un pixel o fuente actual una vecindad de Moore, la
cual se usa para elegir aleatoriamente una fuente vecina. El valor de intensidad de gris de una fuente
es usado como fitness. La cantidad de fuentes creadas en inicialización, depende del tamaño de la
imagen, siendo igual a la ráız cuadrada de la cantidad de pixeles de la imagen. Se usa un umbral
para clasificar una fuente como borde. Este umbral es definido como la desviación estándar de los
niveles de gris en la imagen. Los resultados obtenidos se compararon con los resultados de Canny,
Robert y Sobel. Para hacer esta comparación, se usó la métrica de la Distancia de Hamming (DH),
que hace la comparación entre dos imágenes binarizadas de igual tamaño. DH analiza cada pixel
de igual posición entre las imágenes, entregando la cantidad total de pixeles diferentes entre ambas
imágenes de salidas. Se concluye que el algoritmo ABC puede ser una alternativa para detección
de bordes en imágenes. Sin embargo, se requiere mejorar el modelo; puesto que los resultados no
presentan un nivel cercano de eficacia a los métodos clásicos y Canny.
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3. Desarrollo

Se describe a continuación el modelo ABC-ED, que trata el problema de localización eficiente
en detección de bordes en imágenes digitales en escala de grises, integrando el detector de bordes
de Canny para la identificación, con el algoritmo ABC para la localización. Primero se establecen
definiciones necesarias del modelo. Luego, se explica el modelo y se muestra como pseudo-algoritmo.
Por último, se profundiza como fue implementando para la creación de su prototipo.

3.1. Definiciones

La entrada del problema es una imagen digital en escala de grises I. La imagen I está com-
puesta de pixeles con un tamaño de 8 bit cada uno, donde el valor de cada pixel es de una variedad
de un conjunto de 28 = 256 posibles valores dentro del rango {0, 1, 2, ..., 255}, donde el 0 es el
negro, el 255 es blanco, y los valores entre ]0, 255[ representan un nivel de gris.

La imagen I es representada por una matriz bidimensional IM de r filas y c columnas, en donde
cada elemento o pixel (por simplicidad) de IM es el valor de intensidad de gris de cada pixel de I
en la posición respectiva.

Un pixel de IM es una posible fuente de comida. Cada fuente tiene una vecindad, en donde la
cantidad de vecinos depende de la posición de la fuente en IM . Sea,

SN := El número de fuentes de comida.
fk := Una fuente de comida k.
fk(i, j) := Una fuente de comida k con posición (i, j) en IM e I.
Nfk := La vecindad de fk.
Λfk := La cantidad de vecinos de fk.
nfk := Un vecino de fk. Con nfk ∈ Nfk .
nνfk := El vecino ν de fk. Con nνfk ∈ Nfk .

Donde k ∈ {1, 2, ..., SN} y ν ∈ {1, 2, ...,Λfk}. Solo una obrera empleada está asociada a una
fuente al mismo tiempo. Con i, j ∈ N, i ∈ {1, 2, ..., r} y j ∈ {1, 2, ..., c} representa la posición de la
fila y columna respectivamente en IM .

La vecindad de una fuente de comida fk(i, j) se define como la vecindad de Moore de 8
vecinos alrededor (horizontal, vertical y diagonal) de fk. Se ilustra en la Figura 8 la vecindad de
fk con la posición de cada vecino nνfk . El tipo de posición de fk en IM es: No marco de I.

Figura 8: Vecindad de Moore de fk(i, j). Fuente: Elaboración propia.

El cálculo de fitness para un pixel, esta dado por la aplicación de un suavizado gaussiano
usando la expresión (7). Filtro que se aplica al pixel central y su vecindad, para luego calcular
el gradiente del pixel central usando el operador de Sobel para obtener la magnitud y valor de
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fitness usando expresión (1) y su dirección usando expresión (3).

Se definen cuatro conjuntos, que representan los estados posibles de una fuente. Estos conjuntos
son disjuntos, i.e., una fuente solo pertenece al mismo tiempo a un solo conjunto.

NFS := Son las fuentes que recién se han creado y no pertenecen a otro conjunto aún.

AFS := Son las fuentes activas. Cada fuente de AFS está asociada a una obrera.

IFS := Son las fuentes inactivas. Estas fuentes fueron activas anteriormente, pero cada una
fue reemplazada por una fuente vecina al hacer selección greedy entre ambas. Estas fuentes
aún no han sido agotadas, pero śı abandonadas.

EFS := Son las fuentes agotadas. Debido a que la cantidad de pruebas de cada fuente es
igual o superior al ĺımite posible, o que todos sus vecinos han sido analizados.

Además, se define el conjunto RP que contiene las posiciones rechazadas de IM que se van
encontrando en el proceso donde su fitness < µmin, por lo que una fuente no pertenece a RP .

El concepto usado de la cantidad de cálculos de fitness realizados y la cantidad de análisis
de pixeles para una imagen es el mismo.

Una fuente de comida selecta es una fuente cuyo fitness ≥ µmin. En ABC-ED se crean solo
fuentes selectas, debido a que hace al modelo más eficiente en el manejo de recursos, cantidad de
análisis de pixeles de la imagen y tiempo de ejecución [17].

Se define SN =
√
r × c, debido a que se desea como cota superior {r × c}, al realizar SN

acciones SN veces, y también porque es usado en el estado del arte [33].

El modelo ABC-ED está diseñado en dos fases. La primera fase es la integración de ABC
con los dos primeros pasos de Canny para cálculo de fitness, aplicando el suavizado y cálculo de
gradiente. La segunda fase es la aplicación de los siguientes pasos de Canny, los cuales son ade-
galzamiento de bordes, doble umbralización e histéresis. Sin embargo, la segunda fase no requiere
recorrer todos los pixeles de la imagen; puesto que solo se analiza las fuentes creadas por el modelo.

Teniendo lo necesario definido, se describe el modelo ABC-ED (Artificial Bee Colony - Edge
Detector o Colonia de Abejas Artificiales Detectoras de Borde).

3.2. Modelo ABC-ED

Los parámetros de entrada para ABC-ED son los del algoritmo ABC: SN , limit y MCN .
A los que se suman cuatro parámetros: I, µmin, µmax y ε. I es la imagen de entrada, µmin es
el valor de umbral mı́nimo para clasificar un pixel como fuente mediante su fitness, µmax es el
valor de umbral máximo para clasificar una fuente como borde débil y ε controla la localización
por exploración entre buscar nuevas fuentes en forma aleatoria o elegir una fuente inactiva de IFS.

La salida de ABC-ED es una imagen binarizada dada por la aplicación de histéresis en la
segunda fase del modelo.
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Los pasos generales de ABC-ED están descritos en Algoritmo 6. Se lee la imagen de entrada
y se establecen los parámetros. A continuación se explica cada paso.

Algoritmo 6 Pseudo-algoritmo ABC-ED. Los pasos generales. Fuente: Elaboración propia.

Input: Imagen y establecer los parámetros.
1: IM : imagen de entrada I.
2: µmin : valor mı́nimo de umbral para clasificar un pixel como fuente.
3: µmax : valor máximo de umbral para clasificar una fuente como borde débil.
4: SN : número de fuentes de comida.
5: MCN : máximo número de ciclos.
6: limit : máximo número de pruebas para agotamiento de una fuente.
7: ε : valor de control para localización por exploración.

Output: OM : imagen binarizada dada por histéresis.
8: procedure ABC-ED( )
9: Inicialización( );

10: ciclo← 0;
11: while ciclo < MCN ∧ SN > 0 do
12: Fase-Obreras-Empleadas( );
13: Calcular-Probabilidades( );
14: Fase-Obreras-Espectadoras( );
15: Fase-Obrera-Exploradora( );
16: ciclo← ciclo+ 1;
17: end while
18: no-máxima-supresión( );
19: doble-umbralización( );
20: histéresis( );
21: end procedure

En la Inicialización, se crea una población aleatoria de SN fuentes (Algoritmo 7). Para ob-
tener una fuente, se usa la función obtener-nueva-unica-fuentecomida-selecta (Algoritmo 15, Anexo
A), en donde para cada posición generada, si esta no existe ya como fuente y /∈ RP , se calcula su
fitness (Algoritmo 16, Anexo A), para el cual si es mayor que µmin, se crea la fuente y se retorna,
en caso contrario, la posición se agrega a RP . Luego, la fuente obtenida, se agrega en AFS. En el
caso de que no hayan más posibles fuentes para crear (Algoritmo 14, Anexo A), se debe terminar
la ejecución de la primera fase del algoritmo, ya que no existen más posiciones en IM identificadas
como a lo menos borde débil. Para terminar la fase, se puede hacer e.g.: ciclo←MCN y/o SN ← 0.

En la Fase de Obreras Empleadas, por cada fuente fk en AFS (Algoritmo 8), se usa
función obtener-vecino-candidato (Algoritmo 13, Anexo A) para obtener aleatoriamente un vecino
nfk que no se haya escogido de la vecindad Nfk usando la expresión (10) y se deja nfk como
escogido. Luego, en esta función se actúa dependiendo de la posición de nfk como sigue:

nνfk = Nfk [rand(1,Λfk)] (10)

Si la posición de nfk existe como fuente fn, no es necesario calcular el fitness, ya que este
fue calculado en un proceso anterior. Luego, se actúa dependiendo en qué conjunto está fn:
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Algoritmo 7 Pseudo-algoritmo ABC-ED. Función: Inicialización. Fuente: Elaboración propia.

1: function Inicialización( )
2: FuenteComida fk;
3: for f ← 1 to SN do
4: if hay-mas-posibles-fuentes-para-crear( ) then
5: fk ← obtener-nueva-unica-fuentecomida-selecta( );
6: agregar-en-afs(fk); // ahora fk ∈ AFS.
7: else terminar ejecución algoritmo ABC-ED fase 1;
8: end if
9: end for

10: end function

• Si fn ∈ IFS: al vecino nfk se asocia la fuente fn con su fitness. Este vecino reempla-
zará a fk, ya que fn aún le quedan vecinos para generar posibles fuentes o soluciones.

• Si fn /∈ IFS: se asocia al vecino nfk fitness 0 (el mı́nimo posible), debido a que
fn ∈ (AFS ∨ EFS), por lo que no se desea que fn reemplace a fk. Si fn ∈ AFS,
implica que fn está asociado a otra obrera en la actualidad, y desde el algoritmo ABC
está definido que solo una obrera está asociada por cada fuente, por lo que se actuará con
fn en su turno que corresponda en la misma fase del ciclo. Si fn ∈ EFS, no se debe
volver a trabajar con una fuente ya agotada, no se obtendrán nuevas soluciones de ella.

Si la posición de nfk no existe como fuente y /∈ RP , se calcula su fitness. Si este fitness <
µmin, la posición se agrega a RP y se asigna a nfk fitness 0. En caso contrario, se asigna a
nfk el fitness calculado, en donde este vecino reemplazará a fk.

Si la posición de nfk ∈ RP , se asocia su fitness a 0, debido a que no es de interés la posición
y no se desea que se cumpla la selección greedy de la fase.

Algoritmo 8 Pseudo-algoritmo ABC-ED. Función: Fase Obreras Empleadas.
Fuente: Elaboración propia.

1: function Fase-Obreras-Empleadas( )
2: FuenteComida fk ← AFS[0];
3: FuenteComida fn;
4: Vecino nfk ;
5: for each fk ∈ AFS do
6: nfk ← obtener-vecino-candidato(fk);
7: if fit(nfk) ≥ µmin then
8: fn ← nfk .fs;
9: if existe(fn) == false then // fn es null

10: fn ← crear-nueva-fuentecomida(nfk .i, nfk .j, fit(nfk)); // fn ∈ NFS
11: end if
12: reemplazar-fuentecomida(fk, fn); // fk ← fn
13: else pruebas(fk)← pruebas(fk) + 1;
14: end if
15: end for
16: end function



22

Luego, en la fase y con el vecino nfk obtenido, se realiza selección greedy entre fit(nfk) y
µmin. A diferencia del algoritmo ABC, en ABC-ED, se realiza selección greedy para reemplazo de
una fuente entre el fitness del vecino candidato y µmin, y no por el fitness entre el candidato y
la fuente actual, debido a que hace el modelo más eficiente [17].

La selección greedy se realiza como sigue:

Si fit(nfk) ≥ µmin: se obtiene la fuente asociada de nfk y se le asigna a fn. Si fn no existe
como fuente, la posición de nfk se crea como fuente, se calcula su fitness y se le asigna a fn.
Por último, se realiza el reemplazo de la fuente fk ∈ AFS por la fuente fn usando función
reemplazar-fuentecomida. En esta función, se realizan dos acciones a destacar. La primera
acción es: para asignar en cuál conjunto quedará fk se verifica si fk está agotada, debido a que
es posible que fk se agote justo antes de ser reemplazada. Se debe usar la misma condición de
agotamiento que en la Fase de Obrera Exploradora. Luego, si fk está agotada, fk → EFS,
en caso contrario, fk → IFS, y fn → AFS. La segunda acción es: la probabilidad y rangos
de ruleta de fk se heredan a fn, los cuales son calculados en función Calcular-Probabilidades
(Algoritmo 9), debido a que no es una mala aproximación los valores heredados y se evita el
costo de realizar el cálculo de probabilidades para todas las fuentes en AFS cada vez que se
hace un reemplazo de fuente en la misma fase y ciclo del algoritmo.

Si fit(nfk) < µmin: se aumenta el contador de pruebas de fk y se mantiene en AFS.

En Calcular Probabilidades, por cada fuente fk en AFS, se calcula su probabilidad p(fk)
en base a su fitness usando la expresión (9), para aśı construir una ruleta de selección AVL
(Algoritmo 9), en base al árbol de búsqueda binario auto-balanceable AVL [34]. Luego, en la Fase
de Obreras Espectadoras se puede elegir estocásticamente una fuente por medio de la ruleta de
selección AVL eficientemente.

Algoritmo 9 Pseudo-algoritmo ABC-ED. Función: Calcular Probabilidades.
Fuente: Elaboración propia.

1: function Calcular-Probabilidades( )
2: FuenteComida fk ← AFS[0];
3: rango← 0;
4: suma fit← obtener-suma-total-de-fitness-de-fuentes-en-afs( );
5: for each fk ∈ AFS do
6: p(fk)← fit(fk)/suma fit; // acorde a expresión. (9).
7: RuletaAVL → agregar(rango, rango+ p(fk), fk);
8: rango← rango+ p(fk);
9: end for

10: end function

En la Fase de Obreras Espectadoras, se eligen SN fuentes fk estocásticamente. En donde,
por cada fuente fk se debe revisar siempre si su vecindad Nfk está agotada (no le quedan vecinos
por analizar), debido a que es posible que la fuente venga agotada desde la Fase de Obreras Em-
pleadas o que la fuente pueda ser escogida más de una vez en la misma fase del ciclo y aún no se
llega a la fase de exploración. A mayor fitness de fk y a mayor cantidad de vecinos de fk que sean
fuentes, es más probable que se elija la fuente fk. Luego, ya teniendo el vecino escogido de fk, se
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actúa de la misma forma que en la Fase de Obreras Empleadas ya descrita.

Observar que hay una diferencia entre el algoritmo ABC y ABC-ED en cómo se obtiene una
fuente estocásticamente. ABC está diseñado para converger a una sola solución final, la cual va
incrementando su fitness, y por ende su probabilidad, en cambio, en ABC-ED se requiere encontrar
múltiples soluciones finales, por lo que las probabilidades de las fuentes están más distribuidas
durante la mayoŕıa de la ejecución. Lo anterior hace que por cada número aleatorio generado r, se
busque una fuente fk ∈ AFS con rango de ruleta [a, b], de tal forma que r ∈ [a, b]. Esto se realiza
t veces, con t ≥ SN , solo por la razón de que es probable que algunas fuentes vengan agotadas o
se agoten en el proceso de la fase.

Algoritmo 10 Pseudo-algoritmo ABC-ED. Función: Fase Obreras Espectadoras.
Fuente: Elaboración propia.

1: function Fase-Obreras-Espectadoras( )
2: FuenteComida fk ← AFS[0];
3: FuenteComida fn;
4: Vecindad Nfk ;
5: Vecino nfk ;
6: t← 0; r ← 0;
7: while t < SN do
8: r ← rand(0, 1);
9: fk ← obtener-fuentecomida-en-ruleta-avl(r);

10: Nfk ← obtener-vecindad(fk);
11: if hay-vecinos-por-escoger(Nfk) then
12: t← t+ 1;
13: nfk ← obtener-vecino-candidato(fk);
14: if fit(nfk) ≥ µmin then
15: fn ← nfk .fs;
16: if existe(fn) == false then // fn es null
17: fn ← crear-nueva-fuentecomida(nfk .i, nfk .j, fit(nfk)); // fn ∈ NFS
18: end if
19: reemplazar-fuentecomida(fk, fn); // fk ← fn
20: else pruebas(fk)← pruebas(fk) + 1;
21: end if
22: end if
23: end while
24: end function

En la Fase de Obrera Exploradora, por cada fuente fk ∈ AFS, se revisa si está agotada.
Una fuente fk está agotada siempre cuando la Nfk no tenga más vecinos para escoger, debido a
que no se podrán obtener más soluciones de ella. Además, se mantiene la opción original de ABC
respecto al parámetro de control limit para agotamiento de una fuente. A diferencia del ABC, se
usa la comparación “ ≥ ”, ya que resulta más natural la comparación con limit representando la
cantidad de vecinos de fk, i.e., el máximo de pruebas de fk seŕıa el análisis de limit vecinos de fk
(Algoritmo 11).
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Luego, si fk está agotada, se obtiene su forma de reemplazo usando función obtener-forma-
de-reemplazo (Algoritmo 17, Anexo A). Existen tres formas de reemplazo: Nueva Exploración,
Fuentes Inactivas y No Más Fuentes de Reemplazo.

En Algoritmo 17, si hay más posibles fuentes para crear e IFS 6= ∅, el parámetro de control
ε ∈ [0, 100] indica el porcentaje de probabilidad para que la forma de reemplazo sea por Nueva
Exploración, donde ε = 100 indica que siempre se hará reemplazo por Nueva Exploración (gene-
ración aleatoria); ε = 0 indica que nunca se hará reemplazo por Nueva Exploración, puesto que
se hará por Fuentes Inactivas ; y para los valores de ε ∈ ]0, 100[ indica que la elección es aleatoria
entre ambas formas de reemplazo, con ε% de probabilidad que el reemplazo de una fuente agotada
sea por Nueva Exploración.

Algoritmo 11 Pseudo-algoritmo ABC-ED. Función: Fase Obrera Exploradora.
Fuente: Elaboración propia.

1: function Fase-Obrera-Exploradora( )
2: FuenteComida fk ← AFS[0];
3: FuenteComida fr;
4: Vecindad Nfk ;
5: forma reemplazo← 0;
6: for each fk ∈ AFS do
7: Nfk ← obtener-vecindad(fk);
8: if pruebas(fk) ≥ limit ∨ hay-vecinos-por-escoger(Nfk) == false then
9: obtener-forma-reemplazo:

10: forma reemplazo← obtener-forma-de-reemplazo( );
11: if forma reemplazo == Nueva Exploracion then
12: fr ← obtener-nueva-unica-fuentecomida-selecta( );
13: if existe(fr) then // fr 6= null
14: reemplazar-fuentecomida-abandonada(fk, fr); // fk ← fr
15: else goto obtener-forma-reemplazo;
16: end if
17: else if forma reemplazo == Fuentes Inactivas then
18: fr ← obtener-fuentecomida-de-ifs( );
19: reemplazar-fuentecomida-abandonada(fk, fr); // fk ← fr
20: else if forma reemplazo == No Mas Fuentes de Reemplazo then
21: remover-de-afs(fk);
22: agregar-en-efs(fk);
23: SN ← SN − 1;
24: end if
25: end if
26: end for
27: end function

En la forma de reemplazo Nueva Exploración se obtiene una nueva fuente fr ∈ NFS y se
reemplaza fk ∈ AFS por fr. Luego, fk → EFS y fr → AFS. Como último caso, se puede dar que
antes de llamar a la función obtener-nueva-unica-fuentecomida-selecta hubieran posibles posiciones
para crear como fuentes, pero en la llamada a la función, se analizaron todas las posiciones faltan-
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tes, pero solo se encontraron posiciones rechazadas ∈ RP , por lo que se debe generar nuevamente
una forma de reemplazo, la cual será Fuentes Inactivas o No Más Fuentes de Reemplazo.

En la forma de reemplazo Fuentes Inactivas se aprovechan fuentes fr ∈ IFS ya creadas
anteriormente, pero que fueron reemplazadas por otras fuentes en el proceso. Sin embargo, está la
posibilidad de que en la Nfr hayan soluciones no analizadas aún. Se obtiene una fuente fr remo-
viéndola de IFS. Luego, fk ∈ AFS es reemplazada por fr, quedando fk → EFS y fr → AFS.
Para remover una fuente fr de IFS se usa una poĺıtica FIFO (primero en entrar, primero en
salir), debido a su bajo costo y a que una fuente más tempranamente agregada a IFS tiene mayor
probabilidad de que tenga más soluciones vecinas no analizadas, lo que puede ayudar a encontrar
más rápidamente soluciones.

En la forma de reemplazo No Mas Fuentes de Reemplazo se llega al último caso, que signi-
fica que no existen más fuentes por crear. Se introduce un mecanismo interno de término para el
modelo, el cual no existe en ABC. Se remueve fk de AFS, se agrega a EFS sin reemplazarla y se
disminuye en uno SN . Si ABC-ED llega a que SN = 0, la primera fase del algoritmo termina, ya
que no tiene más fuentes con que trabajar. Este mecanismo tiene la utilidad de poder saber, e.g.:
cuantos ciclos y evaluaciones de fitness máximas necesita el modelo para la imagen de entrada,
haciendo valioso el mecanismo para experimentación. Sin embargo, es muy probable que este es-
cenario de último caso no sea ideal.

Por lo anterior, la condición que se debe cumplir para que la primera fase de ABC-ED se
siga ejecutando (Algoritmo 6, punto 11) es: ciclo < MCN ∧ SN > 0.

Ya terminada la primera fase del modelo, se tiene como salida todas las fuentes creadas
durante el proceso en la lista FSP2, la cual se construye durante la primera fase, en donde al
momento de crear cada fuente, esta se inserta en FSP2. Por ende, FSP2 = AFS ∪ IFS ∪ EFS.

Luego, se continúa con la segunda fase, i.e., no-máxima supresión para adelgazamiento de
borde, doble umbralización e histéresis; pasos que están descritos en la sección 2.1.3. Sin embargo,
estos tres pasos son realizados solo recorriendo FSP2 y no todos los pixeles de la imagen como lo
hace Canny, por lo que ABC-ED es más eficiente.

En el adelgazamiento de borde, toda fuente tal que su fitness no sea mayor que la de ambos
vecinos en la dirección del gradiente se suprime, y por ende, es eliminada de FSP2.

En la doble umbralización, se clasifica cada fuente fk que haya quedado de FSP2 en función
de su fitness:

Si fit(fk) > µmax: la fuente es un borde fuerte.

Si µmin ≤ fit(fk) ≤ µmax: la fuente es un borde débil.

Si fit(fk) < µmin: la fuente se suprime y es eliminada de FSP2.

Para el seguimiento de bordes por histéresis, se diseñó un algoritmo iterativo que usa la fila
edges. Este algoritmo consiste en dos etapas:
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La primera etapa es recorrer FSP2 en busca de fuentes que sean bordes fuertes. Si una fuente
es borde fuerte, esta es agregada a edges y es marcada como borde final en la imagen de
salida OM . Esta etapa se aprovecha de realizar al momento de hacer la doble umbralización.

La segunda etapa consiste en recorrer edges hasta que esté vaćıa. Por cada fuente fk (borde
fuerte) en edges, se analiza su vecindad. Solo si un vecino es un borde débil y no está ya
marcado en OM , el vecino se agrega a edges como borde fuerte y se marca en OM como
borde final. Luego, fk es eliminada de edges.

Con la histéresis terminada, se tiene la imagen binarizada OM , la cual es la salida del modelo
ABC-ED.

3.3. Implementación

Para realizar la implementación del modelo, se definió como herramientas y ambiente de
trabajo lo siguiente:

El lenguaje de programación C++ orientado a objeto, debido a que es eficiente y permite
un gran control sobre la implementación. Sin embargo, carece de opciones rápidas de visualización
gráfica, por lo que se requiere integrar con una herramienta para poder leer imágenes, procesar
estas y visualizar datos de forma gráfica. MATLAB tiene estas caracteŕısticas, y se puede integrar1

con C/C++. Para la implementación se usó MATLAB Engine2 Interface. Lo cual es una API que
permite realizar comandos de MATLAB directamente desde C/C++. Esto requiere de una versión
de MATLAB instalada para ejecutar la implementación. Con el motor de MATLAB se puede usar
C/C++ Matrix Library3 que trabaja con una estructura de datos mxArray para poder recibir y
enviar datos entre C/C++ y MATLAB. La biblioteca se puede encontrar en un directorio don-
de está instalado MATLAB llamado extern, la cual está disponible para las plataformas Linux,
Windows x32 y x64 y Mac OS X. Debido a que actualmente todas las capacidades que entrega
MATLAB Engine están disponibles solo para Windows y se tiene acceso a MATLAB x64, se uti-
lizó Windows x64 como plataforma de trabajo. Para compilación4 se usó Microsoft Visual C++
2015 Profesional el que viene incluido en el IDE Visual Studio5 2015 de forma gratuita. De todas
formas, solo se requiere configuración para poder generar el ejecutable en Windows x32 junto con
la biblioteca dada por MATLAB x32 y aśı ejecutarlo correctamente y poder usar MATLAB Engine.

Para poder realizar el cálculo de fitness usando el operador de Sobel, en ABC-ED se im-
plementó este operador en el prototipo, el cual da resultados idénticos a los dados utilizando este
operador directamente en MATLAB. Al igual que MATLAB, para el cálculo de gradiente de los
pixeles que están en el marco de la imagen de entrada, se considera que los valores de intensidad
afuera del marco de la imagen son asumidos como igual al valor más cercano de ese punto.

Se describe de forma breve y simple el diseño de implementación del modelo en Anexo B.

1http://www.mathworks.com/solutions/matlab-and-c/
2http://www.mathworks.com/help/matlab/calling-matlab-engine-from-c-c-and-fortran-programs.

html
3http://www.mathworks.com/help/matlab/cc-mx-matrix-library.html
4http://www.mathworks.com/support/compilers
5https://www.visualstudio.com

http://www.mathworks.com/solutions/matlab-and-c/
http://www.mathworks.com/help/matlab/calling-matlab-engine-from-c-c-and-fortran-programs.html
http://www.mathworks.com/help/matlab/calling-matlab-engine-from-c-c-and-fortran-programs.html
http://www.mathworks.com/help/matlab/cc-mx-matrix-library.html
http://www.mathworks.com/support/compilers
https://www.visualstudio.com
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4. Experimentación

En este caṕıtulo se presenta el diseño y aplicación del plan de prueba para el modelo, en
donde se establecen definiciones para la experimentación, se presentan sus resultados y se realiza
un análisis de estos.

4.1. Plan de Prueba

Se definen las métricas de evaluación de eficacia y eficiencia para el modelo. Dado que el
modelo integra el detector de bordes de Canny para realizar la identificación, ABC-ED solo va
identificando, a lo más, todos los pixeles que Canny detecta. Por lo anterior, la eficacia para ABC-
ED es lo detectado por Canny bajo el mismo ambiente (I, µmin y µmax).

Para evaluar la eficacia de ABC-ED, se usa la métrica Distancia de Hamming (HD) [35],
adaptada a evaluar entre dos matrices binarizadas de igual tamaño. La métrica HD analiza todos
los pixeles de igual posición entre ambas matrices, dando como salida la cantidad de pixeles que
tienen valores diferentes. Luego, con ciclo ∈ [0,MCN [ y ⊕ el operador lógico XOR, se define:

OM ciclo
ABC-ED := la matriz binarizada de salida del ciclo de ABC-ED.

OMCanny := la matriz binarizada de salida final de Canny.

HD(OM ciclo
ABC-ED, OMCanny) :=OM ciclo

ABC-ED⊕OMCanny =
r−1∑
i=0

(
c−1∑
j=0

OM ciclo
ABC-ED[i][j]⊕OMCanny[i][j]).

EdgesCanny :=
r−1∑
i=0

(
c−1∑
j=0

OMCanny[i][j]), la cantidad total de bordes detectados por Canny.

eficaciacicloABC-ED := EdgesCanny − HD(OM ciclo
ABC-ED, OMCanny), la cantidad de bordes iguales

entre la salida del ciclo de ABC-ED y Canny.

Aśı, el porcentaje de eficacia por cada ciclo del modelo esta dado por expresión 11.

% eficaciacicloABC-ED :=
(eficiaciacicloABC-ED

EdgesCanny

)
∗ 100 (11)

Para evaluar la eficiencia de ABC-ED, se usa la cantidad de cálculos de fitness o, que es
lo mismo, la cantidad de análisis de pixeles de la imagen necesarios para llegar a cierta eficacia.
Además, se tiene como referencia el número máximo de ciclos (MCN) y el tiempo de ejecución (t).

La doble umbralización del modelo, es donde se clasifica una fuente de comida como borde
débil o borde fuerte, usando los umbrales µmin y µmax. Para obtener de forma automática estos
umbrales para cada imagen de entrada, se utilizaron cuatro metodos de umbralización: Mean6 [36],
Median6, Matlab7 y Otsu8 [37], los cuales se definen en la Tabla 1, en donde mean(IM) es el valor
promedio o media aritmética de IM , median(IM) es el valor de mediana estad́ıstica de IM y µOtsu

6http://www.kerrywong.com/2009/05/07/canny-edge-detection-auto-thresholding/
7http://www.mathworks.com/help/images/ref/edge.html
8http://www.mathworks.com/help/images/ref/multithresh.html

http://www.kerrywong.com/2009/05/07/canny-edge-detection-auto-thresholding/
http://www.mathworks.com/help/images/ref/edge.html
http://www.mathworks.com/help/images/ref/multithresh.html
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es el valor dado al aplicar el método Otsu. Todos estos métodos son ejecutados en el ambiente de
Matlab y el valor de ambos umbrales por cada método es enviado al prototipo.

Método µmin µmax Proporción
Mean 0.66 ∗mean(IM) 1.33 ∗mean(IM) 2.5 ∗ µmin = µmax

Median 0.66 ∗median(IM) 1.33 ∗median(IM) 2.5 ∗ µmin = µmax
Matlab Dado por Matlab Dado por Matlab 2.5 ∗ µmin = µmax
Otsu 0.4 ∗ µOtsu µOtsu 2.5 ∗ µmin = µmax

Tabla 1: Cálculo de umbral para cada método de umbralización. Fuente: Elaboración propia.

El tiempo de ejecución (t) se mide en segundos, y es calculado usando la función clock.
El tiempo es tomado desde la inicialización del modelo hasta terminada la histéresis. El tiempo
de ejecución incluye la captura de datos y métricas de evaluación requeridas en la experimentación.

Para la experimentación, se usó el dataset BSDS5009 [5], el cual consiste de 500 imágenes na-
turales originales. Por cada imagen original, hay como promedio, 5 imágenes (niveles) en escala de
grises manualmente segmentadas. Por cada imagen segmentada (SEG), está su imagen de terreno
de verdad (GT) con sus bordes. Luego, como imágenes de entrada para la experimentación, se
usaron todas las imágenes segmentadas del dataset, y las salidas del modelo se evaluaron mediante
las métricas HD y C (Correlación)10 [38], con su terreno de verdad respectivo. La métrica C es
la medida de dependencia estad́ıstica entre dos matrices, con 0 ≤ C ≤ 1, en donde C = 0 indica
que las dos matrices son independientes, y C = 1 indica que las dos matrices son iguales. Ambas
métricas son evaluadas en el ambiente Matlab y su resultado es enviado al prototipo. En la Figura
9 se presentan algunas imágenes del dataset.

Además, se usan abreviaciones y definiciones en la experimentación que se presentan mediante
gráficos y tablas, con el fin de mostrar resultados de una forma ordenada. Las cuales son:

TM := método de umbralización.

Amount := cantidad de imágenes.

AVG X := el promedio de alguna definición X.

Cycle := la cantidad de ciclos ejecutados.

uMin := el valor de umbral mı́nimo µmin.

uMax := el valor de umbral máximo µmax.

% EG := el grupo de porcentaje de eficacia ( % eficacia). El % EG g, corresponden a todas
las salidas dadas por el modelo con un % eficacia ∈ ](g − 5) %, g%].

% Fit := el porcentaje de cálculos de fitness o análisis de pixeles con respecto al total de
pixeles de la imagen.

9https://www2.eecs.berkeley.edu/Research/Projects/CS/vision/grouping/resources.html
10http://www.mathworks.com/help/images/ref/corr2.html

https://www2.eecs.berkeley.edu/Research/Projects/CS/vision/grouping/resources.html
http://www.mathworks.com/help/images/ref/corr2.html
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(a) 8068 original. (b) 8068 SEG 1. (c) 8068 GT 1. (d) 8068 SEG 2. (e) 8068 GT 2.

(f) 223061 original. (g) 223061 SEG 5. (h) 223061 GT 5. (i) 223061 SEG 7. (j) 223061 GT 7.

(k) 113009 original. (l) 113009 SEG 1. (m) 113009 GT 1. (n) 113009 SEG 2. (ñ) 113009 GT 2.

(o) 242078 original. (p) 242078 SEG 1. (q) 2420780 GT 1. (r) 242078 SEG 5. (s) 242078 GT 5.

Figura 9: Imágenes de dataset BSDS500. Original, segmentación (SEG) y terreno de verdad (GT).
Fuente: [5].

% Fit N := el porcentaje de cálculos de fitness realizados mediante una localización por
vecindad con respecto al total de cálculos de fitness (Fit) realizados.

% Fit E := el porcentaje de cálculos de fitness realizados mediante una localización por
exploración con respecto al total de cálculos de fitness (Fit) realizados.

% HD Canny := el porcentaje del valor de la métrica HD al comparar una salida del modelo
con la salida dada por Canny bajo el mismo ambiente, con respecto al total de pixeles de la
imagen.
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% HD GT := el porcentaje del valor de la métrica HD al comparar una salida del modelo
con la imagen de terreno de verdad correspondiente, con respecto al total de pixeles de la
imagen.

C GT := el valor de la métrica C al comparar una salida del modelo con la imagen de terreno
de verdad correspondiente.

t := el tiempo de ejecución en segundos del modelo para obtener una imagen de salida.

% Fit Group := el grupo de porcentaje de cálculos de fitness ( % Fit). El % Fit Group f ,
corresponden a todas las salidas dadas por el modelo con un % Fit ∈ ](f − 5) %, f %].

Para la experimentación, se diseñó una base de datos (bd) con el fin de poder almacenar los
datos de eficacia, eficiencia y métricas de evaluación del modelo, y aśı de forma posterior poder
analizar los resultados haciendo consultas a la bd. Para lo anterior, la bd se implementó usando el
gestor MySQL, el cual se comunica con el prototipo por medio de MySQL Connector/C++, y se
desarrolló en un entorno web, un despliegue de reportes de la experimentación mediante gráficos
y tablas usando Google Charts 11, HTML, JavaScript, PHP y CSS.

Ya con todo lo necesario definido, se declara la experimentación con su propósito, para ser
definida y realizada al aplicar el plan de prueba.

La experimentación tiene el propósito de analizar el desempeño del modelo usando un gran
conjunto de entradas, de tal forma de analizar el promedio de sus resultados. El modelo se analiza
en dos aspectos: el de evolución y el de completitud. El aspecto de evolución, comprende toda la
ejecución del modelo y se analiza cómo este se desempeña en el tiempo en términos de cuántos
pixeles van analizados y qué tan similiar va su detección comparándolo con la salida final de Canny
y la imagen de terreno de verdad respectiva. El aspecto de completitud, comprende el término de
ejecución del modelo, o que es lo mismo, cuándo este alcanza el 100 % de eficacia y llega a la misma
salida dada por Canny, con el fin analizar cuantos pixeles el modelo necesitó como máximo para
detectar lo mismo que Canny.

4.2. Aplicación de Plan de Prueba

4.2.1. Experimento

En la Figura 10 se presenta una tabla de análisis para el dataset usado en el experimento. Se
usaron 2,696 imágenes de entrada (Img SEG), las cuales tienen una dimensión promedio de 369 x
432 pixeles. Para cada entrada, la salida del modelo se comparó con la salida final de Canny y con
su imagen de terreno de verdad (GT).

Figura 10: Análisis de dataset BSDS500. Fuente: Elaboración propia.

11https://developers.google.com/chart/

https://developers.google.com/chart/
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El valor de los parámetros del modelo usados en la experimentación para toda imagen de
entrada se presentan en la Tabla 2. Con SN la ráız cuadrada del total de pixeles de la imagen
de entrada. MCN con un valor lo suficientemente alto para que el modelo siempre termine su
ejecución usando su mecanismo interno de término. {limit = 8, ε = 0}, debido a que se desea que
el modelo realice la menor cantidad de cálculos de fitness posible, al analizar toda la vecindad por
cada fuente y dar como preferencia para exploración una fuente inactiva [17].

SN MCN limit ε√
r ∗ c 10000 8 0

Tabla 2: Parámetros usados en experimentación para el modelo. Fuente: Elaboración propia.

Para realizar la experimentación, esta se implementó en el prototipo, lo cual se presenta como
pseudo-algoritmo en Algoritmo 12. Para cada imagen de entrada, por cada método de umbrali-
zación se calcula el valor de los umbrales µmin y µmax, los cuales son usados al ejecutar Canny y
ABC-ED. Al ejecutar ABC-ED, por cada ciclo de ejecución, la salida del ciclo es comparada con
la salida final de Canny y con el GT correspondiente mediante las métricas HD y C, y se calcula
los datos de eficacia y eficiencia. Los resultados de Canny y ABC-ED son guardados en la base de
datos. Por último, se guardan las imágenes de salidas.

Algoritmo 12 Pseudo-algoritmo de experimentación de ABC-ED. Fuente: Elaboración propia.

Input: Conjunto de imágenes de entrada y terreno de verdad.
1: img input: una imagen de entrada.
2: img gt: una imagen de terreno de verdad.
3: tm: un método de umbralización.
4: procedure experiment( )
5: SN ; MCN = 10000; limit = 8; ε = 0; umbrales;
6: for each img input do
7: SN ← calcular-sn(img input);
8: img gt ← obtener-gt(img input);
9: for each tm do

10: umbrales ← calcular-umbrales(img input, tm);
11: ejecutar-canny(img input, umbrales, img gt);
12: ejecutar-abc-ed(img input, umbrales, SN , MCN , limit, ε, img gt);
13: guardar-imagenes-de-salida( );
14: end for
15: end for
16: end procedure

Para una justa comparación de la salida de cada ciclo de la fase 1 del modelo con la salida
final de Canny SC, luego de terminado un ciclo de ejecución de la fase 1 del modelo, dando la
salida S1, se le aplica la fase 2 del modelo, dando la salida S2, y esta salida S2 es la que se compara
con la salida de Canny, dado que ambas salidas (SC y S2) presentan bordes adelgazados, doble
umbralización e histéresis. Luego, se continúa con el siguiente ciclo del modelo en fase 1 con el
mismo estado del modelo al haber obtenido S1.
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La ejecución del experimento tuvo una duración de 18 d́ıas, 2 horas y 54 minutos en una
maquina con un CPU Intel Core i5 2.30GHz y 4 GB RAM.

Ya con el experimento definido, se presentan los resultados obtenidos y se analizan. Primero,
se realiza un análisis de los valores dados por los métodos de umbralización. Luego, se analizan los
resultados del modelo en su aspecto de evolución. Por último, se analizan los resultados del modelo
en su aspecto de completitud. Para todo análisis, se consideran todas las imágenes de entrada, y
por ende, todas las salidas del modelo promediando sus resultados.

En la Figura 11, se presenta como promedio los valores calculados automáticamente por cada
método de umbralización para todas las imágenes de entrada. Se observa que los valores dados por
el método Matlab son bastante menores que el resto, implicando que con este método, el modelo
acepta más frecuentemente un pixel como una fuente que el resto de los otros métodos.

(a) Gráfico de análisis de los métodos de umbralización.

(b) Tabla de Figura 11a.

Figura 11: Umbrales cálculados de los métodos de umbralización. Fuente: Elaboración propia.

Para analizar el aspecto de evolución del modelo, en la Figura 12 se presentan los gráficos de
análisis de comportamiento (Figura 12a) y el de análisis de métricas (Figura 12c), ambos con su
tabla de valores correspondiente a su derecha. Estos resultados son una agrupación promedio de
los resultados de los cuatro métodos de umbralización, los cuales consideran todas las salidas del
modelo de forma promedio y se presentan de forma separada en el Anexo C.

Para ambos gráficos, los resultados de todas las salidas del modelo son agrupados al grupo
de porcentaje de eficacia ( % EG) que corresponda, con el fin de saber, la evolución promedia,
en términos de la cantidad de cálculos de fitness ( % Fit) o análisis de pixeles, la diferencia con
respecto a la salida de Canny (HD Canny) y a su terreno de verdad (HD GT), y su dependencia
hacia este último (C GT).
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(a) Gráfico de análisis de comportamiento. (b) Tabla de Figura 12a.

(c) Gráfico de análisis de métricas. (d) Tabla de Figura 12c.

Figura 12: Análisis de comportamiento y métricas agrupando los TM. Fuente: Elaboración propia.
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En el gráfico de análisis de comportamiento, se observa que a pesar de haber forzado el
modelo a realizar una localización por vecindad máxima por medio de los parámetros limit y ε,
se requirió de un {%EG = 60} para que la búsqueda por vecindad ( % Fit N) sea mayor que
una búsqueda aleatoria ( % Fit E) en la imagen, sin embargo, sirvió para que el modelo aumente
lo menos posible la cantidad de pixeles que tuvo que analizar. Para los tres primeros grupos de
eficacia (5 %, 10 % y 15 %), se observa que hay un descenso en el % Fit y luego este crece hasta
el {%EG = 100}. Lo anterior es debido a los métodos de umbralización Mean y Median, con sus
altos valores de umbrales para ciertas imágenes, el modelo se inicializó con una elevada cantidad
de análisis de pixeles ; puesto que un alto valor de umbral implica una menor probabilidad de
crear un pixel como fuente de comida. Lo anterior no sucede para los métodos Matlab y Otsu.
Por último, para un {%EG = 100}, en donde el % eficacia ∈ ]95 %, 100 %], i.e., el último 5 % de
eficacia para obtener la misma salida que Canny, el modelo necesitó una cantidad de análisis de
pixeles promedio de un 25.35 % con respecto al total de pixeles de la imagen.

En el gráfico de análisis de métricas, se observa la evolución del modelo con un decremento
continuo en la diferencia que existe entre las salidas del modelo y la salida final de Canny respec-
tiva, lo cual decrece de forma mayor que con respecto a la comparación con el terreno de verdad
respectivo (GT), debido a la precisión de la identificación del detector de bordes de Canny, el
cual está integrado en el modelo. El aumento inicial en la diferencia entre las salidas de Canny y
GT es debido a los métodos de umbralización Mean y Median con sus altos valores de umbrales
para ciertas imágenes, en particular un alto µmax, implica una baja frecuencia en clasificar una
fuente como borde fuerte, y para este caso, el valor de µmax fue tan elevado que el modelo no
pudo clasificar alguna fuente como borde fuerte, y por ende da como salida una imagen negra (sin
bordes detectados). Lo anterior no sucede para los métodos Matlab y Otsu. La correlación entre
las salidas del modelo y el GT respectivo aumenta continuamente en la evolución del modelo hasta
llegar a un promedio de 0.46. Por último, para un {%EG = 100}, las salidas del modelo tienen
una diferencia promedio con la salida de Canny respectiva de un 0.22 % con respecto al total de
pixeles de la imagen.

A continuación, se analiza el aspecto de evolución del modelo haciendo una comparación
entre los métodos de umbralización. Se compara la cantidad de cálculos de fitness, el porcentaje
de diferencia entre las salidas del modelo, la salida de Canny y el GT respectivo, la correlación con
respecto a GT y los ciclos de ejecución.

Figura 13: Análisis promedio de cálculos de fit-
ness para cada TM. Fuente: Elaboración propia.

En la Figura 13, se presenta el análisis
promedio de cálculos de fitness por cada méto-
do de umbralización. Se observa que los méto-
dos Matlab y Otsu ofrecen un mejor cálculo de
los valores de umbral para cada imagen, ya que
no presentan un elevado análisis de pixeles ini-
cial como Mean y Median. Sin embargo, los cua-
tro métodos hacen que el modelo termine en un
valor muy cercano de % Fit promedio.
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Figura 14: Análisis promedio de % HD Canny y
% HD GT por TM. Fuente: Elaboración propia.

En la Figura 14, se presenta el análisis
promedio de la diferencia de las salidas del
modelo entre Canny y el terreno de verdad
(GT) durante la evolución del modelo para cada
método de umbralización. Con el método Ot-
su, el modelo presenta más igualdad a la salida
de Canny durante toda su evolución, seguido
por Mean, Median y Matlab. Los métodos Ot-
su y Mean hacen que el modelo obtenga la me-
nor diferencia hacia GT, seguido por Median
y Matlab. El modelo llega a misma salida de
Canny con todos los métodos de umbralización,
ya que ambos poseen la misma identificación,
pero con ningún método pudo igualar el terreno
de verdad, debido a la precisión de identificación de Canny. Lo anterior reafirma que la precisión
de identificación del modelo ABC-ED es totalmente dependiente de la integración que se le haga.

Figura 15: Análisis promedio de C GT
por TM. Fuente: Elaboración propia.

En la Figura 15, se presenta el análisis promedio
de la métrica C entre las salidas del modelo y el
terreno de verdad para cada método de umbraliza-
ción. Se observa que el modelo obtiene muy simila-
res resultados para cualquier método. Lo anterior im-
plica que la correlación es dependiente de la preci-
sión de identificación que se le integre. Se destaca que
con Matlab se obtiene la mejor correlación final, pe-
ro no durante la evolución del modelo, en donde pa-
ra {%EG = 95} la C es muy cercana entre los méto-
dos.

Figura 16: Análisis promedio de ciclos
por TM. Fuente: Elaboración propia.

En la Figura 16, se presenta el análisis promedio
de ciclos de ejecución del modelo para cada método de
umbralización. Se observa en la evolución del modelo que
hasta el {%EG = 95}, para todos los métodos de umbra-
lización, el modelo requiere de una cantidad de ciclos muy
similar, pero para el último 5 % de eficacia, con los méto-
dos Otsu y Mean, el modelo requiere de menor cantidad
de ciclos que los métodos Median y Matlab. Lo anterior
es debido a los valores de umbrales calculados para cada
imagen. Un menor valor en los umbrales, implica que el
modelo va creando una mayor cantidad de fuentes duran-
te su evolución, lo que provoca como consecuencia en su mecanismo interno de término de necesitar
una localización de los pixeles dispersos no analizados en su evolución, por ende, necesitando de
más ciclos y un mayor tiempo de ejecución. Lo anterior, es lo que le pasó al modelo, en mayor
magnitud, al usar el método Matlab.
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A continuación, se realiza un análisis del aspecto de completitud del modelo, i.e., cuando
cada salida del modelo es igual a la salida de Canny respectiva, o de forma cuantitativa, cuando
cada salida tiene un 100 % de eficacia y el % HD Canny = 0.

En la Tabla 3, se presentan los resultados de las 10 mejores salidas del modelo en términos de
cálculos de fitness ( % Fit) o análisis de pixeles ordenados de forma ascendente. Para la primera
salida (Rank = 1), el modelo necesitó de 57 ciclos de ejecución, de un 10.24 % de análisis de
pixeles del total de pixeles de la imagen, teniendo un 0.78 % de diferencia con el terreno de
verdad, una correlación de 0.5 y necesitando de 0.1 segundos en tiempo de ejecución. En la Figura
17 se presentan estas salidas ordenadas acorde a su Rank.

Tabla 3: Las 10 salidas con 100 % de eficacia con mejor % Fit. Fuente: Elaboración propia.

(a) Rank 1. (b) Rank 2. (c) Rank 3.

(d) Rank 4.

(e) Rank 5.

(f) Rank 6. (g) Rank 7. (h) Rank 8. (i) Rank 9. (j) Rank 10.

Figura 17: Salidas con el mejor % Fit acorde a su Rank de la Figura ??. Fuente: Elaboración propia.
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En la Tabla 4, se presentan los resultados de las 10 mejores salidas del modelo en términos de
la diferencia que tienen con su terreno de verdad (GT) respectivo ordenados de forma ascendente.
De la tabla y el resto de los resultados, se infiere que la diferencia con GT es independiente del
método de umbralización y de la cantidad de análisis de pixeles, por lo que solo depende de la
precisión de la identificación integrada.

Tabla 4: Las 10 salidas con 100 % de eficacia con el mejor % HD GT. Fuente: Elaboración propia.

En la Tabla 5, se presentan los resultados de las 10 mejores salidas del modelo en términos
del valor de correlación ordenados de forma descendente. De la tabla y el resto de los resultados, se
infiere que la correlación es independiente del método de umbralización, de la cantidad de análisis
de pixeles y de la diferencia con GT, por lo que solo depende de la identificación integrada, al igual
que la diferencia con el terreno de verdad.

Tabla 5: Las 10 salidas con 100 % de eficacia con el mejor C GT. Fuente: Elaboración propia.

En la Tabla 6, se presenta un análisis de todas las salidas del modelo con 100 % de eficacia
agrupadas acorde al grupo de porcentaje de cálculos de fitness ( % Fit Group) que correspondan.
Se observa que se presentan dos concentraciones principales de salidas en ambos extremos de la
tabla. La primera concentración es hasta el grupo de 25 % de análisis de pixeles y la segunda con-
centración es el último grupo. Observar que como se consideran cuatro métodos de umbralización,
cada imagen de entrada está considerada cuatro veces en los resultados.



38

La primera concentración de salidas esta relacionada a los resultados de análisis de pixeles
del aspecto de evolución del modelo, en donde para todo método de umbralización, el modelo
necesitó de un 25.35 % promedio de análisis de pixeles para el último grupo de eficacia. Además,
haciendo una comparación entre ambas concentraciones de salidas, en la primera concentración
se observa que a menor grupo de % Fit, la salidas del modelo son más similares a su terreno de
verdad respectivo que la segunda concentración de salidas, necesitando de menos ciclos promedios
de ejecución y teniendo más bajo el valor promedio de ambos umbrales. Por lo anterior, el modelo
es más preciso en su detección de bordes a menor cantidad de análisis de pixeles que realice.

Tabla 6: Análisis de todas las salidas con 100 % de eficacia agrupadas por el % Fit correspondiente.
Fuente: Elaboración propia.

En la Figura 17 se presentan salidas del modelo que corresponden a la primera concentra-
ción de salidas, en particular, al primer grupo de análisis de pixeles ( % Fit Group = 15), y en
la Figura 18 se presentan salidas del modelo que corresponden a la segunda concentración de sa-
lidas. Haciendo una comparación entre las salidas de ambos extremos de concentraciones, y por
ende, una comparación entre sus imágenes de entrada respectiva, se concluye que la razón de por
qué el modelo vaŕıa en la cantidad de análisis de pixeles que realiza, es debido al tipo de imagen,
en términos de la cantidad de bordes que presenta y cómo estos están dispersos en la imagen.
Luego, el modelo tiene un mejor desempeño en las imágenes con menos regiones de objetos y más
focalizadas que en imágenes más complejas con gran cantidad de contornos distribuidos, sin em-
bargo, para este último tipo de imágenes, el modelo necesita un promedio de 25.35 % de análisis
de pixeles para detectar el 95 % de lo que detecta Canny, el cual requiere de analizar toda la imagen.

En la Figura 19, se presenta una comparación visual de lo analizado anteriormente. Se pre-
sentan cuatro salidas del modelo, en donde las primeras dos salidas corresponden a las Figuras 17a
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y 17j del ( % Fit Group = 15) de la primera concentración, y las dos últimas salidas corresponden
a las Figuras 18a y 18j de la segunda concentración. Por cada fila en la Figura 19 se presenta la
imagen de entrada I, la salida del modelo al obtener el 95 % y 100 % de eficacia y el terreno de
verdad de I. Haciendo una comparación entre las salidas del 95 % y 100 % de eficacia, se observa
que la salida del 95 % presenta una leve diferencia en lo detectado con respecto a la de 100 %,
debido a que el modelo ya tiene detectado la estructura de bordes representativa de I, obteniendo
aśı una buena aproximación al 100 % de eficacia y al terreno de verdad, pero necesitando de un
promedio de 25.35 % de análisis de pixeles. Haciendo una comparación de la salida del 95 % o 100 %
de eficacia con el terreno de verdad, se observa visualmente una gran igualdad estructural, sin em-
bargo, el modelo detecta los bordes con un leve desplazamiento con respecto a su ubicación en el
terreno de verdad. Lo anterior se debe a la precisión de identificación de Canny integrada al modelo.

El promedio ponderado de análisis de pixeles del modelo, considerando todas las salidas con
100 % de eficacia para el dataset BSDS500 usado, es de un 59.25 %. Este valor está en función
del tipo de imágenes de entrada del dataset. Dado que el dataset tiene una mayor cantidad de
imágenes de entrada con elevada cantidad de bordes distribuidos a detectar, el valor del promedio
ponderado de análisis de pixeles del modelo sube.

(a) Salida 1. (b) Salida 2. (c) Salida 3. (d) Salida 4. (e) Salida 5.

(f) Salida 6.

(g) Salida 7. (h) Salida 8. (i) Salida 9. (j) Salida 10.

Figura 18: Imágenes de salida pertenecientes a {% Fit Group = 100}. Fuente: Elaboración propia.
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(a) I = 15,088 level 1. (b) 95 % eficacia. (c) 100 % eficacia. (d) Terreno de verdad.

(e) I = 135,069 level 4. (f) 95 % eficacia. (g) 100 % eficacia. (h) Terreno de verdad.

(i) I = 8,143 level 3. (j) 95 % eficacia. (k) 100 % eficacia. (l) Terreno de verdad.

(m) I = 81,090 level 4. (n) 95 % eficacia. (ñ) 100 % eficacia. (o) Terreno de verdad.

Figura 19: Muestra de salidas de ABC-ED. En orden: la imagen de entrada I, la salida del modelo
al obtener el 95 % y 100 % de eficacia y el terreno de verdad de I. Fuente: Elaboración propia.
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5. Discusión y Conclusiones

Se ha adaptado exitosamente el algoritmo ABC al problema de localización eficiente en detec-
ción de bordes en imágenes digitales en escala de grises, al no necesitar analizar todos los pixeles
de una imagen para obtener su estructura de bordes representativa, realizando una integración
para generar la detección de bordes, entre el detector de bordes de Canny para la identificación
y el algoritmo ABC para la localización, obteniendo aśı el modelo ABC-ED desarrollado en este
trabajo, del cual se implementó un prototipo usado para evaluar experimentalmente el desempeño
del modelo. Por ende, se comprobó la hipótesis planteada al solucionar exitosamente el problema
propuesto, cumpliendo el objetivo general y espećıficos al usar correctamente la metodoloǵıa defi-
nida para este trabajo.

El algoritmo ABC simula el comportamiento natural de las abejas de miel en su recolección
de comida, logrando un inteligente algoritmo de búsqueda que combina la explotación con la explo-
ración de una forma descentralizada y auto-organizada. Este algoritmo es integrado con el detector
de bordes de Canny para lograr una eficiente búsqueda de bordes en una imagen, creando aśı el
modelo ABC-ED. Luego, el modelo ABC-ED detecta los bordes de una imagen combinando una
búsqueda local por vecindad con una búsqueda global por exploración, y clasifica un pixel como
borde por medio de la identificación de Canny.

Para la creación del modelo ABC-ED, se establecieron definiciones necesarias para explicar
mediante argumentación y pseudo-algoritmos su funcionamiento, siendo el núcleo de su prototipo
implementando, del cual se describe su diseño y ambiente de trabajo usado.

Se realizó una experimentación al modelo, con el fin de analizar su desempeño usando un
gran conjunto de entradas, de tal forma de analizar el promedio de sus resultados. Dos aspectos
del modelo fueron analizados: el de evolución y el de completitud. En el aspecto de evolución,
se analiza el desempeño durante toda su ejecución, y en el aspecto de completitud, se analiza
el desempeño cuando termina su ejecución. El análisis de desempeño comprende la cantidad de
análisis de pixeles, la diferencia entre la salida del modelo y la salida final de Canny y su terreno
de verdad respectivo, y ciclos de ejecución.

En la experimentación, se usaron cuatro métodos de umbralización: Mean, Median, Matlab y
Otsu. Además, para evaluar las salidas del modelo con las salidas de Canny y el terreno de verdad,
se usaron las métricas Distancia de Hamming (HD) y Correlación (C). Considerando todo análisis
de desempeño, el modelo obtiene similares resultados para cualquier método usado, pero logra sus
mejores resultados con el método de umbralización Otsu, seguido cerca por Mean y por último un
empate entre Matlab y Median.

Dado que el modelo integra la identificación de Canny, el modelo detecta a lo más todo lo
que detecta Canny pero con una diferente búsqueda. Luego, la eficacia del modelo corresponde a
la precisión de identificación de Canny. Por lo anterior, los resultados del modelo fueron agrupados
según el porcentaje de eficacia que corresponda, creando aśı, grupos de porcentaje de eficacia
( % EG) agrupados cada 5 %, por lo que el % EG g, corresponden a las salidas del modelo que
tienen un porcentaje de eficacia ∈ ](g − 5) %, g%].

Para un {%EG = 100}, i.e., el último 5 % de eficacia para obtener la misma salida que
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Canny, el modelo necesitó, como promedio, una cantidad de análisis de pixeles de un 25.35 %
teniendo una diferencia con la salida final de Canny respectiva de un 0.22 % con respecto al total
de pixeles de la imagen.

El modelo llega a misma salida de Canny con todos los métodos de umbralización, ya que
ambos poseen la misma identificación, pero con ningún método pudo obtener la igualdad con el
terreno de verdad, debido a la precisión de identificación de Canny; puesto que la precisión de
identificación del modelo ABC-ED es totalmente dependiente de la integración que se le haga.

El modelo es más preciso en su detección de bordes a menor cantidad de análisis de pixeles
que realice; puesto que tiene un mejor desempeño en las imágenes con menos regiones de objetos
y más focalizadas que en imágenes más complejas con gran cantidad de contornos distribuidos, sin
embargo, para este último tipo de imágenes, el modelo necesita un promedio de 25.35 % de análisis
de pixeles para detectar el 95 % de lo que detecta Canny, el cual requiere de analizar siempre toda
la imagen. Logrando una buena aproximación visual con una leve diferencia a la salida final en
donde ya se presenta la estructura de bordes representativa de la imagen.

Luego, y por lo tanto, se propone como trabajo futuro la continuación en la mejora de
eficiencia y eficacia del modelo. Para la eficiencia, se proponen cuatro mejoras: Fase de Obreras
Exploradoras por demanda, completo análisis local de vecindad, disminución del tamaño de la
población de fuentes SN y mayor integración con Canny. Para la eficacia, se propone integrar las
mejoras de Canny que han sido desarrolladas en el tiempo o integrar un método con una identifi-
cación de bordes más precisa.

La Fase de Obreras Exploradoras por demanda, consiste en la eliminación de esta fase en el
ciclo de ejecución del modelo, pero al momento de que alguna fuente se agote, a esta se le apli-
que exploración inmediatamente. Lo anterior, aceleraŕıa el tiempo de ejecución del modelo en sus
otras dos fases considerablemente, siendo más acorde al comportamiento real de las abejas de miel.

El completo análisis local de vecindad, consiste en que al momento de crear una fuente, a
esta se le analice toda su vecindad, con el fin de suprimir inmediatamente vecinos que no sean
fuentes, logrando que el modelo no los considere al momento de elegir un vecino candidato en su
localización por vecindad. Lo anterior no aumentará la cantidad de análisis de pixeles considera-
blemente; puesto que la vecindad de una fuente es analizada en el proceso de ejecución del modelo,
pero si aceleraŕıa al modelo disminuyendo su cantidad de ciclos de ejecución y por ende su tiempo
de ejecución.

La disminución del tamaño de la población, consiste en asignar un menor valor al parámetro
SN , pero manteniendo su relación con el tamaño de la imagen. Lo anterior, podŕıa mejorar com-
pletamente el modelo al necesitar una menor cantidad de análisis de pixeles, ciclos de ejecución
MCN y tiempo de ejecución. Con r ∗ c, el tamaño de la imagen y dado que ya se experimentó con
SN = 2

√
r ∗ c, se sugiere SN ∈ { 3

√
r ∗ c, 4

√
r ∗ c, 5

√
r ∗ c}.

La mayor integración con Canny, consiste de eliminar la técnica de adelgazamiento de bordes
de la fase 2 del modelo, pero integrarla a su fase 1. Una correcta integración, podŕıa mejorar al
modelo en necesitar una menor cantidad de análisis de pixeles, ciclos de ejecución y tiempo de ejecu-
ción al ir suprimiendo fuentes en la fase 1 que posteriormente hubiesen sido eliminadas en la fase 2.
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Anexos

A. Algoritmos secundarios del modelo ABC-ED

Algoritmo 13 Pseudo-algoritmo ABC-ED. Funcion: obtener-vecino-candidato.
Fuente: Elaboración propia.

1: function obtener-vecino-candidato(FuenteComida fk)
2: FuenteComida fn;
3: Vecindad Nfk ; Vecino nfk ;
4: id vecino← 0; n fitness← 0;
5: Nfk ← obtener-vecindad(fk);
6: if hay-vecinos-por-escoger(Nfk) then
7: Do
8: id vecino← rand(1, cantidad-vecinos(Nfk)); // [1,Λfk ]
9: nfk ← obtener-vecino(Nfk , id vecino);

10: while ya-esta-escogido(nfk);
11: establecer-como-escogido(nfk);
12: fn ← obtener-fuentecomida-con-posicion(nfk .i, nfk .j);
13: if existe(fn) then // fn 6= null ∧ fn ∈ (AFS ∨ IFS ∨ EFS).
14: if fn ∈ IFS then
15: nfk .f itness← fit(fn);
16: nfk .fs← fn;
17: else nfk .f itness← 0;
18: end if
19: else if existe-posicion-como-rechazada(nfk .i, nfk .j) == false then
20: // fn = null ∧ posicion de nfk /∈ RP .
21: n fitness← calcular-fitness(nfk .i, nfk .j);
22: if n fitness < µmin then
23: agregar-como-posicion-rechazada(nfk .i, nfk .j); // posicion de nfk ∈ RP .
24: n fitness← 0;
25: end if
26: nfk .f itness← n fitness;
27: else nfk .f itness← 0; // fn = null ∧ posicion de nfk ∈ RP .
28: end if
29: end if
30: return nfk ;
31: end function

Algoritmo 14 Pseudo-algoritmo ABC-ED.
Función: hay-mas-posibles-fuentes-para-crear. Fuente: Elaboración propia.

1: function hay-mas-posibles-fuentes-para-crear( )
2: if cantidad fuentes creadas + tamaño(RP ) < (r × c) then return true;
3: else return false;
4: end if
5: end function
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Algoritmo 15 Pseudo-algoritmo ABC-ED.
Función: obtener-nueva-unica-fuentecomida-selecta. Fuente: Elaboración propia.

1: function obtener-nueva-unica-fuentecomida-selecta( )
2: FuenteComida fs; rand i← 0; rand j ← 0; intentos maximos← SN ; fs fit← 0;
3: for intento← 0 to intentos maximos do
4: rand i← rand(0, r − 1); rand j ← rand(0, c− 1);
5: if existe-posicion-como-fuentecomida(rand i, rand j) == false ∧
6: existe-posicion-como-rechazada(rand i, rand j) == false then
7: fs fit← calcular-fitness(rand i, rand j);
8: if fs fit ≥ µmin then
9: fs ← crear-nueva-fuentecomida(rand i, rand j, fs fit); // fs ∈ NFS.

10: return fs;
11: else agregar-como-posicion-rechazada(rand i, rand j); // en RP .
12: end if
13: end if
14: end for
15: return null;
16: end function

Algoritmo 16 Pseudo-algoritmo ABC-ED. Función: Calcular-Fitness.
Fuente: Elaboración propia.

1: function calcular-fitness(i, j)
2: suavizar-pixel-y-vecindad(IM , i, j); // usando expresión (7).
3: // Usando expresión (1) y (3) respectivamente.
4: calcular-gradiente-magnitud-y-direccion(IM , i, j, Sobel);
5: return obtener-gradiente-magnitud(IM , i, j);
6: end function

Algoritmo 17 Pseudo-algoritmo ABC-ED. Función: obtener-forma-de-reemplazo.
Fuente: Elaboración propia.

1: function obtener-forma-de-reemplazo( )
2: forma← 0; r ← 0;
3: if hay-mas-posibles-fuentes-para-crear( ) ∧ IFS 6= ∅ then
4: r ← rand(1, 100);
5: if ε ≥ r then forma← Nueva Exploracion;
6: else forma← Fuentes Inactivas;
7: end if
8: else if hay-mas-posibles-fuentes-para-crear( ) ∧ IFS == ∅ then
9: forma← Nueva Exploracion;

10: else if hay-mas-posibles-fuentes-para-crear( ) == false ∧ IFS 6= ∅ then
11: forma← Fuentes Inactivas;
12: else forma← No Mas Fuentes de Reemplazo;
13: end if
14: return forma;
15: end function
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B. Diseño de implementación del modelo

Se describe a continuación, de forma simple y breve el diseño de implementación del modelo
ABC-ED para la generación de su prototipo.

Con el fin de desarrollar un diseño modulado, con alta cohesión y bajo acoplamiento para
trabajos futuros, se realizó la siguiente implementación:

Clases implementadas: myMatlabInterface, myDataHandler, ClassicEdgeDetection,
ABC EdgeDetection, FoodSource, Neighbourhood, Neighbour y Statistic.

Propósitos y/o funciones de cada clase:

myMatlabInterface: realiza la comunicación con MATLAB Engine para la entrada y sa-
lida de datos entre C++ y MATLAB. Además de poder realizar comandos de MATLAB
directamente desde C++ para ser ejecutados en MATLAB Engine.

myDataHandler: convierte los datos recibidos por la clase myMatlabInterface en estructura
mxArray hacia la estructura de datos necesitada y viceversa. Lo anterior es valido para cada
imagen de entrada y salida que se procese.

ClassicEdgeDetection: tiene implementado el detector de bordes de Canny con todos
sus procedimientos: filtro de gauss, cálculo de gradiente magnitud y dirección, no-máxima
supresión, doble umbralización e histéresis.

ABC EdgeDetection: realiza la detección de bordes con el algoritmo ABC adaptado. Po-
see todo lo descrito sobre el modelo ABC-ED construido. Al realizar cálculos de fitness,
adelgazamiento de bordes, doble umbralización e histéresis se llama a la función respectiva
de la clase ClassicEdgeDetection.

FoodSource: para la construcción de cada fuente de comida. Incluye los atributos necesarios
para la fuente y la referencia a su vecindad, la cual se crea usando la clase Neighbourhood,
luego de obtener el tipo de posición de la fuente en IM , con el fin de saber cuántos y cuáles
vecinos puede tener su vecindad.

Neighbourhood: para la construcción de la vecindad de cada fuente de comida. Posee
todos los vecinos posibles para una fuente y controla la información de la vecindad mediante
métodos. Al crear la vecindad, se crean todos los vecinos posibles usando clase Neighbour en
función del tipo de posición de la fuente en IM .

Neighbour: clase padre de todas las subclases del tipo de vecino posible para una fuente.
Se usa polimorfismo, e.g.: Left Neighbour es una subclase de la clase Neighbour que repre-
senta el vecino izquierdo en la vecindad de una fuente. Cada subclase hereda los atributos
y los métodos de la clase Neighbour. Solo en las subclases se redefine (virtual/override) el
método para establecer la posición del vecino en función de la posición de la fuente central.
Este método es llamado desde la clase padre Neighbour para cada subclase de vecino corres-
pondiente. Por lo anterior, no se necesita realizar cálculos de posición cada vez que se tiene
bajo análisis un vecino de una fuente durante la ejecución del modelo por medio de la clase
ABC EdgeDetection.
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Experiment: realiza la experimentación explicada en sección 4.2.1. En esta clase, se usan
las clases ABC EdgeDetection, ClassicEdgeDetection, myDataHandler y myMatlabInterface
y db mysql.

db mysql: realiza la conexión, lectura y escritura de datos a la base de datos MySQL por
medio de MySQL Connector/C++.

Estructuras de datos utilizadas: con el fin de realizar reemplazos de fuentes a bajo costo, se
usó una lista doblemente encadenada para cada conjunto definido (AFS, IFS y EFS) en sección 3.1.
Con el fin de tener un bajo costo y constante, para agregar y obtener posiciones rechazadas (RP )
y saber si una posición de IM existe como fuente, se usó arreglos bidimensionales estáticos. Para
lo anterior, considerando un bajo uso de recursos, se usó una matriz booleana para manejar RP , y
para las posiciones de IM existentes como fuente se usó una estructura (struct) como cada elemento
de una matriz. Esta estructura (struct) solo posee una referencia de tipo FoodSource que es null
por defecto, la cual se establece al momento de crear una fuente para la posición respectiva. Se usa
memoria dinámica para crear cada fuente. Además, se usó un arreglo bidimensional de: enteros
(int) para IM ; dobles (double) para almacenar cada salida de suavizado gaussiano, magnitud del
gradiente, dirección del gradiente, no-máxima supresión y doble umbralización; booleano (bool)
para histéresis.
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C. Graficos y Tablas secundarias de Experimentación

(a) Gráfico de análisis de comportamiento de TM Mean. (b) Tabla de Figura 20a.

(c) Gráfico de análisis de comportamiento de TM Mean. (d) Tabla de Figura 20a.

Figura 20: Análisis de comportamiento de ABC-ED para TM Mean y Median. Fuente: Elaboración
propia.
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(a) Gráfico de análisis de comportamiento de TM Matlab. (b) Tabla de Figura 21a.

(c) Gráfico de análisis de comportamiento de TM Otsu. (d) Tabla de Figura 21c.

Figura 21: Análisis de comportamiento de ABC-ED para TM Matlab y Otsu. Fuente: Elaboración
propia.



52

(a) Gráfico de análisis de métricas de TM Mean. (b) Tabla de Figura 22a.

(c) Gráfico de análisis de métricas de TM Median. (d) Tabla de Figura 22c.

Figura 22: Análisis de métricas de ABC-ED para TM Mean y Median. Fuente: Elaboración propia.
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(a) Gráfico de análisis de métricas de TM Matlab. (b) Tabla de Figura 23a.

(c) Gráfico de análisis de métricas de TM Otsu. (d) Tabla de Figura 23c.

Figura 23: Análisis de métricas de ABC-ED para TM Matlab y Otsu. Fuente: Elaboración propia.
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D. Manual de Usuario

Se describe a continuación, el manual de usuario para el prototipo implementado del modelo
ABC-ED.

Requerimientos para ejecución de prototipo: Windows 7 x64, Matlab R2013a x64 o superior,
2GB RAM mı́nimo.

Directorio de trabajo por defecto: “C:/abc ed”, el cual debe estar creado antes de iniciar la
ejecución del prototipo. En este directorio, debe estar la imagen de entrada a usar.

1. Hacer doble click a archivo “ABC ED.exe”para abrir como terminal de windows el prototipo,
o ir al directorio donde se encuentra el ejecutable por terminal de windows y escribir el nombre
del archivo y presione enter.

2. Se iniciará MATLAB Engine automáticamente. Si aparece “error”, verifique que cumpla
con los requerimientos para la ejecución o intente nuevamente. Si aparece “ok”, se abrió la
ventana externa “MATLAB Command Window” y podrá continuar con la ejecución.

3. Ingrese nombre completo de la imagen de entrada. Por ejemplo: “nombre.png”. Se abrirá una
ventana externa “v1” de MATLAB mostrando la imagen en escala de grises al centro.

4. Ingresar el valor del parámetro umbral µmin y µmax y presione enter para cada uno. Se hará la
detección de bordes de Canny. Al terminar, se mostrara cada imagen de salida en ventanas
distintas en el siguiente orden al aplicar: filtro de gauss, gradiente magnitud, no-máxima
supresión, doble umbralización e histéresis.

5. Se pregunta si desea calibrar el valor de los umbrales. Si (y) o no (n). Ingrese opción y
presione enter. Si su opción fue “y”, vaya al paso 4. Si su opción fue “n”, se guardará en
directorio de trabajo por defecto las imágenes de salida dadas por Canny.

6. Se pedirán los parámetros para ejecutar ABC-ED. Ingrese el valor para: MCN , limit y ε
presionando enter para cada uno. Luego, se pregunta si desea visualizar en ventana externa
“v2”, cada imagen de salida por cada ciclo de ejecución del modelo en su fase 1. Si (y) o no
(n). Ingrese opción y presione enter.

7. Se realiza la ejecución del modelo. Luego de terminada la fase 1 del modelo, en “v2” se
muestra la salida del modelo al aplicar no-máxima supresión, doble umbralización e histéresis.
Al terminar la ejecución, se muestra en la terminal los resultados finales y se guarda en el
directorio de trabajo por defecto cada imagen de salida del modelo.

8. Insertar comando válido para prototipo. Inserte “help” para ver los comandos (help, go y
quit). Si inserta “go”, vaya al paso 3. Si inserta “quit”, la ejecución del prototipo terminará.
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