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Resumen

El presente trabajo aborda el desarrollo de una herramienta de monitoreo que permita
el seguimiento de la ley de cobre (Cu) y la razón hierro-sílice (Fe/SiO2) en la escoria
de un horno de conversión flash. Esta problemática surge de la dependencia actual de
métodos de análisis químicos, invasivos y con desfase temporal, los cuales impiden un
monitoreo en tiempo real, no invasivo y en línea.

Para solucionar esta problemática se propone un sistema no invasivo basado en el uso de
datos de proceso y modelos de Deep Learning programados en Python. La metodología
consistió en la construcción de dos conjuntos de datos: uno endógeno, basado en el
pasado de las variables objetivo y otro exógeno, compuesto por variables de proceso
operacional, simulando así un escenario industrial real donde no siempre se dispone
de mediciones químicas pasadas. Esto permitió evaluar la capacidad de los modelos en
ambos contextos.

Se implementaron y compararon tres arquitecturas predictivas: un modelo de regresión
lineal (que sirvió como línea base), una red neuronal recurrente LSTM (Long Short-Term
Memory) y un Temporal Fusion Transformer (TFT). El desempeño se evaluó utilizando
como métrica principal Mean Absolute Scaled Error (MASE), y las métricas como MAE,
sesgo de pronóstico (FB), coeficiente de correlación de Pearson, R2 e información mutua
normalizada (NMI).

Los resultados obtenidos muestran que la regresión lineal constituye una base sólida para
capturar tendencias generales, pero resulta insuficiente frente a la alta variabilidad de las
series. El modelo LSTM alcanzó el mejor desempeño global, demostrando robustez en
la estimación tanto del cobre como de la razón hierro-sílice en el conjunto endógeno. Por
su parte, el TFT presentó un mejor comportamiento en el conjunto exógeno, al explotar
relaciones no lineales en las variables de proceso, aunque en el conjunto endógeno exhibió
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Resumen

dificultades de generalización.

En conclusión, este trabajo analiza la factibilidad de construir un sistema de monitoreo
no invasivo para la industria del cobre, con proyección a su integración en sistemas
de control en línea. Este enfoque contribuye a la optimización de los procesos
pirometalúrgicos, ofreciendo beneficios en seguridad, reducción de costos y monitoreo
operacional.
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Abstract

This work addresses the development of a monitoring tool that enables the tracking
of copper grade (Cu) and the iron–silica ratio (Fe/SiO2) in the slag of a flash
converting furnace. This problem arises from the current reliance on chemical analysis
methods, which are invasive and delayed, preventing real-time, non-invasive, and online
monitoring.

To solve this issue, a non-invasive system is proposed based on the use of process
data and Deep Learning models programmed in Python. The methodology consisted
of constructing two datasets: an endogenous one, based on the past values of the
target variables, and an exogenous one, composed of operational process variables,
thus simulating a real industrial scenario where past chemical measurements are not
always available. This approach allowed evaluating the capability of the models in both
contexts.

Three predictive architectures were implemented and compared: a linear regression
model (serving as the baseline), a recurrent neural network LSTM (Long Short-Term
Memory), and a Temporal Fusion Transformer (TFT). Performance was assessed using
Mean Absolute Scaled Error (MASE) as the main metric, along with MAE, forecast bias
(FB), Pearson’s correlation coefficient, R2, and normalized mutual information (NMI).

The results show that linear regression provides a solid basis for capturing general
trends, but is insufficient when facing the high variability of the series. The LSTM
model achieved the best overall performance, demonstrating robustness in estimating
both copper grade and the iron–silica ratio in the endogenous dataset. Meanwhile,
the TFT exhibited better behavior in the exogenous dataset by exploiting non-linear
relationships among process variables, although it showed generalization difficulties in
the endogenous case.
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Abstract

In conclusion, this work analyzes the feasibility of building a non-invasive monitoring
system for the copper industry, with the potential to be integrated into online control
systems. This approach contributes to the optimization of pyrometallurgical processes,
offering benefits in safety, cost reduction, and operational monitoring.
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Capítulo 1

Introducción

Durante el siglo XIX, la minería del cobre se consolidó como una de las principales

actividades económicas de Chile, posicionando al país como un líder mundial en su

producción. A lo largo del tiempo, el cobre ha sido clave para el desarrollo económico

del país, especialmente tras la Guerra del Paci�co y la expansión de la minería. [1]

En la actualidad, Chile continúa siendo un actor estratégico en el mercado global

del cobre, concentrando cerca del 21 % de las reservas mundiales en estado metálico.

Según el Anuario de la Minería publicado por SERNAGEOMIN, la minería del cobre

represento 10,9 % del PIB chileno en 2022. Por lo tanto, a�rmar que la extracción del

cobre es el pilar de nuestra economía no resulta una exageración [2].

Sin embargo, en las fundiciones de cobre aún no existen métodos estandarizados que

permitan evaluar, de forma integral y en línea, la productividad, calidad y e�ciencia

global de los procesos de fundición. Los análisis en los hornos generalmente se realizan

en dos etapas: una antes del inicio del proceso y otra periódicamente, entregando

información sobre la ley de cobre y la razón hierro-sílice de la escoria, con ciertos

desfases temporales. Este procedimiento requiere de un laboratorio especializado para

efectuar el análisis químico de las muestras, lo que lo convierte en un método invasivo

y sin capacidad de proporcionar datos en tiempo real sobre el estado del proceso.

Un estudio realizado en 2019 por investigadores de la Universidad de Concepción,

pertenecientes a los departamentos de Ingeniería Civil en Telecomunicaciones y de

Ingeniería Metalúrgica [3], describe la implementación de un sensor radiométrico en
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el proceso de fundición de cobre. Este sensor ofrece múltiples ventajas comparativas

respecto a los métodos tradicionales, ya que mide la emisión espectral generada

durante el proceso, detectando cambios en la temperatura y en la composición de los

materiales. De este modo, se establece un sistema de monitoreo no invasivo, mejorando

la supervisión y el control del proceso.

En este contexto, las herramientas basadas en Machine Learning (ML) representan

una oportunidad relevante para superar las limitaciones actuales en la predicción y el

análisis de patrones complejos en los datos obtenidos. Estas herramientas permiten,

por ejemplo, detectar variaciones en la composición química de la escoria o monitorear

en línea parámetros críticos en procesos pirometalúrgicos. Su capacidad para manejar

datos ruidosos y capturar relaciones no lineales las convierte en aliadas ideales para

analizar información de los procesos [4]. Particularmente, las técnicas avanzadas de

Deep Learning (DL) permiten mejorar la precisión en la estimación de parámetros

críticos, como la ley de cobre y la razón hierro-sílice en dichos procesos.

A diferencia de los trabajos anteriores, en la actual memoria utilizaremos una

combinación de datos de proceso con algoritmos de aprendizaje profundo (DL), lo cual

busca mejorar el monitoreo de convertidores �ash, proporcionando datos más precisos.

Este trabajo busca contribuir al desarrollo de esta tecnología mediante un análisis

comparativo de distintos modelos de regresión clasicos y modelos predictivos de

aprendizaje profundo programados en Python. Se evaluarán aspectos como la precisión

y exactitud de las predicciones, la e�ciencia computacional y la capacidad de

generalización en diferentes conjuntos de datos, con el objetivo de proponer una

herramienta en línea que mejore la e�ciencia y sostenibilidad de los procesos industriales

en la minería del cobre.

Cabe destacar que, en el desarrollo de los modelos predictivos, se adoptó un enfoque

metodológico de un conjunto de datos exógenos que prescinde del uso de valores pasados

de las variables objetivo (ley de cobre y razón hierro-sílice). Esta decisión se fundamenta

en dos aspectos centrales. En primer lugar, responde a una restricción operacional real

en una planta industrial, el análisis químico de la escoria conlleva un retraso inherente,

por lo que, para realizar una predicción en un instante determinado, solo se dispone

de los datos de proceso capturados por sensores en tiempo real. En segundo lugar, este

enfoque permite evaluar la capacidad real de los modelos para aprender y explotar las

2
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relaciones causales entre las variables exógenas de entrada y las variables objetivo, sin

depender de la autocorrelación temporal de la serie objetivo.

En este sentido, el presente trabajo no solo evalúa el desempeño predictivo de distintas

arquitecturas, sino que también busca validar la factibilidad de implementar un sistema

de control en línea en un escenario realista, donde la predicción debe generarse

exclusivamente a partir de las variables de proceso disponibles en tiempo real.

Adicionalmente, se considera el desarrollo de los modelos mediante el uso de un conjunto

de datos endógeno, basado únicamente en los valores pasados de la variable objetivo, con

el �n de analizar la capacidad de predicción mediante su propia autorrelación temporal.

1.1. Trabajos previos

La implementación de diversos modelos de regresión mediante Machine Learning para

predecir la ley de cobre en el proceso pirometalúrgico de fusión de cobre. La obtención

de datos mediante la utilización de sensores ópticos y la obtención de parámetros de

temperatura y emisividad total mediante la ley de Planck, que son utilizados para el

entrenamiento del modelo de regresión.

B. A. Rossel Morales,Machine Learning, Sensores Ópticos en Hornos de Fusión

de Baño, Memoria de Título, Universidad de Concepción, Concepción, Chile,

2022.[5]

Basándose en datos obtenidos mediante un sensor radiométrico y la ley de Planck se

plantea un modelo para calcular simultáneamente la emisividad y la temperatura de un

proceso pirometalúrgico, el modelo basado en n longitudes espectrales prueba ser más

robusto y preciso en procesos con presencia de ruido signi�cativo en comparación con

el modelo de dos longitudes de onda.

J. L. Torres Sanhueza,Cálculo de Temperatura y Emisividad en Datos de

Espectrometría de Procesos Pirometalúrgicos por Método Inverso, Memoria de

Título, Universidad de Concepción, Concepción, Chile, 2022.[6]

Medición espectral en la fundición de cobre mediante el método de �ash smelting con

el uso de sensores radiométricos. Este estudio propone una alternativa no invasiva y

en tiempo real para medir la temperatura mediante el método de dos longitudes de
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onda y el uso de sensores radiométricos para mejorar la precisión en el monitoreo de la

temperatura y composición de los materiales durante el proceso de fundición.

L. Arias, S. Torres, C. Toro, E. Balladares, R. Parra, C. Loeza, C. Villagrán, y P.

Coelho, �Flash Smelting Copper Concentrates Spectral Emission Measurements,�

Sensors, vol. 18, no. 7, p. 2009, Jun. 2018, doi: 10.3390/s18072009.[3]

Mediante la utilización de un espectrómetro que opera en el espectro visible y cercano

al infrarrojo (VIS-NIR) y la utilización de la ley de Planck, se hace el cálculo de la

temperatura radiométrica y la emisividad espectral utilizando el método de multicanal

de longitud de onda (MWM), este modelo se compara con el método de dos longitudes

de onda (TWM).

J. Torres-Sanhueza, F. Rivas, F. G. Pérez, R. Parra, S. N. Torres, and

S. E. Godoy, �Radiometric methods for high temperature �ame estimation:

Robustness analysis and application to an industrial �ash smelting furnace,�

IEEE Trans. Instrum. Meas., vol. 72, no. 2023, pp. 1�20, Aug. 2023, doi:

10.1109/TIM.2023.3302381.[7]

Libro enfocado en el aprendizaje de diversas técnicas modernas en el ámbito del

aprendizaje automático de máquinas para la predicción de series temporales. Entre

los métodos se destacan modelos básicos como ARIMA y suavizado espacial, y modelos

más avanzados como Random Forest, Gradient Boosting, y redes neuronales profundas

como LSTM, Transformers y Temporal Fusion Transformers (TFT).

M. Joseph,Modern Time Series Forecasting with Python: Explore Industry-Ready

Time Series Forecasting Using Modern Machine Learning and Deep Learning, 1st

ed. Birmingham: Packt Publishing, 2022.[4]

Se presentan los principios de la radiación térmica, fenómeno fundamental en la

transferencia de calor. Se describe la ley de Planck cómo la radiación emitida por un

cuerpo que depende de su temperatura y de la longitud de onda. Este concepto es clave

para entender la e�ciencia energética en procesos industriales y de fundición, además

de permitir diseñar sistemas de monitoreo para controlar distintos KPI's de un proceso

industrial.

Yunus A. Cengel,Transferencia de Calor y Masa: Un Enfoque Práctico, 3ra ed.,

México: McGraw-Hill Interamericana, 2007.[8]
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Utilizando espectrometría en tiempo real, se monitorea y analiza la in�uencia de la

temperatura y la concentracipon de oxígeno en las características de la combustión. Se

simula las condiciones de un horno de fusión �ash a escala utilizando un horno tipo

droptube.

R. N. Bandak Ramírez, �Caracterización espectral de la combustión�ash a

nivel de laboratorio de especies mineralógicas individuales y un concentrado

real,� Memoria de Título, Ingeniería Civil Metalúrgica, Univ. de Concepción,

Concepción, Chile, 2018.[9]

1.1.1. Discusión

En los ultimos años, se han realizado avances signi�cativos en la incorporación

de monitoreo no invasivo en procesos metalúrgicos, mediante el uso de sensores

radiométricos. Diversos estudios han aplicado modelos de regresión utilizando técnicas

de Machine Learning (ML) en plataformas como Matlab, enfocándose en la estimación

de propiedades �sicoquímicas de materiales a partir de datos espectrales.

Sin embargo, el presente trabajo identi�ca limitaciones en el estado del arte. Primero,

existe una fuerte dependencia de modelos de regresión tradicionales, los cuales, si bien

son interpretables, poseen una capacidad limitada para capturar relaciones no lineales

altamente complejas y dinámicas propias de un horno de conversión �ash. Segundo, la

operación en ecosistemas cerrados como Matlab limita la escalabilidad, integración y

reproducibilidad de las soluciones, aspectos cruciales para su implementación industrial.

Finalmente, muchos de estos estudios se realizan en condiciones de laboratorio o con

datos preprocesados, lo que no prepara a los modelos para el ruido sensorial, los datos

faltantes y las perturbaciones inherentes a una planta real.

Por lo tanto, esta memoria aborda estas limitaciones mediante la implementación y

evaluación comparativa de modelos predictivos de Deep Learning, utilizando datos de

proceso, con el �n de desarrollar una herramienta robusta y escalable para el monitoreo

en tiempo real de variables objetivo en hornos de conversión �ash.
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1.2. De�nición del problema

Como se discutió en la revisión bibliográ�ca, los sistemas actuales de monitoreo

de propiedades �sicoquímicas en la escoria, tales como el contenido de cobre y la

razón hierro-sílice, dependen en gran medida de técnicas invasivas y/o de análisis de

laboratorio. Estos procedimientos requieren la extracción física de muestras y su análisis

posterior en laboratorio, lo que implica altos costos operacionales, baja frecuencia de

muestreo y ausencia de información en tiempo real sobre el estado del proceso.

Si bien se han desarrollado modelos de regresión utilizandoMachine Learning

implementados enMatlab [5], estas propuestas presentan limitaciones relevantes:

No incorporan datos de proceso.

Se restringen al uso de arquitecturas clásicas, sin explorar modelos más complejos

y robustos como los deDeep Learning.

Se limitan en la predicción de solo una variable objetivo.

Suelen implementarse en entornos privativos, lo que reduce la �exibilidad,

escalabilidad y replicabilidad industrial.

Ante esta carencia, el presente trabajo propone la exploración y comparación de

distintos modelos predictivos basados enDeep Learning para evaluar su efectividad

en la estimación de variables �sicoquímicas críticas del proceso pirometalúrgico,

especí�camente laley de cobre y la razón hierro-sílice .

Para abordar este problema, se plantea la construcción y evaluación de dos enfoques de

conjuntos de datos:

1. Un enfoque endógeno , que utiliza únicamente el historial de las variables

objetivo, transformado mediante Time Delay Embedding, para evaluar la

predictibilidad basada en pura autocorrelación temporal.

2. Un enfoqueexógeno, que incorpora series temporales multivariadas de variables

de operación del proceso, para explotar relaciones causales y proveer estimaciones

basadas en el estado actual del horno.

Este planteamiento busca determinar no sólo qué arquitectura deDeep Learningofrece
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mejor desempeño para este problema, sino también una estrategia de estructuración

de datos adecuada para un sistema de monitoreo no invasivo, escalable y aplicable en

entornos industriales reales.

1.3. Objetivos

1.3.1. Objetivo general

Desarrollar una herramienta de monitoreo no invasiva que permita estimar en tiempo

real el contenido de cobre y la razón hierro-sílice en la escoria de un horno de conversión

�ash, utilizando datos de proceso y modelos de Deep Learning implementados en Python

para procesar dicha información y generar predicciones de las variables objetivo del

proceso (ley de cobre y razón hierro-sílice).

1.3.2. Objetivos especí�cos

En base al objetivo general nuestros objeticos especí�cos serán los siguientes:

1. De�nir un conjunto de datos de proceso mediante la de�nición, extracción y

preprocesamiento de variables relevantes, incluyendo normalización, alineación

temporal y segmentación del conjunto de datos para entrenamiento, validación y

prueba.

2. Establecer una línea base de desempeño utilizando modelos clásicos de regresión,

que sirvan de referencia para la evaluación de modelos avanzados.

3. Desarrollar modelos predictivos basados enDeep Learningpara la estimación de la

ley de cobre y la razón hierro-sílice, seleccionando e implementando arquitecturas

adecuadas para series de tiempo.

4. Evaluar el desempeño de los modelos desarrollados utilizando métricas

cuantitativas, analizando su precisión y capacidad de generalización sobre datos

no vistos previamente.

5. Comparar los modelos implementados en cuanto a precisión, tiempo de

entrenamiento y robustez, mediante la elaboración de una tabla comparativa.

7
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6. Interpretar los resultados obtenidos mediante un análisis de las predicciones

obtenidas y los valores reales del proceso.

1.4. Metodología

1.4.1. Metodologia general de trabajo

El trabajo se desarrolló siguiendo una metodología general compuestas por cuatro

etapas principales que van desde la de�nición de los conjuntos de datos hasta las

conclusiones de los resultados.

En la Figura 1.1 se muestra el esquema general que resume el �ujo de trabajo.

Fig. 1.1: Diagrama general de trabajo.

1.4.2. De�nición del conjunto de datos

Objetivo especí�co 1: Preparar el conjunto de datos que servirá para el entrenamiento

y evaluación de los modelos.

1. De�nición de variables relevantes. Investigar las propiedades �sicoquimicas

relacionadas con el proceso pirometalúrgico del cobre de conversión �ash y

exploración de los datos de proceso, para seleccionar cuales son las variables aptas

para entrenar los modelos predictivos.

2. Analisis estadistico. Se calcularon estadísticas como cantidad de datos, media

y varianza. Además, se realizaron histogramas y diagramas de caja para observar

la distribución y detectar valores atípicos..

3. Preprocesamiento de los datos. Alineación temporal de los datos debido a

las diferencias de sensorización de los datos de proceso y los datos �sicoquímicos,

además de la normalización y eliminación de valores atipicos.

8
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4. De�nición de conjuntos Se construyen dos conjuntos de datos para

entrenamiento:

Conjunto Endógeno: Datos de ley de cobre y razón Fe/SiO2 transformados

mediante la técnica detime embeddingpara incorporar información histórica

y patrones temporales en el entrenamiento.

Conjunto Exógeno: variables externas que pueden in�uir en el

comportamiento del proceso.

1.4.3. Desarrollo de modelos

Segmentación de datos. El conjunto de datos se dividió en entrenamiento

(70 %), validación (15 %) y prueba (15 %), asegurando que los subconjuntos fueran

representativos.

Objetivo especí�co 2: Establecer una línea base con modelos clásicos.

1. Modelos utilizados. Regresión lineal.

2. Entrenamiento. Se aplicaronpipelinescon estandarización y validación cruzada

para evitar sobreajuste.

3. Evaluación. Se usaron métricas como MAE, MASE, sesgo de pronóstico (FB),

Pearson, información mutua (MI) yR2.

4. Documentación. Se registraron hiperparámetros, con�guraciones y resultados.

Objetivo especí�co 3: Implementar modelos deDeep Learning.

1. Modelos utilizados. LSTM y TFT.

2. Entrenamiento. Con�guración de hiperparámetros como épocas, tasa de

aprendizaje y optimizador, entre otras.

3. Evaluación. Se aplicaron las mismas métricas que en los modelos clásicos para

poder compararlos.

4. Documentación. Se registraron hiperparámetros, con�guraciones y resultados.
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Objetivo especí�co 4: Evaluar la capacidad de los modelos para generalizar sobre

datos no vistos.

Mediante la de�nición de un conjunto de datos de prueba correspondiente al 15 % de

la totalidad del conjunto de datos.

1.4.4. Comparativa de resultados

Objetivo especí�co 5: Comparar todos los modelos según precisión, tiempo de

entrenamiento y robustez, presentando los resultados en una tabla comparativa.

Mediante la compración de métrica como MAE, MASE, sesog de pronóstico (FB),

Pearson, información mutua (MI) yR2.

1.4.5. Conclusiones

Objetivo especí�co 6: Analizar los resultados y compararlos con el comportamiento

real del proceso.

Se hace un análisis profundo de los resultados obtenidos con el modeloTemporal Fusion

Trnasformer(TFT), visualizando además su correlación cruzada y dando un analisis

�sico de los valores obtenidos.

1.4.6. Incorporación industrial de la herramienta

El sistema propuesto busca integrarse de manera directa al entorno industrial de

un convertidor �ash, transformando los datos obtenidos por sensores en pronósticos

con�ables de las variables objetivo del proceso. La incorporación en la industria sigue

el siguiente �ujo de trabajo. 1.2

Fig. 1.2: Esquema de integración de la herramienta en la industria.
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1.5. Alcances y limitaciones

1.5.1. Alcances

Este trabajo aborda el desarrollo de modelos predictivos para el monitoreo no invasivo

de la estimación de contenido de cobre y la razón hierro-sílice en la escoria del proceso

de conversión �ash.

Se incluye el análisis del proceso pirometalúrgico, el preprocesamiento de los datos de

proceso,el estudio del estado del arte, técnicas de aprendizaje profundo aplicadas a series

de tiempo y la implementación y evaluación comparativa de diferentes arquitecturas.

Los principales resultados esperados son:

Un conjunto de datos de proceso preprocesados.

Modelo predictivo clasico de regresión entrenado para estimar las variables

objetivo.

Modelos predictivos basados en técnicas de deep learning entrenados para estimar

las variables objetivo.

Tabla comparativa de desempeño entre los modelos implementados.

Visualizaciones de resultados y análisis de las predicciones frente a datos reales.

Este trabajo se realiza bajo el supuesto que existe una correlación signi�cativa entre las

variables de proceso y las variables químicas de interés.

Esta solución se sitúa en la industria minera, especi�camente en plantas de fundición de

cobre que operan con convertidores �ash. Los modelos predictivos propuestos buscan

integrarse como una herramienta de monitoreo como complemento de los sistemas de

control, permitiendo un monitoreo continuo, remoto y digital del estado químico de la

escoria.
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1.5.2. Limitaciones

Este trabajo no aborda la predicción de otros parámetros de operación del proceso como

presión o �ujo de gases, ni estima el rendimiento global de la conversión metalúrgica.

Tampoco se consideran eventos operacionales extremos ni �uctuaciones rápidas del

sistema.

Las restricciones del trabajo incluyen la dependencia de datos históricos ya registrados,

debido a eso tenemos una cantidad limitada de datos de proceso con los que trabajar

ya que estos deben estar alineados con datos �sicoquimicos de nuestras variables

objetivos. Asimismo, la capacidad computacional disponible impone límites al tamaño

y complejidad de los modelos que pueden ser entrenados.

Los resulados de este estudio son válidos para las condiciones particulares del

convertidor y los datos de proceso. La implementación y generalización de los modelos

a otros entornos o plantas requiere ajustes adicionales, incluyendo reentrenamiento,

recalibración y requerimientos computacionales adicionales.
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Marco Teórico

2.1. Proceso químico

Durante el proceso de fusión de concentrados de cobre, cuyo principal mineral es

la calcopirita (CuFeS2), se alcanza una temperatura cercana a los1250� C. Bajo

estas condiciones, el azufre y el hierro presentes en el mineral se oxidan mediante el

suministro de aire enriquecido, generando una fase fundida compuesta principalmente

por sulfuros de cobre y hierro (Cu2S�FeS), denominadamata. Esta fase líquida contiene

aproximadamente un 75 % de cobre y coexiste con una escoria fundida de naturaleza

oxidada, así como con gases ricos en SO2.

Las principales reacciones químicas que ocurren durante esta etapa del proceso son las

siguientes:

2 CuFeS2 ! Cu2S + 2 FeS +
1
2

S2

2 CuS! Cu2S +
1
2

S2

3 FeS + 5 O2 ! Fe3O4 + 3 SO2

Cu2O + FeS 
 Cu2S + FeO

6 FeS + 3 Fe3O4 
 10 FeO + SO2

Las reacciones globales que describen la producción de mata y escoria a partir de la
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calcopirita se resumen como sigue:

2 CuFeS2(s) +
13
4

O2(g) = Cu 2S +
1
2

FeS +
3
2

FeO +
5
2

SO2(g) (2.1)

2 FeO + SiO2 = 2 FeO � SiO2 (2.2)

La ecuación (2.1) representa la obtención de la mata rica en cobre, mientras que la

ecuación (2.2) re�eja la formación de escoria silicatada, producto de la reacción entre

el óxido de hierro y la sílice.[5]

2.2. Ley cobre

La ley de cobrese re�ere al porcentaje de cobre que encierra una determinada muestra.

Cuando se habla de una ley del 1 % esto quiere decir que en cada 100 kilogramos de

roca mineralizada hay 1 kilogramo de cobre puro.[10]

2.3. Razon hierro silice

La razón hierro-sílice, comúnmente expresada como Fe/SiO2, corresponde a la relación

en peso entre el contenido total de hierro (Fe2+ +Fe3+ ) y el contenido de dióxido de

silicio (SiO2) presente en una escoria pirometalúrgica. Este parámetro es crucial para

determinar la viscosidad y estructura del fundido, ya que in�uye directamente en la

despolimerización del sistema silicato. Un mayor valor de Fe/SiO2 tiende a reducir la

viscosidad de la escoria, facilitando su separación y mejorando la e�ciencia del proceso

de fundición.[11]

La razón se puede expresar como:

Fe
SiO2

=
wFe(total)

wSiO2

donde wFe(total) y wSiO2 son los contenidos en peso de hierro total y sílice,

respectivamente.
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2.4. Machine learning

El aprendizaje automáticoes un campo de estudio que otorga a las computadoras la

capacidad de aprender sin estar explícitamente programadas, tal como lo de�ne Arthur

Samuel (1959). A diferencia de la programación tradicional, donde un programador

debe proporcionar todas las reglas explícitas, en aprendizaje automático se parte de los

datos y los resultados deseados, permitiendo que el algoritmo in�era relaciones entre

las entradas y salidas, generando modelos predictivos o de clasi�cación a partir de

ejemplos.[4]

2.5. Deep learning

Es un subcampo del aprendizaje automático que se centra en construir representaciones

jerárquicas y distribuidas de los datos. Según Yoshua Bengio (2021), este enfoque

explota la estructura desconocida de los datos de entrada para descubrir relaciones

útiles en múltiples niveles, donde las características de nivel superior se de�nen en

función de las de nivel inferior. Peter Norvig lo describe como aprendizaje con múltiples

niveles de abstracción, y Yann LeCun lo conceptualiza como la construcción de modelos

mediante el ensamblaje de módulos parametrizados optimizados con métodos basados

en gradiente, destacando la composicionalidad y la capacidad de optimización como

elementos clave.[4]

2.6. Interpolación

Es el proceso de estimar valores faltantes dentro de una secuencia de datos usando los

valores existentes. En el contexto de series de tiempo, consiste en generar estimaciones

para puntos temporales donde no se tiene información, asegurando que el resultado

preserve la regularidad temporal de la serie. [4]

Interpolación lineal: consiste en conectar con una línea dos puntos observados

y completar los valores faltantes para que se encuentren en dicha linea.
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2.7. Time delay Embedding

Incrustación de retardo temporal (Time Delay Embedding, TDE) es un método

para transformar una serie temporal en una matriz compuesta por segmentos de

datos dependientes en el tiempo. Este procedimiento convierte una secuencia larga

de observaciones en un conjunto de segmentos más cortos, de manera que el análisis

se centre en ladependencia temporal de los datos, en lugar de predecir un valor

puntual en un instante especí�co. En otras palabras, cada �la de la matriz generada

mediante TDE resume la estructura temporal de un segmento de la serie original [?].

En la �gura 2.1 se muestra el esquema general.[12]

Fig. 2.1: Time delay Embedding

2.8. Validación cruzada

Es una técnica estadística utilizada para evaluar el rendimiento de un modelo predictivo

y estimar su capacidad de generalización a datos no vistos. El procedimiento consiste

en dividir el conjunto de datos en múltiples particiones denominadasfolds. En cada

iteración, se entrena el modelo con un subconjunto de los datos y se evalúa con el

subconjunto restante, repitiendo este proceso hasta que todas las particiones hayan

sido utilizadas como conjunto de prueba. Finalmente, se calcula una métrica promedio

de desempeño a partir de todas las iteraciones, reduciendo así la varianza asociada a una

única partición entrenamiento/prueba y proporcionando una estimación más robusta

del rendimiento real del modelo [13].

TimeSeriesSplit: es un método de validación cruzada diseñado especí�camente
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para datos de series temporales con observaciones ordenadas cronológicamente.

A diferencia de métodos tradicionales como K-Fold,TimeSeriesSplit garantiza

que el conjunto de entrenamiento siempre contiene únicamente datos anteriores

al conjunto de prueba, evitando así el entrenamiento con información futura. En

cada una de lask particiones, los primerosk bloques se usan como entrenamiento

y el siguiente bloque como prueba, de modo que los conjuntos de entrenamiento

crecen de manera acumulativa en cada iteración. Además, cada conjunto de prueba

cubre un periodo temporal del mismo tamaño, lo que permite una estimación

consistente de la capacidad de generalización del modelo en entornos de datos

secuenciales. [14]

2.9. Grid Search

Es un procedimiento de búsqueda exhaustiva sobre un conjunto prede�nido de

valores de hiperparámetros para un estimador. El proceso implica de�nir una �rejilla�

(grid) que combina todas las combinaciones posibles de los valores deseados para

los hiperparámetros, y evaluar cada combinación mediante validación cruzada para

encontrar la con�guración óptima [15].

GridSearchCV , implementado en el módulosklearn.model_selection , automatiza

este proceso. Se proporciona un estimador (modelo), una rejilla de hiperparámetros

(param_grid), y una estrategia de validación cruzada (cv). Por cada combinación de

parámetros, se entrena y evalúa el modelo, y al �nal se selecciona la con�guración

que arroja el mejor rendimiento promedio. El estimador resultante puede reenfocarse

(refit ) sobre todo el conjunto de datos con los mejores parámetros encontrados [15].

2.10. Métricas

2.10.1. MAE

El Mean Absolute Error (MAE) es una métrica simple que calcula el error absoluto

promedio entre las predicciones realizadas por un modelo y los valores observados

correspondientes.[4]
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MAE =
1

N � L

NX

i

LX

j

jf i;j � yi;j j (2.3)

donde:

N es el número de series temporales evaluadas,

L es la longitud del período de prueba (número de predicciones por serie),

f i;j es el valor pronosticado en el instantej para la seriei ,

yi;j es el valor observado en el mismo instante.

2.10.2. MASE

El Mean Absolute Scaled Error(MASE) es una métrica ligeramente más complicada que

el MSE o MAE, pero ofrece una mejor medida para superar la naturaleza dependiente

de la escala de estas métricas. Si se tienen múltiples series temporales con diferentes

valores promedio, tanto MAE como MSE tienden a mostrar errores más altos para las

series con valores grandes en comparación con las de valores pequeños. MASE resuelve

este problema escalando los errores utilizando el MAE dentro de la muestra obtenido con

el método de pronóstico ingenuo, que consiste en usar el valor anterior como predicción

(es decir,yj � 1 para predeciryj ).[4]

MASE =
1
L

P L
i =1 jf i � yi j

1
L � 1

P L
j =2 jyj � yj � 1j

(2.4)

donde:

L es la longitud del período de prueba (número de predicciones),

f i es el valor pronosticado en el instantei ,

yi es el valor observado en el instantei ,

el denominador representa el MAE del pronóstico ingenuo dentro de la muestra.
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2.10.3. Sesgo de pronóstico (FB)

El Forecast Bias(FB) es una métrica que considera aspectos ligeramente diferentes a los

de otras métricas vistas previamente. Mientras que otras métricas evalúan lacorrección

del pronóstico, independientemente de la dirección del error, el sesgo de pronóstico nos

permite entender el sesgo general en el modelo. Esta métrica nos ayuda a identi�car si el

modelo pronostica sistemáticamente por encima o por debajo de los valores observados.

Calculamos el sesgo de pronóstico como la diferencia entre la suma de los valores

pronosticados y la suma de los valores observados, expresada como porcentaje sobre

la suma de todos los valores observados:[4]

FB =
P N

i
P L

j f i;j �
P N

i
P L

j yi;j
P N

i
P L

j yi;j
(2.5)

donde:

N es el número de series temporales evaluadas,

L es la longitud del período de prueba (número de predicciones por serie),

f i;j es el valor pronosticado en el instantej para la seriei ,

yi;j es el valor observado en el mismo instante.

2.10.4. Coe�ciente de correlación lineal de Pearson

Es un índice estadístico diseñado para variables cuantitativas (con escala mínima de

intervalo) que mide el grado de covariación lineal entre dos variables. Evalúa en qué

medida los cambios en una variable están asociados linealmente con cambios en la otra.

Sus valores oscilan entre� 1 y +1: un valor de +1 indica correlación lineal positiva

perfecta, un valor de� 1 indica correlación lineal negativa perfecta y un valor de0

indica ausencia de correlación lineal. Es importante señalar que una correlación alta no

implica necesariamente causalidad entre las variables. [16]

El coe�ciente de correlación de Pearson se de�ne como:
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� =
cov(X; Y )

q
var(X ) var(Y)

donde cov(X; Y ) representa la covarianza entre las variablesX y Y, y var(�) es la

varianza de cada una.

Cuando se trabaja con datos muestrales, se utiliza la siguiente expresión equivalente:

r xy =
P n

i =1 (x i � �x)(yi � �y)
q P n

i =1 (x i � �x)2
q P n

i =1 (yi � �y)2

donde:

x i ; yi son los valores observados de cada variable,

�x; �y son sus medias muestrales,

n es el número de observaciones.

Este estadístico es adimensional y no depende de la escala de medida de las variables,

lo que permite comparar correlaciones entre diferentes conjuntos de datos.

2.10.5. Coe�ciende de determinación ( R2)

Es un estadístico que mide la proporción de la variabilidad total de la variable

dependiente que es explicada por el modelo de regresión. Sus valores se encuentran en el

rango0 � R2 � 1, dondeR2 = 1 indica que el modelo explica el 100 % de la variabilidad

observada, mientras queR2 = 0 signi�ca que no explica ninguna variabilidad. Un valor

intermedio re�eja un grado parcial de explicación, y1� R2 corresponde a la proporción

de variabilidad no explicada.

Se de�ne como:

R2 = 1 �
� 2

r

� 2
y

= 1 �
P N

i =1 (yi � ŷi )2

P N
i =1 (yi � �y)2

donde:

� 2
r = 1

N

P N
i =1 (yi � ŷi )2 es lavarianza residual de la predicción,
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� 2
y = 1

N

P N
i =1 (yi � �y)2 es lavarianza total de la variable dependiente,

yi es el valor observado,

ŷi es el valor estimado por el modelo,

�y es la media muestral de la variable dependiente,

N es el número de observaciones.

Este estadístico es independiente de la escala de medida de las variables y se utiliza

ampliamente para evaluar la calidad de ajuste de un modelo predictivo.

2.10.6. Mutual Information (MI)

La Información Mutua (Mutual Information, MI) es una medida de dependencia

entre dos variables aleatorias que proviene de la teoría de la información. A diferencia

del coe�ciente de correlación de Pearson, que solo captura relaciones lineales, la MI es

capaz de detectar tanto dependencias lineales como no lineales entre las variables [17].

Formalmente, la MI se de�ne como la diferencia entre las entropías marginales y la

entropía conjunta, o equivalentemente:

I (X ; Y) =
Z

R2
p(x; y) log

 
p(x; y)

p(x)p(y)

!

d(x; y) (2.6)

donde p(x; y) es la densidad conjunta deX y Y, y p(x), p(y) son las densidades

marginales correspondientes. En el caso discreto, la integral se reemplaza por una suma.

Una propiedad fundamental es:

I (X ; Y) � 0 (2.7)

y I (X ; Y) = 0 si y solo siX y Y son independientes.

La MI tiene un rango en[0; 1 ), pero puede normalizarse para obtener un coe�ciente

de correlación en el intervalo[0; 1] mediante la expresión:

� I (X ;Y ) =
q

1 � exp (� 2I (X ; Y)) (2.8)
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Si (X; Y ) sigue una distribución normal bivariada, entonces� I (X ;Y ) es equivalente al

coe�ciente de correlación de Pearson.

Ventajas:

Detecta relaciones no lineales y no paramétricas.

Es invariante bajo transformaciones monótonas de las variables.

Admite versiones condicionalesI (X ; Y jZ ), análogas a la correlación parcial.

En análisis exploratorio de datos, la MI normalizada (NMI) se interpreta de forma

similar a un coe�ciente de correlación tradicional, pero con mayor sensibilidad frente a

patrones complejos en los datos.[17]

2.11. Correlación cruzada

Es una técnica estadística que cuanti�ca la similitud entre dos series temporales en

función de un desplazamiento (lag) aplicado a una de ellas. A través de este análisis, es

posible detectar patrones comunes, determinar relaciones temporales y evaluar si una

serie antecede o sigue a la otra en el tiempo. Su valor varía entre� 1 y +1, donde+1

indica una correlación perfecta en la misma dirección,0 ausencia de correlación y� 1

una correlación perfecta en dirección opuesta.

En el análisis de series temporales, esta herramienta permite identi�car el desfase óptimo

en el que ambas secuencias se asemejan más, lo que es de utilidad en ámbitos como el

procesamiento de señales, la ingeniería, las �nanzas y el modelado predictivo. Además,

puede representarse grá�camente mediante uncorrelograma, que facilita la visualización

de la correlación en función de los distintoslags [18].

Máxima correlación: corresponde al valor más alto del coe�ciente de correlación

cruzada obtenido al desplazar una serie temporal respecto de otra a lo largo

de distintos desfases (lags). Este valor re�eja el grado máximo de similitud

alcanzable entre ambas señales y permite determinar el desfase óptimo que genera

la alineación temporal más precisa. Un valor cercano a+1 indica una fuerte

relación directa, mientras que uno cercano a� 1 señala una fuerte relación inversa

en el desfase correspondiente [18].
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2.12. Regresión lineal múltiple

La regresión lineal múltiplees un método estadístico utilizado para modelar la relación

entre una variable dependiente y un conjunto de variables independientes. A diferencia

de la regresión lineal simple, que considera un solo predictor, esta técnica permite

analizar de manera simultánea el efecto de múltiples factores sobre la variable objetivo.

El modelo se expresa como una combinación lineal de los predictores:

Y = � 0 + � 1X 1 + � 2X 2 + � � � + � pX p + " (2.9)

donde:

Y es la variable dependiente (objetivo del modelo),

X 1; X 2; : : : ; X p son las variables independientes (predictores),

� 0 es el intercepto,

� 1; � 2; : : : ; � p son los coe�cientes de regresión que cuanti�can el impacto de cada

predictor sobreY,

" es el término de error aleatorio.

Los parámetros� se estiman mediante el método de mínimos cuadrados, que minimiza

la suma de los errores al cuadrado entre los valores observados y los predichos.[19]

2.13. Long Short-Term Memory (LSTM)

La Long Short-Term Memory (LSTM) es una arquitectura avanzada de redes

neuronales recurrentes (RNN), diseñada para abordar las limitaciones de las RNN

tradicionales, especialmente el problema del desvanecimiento del gradiente. Introducida

por Hochreiter y Schmidhuber, las LSTM son capaces de capturar dependencias a largo

plazo en secuencias de datos, lo que las hace particularmente efectivas para tareas como

traducción automática, reconocimiento del habla y pronóstico de series temporales [20].
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Cada unidad LSTM incluye una célula de memoria y tres puertas (gates) que regulan

el �ujo de información:

Puerta de entrada (input gate) , que controla cuánto de la nueva información

se almacena en la célula.

Puerta de olvido (forget gate) , que decide qué información previa debe

descartarse.

Puerta de salida (output gate) , que regula qué información de la célula se

envía como salida en el paso actual.

Esta estructura de gates permite a las LSTM retener y descartar información de manera

selectiva, superando así el problema del gradiente que se desvanece en secuencias largas

[20].

La inferencia dentro de una célula LSTM puede formalizarse mediante el siguiente

conjunto de ecuaciones, donde� representa el producto elemento a elemento:

i t = � (Wxi x t + Whi ht � 1 + bi ); (2.10)

f t = � (Wxf x t + Whf ht � 1 + bf ); (2.11)

ot = � (Wxox t + Whoht � 1 + bo); (2.12)

~ct = tanh( Wxcx t + Whcht � 1 + bc); (2.13)

ct = f t � ct � 1 + i t � ~ct ; (2.14)

ht = ot � tanh(ct ): (2.15)

Estas ecuaciones re�ejan cómo las puertas deciden qué información guardar, eliminar

o transmitir, permitiendo que el modelo mantenga dependencias temporales a lo largo

de muchas etapas de tiempo .

2.14. Temporal Fusion Transformer (TFT)

El Temporal Fusion Transformer (TFT) es un modelo de aprendizaje profundo diseñado

para el pronóstico de series temporales multivariantes y multihorizonte, que combina
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redes recurrentes y mecanismos de atención para capturar dependencias locales y

de largo alcance de manera interpretable. Su arquitectura integra distintos tipos de

variables: covariables estáticas, entradas observadas en el pasado y entradas conocidas

en el futuro, lo que le permite adaptarse a escenarios complejos de predicción [21].

El objetivo del modelo es estimar pronósticos probabilísticos mediante cuantiles:

ŷi (q; t; � ) = f q

�
�; y i; t � k:t ; zi; t � k:t ; x i; t � k:t+ � ; si

�
; (2.16)

donde:

ŷi (q; t; � ) es el pronóstico del cuantilq en el horizonte� para la seriei .

yi; t � k:t son los valores históricos de la variable objetivo.

zi; t � k:t representan las entradas exógenas desconocidas (futuros inciertos).

x i; t � k:t+ � corresponden a las entradas conocidas.

si son las covariables estáticas asociadas a la seriei .

f q es la función aprendida por la red neuronal para el cuantilq.

La arquitectura de TFT se compone de los siguientes módulos principales:

1. Selección de variables: redes neuronales especializadas ponderan la relevancia

de cada variable en cada instante, adaptando dinámicamente el conjunto de

entradas.

2. Codi�cación recurrente: una LSTM procesa las entradas pasadas para

capturar dependencias temporales locales.

3. Atención interpretable: un mecanismo de auto-atención enmascarada permite

identi�car qué instantes históricos son más relevantes para los pronósticos futuros.

4. Gated Residual Networks (GRN): mecanismos de compuertas que permiten

omitir información redundante y mejorar la generalización.

5. Pronóstico por cuantiles: las salidas del decodi�cador se proyectan sobre

diferentes cuantiles (q = 0;1; 0;5; 0;9; : : : ), proporcionando estimaciones con

intervalos de con�anza.
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Gracias a la combinación de LSTM, auto-atención y mecanismos de selección, el

TFT logra un balance entre precisión de pronóstico e interpretabilidad, permitiendo

comprender qué variables y momentos en el tiempo in�uyen más en las predicciones.
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Desarrollo

3.1. Introducción

Este capítulo detalla el desarrollo llevado a cabo para la estimación del contenido de

cobre y la razón hierro/sílice en la escoria de un Convertidor Flash, utilizando datos de

proceso y técnicas deDeep Learning.

El trabajo se realizó sobre un conjunto de datos de proceso proporcionado por

terceros. El desarrollo comenzó con la etapa de selección y preprocesamiento de

estos datos, en la que se aplicaron técnicas de limpieza y normalización de las series

temporales. Posteriormente, se entrenaron y evaluaron diversos modelos de regresión y

de aprendizaje profundo.

Una parte fundamental del desarrollo fue la selección de métricas cuantitativas para

evaluar el desempeño predictivo de cada modelo, considerando tanto la precisión como

la capacidad de generalización. A partir de los resultados obtenidos, se elaboró una

tabla comparativa con el objetivo de contrastar las arquitecturas utilizadas.

Resulta relevante destacar la importancia de los enfoques endógeno y exógeno en la

construcción de los modelos. Mientras que los conjuntos endógenos permiten analizar

la capacidad predictiva de los modelos a partir de la autocorrelación de la propia serie

de la variable objetivo, los conjuntos exógenos ofrecen un escenario más cercano a la

operación real de la planta, al prescindir del uso de valores pasados de la ley de cobre

y de la razón hierro-sílice e incorporar únicamente variables de proceso medidas en
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línea. Este enfoque no solo responde a la limitación práctica derivada del retraso en

los análisis de laboratorio, sino que también posibilita evaluar con mayor realismo la

capacidad de los modelos deDeep Learningpara aprender relaciones causales entre las

condiciones operacionales y las variables �sicoquímicas objetivo.

3.2. De�nición del conjunto de datos

Se utilizó una base de datos histórica del proceso pirometalúrgico del Convertidor

Flash, correspondiente a los años 2024 y 2025. A partir de esta fuente, se seleccionó un

subconjunto continuo de registros comprendido entre el3 de agosto de 2024 a las

20:00 horas y el 17 de octubre de 2024 a las 14:00 horas , un total de 75 días,

garantizando una consistencia temporal para el análisis de series de tiempo.

El conjunto de datos incluyó las variables objetivo del modelo:ley de cobre y

razón hierro/sílice. Además, se consideraron seis variables de entrada asociadas al

comportamiento del proceso:

Temperatura de la escoria (Slag Temperature): corresponde a la temperatura

del material fundido presente en el horno �ash. Es un indicador clave del balance

térmico del proceso, ya que in�uye directamente en el comportamiento de la

escoria dentro del horno. Valores demasiado bajos generan acreciones en las

paredes refractarias y di�cultan la separación entre las fases escoria y cobre blister;

en cambio, temperaturas muy altas dañan los refractarios por su agresividad,

diluyendo la magnetita e in�ltrándose en los ladrillos.

Flujo de alimentación de concentrado (Cons Feed Rate): representa la

tasa de alimentación de concentrado hacia el horno �ash. Su impacto radica en

la generación de calor por las reacciones exotérmicas asociadas a los sulfuros

presentes y en la relación Cu:S, que determina el carácter fuertemente exotérmico

de la fusión. La capacidad de procesamiento no depende directamente de este

�ujo, sino del dimensionamiento del reactor.

Alimentación de polvo (Dust Feed Rate): corresponde a la reincorporación de

material particulado recirculado proveniente del sistema de limpieza de gases o

tren de gases. Este material posee un alto contenido de cobre, junto con hierro,
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sílice e impurezas del concentrado, por lo que su reintegración afecta el balance

de masa y la composición química de la carga.

Alimentación de fundente (Flux Feed Rate): consiste en la adición de fundente

(principalmente sílice), cuya función es facilitar el manejo de la fase escoria al

disminuir su punto de fusión y mantenerla líquida a temperaturas de operación.

A través del control químico del fundente se favorece la separación entre la escoria

y el cobre blister en el reposador.

Coe�ciente de oxígeno (Oxygen Coe�cient ): expresa la relación entre la

cantidad de oxígeno inyectado y el oxígeno teórico requerido para la oxidación

completa. En la práctica industrial, se re�ere a la cantidad de oxígeno utilizado

por tonelada de concentrado procesado.

Enriquecimiento de oxígeno (Oxygen Enrichment): corresponde al porcentaje

de oxígeno presente en el �ujo de aire soplado al horno �ash. Un mayor

enriquecimiento aumenta la velocidad de reacción y la temperatura alcanzada,

modi�cando el comportamiento térmico y químico de la operación.

Estas variables fueron seleccionadas por su relevancia en el proceso metalúrgico y su

impacto en la composición química de la escoria.

Previo a su uso en los modelos de aprendizaje profundo, los datos fueron sometidos a

una fase de preprocesamiento. Se eliminaron datos atipicos y se aplicó normalización

para cada variable, asegurando una escala uniforme durante el entrenamiento de los

modelos.

3.2.1. Análisis estadístico del conjunto de datos

Se realiza un análisis estadístico inicial con el objetivo de identi�car patrones de

periodicidad, variabilidad y distribución en los datos. Para ello, se emplearon diferentes

visualizaciones y métricas que permiten identi�car el comportamiento de las variables:

Serie temporal: permite observar el comportamiento de las variables a lo largo

del tiempo, identi�cando tendencias, estacionalidades y datos atípicos.

Histograma: muestra la distribución de frecuencia de los valores, facilitando la

detección de sesgos y rangos predominantes.
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Diagrama de caja: proporciona información sobre la dispersión, mediana y

valores atípicos.

A continuación podemos ver las distintas series temporales de cada uno de

nuestros datos de entrada antes de la realización de un preprocesamiento 3.1.

(a) Serie temporal de Ley de cobre (b) Serie temporal de Razón Hierro Sílice

(c) Serie temporal de Temperatura de la

escoria

(d) Serie temporal de Alimentación de

fundente

(e) Serie temporal de Alimentación de

polvo

(f) Serie temporal de Comsumo de

concentrado

(g) Serie temporal de Coe�ciente de

oxigeno

(h) Serie temporal de Enriquecimiento de

oxigeno

Fig. 3.1: Series temporales de datos crudos del proceso.
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Podemos notar una alta variabilidad en las series (picos y caídas abruptas), además

de la presencia de ruido y valores atípicos. Por ejemplo, analizando más en detalle los

datos obtenidos deConsumo de concentrado3.2 podemos encontrar valores negativos

los cuales en términos �sicos no tiene una lógica.

Fig. 3.2: Serie temporal consumo de concentrado

Al analizar su diagrama de caja 3.3 se con�rma la presencia de valores atípicos los cuales

deben ser normalizados primeramente para el correcto entrenamiento de los modelos

de regresión.

Fig. 3.3: Diagrama de caja consumo de concentrado

Además de la alta varaibilidad tenemos la problema en la dimensionalidad de los datos,

debido a que por ejemplo en elConsumo de concentradotenemos 495.625 datos los

cuales superan por mucho a los 887 datos deLey de cobrey Razón Hierro/Sílice
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obtenidos del proceso. Esta diferencia en cantidad de datos la podemos apreciar en

la siguiente tabla comparativa 3.1.

Variable Cantidad de datos

Ley de cobre 887

Razón hierro/sílice 887

Temperatura de la escoria 3.000

Consumo de concentrado 495.625

Alimentación de polvo 91.281

Alimentación de fundente 93.430

Coe�ciente de oxígeno 1.378

Enriquecimiento de oxígeno 1.176

Tabla 3.1: Variables y cantidad de datos

Al analizar detalladamente la serie temporal de la �gura 3.4 y el histograma 3.5

correspondiente a laTemperatura de la escoriaobservamos que presenta caídas abruptas

hasta valores cercanos a cero, lo cual físicamente no es correcto debido a la naturaleza

continúa del proceso, esto nos indica una posible falla en la obtención de los datos.

Debido a estos valores atípicos concluimos que el valor de varianza y distribución de

los datos que se observa en el histograma 3.5 esta sesgado.

Fig. 3.4: Serie temporal de la Temperatura de la escoria.
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Fig. 3.5: Histograma de la Temperatura de la escoria.

Debido a las diferencias entre las cantidades de datos, la presencia de alta variabilidad

y valores atípicos se emplea un preprocesamiento de los datos.

3.2.2. Preprocesamiento

El preprocesamiento tuvo como propósito uni�car la periodicidad y frecuencia de los

datos, así como eliminar valores atípicos y normalizar las variables, con el �n de

garantizar la consistencia entre los distintos conjuntos y facilitar el entrenamiento de

los modelos.

En el caso de datos temporales provenientes de diferentes fuentes, como registros de

proceso y datos �sicoquímicos, encontramos variaciones en los intervalos de muestreo

y en la alineación temporal. Si estas discrepancias no se corrigen, pueden introducir

sesgos que afecten el rendimiento del modelo y reduzcan su capacidad predictiva.

Las principales transformaciones aplicadas fueron:

De�nición de periodo y frecuencia: se estableció un intervalo de muestreo

uniforme para todos los conjuntos de datos, abarcando desde el 3 de agosto hasta el

17 de octubre. Se generaron dos bases de datos: una con frecuencia de 1 hora y otra

con frecuencia de 30 minutos. Esta regularidad es esencial para que los modelos

de series de tiempo puedan detectar patrones temporales de forma consistente.

Resampling: se reagruparon los datos mediante el cálculo de promedios en

los intervalos de�nidos (1 hora y 30 minutos). Esta técnica ayuda a reducir el

ruido de alta frecuencia y a resaltar tendencias generales sin perder información
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signi�cativa.

Reindexado: se aplicó un índice temporal uniforme para alinear correctamente

los registros entre las distintas variables, evitando desfases y asegurando que cada

observación temporal sea coherente con el resto del conjunto.

Interpolación lineal: se completaron los datos faltantes mediante interpolación

lineal, cuando fue necesario. Este método fue elegido por ser adecuado en variables

continuas, ya que mantiene la coherencia en la evolución temporal. En este

trabajo, se asume que las variables tienen un comportamiento continuo, debido a

su naturaleza física y química.

En la �gura 3.6 se muestra el diagrama de �ujo del preprocesamiento de los datos.

Fig. 3.6: Diagrama de �ujo del preprocesamiento

A continuación, se presentan las nuevas series temporales con una frecuencia de

muestreo de 30 minutos. Esta frecuencia se adopta como base para el desarrollo de

la memoria, ya que permite disponer de una mayor cantidad de datos en comparación

con la frecuencia de 1 hora, lo que resulta de interés para el análisis. No obstante, los

grá�cos correspondientes a la frecuencia de 1 hora se incluyen en el anexo A.1 de la

memoria de título para su eventual revisión y análisis complementario.
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