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Resumen

En este trabajo se abordó el problema de la evaluación objetiva de la calidad en imágenes astro-

nómicas reconstruidas a partir de observaciones interferométricas, un proceso que tradicionalmente

depende de la inspección visual de expertos y carece de metodologías reproducibles. Es por esto que

se propuso el desarrollo de un sistema automático basado en técnicas de Deep Learning, capaz de

comparar múltiples reconstrucciones provenientes de una misma observación y establecer un ranking

de calidad sin necesidad de contar con una imagen de referencia. Con este propósito, se generó un con-

junto de datos simulado a partir de galaxias y nebulosas, sobre el cual se aplicaron distintos algoritmos

de reconstrucción evaluados mediante métricas objetivas, que fueron utilizados como insumo para en-

trenar redes neuronales convolucionales diseñadas con y sin incorporación de contexto. Los modelos

obtenidos demostraron capacidad para predecir métricas de calidad y ordenar reconstrucciones de

manera consistente con las evaluaciones de referencia. Además, se realizó un análisis comparativo

de algoritmos de reconstrucción considerando calidad de imagen, costo computacional y condiciones

de observación. La principal ventaja de la solución propuesta es que aporta objetividad y eficiencia

al análisis, reduciendo la carga de trabajo manual y permitiendo concentrar la atención en las re-

construcciones de mayor fidelidad. Finalmente, se implementó una herramienta prototipo que integra

simulación, reconstrucción, evaluación y modelado en un mismo entorno flexible, capaz de incorporar

nuevos algoritmos y métricas, con potencial de aplicación en futuros contextos de investigación.
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Abstract

This work focuses on the problem of objectively evaluating the quality of astronomical images

reconstructed from interferometric observations, a task that has traditionally relied on expert visual

inspection and has often been conducted without reproducible methodologies. To mitigate this li-

mitation, we propose an automatic system based on Deep Learning techniques, designed to compare

multiple reconstructions from the same observation and to establish a quality ranking without the need

for a reference image. To this end, a simulated dataset comprising galaxies and nebulae was generated,

on which several reconstruction algorithms were applied and assessed using objective quality metrics;

the resulting evaluations were subsequently employed to train convolutional neural networks, imple-

mented both with and without contextual information. The trained models demonstrated the capability

to predict quality metrics and to order reconstructions consistently with reference-based evaluations.

Furthermore, a comparative analysis of reconstruction algorithms was performed, considering image

quality, computational cost, and observational conditions, thereby highlighting trade-offs between fi-

delity and efficiency. The principal advantage of the proposed approach is that it introduces objectivity

and efficiency into the evaluation process, reducing manual effort and enabling experts to focus on the

reconstructions of highest fidelity. Finally, a prototype tool was developed that integrates simulation,

reconstruction, evaluation, and modeling into a unified and extensible framework, facilitating the in-

corporation of additional algorithms and metrics and offering potential applications in future research

settings.
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serie de visibilidades y luego comparan visualmente las imágenes resultantes para determinar cuál

parece más adecuada para su análisis. Este proceso es subjetivo, depende de la experiencia del inves-

tigador, y carece de reproducibilidad y objetividad en la evaluación de calidad.

Ante esta situación, surge la necesidad de un sistema automático capaz de comparar la calidad

entre reconstrucciones, aportando objetividad y reduciendo la carga de trabajo asociada a revisiones

manuales, especialmente en escenarios con grandes volúmenes de datos.

En esta Memoria de Título se propone el desarrollo de una herramienta que establezca un ranking

de calidad, ordenando las imágenes reconstruidas a partir de una misma observación según su nivel

de fidelidad, sin requerir el conocimiento previo de la imagen ideal del cielo. De este modo, se busca

asistir a los expertos en su análisis, facilitando la identificación de las mejores reconstrucciones y

optimizando el flujo de trabajo.
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Capítulo 2
Objetivos del proyecto

2.1 Objetivo general

Desarrollar un sistema basado en modelos de Deep Learning, capaz de comparar múltiples recons-

trucciones de una misma fuente y establecer un ranking de calidad sin necesidad de una imagen de

referencia.

2.2 Objetivos específicos

1. Construir un conjunto de datos simulado compuesto por colecciones de imágenes reconstruidas

de una misma observación, generadas a partir de visibilidades sintéticas y distintos algoritmos

de reconstrucción.

2. Evaluar el desempeño de diversos algoritmos de reconstrucción aplicados a las visibilidades si-

muladas, considerando tanto el tiempo de ejecución como la calidad de las imágenes obtenidas.

3. Desarrollar y validar un modelo de aprendizaje automático capaz de predecir métricas de calidad

de imagen con referencia, utilizando como entrada las colecciones de imágenes reconstruidas.

4. Diseñar y validar un método que permita establecer un ranking de calidad entre las imágenes

reconstruidas de cada colección, en función de las métricas predichas por el modelo.

La validación de los objetivos planteados se realizará mediante una combinación de análisis cuan-

titativo.
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En cuanto al primer objetivo, se validará que el conjunto de datos simulado haya sido construido

correctamente, verificando que las visibilidades sintéticas se generen a partir de imágenes de referencia

y que las reconstrucciones obtenidas mediante distintos algoritmos sean coherentes con los parámetros

utilizados en la práctica astronómica.

Respecto al segundo objetivo, la validación considerará la aplicación sistemática de los algoritmos

de reconstrucción sobre las visibilidades simuladas, evaluando tanto la calidad de las imágenes resul-

tantes como los tiempos de ejecución. Se verificará además que la variabilidad de las reconstrucciones

sea suficiente para sustentar un análisis comparativo robusto.

En relación con el tercer objetivo, la validación consistirá en entrenar y evaluar un modelo de

aprendizaje automático capaz de predecir métricas de calidad de imagen con referencia. Para ello, se

empleará un conjunto de prueba independiente y se cuantificará el desempeño del modelo utilizando

métricas de regresión que reflejen la coherencia entre predicciones y valores de referencia.

Finalmente, el cuarto objetivo se validará mediante la implementación de un sistema de ranking

que ordene las imágenes reconstruidas de cada colección en función de las métricas predichas por el

modelo. La efectividad del ranking se medirá comparando su ordenamiento con los obtenidos a partir

de métricas objetivas de referencia.
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1. Skymodel: Imagen de entrada, en formato FITS o .image.

2. Incenter / Inwidth: Frecuencia central y ancho de banda de la observación.

3. Antennalist: Archivo que define la configuración del arreglo interferométrico. CASA in-

cluye múltiples archivos predefinidos que modelan configuraciones reales de telescopios

como ALMA. Estos archivos permiten especificar aspectos como la cantidad de antenas,

su distribución espacial y el espacio entre ellas.

4. Totaltime: Tiempo total asignado a la observación simulada. Este parámetro determina

cuánto tiempo el arreglo de antenas permanece observando la fuente en el cielo. A mayor

duración, se mejora la cobertura del plano (u,v).

5. Indirection: Coordenadas de la fuente en el cielo (ascensión recta y declinación) que

definen la dirección de apuntado del arreglo interferométrico.

6. Noise: Opción que permite incorporar ruido gaussiano a las visibilidades simuladas.

La simulación genera, entre otros productos, un conjunto de visibilidades en formato Measure-

ment Set (.ms), el cual puede utilizarse directamente en los algoritmos de reconstrucción apli-

cados en etapas posteriores.

Tclean: Esta tarea de CASA está diseñada para reconstruir imágenes interferométricas median-

te deconvolución, tomando como entrada las visibilidades y múltiples parámetros configurables.

Entre los parámetros más relevantes configurables con tclean están:

1. Imsize: Define el tamaño de la imagen en píxeles (ancho × alto).

2. Cell: Establece la escala angular asociada a cada píxel, lo que determina el nivel de mues-

treo espacial de la imagen.
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donde MAXI es el valor máximo del píxel. Valores más altos de PSNRr indican una mayor

fidelidad entre reconstrucción y referencia,

SSIM (Structural Similarity Index Measure): Evalúa la similitud estructural entre la imagen

reconstruida y la referencia, considerando tres componentes: luminancia, contraste y estructura.

Se calcula con la siguiente fórmula:

SSIM(x,y) =
(2µxµy +C1)(2σxy +C2)

(µ2
x + µ2

y +C1)(σ2
x +σ2

y +C2)

donde µx, µy son las medias locales de intensidad de los píxeles en una ventana centrada en

cada posición de la imagen (una sobre la referencia y otra sobre la reconstrucción); σ2
x ,σ2

y

varianzas locales de las intensidades dentro de la misma ventana; σxy, covarianza local entre las

intensidades de ambas imágenes en la ventana. C1,C2: constantes de estabilización.

El cálculo se realiza de manera local, evaluando cada ventana que recorre ambas imágenes.

Esto genera un mapa de SSIM, cuyos valores se encuentran en el rango [0,1], donde valores

cercanos a 1 indican alta similitud estructural. Finalmente, el valor reportado como SSIM global

corresponde al promedio de todos los valores locales obtenidos en la imagen.

Cabe señalar que la evaluación de la calidad de las reconstrucciones no se limita sólo al uso de

métricas objetivas. La inspección visual por parte de expertos sigue siendo fundamental, ya que per-

mite identificar diferencias sutiles que no siempre son capturadas por indicadores cuantitativos. En
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La literatura muestra que en entornos simulados la calidad de las reconstrucciones se evalúa prin-

cipalmente mediante métricas objetivas como PSNRr y SSIM, complementadas con inspecciones vi-

suales. En contraste, en observaciones reales se recurre a métricas como ruido residual y PSNRnr junto

con la evaluación cualitativa de expertos. Sin embargo, no existe una metodología estandarizada para

estimar la calidad de las reconstrucciones en datos reales.








